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RESUMO

A andlise de imagens radiograficas de sementes é um método efetivo cada
vez mais utilizado na avaliacdo de lotes de sementes. Com este trabalho, propde-se
a utilizacdo da andlise de componentes independentes (ICA) e da andlise discrimi-
nante com o objetivo de classificar imagens radiograficas de sementes em niveis
de qualidade fisica, diferenciando sementes cheias de sementes com algum tipo de
dano ou deformacdo. A ICA foi aplicada a um conjunto de imagens de sementes
de girassol gerando uma base de imagens estatisticamente independentes entre si.
As coordenadas de cada imagem de semente nesta base sdo os pardmetros de en-
trada para a andlise discriminante. O método foi testado num conjunto de imagens
de sementes geradas por simulacio € num conjunto de imagens reais de sementes.
A classificag@o obteve um acerto global de até 97% para as imagens simuladas e
82% para as imagens reais. A partir dos resultados observados na classifica¢do dos
radiogramas procurou-se estabelecer relagcdes com o potencial fisiolégico das se-
mentes. Os resultados mostraram que a metodologia proposta pode contribuir para
uma avaliag@o rdpida e menos subjetiva de imagens radiograficas de sementes.

Palavras-chave: Andlise de componentes independentes. Andlise de imagens.
Analise discriminante. Raios X. Qualidade de sementes.



ABSTRACT

The analysis of seed radiographic images is an effective and increasingly
used method for the evaluation of seed lots. This work proposes the use of the
independent component analysis (ICA) and of the discriminant analysis with the
objective of classifying seed radiographic images in physical quality levels, diffe-
rentiating full seeds from deformed or damaged seeds. The ICA was applied to a
set of sunflower seed images generating a base of images statistically independent
from each other. The coordinates of each seed image in this base are the entry
parameters for the discriminant analysis. The method was tested on a set of seed
images generated by simulation and on a set of real seed images. The classifica-
tion presented a global hit of up to 97% for the simulated images and 82% for the
real images. From the results observed in the radiogram classifications, we aimed
at establishing relations with the physiological potential of the seeds. The results
show that the methodology proposed may contribute to a fast and less subjective
evaluation of seed radiographic images.

Keywords: Discriminant analysis. Image analysis. Independent component
analysis. Seed quality. X-rays.



LISTA DE FIGURAS

PRIMEIRA PARTE

Figura 1

Figura 2
Figura 3

Figura 4

Figura 5
Figura 6
Figura 7
Figura 6

Modelo de mistura e de separacdo da analise de componentes
INAEPENTENTES. .....viieiiieiieee e
Distribui¢do conjunta de duas variaveis gaussianas......................
(A) Mistura de duas variaveis com distribuicdo uniforme (B)
Decomposicdo das misturas por andlise de componentes

principais (PCA) e por analise de componentes independentes

Funcbes G; e G, aproximacBes de negentropia e funcdo Gs
AProXimagGa0 e CUMOSE. ......eieeieeeeeeiereseeeiee e sie e et enes
Imagem de semente como combinacéo linear de imagens-base....
Imagem de 2 componentes independentes estimados por ICA ....
Imagem de 30 componentes independentes estimados por ICA...
Reconstrugdo de imagens de sementes de girassol com
diferentes niveis de qualidade fisica, a partir de bases de
componentes independentes de diferentes dimensfes. (A)
imagem original; (B) reconstruida com 2 IC’s; (C) reconstruida
com 20 IC’s; (D) reconstruida com 30 IC’s; (E) reconstruida

com 45 1C’s; (F) reconstruida com 60 IC’S .........ccceevveeiiiiennennne

SEGUNDA PARTE - ARTIGOS

ARTIGO 1

Figura 1

Figura 2

Imagens radiograficas de sementes de girassol cultivar Hélio-

Imagens radiograficas de sementes de diferentes niveis de

24
28

32

41

67

72
72

73

90



Figura 3

Figura 4

Figura 5

Figura 6

Figura 7

Figura 8

Figura 9

qualidade: (a) cheia; (b) com dano leve, mas com preservacdo
do eixo embrionario; (c) com dano grave e (d) deformada, com
danos afetando 0 €ix0 emMbrioNArio...........cccccevevevcv e,
Imagem de semente decomposta em uma combinacao linear de k
IMAGENS-DASE. .....viiiiiiiriiieire e
Imagem de 60 componentes independentes estimados por ICA ..

Imagens radiogréficas originais de sementes de girassol com
diferentes niveis de qualidade fisica (primeira coluna) e imagens
simuladas, a partir de bases de componentes independentes de
diferentes dimensdes (k) com variancia no erro aleatério de 10°°

(colunas A) e 3,6-1077 (cOlUNas B).......ccccvvvevrreeireeiieieceee s

Resultados da classificacdo de 150 sementes simuladas com erro
aleatério normal de varidncia 10° a partir de amostras
escolhidas pelo analista ..........ccoceeeererenieeerie e
Resultados da classificacdo de 150 sementes simuladas com erro
aleatério normal de variancia 3,6-10" a partir de amostras
escolhidas pelo analista ............ccccoeoeiiiiiici s
Resultados da classifica¢do de 150 sementes simuladas com erro
aleatério normal de varidncia 10° a partir de amostras
escolhidas aleatoriamente............coooeeveriiiere s
Resultados da classificagdo de 150 sementes simuladas com erro
aleatério normal de variancia 3,6-10" a partir de amostras

€5Colhidas aleatoriamENTE. ........covvveeeeee e

ARTIGO 2

Figure 1

Radiographic images of sunflower seeds with different quality

levels: A, full; B, slightly injured, although preserving

91

93

97

98

99

100

101

101



Figure 2

Figure 3

Figure 4

Figure 5

Figure 6

Figure 7

characteristics of the embryonic axis; and C, deformed, with
severe injury affecting the embryonic axis...........ccccceviveeicinenenn, 110
Radiographic images of sunflower seeds. (a) Image of seed
decomposed into a linear combination of k basis-images. (b)
Image of 30 independent components estimated by ICA........... 112
Proportion of sunflower seeds correctly classified depending on

the number of estimated independent components (ICs) from a
new sample COMPOSItION........ccccvieiiie e 115
Proportion of sunflower seeds correctly classified depending on

the number of estimated independent components (ICs) based

on the new visual classification of images............................ 116
Proportion of sunflower seeds misclassified in each group using
quadratic discriminant function for different data sizes (k)......... 117
Germination proportions of 445 sunflower seeds separated by
levels of physical quality...........cccoiiiiiiiiiiie 118
Germination results of misclassified sunflower seeds for data
SIZE K =30 .t 118



LISTA DE TABELAS

PRIMEIRA PARTE
Tabela 1 Distribuicdo dos individuos segundo as populacdes de origem e
classificagdo, em que ny, i # 1, representa o numero de elementos

de II, classificados incorretamente em II, e n; 0 nimero de
elementos classificados corretamente em I .........c.cccovviienne, 57

Tabela2 Percentual de variabilidade explicada a partir do nimero k de
componentes independentes (IC’s) estimados..........cccoeverrirrnenne 71
Tabela 3 Probabilidade global de acerto de classificacdo das funcGes
discriminantes de Fisher e quadrética, usando dados de
diferentes diMeNSOES.........ovveveri e 74
Tabela4 Quantidade de sementes classificadas em cada categoria usando
a funcdo discriminante quadrética para dados de dimenséo 20..... 75
Tabela5 Quantidade de sementes classificadas em cada categoria usando

a funcdo discriminante quadratica para dados de dimenséo 30..... 75
SEGUNDA PARTE - ARTIGOS
ARTIGO 2

Table 1  Results of seed classification by quadratic discriminant function
fOr data Size K = 30...c.cciiiieiiieeeee e 106



11
1.2
13

2.1
2.1.1
2.1.2
2121
2122
2.13
214
2141
2.14.2
215
216
2.16.1
2.16.2
2.1.6.3
2.1.6.4
2.1.6.5
2.1.6.6
2.1.6.7
2.1.7
2.1.8
2.2
221
222
2221
2222
2.3
23.1
2.3.2

3.1
3.2
3.3

SUMARIO

PRIMEIRA PARTE

INTRODUGAO......cooviie e, 15
ODJEEIVOS. ...t 17
ReViSA0 de lIteratura..........ccocevereieinesese e 18
Organizagdo dotrabalho................ooiiiiiiiii 21
REFERENCIAL TEORICO...........ooiiiiiiieiiiiee e 23
Analise de components independentes..................ooeeenenn.n. 23
DefiniCA0. ... 23
PresSUPOSICOBS. ..uvv ettt e 25
Independéncia estatistica..............oveveiiiiiiiiiieeen 25
Variaveis N80 gauSSIANAS. ........uvvieeeiiieeeeeeeeeeeeieaanes 26
AmDbIgUIdades. ........o.oiii i, 28
Pré-processamento para ICA...........coooiiiiiiiiiiiiin 29
Centralizagao. ..., 29
Branqueamento.........ooeviiiiii i 30
Exemplode ICA. ... 31
Estimacéo ICA pela maximizacdo da ndo gaussianidade......... 33
CUITOSE. .ttt bbb b sene s 35
Algoritmo de ponto fixo usando CUrtose............cccccvvvvevvernennnn, 36
NEOENTFOPIA. .. ecvviveeieie ettt sreereas 38
Aproximacdes da Negentropia.........cccceccevevesieeiesesese e, 39
Algoritmo de ponto fixo usando negentropia...........c.ccoevveevennes 41
AIgoritmo FastICA. ... 43
Algoritmo FastICA para varios componentes independentes.. 45
Estimacdo ICA pela maximizacao da verossimilhanca............. 47
Outros principios de estimagdo ICA.........c.cccovvvveveveve e, 50
ANAalise diSCrMINANTE. .........oceiieiiiriree e 51
Regras de ClassSifiCagao. ..........ocoerveveinirineeee e 52
Estimac&o de classificagdes iNCOrretas...........cocovrvereivninernennen. 56
Método da resSUbSEItUIGAO. ...........cerriririiiecee e 58
Método de Lachenbruch...........cccooveiiiiiieiiieee e 59
ANALISE A& SEMENTES......cvvieiiiiieieieee e 59
TESEE dE FAI0S Xiviuieieiieiirieie et 61
Teste de germiNaGAD. .......ccoovrerirrerieieeise e 63
MATERIAL E METODOS........cooovieieeeiieeeeeesseessesesssenisnens 66
Obtencéo e processamento de dados...........ccecevvvveieieneseeneene 66
Aplicacdo de ICA na extracao de caracteristicas...................... 67

Classificagdo por analise discriminante............cccccoevevivevennenne. 69



2.1
2.2
2.3
2.4
2.5

RESULTADOS E DISCUSSAOQ.........c.oovueireeeeieeeeeeee s e 71

CONSIDERAGCOES GERAIS........coooiveeeeieeeereeeer e, 77
REFERENCIAS. ... oot er e ae s e e es e eeserananes 78
SEGUNDA PARTE — ARTIGOS. ..o oo e 85

ARTIGO 1 Analise de componentes independentes na
avaliacdo de imagens radiogréaficas de sementes: um estudo

0E SIMUIAGAD. ......ceeeeeeeeee e 85
INTRODUGAO.........oomieeeeeeeesee e sssieses s 87
MATERIAL E METODOS........ooovieieieieeeieeeieeeesesesesenienans 89
Obtencéo e processamento de dados...........cccceveveeieieneseennn, 89
Anélise de componentes independentes............cccceveierererierennns 91
Aplicagdo de ICA ao conjunto de dados...........ccecevvrvrvenenennne 93
ANAlise diSCriMINANTE. .........cceveieieirece e 94
Simulacao de amostras de teSteS........covvvvvriverieri e 95
RESULTADOS E DISCUSSAO..........ovvvriieirrineesinsesnerssnenas 96
CONCLUSAO. ...ttt 102
REFERENCIAS........ooooeeeeeeeeesee s sestesessesenesessen s sessnsnes 103

ARTIGO 2 Evaluation of seed radiographic images by
independent component analysis and discriminant analysis.... 106
CONSIDERAGCOES FINAIS. ..o 122



15

PRIMEIRA PARTE

1 INTRODUCAO

A andlise de sementes é de fundamental importancia na determinagao do
valor de lotes de sementes para a semeadura. A qualidade é avaliada a partir dos
atributos fisicos e fisiol6gicos da semente relacionados a capacidade desta desem-
penhar suas fungdes vitais, ser portadora de vida e produzir uma plantula normal.
Por este motivo a maioria dos testes para avaliacdo da qualidade de sementes exa-
mina o nivel de deterioragdo, a capacidade germinativa e o vigor das mesmas.

A andlise de imagens radiogréficas de sementes tem se apresentado como
uma alternativa aos testes tradicionais realizados em laboratério, pois possui a
vantagem de ser uma forma de avaliacdo rdpida e ndo destrutiva. Consiste em
analisar a imagem radiografica da semente, diferenciando sementes bem formadas
das sementes vazias, com danos mecanicos ou com ataque de insetos. As sementes
analisadas podem posteriormente ser utilizadas na semeadura, permitindo estabe-
lecer relagdes entre os resultados observados nos radiogramas e o potencial fisico
e fisioldgico da semente (KOBORI; CICERO; MEDINA, 2012). Desta forma é
possivel avaliar também a eficiéncia do teste.

Geralmente a imagem radiografica € examinada visualmente por um ana-
lista de sementes e por este motivo os resultados estdo sujeitos a subjetividade do
analista na interpretacdo das imagens. Essa subjetividade pode ser minimizada
com o uso de técnicas de processamento automatico de imagens, nas quais as ima-
gens radiograficas das sementes sdo analisadas por softwares.

O processamento de imagens € um estdgio necessario para novos proces-

samentos de dados tais como aprendizagem de mdaquina ou reconhecimento de
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padrdes. Construcio de histogramas, aplicacao de filtros, deteccdo de borda, uso
da transformada de Fourier sdo alguns dos inimeros recursos usados no processa-
mento de imagens.

Desenvolvida inicialmente como uma técnica de processamento de sinais,
a andlise de componentes independentes (ICA - Independent Component Analysis)
¢ um método estatistico e computacional, cujo objetivo é encontrar uma represen-
tacdo linear de dados ndo-gaussianos, de modo que os componentes sejam estatis-
ticamente independentes ou tenham dependéncia estatistica minimizada. E mui-
tas vezes referida como técnica de separacdo cega de fontes (BSS - Blind Source
Separation) que consiste na extracdo de sinais de informacdo de dados que se en-
contram misturados e/ou corrompidos. E aplicada no processamento de imagens,
sinais de audio, eletromagnéticos, sensores quimicos, redes de telecomunicagdes,
satélites, sinais biomédicos obtidos por eletroencefalogramas (EEG), ecocardio-
gramas e outros. Os dados analisados pela ICA podem ser oriundos de vérias
dreas de aplicacdo incluindo base de dados de documentos, bem como indicadores
econdmicos e medidas psicométricas.

A ICA também ¢€ largamente aplicada na extragdo de caracteristicas, que
¢ uma forma especial de redu¢do da dimensdo de um conjunto de dados obser-
vado. Se as caracteristicas extraidas forem cuidadosamente escolhidas espera-se
que esse conjunto represente a parte relevante da informacdo para se executar a
tarefa desejada ao invés de se usar os dados de entrada na integra. A selecdo de
caracteristicas é uma etapa essencial que precede a andlise de dados e muitas vezes
¢ utilizada com o objetivo de reduzir o esforco computacional e alcancar melhor
desempenho na classificacdo dos objetos em estudo.

Entre as diversas técnicas de classificagdo utilizadas na andlise multivari-

ada de dados, destacam-se a andlise discriminante, a andlise de agrupamentos, o
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método do vizinho mais préximo e a sua variacdo para os k vizinhos mais pro-
ximos (kNN - k Nearest Neighbor), redes neurais artificiais, maquina de vetor de
suporte, arvores de classificacdo e regressdo (método CART - Classification and
Regression Trees) e classificadores Bayesianos.

Usando a abordagem de extracdo de caracteristicas e classificacdo, o pre-
sente estudo visa aplicar a andlise de componentes independentes no processa-
mento de imagens radiograficas de sementes e a andlise discriminante para classi-
ficar estas imagens, propondo uma nova metodologia para avaliacdo da qualidade

de sementes.

1.1 Objetivos

O objetivo geral com este trabalho é propor um novo método de avalia-
cdo de imagens radiogrificas de sementes, aplicando a andlise de componentes
independentes na extragcdo de caracteristicas destas imagens. Dentre os objetivos

especificos destacam-se:

e Automatizar e diminuir a imprecisao da andlise de imagens radiograficas de

sementes realizada visualmente.

o Classificar as sementes quanto a qualidade fisica, usando a anélise discrimi-
nante como técnica de classificacdo. As caracteristicas obtidas por ICA sdo

os parametros de entrada do classificador.

e Avaliar o potencial germinativo das sementes associando os resultados da
classificacdo realizada com resultados da germinacdo destas mesmas semen-

tes.
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1.2 Revisao de literatura

A andlise de componentes independentes teve os seus trabalhos seminais
formulados por Herault e Jutten (1986) e Herault, Jutten e Ans (1985) na década de
80. Sdo estudos na drea de neurofisiologia relacionados a codificacdo empregada
pelo sistema nervoso central para a ativagdo muscular. Eles propuseram um mo-
delo e um algoritmo com o objetivo de revelar separadamente informacdes de posi-
cdo e velocidade angular do movimento a partir da observacgao de sinais sensoriais
de contracdo muscular. A técnica foi denominada andlise de componentes inde-
pendentes pelas suas similaridades com a andlise de componentes principais (PCA
- Principal Component Analysis), considerando que a diferenca fundamental entre
as duas técnicas é que a PCA obtém componentes ndo correlacionados, enquanto
que a ICA deseja obter componentes estatisticamente independentes. Inicialmente
o termo ICA estava intimamente associado a separacdo cega de fontes (BSS - Blind
Source Separation), devido a sua principal aplicabilidade na separacdo de sinais
misturados, cujas fontes sdo desconhecidas.

Neste periodo a divulgacdo da nova técnica ficou restrita a pesquisadores
franceses. Em 1989, com o primeiro workshop internacional, estudos foram di-
vulgados na drea de andlise espectral de ordens superiores com trabalhos em ICA
de Cardoso (1989) e Comon (1994). Cardoso (1989) usou métodos algébricos, es-
pecialmente com tensores cumulantes de quarta ordem que conduziram a criagdo
do algoritmo JADE (Joint Approximate Diagonalization of Eigenmatrices) (CAR-
DOSO; SOULOUMIAC, 1993). No trabalho de Comon (1994) se delineou uma
estrutura matemadtica mais bem definida e aplicdvel para a ICA, demonstrando
como a independéncia estatistica se insere no problema de separacdo de fontes.
Essa contribuicao teve papel fundamental no desenvolvimento de novos métodos

de BSS.
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Nos anos 90, Bell e Sejnowski (1995) e Cichocki e Unbenhauen (1996)
propuseram os algoritmos ICA mais populares. O algoritmo de Bell e Sejnowski
(1995) é baseado no principio Infomax (Information Maximization), principio de-
senvolvido por Linsker ainda nos anos 80, que formulou a idéia de maxima preser-
vacdo de informagdo numa rede neural (HAYKIN, 1999). Este algoritmo desper-
tou grande interesse na comunidade cientifica internacional, conduzindo a posteri-
ores reformulacdes ou refinamentos, como o proposto por Amari, Cichocki e Yang
(1996) com o uso do gradiente natural conectado ao principio de estimagdo de ma-
xima verossimilhan¢a. Em 1996 publicou-se o primeiro artigo cientifico dedicado
a aplicacdo do algoritmo de Bell e Seijnowski em sinais eletroencefalograficos
(MAKEIG et al., 1996).

Um grupo de cientistas finlandeses trouxe grandes contribuicdes no de-
senvolvimento da ICA. Estudos de Karhunen, Pajunen e Oja (1998) permitiram
interpretar a ICA como uma extensdo nio-linear da andlise de componentes prin-
cipais. Tal abordagem teve um papel fundamental no entendimento da ICA como
um tema relevante em andlise de dados multivariados. Hyvérinen contribuiu para
o desenvolvimento de critérios baseados na maximiza¢do da nio-gaussianidade,
nos quais se baseia o algoritmo FastICA (Fast Independent Component Analysis)
(HYVARINEN; OJA, 2000).

Com os sucessivos desenvolvimentos da técnica ICA as suas aplicagdes
foram se diversificando em intimeras dreas e aos poucos se dissociando da BSS.
Em Econometria, trabalhos aplicando ICA na previsdo de séries temporais finan-
ceiras podem ser lidos em Back e Weigend (1997), Garcia-Ferrer, Gonzalez-Prieto
e Pefia (2008), Kiviluoto e Oja (1998), Lu (2010) e Lu, Lee e Chiu (2009).

Trabalhos que utilizam ICA na extragdo de caracteristicas na maioria das

vezes a associam a aplicacdo de alguma técnica de classificacdo dos dados, como
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nos estudos citados a seguir.

A utilizag@o de ICA em imagens iniciou-se com trabalhos de decomposi-
cdo de imagens naturais em uma base de imagens independentes entre si, visando
aplicacdes em reducao de ruido, compressao, extracao de caracteristicas, entre ou-
tros dominios do processamento de imagens (HY VARINEN; HOYER, 2000).

Em trabalho de reconhecimento de faces (DENIZ; CASTRILLON; HER-
NANDEZ, 2003) comparou-se a utilizagio de ICA ou PCA combinados com o
classificador maquina de vetor de suporte (SVM - Support Vector Machine). A
combinagdo ICA/SVM apresentou melhor desempenho, apesar de PCA/SVM tam-
bém apresentar bons resultados.

Muitas aplicagdes utilizando imagens encontram-se na drea da engenharia
biomédica. Em Prasad, Sowmya e Koch (2004) foram realizados estudos para a
classificacdo de enfisemas em imagens de tomografias computadorizadas de alta
resolucdo, usando ICA na sele¢do de um subconjunto de caracteristicas a serem
usadas por trés diferentes classificadores: Naive Bayes, Seeded K-Means e C4.5.
A classificacdo realizada utilizando Naive Bayes foi a que obteve melhores resul-
tados. Utilizando imagens provenientes de raios X, Christoyianni et al. (2002)
foram os primeiros a utilizarem ICA na extracdo de caracteristicas de mamogra-
mas, usando previamente PCA na redu¢do de dimensdo dos dados, e uma rede
neural artificial para a classificacdo dos tecidos da mama entre normais € anor-
mais, benignos e malignos. Compararam o desempenho de ICA com outros dois
métodos de andlise de imagens (Gray level histograms moments e Spacial gray
level dependence matrix) e a ICA obteve melhor performance. Nesta mesma li-
nha de pesquisa Campos, Barros e Silva (2007) também utilizaram ICA e uma
rede neural multicamadas perceptron para a classificacdo de regides de mamogra-

mas. A metodologia obteve sucesso de 97,8%. Em Costa et al. (2007), utilizando
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ICA como extrator de caracteristicas, foi comparada a eficiéncia dos classifica-
dores andlise discriminante linear (LDA - Linear Discriminant Analysis) e SVM
para distinguir imagens de mamogramas entre nédulos ou niao nédulos e os teci-
dos lesionados entre benignos ou malignos. Obteve-se até 99,6% de acuricia na
classificacdo com estes métodos, sendo os resultados do uso de SVM superiores
aos obtidos com LDA. Tang, Wang e Chen (2012) usaram ICA para extrair vasos
coronarianos das angiografias digitais das corondrias com melhor qualidade que
os extraidos com as tradicionais técnicas de subtracdo.

Muito pouco se conhece da aplicacdo de ICA na 4rea agricola. Zhu et
al. (2007) propuseram um método usando ICA na sele¢do de comprimentos de
onda 6timos em imagens de fluorescéncia hiperespectral para discriminacdo entre
fragmentos de casca ou fruto de nozes. O método dos k vizinhos mais préximos
(kNN) foi utilizado como técnica de classificacdo. Até o presente momento nao
foram encontrados estudos voltados a avaliagdo de sementes. A proposta de uma
aplicacdo de ICA em andlise de imagens radiograficas de sementes daria uma con-
tribuic@o significativa para o avango dos métodos de avaliacdo da qualidade dos

lotes de sementes.

1.3 Organizacao do trabalho

O texto estd organizado em formato de coletidnea de artigos sobre apli-
cacdo de ICA na avaliacdo de imagens radiograficas de sementes, conforme as
normas da Universidade Federal de Lavras - UFLA (2010).

Nesta primeira parte sdo apresentados motivagdo, contextualizacio, obje-
tivos do trabalho, revisdo de literatura e referencial tedrico. Alguns dos primei-
ros resultados da aplicacdo de ICA e da anélise discriminante na classificagdo de

imagens radiogréficas de sementes também sdo apresentados como base para os
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estudos posteriores desenvolvidos nos artigos.

A segunda parte € constituida de dois artigos. Objetivou-se no primeiro
artigo validar o uso de ICA na extragdo de caracteristicas de imagens de sementes
utilizando simulacio. Simulando novas imagens a partir das caracteristicas obtidas
com a aplicacdo de ICA, avaliou-se a classificacdo destas imagens realizada por
andlise discriminante.

No artigo 2 foram avaliadas as imagens de raios X de um novo conjunto
de sementes. Os resultados obtidos da aplicacdo de ICA a um conjunto de 300
imagens serviu como base de dados para a classificagdo deste novo conjunto.
Procurou-se estabelecer uma correlagdo entre os resultados obtidos com a clas-
sificagdo quanto ao nivel de qualidade fisica da semente e os resultados do teste de
germinacao.

Nas consideragdes finais sdo resumidos os aspectos principais deste traba-

lho e apresentadas perspectivas de trabalhos futuros.
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2 REFERENCIAL TEORICO

2.1 Analise de componentes independentes

A andlise de componentes independentes é uma técnica estatistica e com-
putacional que revela componentes ou fatores subjacentes a um conjunto de varia-
veis aleatdrias, medig¢des, ou sinais observados multivariados. Difere das técnicas
tradicionais utilizadas nesta drea, porque tais componentes sio estatisticamente
independentes (ou tém dependéncia estatistica minimizada) e sdo ndo gaussianos

(HYVARINEN; KARHUNEN; OJA, 2001).

2.1.1 Definicao

Seja o vetor aleatério X = [Xq, Xo,... ,Xn]T, cujos n elementos sio
gerados pela mistura de n componentes estatisticamente independentes entre si de
um vetor aleatério S = [Sy, S, .. ., Sn]T. O modelo ICA expressa cada X; como

uma combinacdo linear de componentes independentes, dada por

X; =a;151 + a5 + ...+ ainSy, paratodo: =1,2,...,n, 2.1)

em que a;j,j = 1,2,...,n, sdo coeficientes reais.

Usando notag@o matricial o modelo pode ser escrito como

X=A-S, (2.2)

em que A € a matriz dos coeficientes a;; das combinagdes lineares.
Sendo a;; um coeficiente que pondera a mistura dos componentes inde-

pendentes (sinais ou fontes originais), a matriz A é denominada matriz de mistura.
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Tanto os coeficientes a;; como os componentes independentes .S; sdo desconheci-
dos e devem ser estimados a partir da observagdo dos sinais misturados X;.
Este ¢ um modelo generativo, pois descreve como os dados observados
sdo gerados a partir de um processo de mistura dos componentes S;.
Alternativamente pode-se definir ICA como o problema de determinar

uma transformacao linear dada pela matriz W,

Y=W-X, (2.3)

em que Y é o vetor aleatério de componentes Y71, Ys, ..., Y, que sdo estimativas
dos componentes independentes ¢ W € a matriz inversa de A, denominada matriz
de separacio.

A equagdo (2.3) evidencia o objetivo do método que € estimar os compo-
nentes independentes. Na Figura 1 é descrito o caminho de estimacdo a partir da

andlise de componentes independentes.

Estimativas d
IComponentes Sinais observados shma a;. o8 d
independentes componentes independentes
S 4 ™ X, 4 N 1
—_— - L ————
3 X, Y,
: A : - W r
Sﬂ ‘}{,. I’;
—_— - T
\ v . A

Figural Modelo de mistura e de separac@o da andlise de componentes indepen-
dentes

Segundo Hyvérinen, Karhunen e Oja (2001), esta definicdo de modelo é
uma das mais basicas pois omite a existéncia de ruido e considera a mistura linear.

Estas consideragcdes podem ser ampliadas definindo modelos ICA mais comple-
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x0s. Também assume-se que o nimero de componentes independentes seja igual
ao nimero de sinais observados com o objetivo de se ter uma matriz de mistura
quadrada e ndo singular, simplificando a estimagdo da matriz W e dos componen-
tes independentes obtidos em (2.3). Nos casos em que o niimero de sinais obser-
vados é maior que o nimero de componentes independentes a estimagdo pode ser
realizada com o uso da inversa generalizada (pseudoinversa) da matriz de mistura,

considerando-se que A seja uma matriz de posto coluna completo.

2.1.2 Pressuposicoes

Para que o modelo ICA esteja bem definido € necessdrio supor que o0s
componentes .5; a serem estimados sejam estatisticamente independentes entre si

e apresentem distribui¢c@o de probabilidade ndo-gaussiana.

2.1.2.1 Independéncia estatistica

Duas varidveis aleatdrias Y; e Y s@o ditas independentes se a informagado
contida na variavel Y; ndo fornece nenhuma informacao sobre a probabilidade de
ocorréncia da varidvel Y;, para ¢ #£ j.

Em Hyvirinen (1999) encontram-se as seguintes definicdes e considera-
¢oes a respeito da condi¢@o de independéncia estatistica exigida pelo modelo ICA.

Sejam Y7, Y5, ..., Y, varidveis aleatérias com funcdo de densidade con-
junta f(y1,v2,...,yn). Diz-se que as varidveis Y; sdo estatisticamente indepen-

dentes se a funcao de densidade conjunta pode ser fatorada na forma

vz, un) = fily) f2(y2) - - - fa(yn), 24)

em que f;(y;) denota a densidade marginal de Y;, paratodo: =1,2,...,n.
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A partir do conceito de esperanca pode-se demonstrar que

Elg(Y)h(Yy)] = Elg(Ya)] - E[n(Y;)],  parai # j, (2.5)

em que ¢(Y;) e h(Y;) sdo quaisquer funcdes integraveis de Y; e Y.
Por outro lado, diz-se que duas varidveis Y; e Y} sdo ndo correlacionadas

quando a covariancia entre elas é nula

Cov(Y;,Y;) = E(Y;Y;) — E(Y;) - E(Y;) = 0, (2.6)

0 que equivale a

E(YY;) = E(Y;) - E(Y;), parai# j. 2.7)

Para varidveis aleatérias de média nula, com as quais se trabalha mais
frequentemente, tem-se que

B(YYj) =0 2:8)

¢ também uma condic¢@o de ortogonalidade.

Comparando as equagdes (2.5) e (2.7) conclui-se que independéncia es-
tatistica € uma propriedade muito mais forte do que ndo correlagdo. De fato, a
equacdo (2.7) que define nao correlacio pode ser vista como um caso particular da

propriedade de independéncia (2.5), em que g(Y;) e h(Y}) sdo fungdes lineares.

2.1.2.2 Variaveis nao gaussianas

A restric@o de varidveis gaussianas para os componentes independentes é
uma condicdo fundamental no modelo ICA, como serd observado a seguir.

Considerando que S; e S2 sejam dois componentes independentes gaus-
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sianos com média zero, com varidncia unitdria e descorrelacionados, tem-se que a
funcdo de densidade de probabilidade conjunta é dada por
2, 2 2
1 R T s

f(s1,82) = geXP( 5 )= o eXP(—T)~ (2.9)

Assumindo que a matriz A seja ortogonal (como serd exposto na secio
2.1.4), tem-se que A~! = AT, Usando a férmula clissica do método jacobiano
para transformacdo de func¢des de densidade de probabilidade (fdp) tem-se que a
densidade conjunta das misturas X; e X, obtidas pela transformacdo (2.2), € dada
por

1 1A - x|?

flx1,29) = — exp(— 5

det ATY). 2.10
o | det A" ) (2.10)

Se A é ortogonal, entdo AT também é ortogonal e segue-se que ||AT x||? =
[x||* e |det A| = 1.

Logo,
e

flan,a2) = 5-exp(—1

o ), (2.11)

donde se conclui que uma matriz de mistura ortogonal ndo altera a fdp conjunta de

misturas gaussianas, pois sequer aparece na fdp da mistura.

Ao observar o grafico da distribuicdo conjunta de duas fontes gaussianas
(Figura 2), verifica-se que esta densidade é completamente simétrica € ndo se mo-
difica quando submetida a uma rotacdo. A fdp e a sua representacdo grafica nio
contém nenhuma informagao sobre as direcdes das colunas da matriz de mistura,
explicando porque nio hd como inferir a matriz A para mistura provenientes de

varidveis gaussianas.
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Figura 2 Distribuicdo conjunta de duas varidveis gaussianas

Varidveis gaussianas possuem a particularidade de que as propriedades
de ndo correlacdo e independéncia sdo equivalentes. Estas estdo completamente
definidas a partir da média e covariancia. Seus cumulantes de ordem mais alta sdo
nulos, mas as informacdes contidas nessas medidas sdo essenciais na estimativa do
modelo ICA. Apesar desta restricdo para varidveis gaussianas, é importante notar
que o modelo nédo exige qualquer prévio conhecimento sobre as distribui¢des de

probabilidade dos componentes independentes.

2.1.3 Ambiguidades

A partir da defini¢do do modelo ICA (2.2) é f4cil identificar algumas in-

determinagdes que persistem.

e Nio é possivel determinar a variancia dos componentes independentes

Isto se deve ao fato de que tanto S como A sendo desconhecidos, qualquer

escalar «; multiplicado a algum dos sinais originais .S; pode ser sempre cancelado
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dividindo-se pelo mesmo «; a correspondente coluna a; de A:
"1
X = z;(aiai)(si%)' (2.12)
1=

Este problema pode ser contornado assumindo-se que os componentes in-
dependentes tenham varidncia unitaria, &/ (SZQ) = 1. Porém permanece a ambigui-
dade do sinal, pois sempre se pode multiplicar um componente independente por

-1 sem afetar o modelo. Essa ambiguidade ¢ irrelevante na maioria das aplicacdes.
e Naio é possivel determinar a ordem dos componentes independentes

Aplicando uma matriz de permutacdo P e a sua inversa ao modelo, este
resulta em

X = AP 'PS, (2.13)

em que os elementos de PS sdo componentes independentes em outra ordem, assim

como AP~! é uma outra matriz de mistura a ser estimada.
2.1.4 Pré-processamento para ICA

Com o objetivo de tornar mais simples a estimacido dos componentes in-
dependentes, os dados observados sdo submetidos a alguns procedimentos antes

da aplicacdo de algum tipo de algoritmo ICA.

2.1.4.1 Centralizacao

Um procedimento bdsico e necessdrio como pré-processamento para a
ICA ¢ subtrair a média dos dados observados, ou seja, tornar os dados com média

nula. Este processo é chamado de centralizacéo.
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Seja X o vetor aleatério das varidveis observadas. O vetor submetido ao

algoritmo ICA serd

X =X - E(X). (2.14)

Consequentemente a média dos componentes independentes estimados

serd também nula, como segue-se da equacdo (2.3)
E(Y)=W- EX). (2.15)

Este processamento ndo afeta a estimacdo da matriz de mistura que per-
manece a mesma independentemente da média dos dados observados e dos com-
ponentes independentes.

Ao fim da estimagdo os componentes independentes dos dados observados

originais deverdo ter a média restituida como se segue
Y=Y+ W EX). (2.16)

Sendo a distribuicao de probabilidade do vetor aleatério geralmente ndo
conhecida, na pratica a esperanca ¢ computada pela média amostral das realizagoes

dos vetores aleatorios.

2.14.2 Branqueamento

Branqueamento € o processo de tornar as varidveis observadas nao cor-
relacionadas e com varidncia unitdria, ou seja, a matriz de covariancia dos dados
branqueados € a matriz identidade. O processo serd aplicado ao vetor X dos dados
observados previamente centralizado.

O vetor de dados branqueados Z € obtido a partir de uma decomposicao
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ortogonal do vetor X

Z=V-X, 2.17)

em que

V = ED V2ET, (2.18)

sendo E e D, respectivamente, a matriz ortogonal dos autovetores e a matriz dia-
gonal dos autovalores da matriz de covariancia amostral de X.
Convém observar que o modelo ICA aplicado aos dados branqueados é

muito mais simples, pois segue-se das equagdes (2.2) e (2.17) que

Z = V-A-S,

Z = A-S. (2.19)

A busca pelos componentes independentes passa a ser feita a partir do
vetor Z. A nova matriz de mistura A é uma matriz ortogonal, o que reduz a quan-
tidade de parimetros a serem estimados de n? a n(n — 1) /2. Por este motivo pode-
se dizer que branqueamento resolve metade do problemas de ICA (HY VARINEN;
0OJA, 2000) e os algoritmos ICA aplicados ao vetor Z terdo melhor desempenho.

Ao ser feita a descorrelagdo dos dados pode ser ttil aproveitar também
para reduzir a dimensdo do problema. Como usualmente € feito na técnica de
componentes principais, seleciona-se na matriz E os autovalores que proporcio-

nalmente mais explicam da variabilidade total dos dados e descarta-se os menores.
2.1.5 Exemplo de ICA

Na Figura 3A ¢ apresentado um exemplo de como a transformacao linear

age sobre a distribui¢do conjunta de duas varidveis com distribui¢do uniforme. O
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paralelogramo representa as varidveis misturadas pela transformacio na direcao
dos vetores a; e a-.

Na Figura 3B sdo observadas as duas misturas decompostas em variaveis
branqueadas ap6s aplicacdo de PCA. Estas varidveis ainda ndo foram separadas,
ndo sdo os componentes independentes. O passo seguinte da ICA serd o de estimar

a transformacao ortogonal que serd feita apds a descorrelagdo.

(4)

Figura3 (A) Mistura de duas varidveis com distribui¢do uniforme (B) Decompo-
sicdo das misturas por andlise de componentes principais (PCA) e por
andlise de componentes independentes (ICA)

Fonte: Journée (2008)
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2.1.6 Estimacao ICA pela maximizacao da nio gaussianidade

Os vérios métodos de estimagdo dos componentes independentes se ba-
seiam na formulacio de uma fun¢do objetivo que serd maximizada ou minimizada
por algoritmos de otimizacdo. Tais funcdes estdo relacionadas com a independén-
cia das varidveis e diferem entre si a partir do principio no qual se baseiam.

A motivagdo para o uso de medidas de ndo gaussianidade na estimagdo de
ICA é o Teorema do Limite Central (TLC) (MAGALHAES, 2006). Este afirma
que uma soma de varidveis aleatdrias independentes e identicamente distribuidas
tende a possuir uma distribui¢do gaussiana, sob certas condigdes.

Portanto, adotando o modelo generativo que define o modelo ICA (2.2) e,
por simplicidade, assumindo que todos os componentes independentes S; sejam
identicamente distribuidos, pelo TLC pode-se afirmar que os dados observados no
vetor X tém distribui¢do mais proxima da distribuicdo gaussiana que qualquer uma
das varidveis aleatdrias originais componentes do vetor S.

A busca pelos componentes independentes se faz a partir da estimagdo da
transformacao linear do modelo ICA na sua forma invertida (2.3). Para facilitar
a notacgdo, seja Y simplesmente algum dos componentes Y; do vetor Y dado pela

combinagdo linear dos X,

Yy =wl.X. (2.20)

Todo o problema consiste na determinacio de w, um vetor apropriado que
reconstréi o componente independente.

Substituindo (2.2) em (2.20), tem-se que

Y =wl-A-S. (2.21)
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Sejag" = w' - A. Note-se que se w! for uma das linhas da inversa de A,
q serd um vetor com um elemento 1 e os outros nulos e Y corresponderd a um dos
componentes independentes. Na pratica ndo é possivel determinar w exatamente
desta maneira, pois ndo se tem nenhuma informagao sobre A, mas pode-se chegar
a um estimador para este vetor com boa aproximacao.
Sendo
Y =q"-8 (2.22)
) .

o TLC garante que Y € mais gaussiano que qualquer .S; e se torna menos gaussiano
quando se iguala a algum .S;. Portanto, teoricamente, espera-se que variando os
coeficientes em g e observando como a distribuicdo de Y muda, possa-se chegar
ao componente independente.

Efetivamente esta busca ndo € feita sobre o vetor ¢, mas sobre o vetor w,
uma vez que de (2.20) e (2.22), segue-se que ¢ - S = w! - X. No caso, variando
os coeficientes de w e olhando a distribuicio de w' - X, procura-se que este vetor
seja o mais distante possivel de uma distribui¢do gaussiana.

A maximizacdo da ndo gaussianidade do componente Y no espaco n-
dimensio-nal dos vetores w permite encontrar 2n maximos locais, dois para cada
componente independente, correspondendo a —S; e 5;, no que decorre que 0s
componentes independentes ndo podem ser univocamente determinados. Para es-
timar os outros componentes independentes é necessdrio encontrar todos esses
maximos locais. Uma vez que os componentes independentes sdo ndo correla-
cionados, a busca ¢ feita sob a restricdo de que as novas estimativas sejam nao
correlacionadas com as anteriores, o que corresponde a ortogonalizacdo num es-

paco de vetores branqueados.
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2.1.6.1 Curtose

A curtose é uma estatistica de quarta ordem que pode ser usada para medir
a ndo gaussianidade de uma varidvel aleatdria Y.
O coeficiente de curtose de uma varidvel aleatéria Y com média 4 mede a

intensidade dos picos da sua distribuicao de probabilidade e € definido como

B )
(Bl — w2

Ky (2.23)

supondo-se a existéncia do quarto momento de Y (MAGALHAES, 2006).

A curtose de distribui¢des gaussianas com média zero e varidncia unita-
ria é igual a 3. E comum usar o coeficiente de curtose da distribuicio gaussiana
para compard-lo com outras distribui¢des de probabilidade. Alternativamente, al-
guns autores jd definem este coeficiente subtraido de 3 (HY VARINEN; OJA, 2000;
MOOD; GRAYBILL; BOES, 1974), sendo também conhecido como excesso de
curtose.

Considerando que a estimacdo do modelo ICA ¢ feita a partir de varia-
veis centralizadas e branqueadas, o coeficiente de excesso de curtose para estas
varidveis é dado por

kurt(Y) = E(Y*) — 3. (2.24)

Logo, o excesso de curtose € nulo para varidveis gaussianas e ndo nulo para
praticamente a grande maioria das varidveis aleatérias ndo gaussianas. Varidveis
aleatdrias com curtose negativa sdo denominadas varidveis subgaussianas ou com
distribuicdo platicurtica e aquelas com curtose positiva supergaussianas ou com
distribuicdo leptocurtica.

A curtose, ou ainda o seu valor absoluto, tem sido largamente utilizada

para quantificar o grau de ndo gaussianidade de uma varidvel aleatéria Y em ICA.
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E uma medida que apresenta simplicidade computacional pela sua facil estimagio

a partir do quarto momento de uma amostra de dados.

2.1.6.2 Algoritmo de ponto fixo usando curtose

Como dito no inicio desta se¢do, a estimacdo de um componente indepen-
dente Y é feita buscando o vetor w que torna a distribuicio de w'-X o mais distante
possivel de uma distribuicdo gaussiana. Considerando que o vetor X tornou-se o
vetor Z apés o pré-processamento de branqueamento e assumindo que a medida de
nao gaussianidade usada € a curtose, o problema de otimizagao consiste em buscar

uma direcdo de projecdo w que satisfaga o critério
w = arg max |kurt(w! - Z)). (2.25)

Na prética, para maximizar o valor absoluto da curtose, inicia-se com al-
gum vetor de pesos w arbitrario, calcula-se a direcdo na qual o valor absoluto da
curtose de w' - Z cresce mais fortemente, que é a direcio do seu gradiente, e move-
se w nesta direcdo.

Um algoritmo de itera¢do de ponto fixo é uma variacdo do método do
gradiente que torna a estimag@o mais rdpida. Nao usa taxa de aprendizado, nem
depende das condi¢des iniciais do algoritmo que pode tornar a convergéncia mais
lenta a depender da escolha destes valores.

O gradiente do valor absoluto da curtose de w' -Z pode ser calculado como

Olkurt(w™ - Z)|

= = 4sign(kurt(w'-Z2)){E[Z(w"-Z2)*]-3wE[w"-Z)*]}. (2.26)

Para dados branqueados E[(w" - Z)?] = ||w||%, no que decorre que
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O|lkurt(w? - Z)|

o =4 - sign(kurt(w™ - Z)){E[Z(wT - Z2)%] — 3w - |w|*}. (2.27)

Para derivar uma itera¢fio de ponto fixo eficiente, no ponto estavel do algo-
ritmo o gradiente (2.27) deve ser igual a w multiplicado por uma constante escalar.
O problema de otimizagdo estd sujeito a restricdo de manter a norma de w unitaria.
Desse modo, adicionar o gradiente a w ndo muda a sua direc@o e a convergéncia é

atingida. Assim temos que
wo E[Z-(wh-Z)%] —3-w-|w|> (2.28)

O novo valor de w € atualizado pelo cdlculo da expressdo do lado direito
da equagao

w< ElZ-(w'-Z)3] —3-w. (2.29)

Ap6s cada iteracdo o vetor w € dividido pela sua norma para permane-
cer no dominio da restri¢do ||w| = 1. O vetor final w fornece um dos com-
ponentes independentes a partir da combinacio linear wT - Z. Na prética toda
a computacdo € feita a partir de uma amostra disponivel dos dados branquea-
dos Z(1),Z(2),...,Z(T) e a esperanga em (2.29) deve ser substituida pela média
amostral.

Atingir a convergéncia na iteracdo de ponto fixo significa que os valores
de w, o novo e o anterior, apontam na mesma direcao. Ndo é necessario que o vetor
convirja a um unico ponto, uma vez que w e -w definem a mesma dire¢do. Como
visto na se¢do 2.1.3 os componentes independentes nao podem ser determinados
de forma tdnica, pois sempre permanece uma ambiguidade no sinal.

Este algoritmo € uma das versdes do algoritmo FastICA que serd apresen-
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tado mais detalhadamente na se¢éo 2.1.6.6.

Um dos problemas que pode ocorrer na estimacio € devido a sensibilidade
da curtose a outliers, ou valores extremos. Por ser um termo de quarta poténcia
pode gerar valores bastante elevados afetando fortemente o resultado final. Isto
significa que, apesar de ser uma medida de ficil computacdo, ndo € um estimador

robusto de ndo gaussianidade.

2.1.6.3 Negentropia

Outra forma de quantificar o grau de ndo gaussianidade € usando negen-
tropia. A negentropia é baseada na quantidade de informacéo tedrica da entropia
diferencial.

Entropia € um conceito basico da teoria de informacdo e ¢ uma medida da
incerteza média associada a observagao de uma varidvel aleatéria (COVER; THO-
MAS, 1991). A entropia serd maior o quanto mais imprevisivel for a varidvel. A
entropia diferencial H de uma varidvel aleatéria Y com densidade fy (-) é definida

como

H(Y) = —/fY(y) In fy (y)dy. (2.30)

Uma propriedade fundamental da teoria da informacdo € que uma varia-
vel gaussiana tem maior entropia que qualquer outra varidvel aleatéria de mesma

variancia. Neste sentido, definindo negentropia como
J(Y) = H(Ygauss) — H(Y), (2.31)

obtém-se uma medida sempre nio negativa que pode ser usada para medir o grau
de ndo gaussianidade de uma varidvel aleatéria ¥ ao ser comparada com uma

varidvel gaussiana Y ,qs. A maximizagdo da negentropia conduz a estimacdo de
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um componente independente, procedendo de forma andloga ao uso de curtose.
Negentropia € um 6timo estimador de ndo gaussianidade por estar solida-

mente fundamentado na teoria estatistica. O problema do seu uso é o dificil calculo

da entropia que requer uma estimacao (possivelmente ndo paramétrica) da densi-

dade da varidvel aleatdria envolvida e pode exigir grande esfor¢co computacional.

2.1.6.4 Aproximacoes da negentropia

Algumas fung¢des de aproximacao da negentropia sao usadas na implemen-
tacdo dos algoritmos para contornar a dificuldade de estimar a entropia usando a
defini¢ao.

O método cléssico para estimar a negentropia € a expansdao em densidade
polinomial, usando cumulantes de ordem mais alta, cuja aproximacdo é dada por
(HYVARINEN; OJA, 2000; JONES; SIBSON, 1987)

J(Y) ~ S B+

o [kurt(Y)]?, (2.32)

1
48
em que Y € uma varidvel aleatéria de média zero e variancia unitdria. No entanto,
por fazer uso da curtose no seu célculo, esta aproximacdo apresenta 0 mesmo
problema de ndo ser um estimador robusto.

Outras abordagens usam fun¢des ndo quadraticas G; propondo a aproxi-

magao da negentropia baseada nas esperangas E[G;(Y)]
J(Y) = ki{ B[G1(Y)]}* + ko{ E[G2(Y)] — E[G2(Ygauss)}?,  (2.33)

em que k1 e ko s@o constantes positivas, Y .qss € uma varidvel gaussiana de média
zero e variancia unitaria € Y € também uma varidvel de média zero e variincia

unitaria. Mesmo nos caso em que esta aproximacgao nao seja muito acurada (2.33)
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pode ser usada como uma medida de ndo gaussianidade consistente, pois é sempre
ndo negativa e € igual a zero no caso de Y ter distribuicdo gaussiana.

Quando € usada apenas uma func¢do ndao quadritica G, a aproximacio
torna-se

J(Y) a {E[G(Y)] = E[G(Ygauss)|}*- (2.34)

Com a escolha correta da funcdo G obtém-se aproximagdes da negentro-
pia muito melhores que a dada pela equacdo (2.32). Em particular, escolhendo
uma G que ndo cres¢a muito rapidamente obtém-se um estimador mais robusto,
computacionalmente mais simples e com propriedades estatisticas interessantes.

Exemplos de fun¢des G normalmente usadas com as caracteristicas des-

critas acima sao

1
Gi(y) = o log cosh(aiy) (2.35)

2
Ga(y) = *eXP(*E)a (2.36)

em que 1 < a7 < 2 é uma constante, considerando-se frequentemente a1 = 1.

Os gréficos destas funcdes estdo ilustrados na Figura 4, junto com o gréfico
da funcdo Gs(y) = %, normalmente utilizado como aproximagdo da curtose.
Analisando as trés curvas, pode-se observar a velocidade de crescimento de cada

uma delas.
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4

weeeee G(¥)=loglcosh(y)) — Gz(,)?..,,,[,’;] -- Gg(v)=%

Figura 4 Funcgdes G e G5 aproximagoes de negentropia e fungdo G3 aproxima-
¢do de curtose

2.1.6.5 Algoritmo de ponto fixo usando negentropia

A aproximagdo de negentropia dada em (2.34) fornece uma fungdo obje-
tivo para a constru¢do de um algoritmo de iteragdo de ponto fixo para a estimacio
ICA. Para se encontrar um componente independente Y = w' - Z, a partir da

maximizagdo da negentropia, deve-se maximizar a fun¢do J5 dada por
Jow) = {E[GW" - Z)] — E[G(Zyauss)|}* (2.37)

em que w é um vetor de pesos sob a restrigdo de que E[(wT - Z)?] = ||w||? = 1.
Os maximos da aproximac¢do da negentropia ocorrem para valores 6timos
de E[G(wT - Z)]. Utilizando o método de Lagrange, estes maximos sujeitos a

restricdo ||w||?> = 1 sdo obtidos nos pontos em que o gradiente do Lagrangiano é
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nulo:

E[Zg(w" -Z)] + Bw =0, (2.38)

sendo g a fungdo derivada de G e 8 uma constante que pode ser calculada por
B = EwlZg(wlZ)] para wo um valor 6timo de w.

Denotando a fun¢do do lado esquerdo da equacdo (2.38) por F' e resol-
vendo (2.38) pelo método de Newton, obtém-se a matriz Jacobiana JF'(w) (equi-

valente a segunda derivada do Lagrangiano) dada por
JFE(w)=E[ZZ ¢ (w" - Z)] + L (2.39)

Fazendo-se a aproximacio E[ZZTg'(w'-Z)| ~ E[ZZ"] - E[¢(w'-Z)] =
E[g'(w' - Z)], amatriz J F (w) torna-se diagonal, ficando facilmente inversivel. A
constante S também pode ser aproximada usando o atual valor de w no lugar de

wo, no que deriva a seguinte iteracao

E[Zgw' - Z)] + Bw

o1 P L) N

(2.40)

O algoritmo pode ainda ser simplificado multiplicando ambos os lados de
(2.40) por E[¢'(wT - Z)] + 33, ficando
w < E[Zgw' -Z)] — E[g/(w" -Z)] - w. (2.41)

Ap6s cada iteragdo o vetor w € normalizado até atingir a convergéncia

como no algoritmo que maximiza a curtose.
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2.1.6.6 Algoritmo FastICA

Os procedimentos descritos nas se¢des 2.1.6.2 e 2.1.6.5 sao diferentes for-
mulacdes do algoritmo FastICA (Fast Independent Component Analysis), um mé-
todo com desempenho computacional altamente eficiente na estimacdo de ICA,
proposto por Hyvérinen e Oja (1997). A formulacao geral do algoritmo serd bre-
vemente descrita a seguir.

O primeiro passo € a escolha de uma funcdo ndo linear g, derivada de
func¢des G nao quadraticas, por exemplo as funcdes dadas em (2.35) e (2.36) que
ddo aproximacdes robustas de negentropia ou a derivada correspondente a funcio

de quarta poténcia aproximacao da curtose. As funcdes derivadas s@o basicamente

g91(y) = tanh(ayy) (2.42)
2

9ly) = yep(-L) 243)

g(y) = >, (2.44)

em que 1 < a; <2 € uma constante, considerando-se frequentemente a; = 1.
O passo seguinte € a iteracdo propriamente dita, dada em (2.41) seguida
da normalizacdo do vetor atualizado, até que se atinja a convergéncia.

As derivadas de g sdo dadas por

gi(y) = ai(1 —tanh?(a1y)) (2.45)
2

hly) = Q-y)exp(-7) (2.46)

g(y) = 397 (2.47)

Como existe a restrigdo F(y?) = 1, a derivada g4 é reduzida a constante
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De forma mais detalhada seguem-se as seguintes etapas a partir de uma
amostra de dados disponivel X(1),X(2),...,X(T), sendo as esperangas das fun-

¢oes dadas substituidas pela média amostral:

1. Centralizar e branquear os dados observados X, obtendo o vetor Z.
2. Escolher aleatoriamente valores iniciais para o vetor w com norma unitaria.

3. Calcular
w < E[Zgw" - Z)] — E[g'(W" - Z)] - w,

com g escolhida entre as equagdes definidas (2.42) - (2.44) e ¢’ a sua deri-

vada (2.45) - (2.47).

4. Normalizar o novo w obtido no passo 3

w
W —.
[Iwl]

5. Caso ndo convirja, voltar para o passo 3.

Atingir a convergéncia significa que os valores antigo e novo de w apontam
na mesma dire¢@o, nao precisam ser necessariamente 0S mesmos.

Como j4 discutido na descri¢do do algoritmo para curtose, FastICA € um
algoritmo iterativo de ponto-fixo muito mais rapido que os convencionais algo-
ritmos de gradiente descendente, pois a sua convergéncia é no minimo quadré-
tica. Nao hé necessidade de escolha de parametros para a execucdo do algoritmo,
tais como taxa de aprendizado, o que o torna mais confidvel e facil de usar. Em
Hyvirinen (1999) encontram-se mais detalhes sobre o comportamento das func¢des
objetivo escolhidas e demonstracdes de como os estimadores sdo consistentes, ro-

bustos, com varidncia assintética e de rapida convergéncia.
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2.1.6.7 Algoritmo FastICA para varios componentes independentes

O algoritmo descrito estima apenas um componente independente. Por-
tanto, para se estimar diversos componentes, é necessdrio executar o algoritmo
vérias vezes. Para garantir que um mesmo componente independente ndo seja no-
vamente estimado recorre-se a métodos de ortogonalizagdo que diferem entre si
por ortogonalizarem os componentes estimados um de cada vez (ortogonalizagdo

deflaciondria) ou em paralelo (ortogonalizagdo simétrica).
e Ortogonalizacio deflacionaria

Na ortogonalizacdo deflaciondria utiliza-se o processo de ortogonaliza¢io
de Gram-Schmidt, em que os vetores de saida sdo ortogonalizados um de cada
vez e a ortogonalizacdo do componente seguinte depende dos anteriores. Apds a
estimagdo do p-€ésimo vetor w, subtrai-se de w,, as proje¢des dele sobre os demais
p — 1 vetores que jd foram estimados e entdo se renormaliza o vetor w,. Mais

precisamen‘[e, seguem-se 0s seguintes passos:

1. Escolher k, nimero de componentes independentes a ser estimado. Definir

p+ 1.
2. Escolher aleatoriamente valores iniciais para o vetor w, com norma unitdria.
3. Executar uma iteragdo do algoritmo FastICA para estimar uma unidade w,.
4. Ortogonalizar w, da seguinte forma:
p—1
Wy — Wy — Z(w;wj)wj.

Jj=1

5. Normalizar w), obtido no passo 4, dividindo-o por sua norma.
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6. Caso ndo convirja, voltar para o passo 3.

7. Definir p < p+ 1. Se p < k voltar ao passo 2.

A escolha do nimero de componentes independentes a serem estimados é
feita na fase de branqueamento dos dados. Ao estimar a matriz de covariancia dos
dados observados, o FastICA aplica PCA ordenando os componentes em ordem
decrescente de energia. Escolhe-se entdo um nimero de componentes indepen-
dentes k < n que preserve a maior quantidade de energia, ou seja, que explique

um bom percentual de variacdo dos dados.
e Ortogonalizacio simétrica

Na ortogonalizagdo simétrica todos os componentes sdo calculados em
paralelo e a ortogonalizacdo € aplicada através de métodos simétricos na matriz
resultante composta por todos os vetores estimados apds uma execucdo de cada
componente.

A ortogonaliza¢do simétrica da matriz W = (w1, wao, . .. ,wk)T pode ser

realizada pelo método classico
W (WWT)~1/2w, (2.48)

A raiz quadrada da inversa de WW pode ser obtida da decomposicio em

autovalores d¢ WW' = E - diag(dy, . .. ,d,,) - ET dada por

(WWT)"V/2 = E . diag(d; */%,...,d;}/?)  ET. (2.49)

Uma simples alternativa de ortogonalizacdo de W pode ser utilizando o

algoritmos iterativo:
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1. SejaW < W/||W]|.
2. Seja W+ 2W — ITWW'TW.
3. Se WWT nio é aproximadamente a matriz identidade, repetir o passo 2.

Utilizando um destes métodos de ortogonalizacdo, o processo completo

do FastICA segue os seguintes passos:
1. Escolher k, niimero de componentes independentes a ser estimado.

2. Escolher aleatoriamente valores iniciais para os vetores w;, ¢ = 1,2,...k,

com norma unitdria. Ortogonalizar a matriz W como na etapa 4 abaixo.

3. Executar uma iteracdo do algoritmo FastICA para estimar cada unidade w;

em paralelo.

4. Ortogonalizar a matriz W como descrito em (2.49) ou utilizando a ortogo-

nalizagd@o por processo iterativo, como descrito nesta secao.

5. Caso ndo convirja, voltar para o passo 3.
2.1.7 Estimacao ICA pela maximizacao da verossimilhanca

A estimacdo por mdxima verossimilhanga é uma técnica fundamental na
teoria estatistica e também pode ser aplicada na estimacio ICA.

A funcdo de verossimilhanga para o modelo ICA ¢é obtida usando a fér-
mula clédssica do método jacobiano para transformacgdo de fungdes de densidade
de probabilidade (fdp). Considerando o modelo ICA, definido em (2.2), a densi-

dade pyx do vetor de misturas é dada por

px(x) = |detW|ps(s) = |detW| ] [ pi(s:), (2.50)

)
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em que W = A~! e p; denota as densidades dos componentes independentes.

Expressando py(x) como fungdo de W = (w1, wa,...,w,)T e x, tem-se
px(x) = [detW| ] [ pi(wix). (2.51)
i
Assumindo-se que existam 7 observagdes x(1),x(2),...,x(7T), a fungdo

de verossimilhanga L(W) pode ser obtida como o produto da densidade calculada

nos T pontos
n

T
= [T 11 piwix(t)|detw| (2.52)
t=1i=1

e a fun¢do de log-verossimilhanca é dada por

logL(W Z Z logp; (wix(t)) + Tlog|detW|. (2.53)
t=1 i=1

Para simplificar a notacdo pode-se substituir a soma sobre as amostras x ()

pelo operador esperanga e dividir a expressdo por 7, obtendo-se

TlogL Z logp; (wix(t))] + log|detW], (2.54)
lembrando que na prética a esperanga usada nesta expressao ¢ uma média calculada
usando os valores observados na amostra.

O problema maior nesta abordagem € que geralmente as densidades dos
componentes independentes ndo sdo conhecidas. Uma forma de contornar a difi-
culdade em estimar estas densidades € aproximé-las por uma familia de densida-
des que sdo especificadas por um ntiimero limitado de pardmetros. Em Hyvérinen,
Karhunen e Oja (2001) é provado que € possivel fazer a estimativa da distribui¢io

dos componentes independentes a partir de apenas duas aproximacgdes. Para cada
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componente independente, basta determinar qual das duas aproximacdes é mais
adequada (subgaussiana ou supergaussiana) através do cdlculo de momentos nio
polinomiais e escolher aquela que melhor satisfaz um critério de estabilidade ado-
tado. Como exemplo pode-se adotar as seguintes aproximagdes para os logaritmos

de densidades supergaussianas e subgaussianas, respectivamente,

log p; (s) = a; — 2log cosh(s) (2.55)

log p; (s) = ag — [s*/2 — log cosh(s)], (2.56)

em que o e aig sdo constantes positivas escolhidas de modo a tornar estas duas
funcdes logaritmos de densidades de probabilidade.

Uma vez definidas as densidades, para realizar a estimagcdo de mdxima
verossimilhanga sdo necessarios algoritmos que maximizem a funcio de verossi-
milhanga. Entre os métodos existentes na literatura o algoritmo de Bell-Sejnowski
¢ o mais popular, inicialmente proposto em Bell e Sejnowski (1995). O método
consiste basicamente em calcular o gradiente da funcdo de log-verossimilhanga

(2.54) dado por
1 Olog L
T OW

= (WH™! 4+ E[g(Wx)xT], (2.57)

emqueg(y) = (g1(y1),- - -, gn(yn)) é um vetor contendo as derivadas das aproxi-
magdes das distribui¢des dos componentes independentes g;(y;) = (log p;)’.
Assim, a iteragdo para o algoritmo de estimagdo por maxima verossimi-
lhanca € dada por
AW o (WH™! 4 Elg(Wx)xT]. (2.58)

Porém, este algoritmo converge lentamente em alguns casos devido a ne-
cessidade de inversdo da matriz W a cada passo. Nos anos seguintes novas formu-

lagdes desta ideia resultaram em algoritmos com melhor velocidade de convergén-
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cia, por exemplo, com a utilizagdo do gradiente natural na maximizacao da funcio
de verossimilhanga. Mais detalhes e outras abordagens para este tipo de estimacio
podem ser encontrados em Amari (1998), Bell e Sejnowski (1995) e Hyvirinen,

Karhunen e Oja (2001).
2.1.8 Outros principios de estimacao ICA

Outros principios para a estimacdo ICA ndo serdo desenvolvidos neste

trabalho, mas serdo brevemente citados nesta secao.
e ICA pela minimizacao da informacio miitua.

E uma abordagem inspirada na teoria da informagdo que usa o conceito
de informag¢ao mitua. A informag¢do muitua é uma medida de aferi¢do da distan-
cia entre a densidade conjunta e a densidade das marginais de varidveis aleatdrias,
podendo ser usada como uma medida natural de dependéncia entre os componen-
tes independentes. Pode-se definir ICA, no seu modelo invertido (2.3), como uma
decomposic¢do linear que minimiza a mitua informagdo entre os componentes S;.
Pode-se dizer que € um processo de certa forma equivalente a encontrar dire¢des

nas quais a negentropia é maximizada.
e ICA por métodos tensoriais.

Consiste no uso de tensores cumulantes de ordens superiores. Tensores
podem ser vistos como uma generalizagdo de matrizes ou operadores lineares; por
exemplo, sdo uma generalizacdo da matriz de covaridncia que € um tensor cu-
mulante de segunda ordem, enquanto que um tensor de quarta ordem pode ser
considerado como uma matriz de dimensao quatro cujos elementos sdo cumulan-

tes de quarta ordem, cum(X;, X;, Xj, X;). Assim como diagonalizar a matriz de
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covaridncia produz componentes nao correlacionados, a idéia € diagonalizar ten-
sores cumulantes de ordem quatro para se obter componentes com independéncia
estatistica nesta ordem. Joint Approximate Diagonalization of Eigenmatrices -
JADE (CARDOSO; SOULOUMIAC, 1993) € o algoritmo mais conhecido utili-
zando esta abordagem e possui 6timo desempenho quando aplicado a dados de

baixa dimensao.
2.2 Analise discriminante

A andlise discriminante é uma técnica estatistica empregada para diferen-
ciar populagdes ou classificar novos individuos em uma das vdrias populagdes,
considerando a estrutura multidimensional dos dados observados.

Considerando-se que existam m grupos ou populacdes I1y,Ilo, ..., I1,,,
conhecidos a priori, e amostras aleatrias para estes grupos de tamanhos
ni,n2, ..., MNmn, cada observagao aleatéria X; € um vetor p-dimensional dado por
X; = [Xj1,Xj2,.. -, Xjp)T, 7 = 1,2,...,n;. Segundo Ferreira (2008), conhecer
os grupos significa que o nimero de grupos m e os individuos de cada grupo sdo
perfeitamente identificados antes da andlise ser aplicada. O objetivo é determi-
nar a qual dos grupos ou populagdes ird pertencer um novo individuo ou um novo
conjunto de individuos, construindo para este fim regras de discriminag3o.

De modo geral, conceitualmente estas regras procuram encontrar a sepa-
racdo maxima entre as populacdes considerando a maximizagao da diferenca entre
as médias das populagdes relativamente aos desvios-padrdo no interior de cada

populacdo, sem perder a estrutura de covariancia das varidveis observadas.
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2.2.1 Regras de classificacao

Segundo Manly (2008), a abordagem mais simples para elaborar regras de
classificacdo € a proposta de Fisher (1936) de tomar uma combinagao linear das

variaveis X1, Xo, ..., X,

Z=mX1+a X9+ ...+ CLpo. (2.59)

Se o valor médio da varidvel Z muda consideravelmente de grupo para
grupo, com os valores dentro do grupo sendo aproximadamente constantes, 0sS
grupos podem ser separados.

Uma maneira de determinar os coeficientes ay, ag, ..., a, € maximizar a
razdo entre a variabilidade entre as populagdes e a variabilidade comum dentro
das populagcdes, que consiste num problema de maximizacdo de uma razdo de
formas quadréticas. Quando esta abordagem ¢é usada ¢ possivel determinar vérias
combinagdes lineares para separar grupos. O nimero de solugdes s disponiveis é
o minimo entre p e m — 1. Estas combinag¢des lineares sdo denominadas fungdes
discriminantes canonicas ou eixos discriminantes de Fisher.

Quando as densidades das populag¢des ndo sdo conhecidas, as suas caracte-
risticas sdo estimadas a partir das correspondentes amostras aleatérias, comumente
chamadas de amostras de treinamento. Por motivo de praticidade nas aplicagdes
deste trabalho, as funcdes discriminantes serdo aqui definidas diretamente a partir
dos estimadores amostrais. Considerando Xj1, Xjo, . . ., X;5,, uma amostra aleato-

ria da i-ésima populacdo, sejam

X, ==L (2.60)
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X== (2.61)
n;

os estimadores da média amostral da i-ésima populacdo e da média global de todas
as populagdes, respectivamente, em que X;; representa a observacgio da j-ésima
unidade amostral aleatdria da i-ésima populagdo.

Para a determinagdo da regra discriminante inicialmente sdo calculadas a
matriz de somas de quadrados e produtos cruzados entre as médias das m popula-
coes, B, e a matriz de soma de quadrados e produtos cruzados dentro da amostra,

W, dadas por

m
B=> ni(X; - X)(X; - X)T (2.62)
i=1
e
m g
W= (X - X)Xy - X)) (2.63)
i=1 j=1
Em seguida determina-se os autovalores e autovetores da matriz W~ !B.
Se os autovalores sdo A\ > A > ... > g, entdo \; € a razdo da soma dos qua-

drados entre os grupos e da soma de quadrados dentro dos grupos para a ¢-ésima
combinagdo linear, Z;, enquanto que os elementos do correspondente autovetor,
aiT = (a1, a42, - . . , a;p), sdo os coeficientes das varidveis X para este indice.

Os eixos discriminantes Z1, Zs, . . . , Zs sdo combinacdes lineares das va-
ridveis originais escolhidos de tal maneira que Z; captura as diferencas de grupos
tanto quanto possivel, Z, captura tanto quanto possivel as diferencas de grupos
ndo representadas por Z;, Z3 captura tanto quanto possivel as diferencas de gru-

pos ndo representadas por Z; e Zo e assim sucessivamente. O que se deseja é que

os primeiros poucos eixos discriminantes consigam refletir quase todas as possi-
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veis e importantes diferencas entre os grupos.

Dado um vetor x, realizacdo de uma observacdo aleatéria p-dimensional
X, € possivel estabelecer uma regra de classificacdo deste novo individuo em uma
unica das m populagdes, a partir dos eixos discriminantes. Esta regra, dita critério
de Fisher, é baseada nos » < s primeiros eixos discriminantes e estabelece que

devemos alocar x na populagdo II; se

T

T
D laf(x = X)? <D ] (x — X)), (2.64)
Jj=1 J=1

paratodol! # i, l=1,...,m.

Uma das principais vantagens ao se adotar o critério de Fisher (1936) na
discriminacdo entre populacgdes € o de ndo ser necessdrio o conhecimento das den-
sidades populacionais, nem assumir que estas sejam gaussianas, apesar de se ter
que considerar homogeneidade das matrizes de covaridncia das diferentes popula-
coes.

Outra opgdo de regra discriminante para classificar uma observagdo p-
variada x na populacgdo II;, considera o caso em que as matrizes de covariancia
das populacdes sdo diferentes entre si, mas pressupde que as densidades popula-
cionais sejam conhecidas; em particular, que estas tenham distribui¢do gaussiana
p-variada. Esta regra estd baseada na minimizacdo da probabilidade total de clas-
sificac@o incorreta (FERREIRA, 2008).

Como no caso anterior, ndo se conhecendo os parametros populacionais,
sdo usados os estimadores correspondentes obtidos na amostra de treinamento.
A funcdo discriminante quadrética ou escore quadratico de discriminagdo para a
i-ésima populagdo, representado por @Q;(x), ¢ dado por

! (x —X)TC; (x — X;) + In(p;), (2.65)

Qi(x) = —5 (ICi) — 5
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parat = 1,2,...,m, em que p; é a probabilidade a priori da amostra pertencer
a populagio i e X; e C; sdo os estimadores amostrais da média e covariincia da

i-ésima populacio, respectivamente, dados por (2.60) e por

1 & . T
C; = " Z;(xij - X)(Xi; — X)) (2.66)
]:

A partir da fung¢do ); considera-se classificar a observacgio x na populagéo
II; se
Qi(x) = Qu(x) (2.67)

paratodol! # i, l=1,...,m.

Interessante observar que ao se usar a funcdo discriminante quadrética as-
sumindo igualdade das matrizes de covariancia, verifica-se uma importante relagdo
entre as funcdes discriminantes linear de Fisher (1936) e quadratica.

Supondo as matrizes de covariancias das populagdes iguais a 32, um esti-

mador ndo viesado da matriz de covaridncia comum ¢ dado por

2

(ni — 1)CZ'
C, ==L (2.68)
> (ni—1)

=1

Para este caso particular, a funcio discriminante quadrética (2.65) fica sim-

plificada por
1 1 < \T—1 R
Qi(x) = —3 In(|Cpl) — i(x =X;) C, (x — X;) + In(p), (2.69)
parat =1,2,...,m.

Por outro lado, desenvolvendo o termo a ser minimizado no critério de



56

Fisher (2.64) para as s fungdes discriminantes candnicas, pode-se provar que

> la](x = Xi)” = (x - X;)TC,  (x — X)), (2.70)

Jj=1

donde se observa que o critério de Fisher (1936) minimiza a distdncia de Mahala-
nobis entre a observagdo x e o vetor de médias da ¢-ésima populagdo.
Comparando (2.69) e (2.70), tem-se

S

> laj (e = X)) = —2Qi(x) — In(|Cy|) + 2In(py), 2.71)

j=1
concluindo-se que os critérios de discriminacdo de Fisher e quadréticos sdo equi-
valentes, a menos da parcela 2 In(p;). Portanto, se os valores p; forem iguais para
todo: = 1,2,...,m, pode-se dizer que minimizar a distdncia de Mahalanobis no
critério de Fisher, em que nio € necessdrio pressupor densidade gaussiana, € equi-
valente a maximizar a quantidade (); para o caso particular de populacdes com
homogeneidade de matrizes de covaridncia. Mais detalhes podem ser vistos em

Ferreira (2008).
2.2.2 Estimacao de classificacoes incorretas

As regras de discriminacao, por utilizarem amostras de treinamento na es-
timacdo dos parAmetros populacionais ou por terem alguma das suas suposi¢oes
violadas, estdo sujeitas a erros de classificacdo. A qualidade da func¢éo discrimi-
nante € avaliada pela estimativa da probabilidade global de acerto. O valor desta
probabilidade associado as estimativas de probabilidades de erros de classificagio
estabelecem um indicador frequentista da acurdcia da regra de classificagao.

A probabilidade de erro de um individuo ser classificado na populagéo [
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pela regra de classificacio utilizada, sendo que a sua populacdo de origem seja a
populagdo i, paralei =1,2,...,mel # i, é dada por
. N1
P(l]i) = —, (2.72)
i
em que n; representa o nimero de elementos provenientes de II; classificados
incorretamente em II; e n; € o nimero de elementos da populacéo II;.
Pode-se construir uma matriz, denominada matriz de confusdo, em que sao
apresentados o nimero de observagdes de cada populacdo classificadas correta ou

incorretamente nas demais populacdes. Esta matriz estd descrita na Tabela 1.

Tabela 1 Distribui¢do dos individuos segundo as populagdes de origem e
classificagdo, em que n;;, ¢ # [, representa o nimero de elementos de
II; classificados incorretamente em II; e n; o nimero de elementos
classificados corretamente em 11;.

Populagdo  Populacio classificada

de origem II; 1, ... 1I,  Total
Iy niy ni2 o Mg ny
11y nol Moz vt Mg ng
I, Nm1l Mm2 - Nmm N
Total 1 Mo s Nom n

A estimativa da probabilidade global de acerto € dada por

Z i
P(acerto global) = %, (2.73)
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enquanto que a estimativa da probabilidade global de erro, complementar da pro-
babilidade global de acerto, é também denominada taxa de erro aparente total
(TEA) e pode ser descrita por

m m

> mi

i=1 I=1

P(erro global) = TEA = — 2 (2.74)
n

Existem alguns métodos utilizados para se estimar as probabilidades de

classificacdo erronea, baseados nas frequéncias de ocorréncia.

2.2.2.1 Método da ressubstituicao

A partir de todos os elementos das amostras das m populacdes a fungdo
discriminante € estimada e usada para reclassificar os mesmos individuos destas
amostras, cuja classificacdo é conhecida a priori. Por isto é possivel avaliar quais
elementos foram erroneamente classificados. Uma porcentagem alta de acerto na
classificacdo dos elementos amostrais em relagdo a populacio a que de fato per-
tencem indica a boa qualidade da funcdo discriminante.

Segundo Ferreira (2008) pelo fato de os mesmos individuos participarem
da construcdo da func¢do discriminante e da estimacdo dos erros de classificacio,
este método € considerado viciado e tende a subestimar a probabilidade
total de classificag@o incorreta.

Uma forma de contornar este viés nas estimativas das probabilidades de
erro € repartir o conjunto total de elementos n; + ng2 + ... + n,, em duas partes
com numeros diferentes de individuos. Uma fracdo maior € utilizada na cons-
trucdo da fun¢do discriminante (amostra de treinamento) e a outra, menor, para

a estimacgdo das probabilidades de erros de classificacdo (amostra de teste). Este
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procedimento pode diminuir a acurdcia do procedimento se as amostras nao forem
grandes, pois hd uma redug@o do tamanho amostral original para a construgdo da

regra de discriminacao.

2.2.2.2 Método de Lachenbruch

Conhecido na literatura como método de validacdo cruzada ou pseudo

Jjackknife de Lachenbruch e Mickey (1968), consiste nos passos descritos a seguir.

1. Retira-se um individuo do total de observados e utilizam-se as ni+ns—+. ..+

n.,, — 1 unidades amostrais restantes para construir a fung@o discriminante.

2. Classifica-se o individuo retirado sob a regra construida, avaliando se a clas-

sificagdo foi correta ou nao.

3. Retorna-se o individuo que foi retirado ao conjunto original e retira-se uma
outra unidade unidade amostral diferente da primeira, repetindo os passos 1

e?2.

Os trés passos devem ser repetidos até que todos os ny + ng + ... +
n.,, elementos amostrais sejam classificados e tenham as probabilidades de erro
determinadas.

Segundo Mingotti (2005) as estimativas desse método sdo aproximada-
mente ndo viciadas e melhores que as do método da ressubstitui¢do para popula-

¢Oes normais e nao normais.

2.3 Analise de sementes

A andlise de sementes de forma sistematizada surgiu no século XIX, quando

problemas relacionados a qualidade das sementes e uso de praticas inescrupulosas
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na comercializagdo destas estimularam a criacdo de Laboratérios de Andlise de
Sementes (LAS) para avaliar e definir padrdes de qualidade de lotes de sementes.

No Brasil os LAS adotam as Regras para Andlises de Sementes (RAS)
(BRASIL, 2009), que contem métodos e procedimentos padrdes para a realiza-
cdo das andlises. As RAS sdo atualizadas de acordo com as regras prescritas pela
Associagdo Internacional de Andlise de Sementes (International Seed Testing As-
sociation - ISTA), incorporando a experiéncia e 0s avangos nacionais neste campo
(NOVEMBRE, 2001).

Para se conhecer a qualidade de um lote de sementes € necessério avaliar
resultados de diferentes tipos de anélises, levando em consideragao as peculiarida-
des de cada espécie. Pode-se considerar que o termo qualidade resulta da obser-
vacdo dos aspectos genéticos, fisicos, fisioldgicos e sanitdrios. Aspectos genéticos
contém as caracteristicas especificas atribuidas a cada cultivar e tém influéncia
dominante na produtividade da colheita. A qualidade fisica diz respeito tanto a
composicio dos lotes, como também a condicdo fisica da semente: tamanho, cor,
teor de dgua, densidade, injtrias mecanicas e causadas por insetos, e uniformidade
quanto a essas caracteristicas. A qualidade fisioldgica indica a capacidade da se-
mente de desempenhar fungdes vitais, sendo caracterizada pelo poder germinativo,
pelo vigor e pela longevidade. A qualidade sanitéria indica a condi¢do da semente
quanto a presenca e grau de ocorréncia de insetos e microrganismos patogénicos,
tais como fungos, bactérias, nematoides ou virus, que podem afetar o desenvolvi-
mento das plantas e a produtividade das culturas (EMPRESA BRASILEIRA DE
PESQUISA AGROPECUARIA - EMBRAPA, 2005).

Os testes, ou o desenvolvimento de métodos para avaliacdo da qualidade
de sementes sdo processos dindmicos que devem ser revistos periodicamente para

a inclusdo de avangos na drea de sementes.
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Os testes realizados em laboratérios mais utilizados sdo os de germinagao
e pureza. Esses testes apresentam limitacdes, jd que nem sempre refletem os re-
sultados de campo. Em espécies que apresentam o pericarpo coridceo, como no
caso de aquénios de girassol, as estruturas internas podem estar deformadas, dani-
ficadas ou vazias, o que interfere nos resultados dos testes. A andlise de imagens
radiograficas de estruturas internas de sementes vem sendo cada vez mais utilizada
e muitos estudos estdo sendo desenvolvidos para validar as contribui¢des que este

tipo de anélise traz a tecnologia de sementes.

2.3.1 Teste de raios X

O uso de imagens radiograficas na avaliacdo de sementes é um método
recomendado pela International Seed Testing Association - ISTA (2011) que pos-
sibilita a visualiza¢do das estruturas internas do embrido, permitindo distinguir
sementes bem formadas de sementes vazias, com danos mecanicos ou com ata-
ques de insetos, além de criar um arquivo fotografico das sementes analisadas
(BRASIL, 2009).

E um método rapido, que nio exige tratamentos prévios das sementes. Por
ser usada radiacdo de baixo nivel na aquisicdo das imagens, o teste ndo compro-
mete a viabilidade das sementes (SIMAK; GUSTAFSSON, 1953), sendo conside-
rado um método ndo destrutivo. Permite que as sementes radiografadas sejam tam-
bém submetidas a testes fisiolégicos, estabelecendo rela¢des entre os danos meca-
nicos ou alteracdes observadas internamente nas sementes e 0s prejuizos causados
para a germinacgdo (CICERO et al., 1998). Desta forma pode-se correlacionar os
dados de danos internos com o comportamento fisiolégico das sementes.

O uso de raios X iniciou-se na Suécia no estudo de sementes de alguns

tipos de coniferas e permitiu a identificagcdo de anormalidades no embrido destas
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sementes (SIMAK; GUSTAFSSON, 1953). O principio da técnica consiste na ab-
sor¢do de raios X em diferentes quantidades pelos diferentes tecidos das sementes,
o que depende da espessura, da densidade e da composicao desses tecidos, além do
comprimento de onda da radiacdo (BINO; AARTSE; BURG, 1993; ISTA, 2011).
Neste sentido um dos parametros observado é o tamanho do embrido, que pode ser
avaliado pelo seu grau de desenvolvimento e pelo espaco livre na cavidade interna
da semente (MARCOS FILHO et al., 2010).

Em estudos com sementes de pimentao (Capsicum annuum L.), Dell’ Aquila
(2007) observou que sementes com drea de espagos livres entre o embrido e o
endosperma superior a 2,7% apresentaram redugdo progressiva da formacdo de
plantulas normais.

Pinto et al. (2009) observaram que sementes de pinhdo-manso (Jatropha
curcas L.) que apresentaram nas imagens radiograficas manchas escuras em mais
de 50% do endosperma e, ou no embrido, ndo germinaram ou originaram plantulas
anormais.

Em espécies florestais de Lauraceae danos observados no embrido ou ma
formagao do tecido cotiledonar resultaram em sementes mortas no teste de germi-
nacido (CARVALHO; CARVALHO; DAVIDE, 2009).

Também em estudos com mamona (Ricinus communis L.) tecidos que re-
sultaram em imagens translicidas, embrides deformados e tecidos com menos de
50% de endosperma ou manchados afetaram negativamente o potencial fisiolégico
dos lotes de sementes (CARVALHO; ALVES; OLIVEIRA, 2010).

Nas imagens radiograficas de sementes de berinjela (Solanum melongena
L.) foi observado que danos mecanicos ou presenca de tecidos deteriorados nas se-
mentes afetaram negativamente o potencial fisiolégico, porém a presenca de maior

drea ocupada pelo embrido e endosperma ndo favoreceu a germinacdo (SILVA;
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CICERO; BENNETT, 2012).

A utilizagdo da anélise de imagens geradas por raios X segundo Gongalves
(2012) e Luz et al. (2010) ¢ eficiente para identificar danos internos em sementes
de girassol que afetam negativamente sua qualidade fisiol6gica. Sementes de giras-
sol classificadas como mal formadas, transliicidas e vazias tem a sua germinacao,
velocidade de emergéncia e emergéncia final prejudicadas.

Segundo Rocha (2012) as anélises de imagens de raios X permitiram iden-
tificar danos mecénicos, mé formagdo do embrido e tecidos deteriorados em se-
mentes de girassol que podem ser relacionados com a presenca de plantulas nor-
mais, anormais e sementes mortas no teste de primeira contagem de germinagao.

Apesar dos intimeros resultados j4 obtidos, uma preocupagdo atual quanto
ao uso do teste de raios X é a automatizacdo da andlise e das medi¢des visando es-
tabelecer maior precisdo e eliminar interpretacdes subjetivas. Esforcos vém sendo
direcionados neste sentido e ji existem softwares desenvolvidos para a andlise au-
tomatica de imagens de raios X digitalizadas. Entre os trabalhos citados o estudo
de Dell’ Aquila (2007) e Silva, Cicero e Bennett (2012) utilizaram o Image Pro
Plus® (Media Cybernetics®, EUA), software que determina a 4rea da semente, a
drea de espaco livre e a razdo entre estas dreas.

A utilizacdo do teste de raios X tem demonstrado ser uma técnica que
contribui significativamente na andlise de sementes, porém ainda se encontra res-
trita a0 ambito da pesquisa e ndo totalmente incorporada a rotina dos laboratérios

envolvidos em programas de controle de qualidade (CICERO, 2010).

2.3.2 Teste de germinaciao

O teste de germinacdo € o método mais utilizado para determinar o po-

tencial maximo de germinagdo de um lote de sementes, servindo para comparar a
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qualidade de diferentes lotes e estimar o valor para semeadura em campo. Nor-
malmente é desenvolvido em laboratdrios, onde é possivel controlar condi¢des
de fatores externos, permitindo que a germinacéo se desenvolva de maneira mais
regular, rapida e completa (BRASIL, 2009). Entre os principais fatores controla-
dos estdo disponibilidade de dgua, temperatura, oxigénio, luz (MARCOS FILHO,
2005) e substrato. Estas condi¢Ges variam para cada espécie e sdo padronizadas
para que os resultados dos testes de germinagao possam ser reproduzidos e com-
parados, dentre de limites tolerados pelas RAS.

Avaliar a germinacdo num teste de laboratdrio significa verificar se houve
a emergéncia e desenvolvimento de estruturas essenciais do embrifo, que demons-
tram que este € capaz de produzir uma planta normal sob condi¢des favordveis de
campo.

Na plantula de girassol o sistema apical consiste do hipocétilo alongado e
dois cotilédones com broto terminal situado entre eles. Nao existe epicétilo alon-
gado dentro do periodo do teste; epicétilo e broto terminal ndo sdo perceptiveis.
O sistema radicular consiste da raiz primdria, geralmente com raizes fasciculadas,
as quais podem ser bem desenvolvidas. Raizes secunddrias podem ocasionalmente
desenvolver durante o periodo do teste, mas elas nao s@o consideradas na avaliagio
como plantula normal.

A partir da observacao do desenvolvimento destas estruturas as plantulas
sdo classificadas em normais ou anormais. As sementes que nao germinam podem
ser sementes duras, dormentes ou mortas (BRASIL, 2009).

O teste de germinacdo apresenta algumas limitagdes, como a demora na
obtencdo dos resultados e a detec¢do do nivel de deterioracdo da semente em es-
tadios mais avancados. Ainda, frequentemente, seus resultados ndo se correlacio-

nam com a emergéncia em campo, onde as condi¢cdes nem sempre sdo favoraveis.
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E necessdrio, portanto, que as informagdes provenientes do teste de germinacgdo
sejam complementadas com outros testes a fim de melhor avaliar e informar sobre

a qualidade das sementes.
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3 MATERIAL E METODOS

3.1 Obtencao e processamento dos dados

O trabalho de obtenc¢ao dos dados foi desenvolvido no Laboratério de Ané-
lise de Sementes (LAS) do Departamento de Agricultura da Universidade Federal
de Lavras. Os dados foram obtidos a partir de uma amostra de sementes de giras-
sol (Helianthus annuus L.), cultivar Hélio-250, produzidas em Uberlandia - MG,
safra 2010/2011.

Foram selecionadas aleatoriamente 600 sementes para serem radiografa-
das sem nenhum tipo de preparo especial. Presas com fita adesiva dupla face,
subamostras de 25 sementes foram arranjadas todas numa mesma posicao em 14-
minas transparentes e numeradas segundo a localiza¢do na lamina (linha e coluna)
de modo a poderem ser identificadas nas classificacdes e testes posteriores. As
placas foram radiografadas com intensidade de 22 kV e tempo médio de 11 se-
gundos de exposicdo em aparelho de raios-X Faxitron MX20, gerando imagens
digitalizadas salvas no formato jpeg.

Em seguida as sementes radiografadas foram submetidas ao teste de ger-
minagdo, seguindo os padrdes estabelecidos pelas Regras para Andlise de Semen-
tes (BRASIL, 2009), na temperatura de 25 °C e umidade igual a duas vezes o peso
do papel do substrato. No quarto e décimo dias apds a semeadura foi efetuada a
contagem e classificacdo das sementes que germinaram e ndo germinaram.

As imagens radiogréficas foram analisadas visualmente por especialista
da drea de acordo com a morfologia interna e classificadas nos seguintes grupos:
sementes cheias, com embrido opaco na andlise radiografica; sementes com danos
leves, mas com preservacdo das caracteristicas do eixo embriondrio; sementes com

danos graves ou deformadas, com danos afetando o eixo embriondrio. As sementes
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com danos graves, por serem em nimero reduzido, foram excluidas das andlises
iniciais.

Foram selecionadas manualmente 300 imagens retangulares de sementes
individuais. O conjunto abrangia 100 sementes classificadas como cheias, 100
classificadas como sementes com danos leves ¢ 100 como sementes deformadas.
Por apresentarem tamanhos diferentes, as imagens foram padronizadas para o ta-
manho médio de todas as imagens de 121 x268 pixels. O processamento das ima-

gens foi realizado com o Image Processing Toolbox do MATLAB®.
3.2 Aplicacido de ICA na extracao de caracteristicas

A ideia bdsica que justifica a aplicacdo de ICA € considerar que uma ima-
gem radiografica de semente seja resultado da mistura de um conjunto de imagens-
base, que sdo informacdes independentes comuns a todos as radiografias de se-
mentes de diferentes niveis de qualidade. Cada imagem-base contribui com algum
tipo de informacao, tais como forma, grau de preenchimento e diferentes tipos de
dano em regides especificas da semente. Portanto, uma imagem analisada pode
ser decomposta em uma combinag¢do linear destas imagens-base (fontes ou com-
ponentes independentes) e a cada imagem corresponde um vetor cujos elementos
sdo as coordenadas dos componentes independentes na mistura, como na Figura

5. Tais vetores sdo as caracteristicas extraidas das imagens a partir da ICA.

=Qap1 . tagpe

Figura5 Imagem de semente como combinagdo linear de imagens-base



68

Para a estimacdo ICA foi utilizado o FastICA (HY VARINEN; OJA, 1997)
com pacote implementado no MATLAB® (FASTICA..., 2005) e a entrada do al-
goritmo € a tnica informacao disponivel: as imagens radiograficas das sementes.

Cada imagem de semente € uma matriz de tamanho 121 x268, cujas entra-
das sdo os valores numéricos que correspondem as intensidades de cinza de cada
pixel. Divididas em 256 categorias, variando entre 0 e 255 tons de cinza, as ima-
gens foram normalizadas para apresentarem valores entre O (preto) e 1 (branco).
Nao foi realizado nenhum outro tipo de operacdo morfolégica na imagem (pro-
cessos de segmentagdo) que poderia evidenciar algumas caracteristicas desejadas
(GONZALEZ; WOODS, 2003). Cada imagem retangular foi transformada num
vetor linha de 1x32.428 pixels, concatenando as colunas, que compds a matriz de
dados X. Portanto, cada linha da matriz de dados é uma imagem de semente, a va-
ridvel observada do modelo ICA. Sejam n o niimero de linhas da matriz (nimero
de imagens) e p o ndmero de colunas (realizacdes de cada imagem, representadas
pelo valor de pixel normalizado). Neste caso, tem-se n = 300 e p = 32.428.

Seguindo o modelo ICA (2.2) segue-se que

X(nxp) = A(nxn) : S(n><p) (3.1

O préprio algoritmo FastICA faz os pré-processamentos de centralizar e
branquear os dados de entrada. Na fase de branqueamento € feita a reducdo de
dimensdo escolhendo-se um niimero de componentes principais, que serd também
o numero de componentes independentes, k& < n que preserve um bom percen-
tual de variabilidade dos dados. Como nas equagdes (2.2) e (2.3), considerando a

reducdo de dimensdo tem-se

X(nxp) = Amxk) * Skxp) (3.2)
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Y (ixp) = Wiksn) - Xnxp)s (3.3)

sendo Wy ,) @ matriz inversa generalizada de A, 1)-

O FastICA foi aplicado considerando k£ =2, k =20, £ =30, k=45, k =
60 e k£ =90, quantidades de componentes independentes que explicam percentuais
diferentes da variabilidade dos dados. O FastICA foi executado escolhendo-se a
funcdo de estimacdo cubica (2.44), aproximacgdo da curtose, e a ortogonalizacio
deflacionadria.

O algoritmo fornece como resultados a matriz de mistura estimada A a
matriz de separacdo estimada W e a estimativa dos componentes independentes
Y.

Ap6s a estimacao dos componentes independentes foi feita a reconstrucio

das imagens das sementes X, «,, dada por

)/Z(nxp) = A(nxk) '?(k‘Xp)' (3.4)

3.3 Classificacao por analise discriminante

A técnica de andlise discriminante é usada na classificagdo das imagens
radiograficas das sementes segundo os niveis de qualidade fisica. Os dados de
entrada da andlise discriminante sdo as caracteristicas das imagens extraidas por
ICA; ou seja, cada imagem de semente passa a ser representada pelo vetor de
pesos ou coeficientes da combinag@o linear dos componentes independentes, a
correspondente linha da matriz de mistura estimada A(nx k)-

A partir deste conjunto de caracteristicas, correspondente as 300 imagens
previamente classificadas mediante andlise visual, foram construidas as func¢des

discriminantes de Fisher e quadratica, aplicando-se os métodos descritos na se¢io
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2.2. Antes, porém, o conjunto de dados foi submetido aos testes de normalidade
multivariada Shapiro-Wilk e teste Box’s M que pressupde homogeneidade das ma-
trizes de covariancia dos grupos (FERREIRA, 2008) para verificar se este atendia
as pressuposicdes de uso destas funcdes discriminantes.

A técnica foi aplicada considerando diferentes dimensdes dos dados ex-
traidos pela ICA (kK = 20, k = 30, k = 45, k = 60, k = 90). A validacdo da
técnica foi realizada segundo o método de Lachenbruch (validacdo cruzada) e fo-
ram estimadas as probabilidades totais de acerto e erro da classificacdo realizada
pela anélise discriminante.

Uma nova imagem radiografica de semente poderad ser classificada em um
dos grupos previamente definidos, usando as fungdes discriminantes. A partir da
base de componentes independentes obtida com o conjunto das 300 imagens, as

coordenadas da decomposicdo ICA desta nova imagem sio estimadas fazendo

Ay = X Y(ioxp): (3.5)

em que X(qxx) € o vetor linearizado de pixels da imagem e Y(_kxp) ¢ a matriz

inversa generalizada dos componentes independentes estimados.
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4 RESULTADOS E DISCUSSAO

A apresentagdo destes primeiros resultados serve de base para os estudos
que foram posteriormente desenvolvidos nos artigos. Aborda o problema da esco-
lha do nimero de componentes independentes e avalia o desempenho das funcdes
discriminantes de Fisher e quadrética, definindo a mais adequada para utiliza¢io
com este tipo de dados.

A extracdo de pardmetros por ICA estd associada a reducdo da dimensdo
dos dados com a aplicagdo de PCA. O nimero de componentes independentes
foi variado de modo a se poder avaliar a qualidade da recomposicdo das imagens
originais em fun¢do da quantidade de imagens-base escolhidas, assim como a qua-
lidade da classificagdo a partir de dados de entrada com diferentes dimensdes. A
depender do nimero k£ de componentes escolhido preserva-se um percentual da

variabilidade dos dados originais, conforme mostrado na Tabela 2.

Tabela2 Percentual de variabilidade explicada a partir do ndmero £ de compo-
nentes independentes (IC’s) estimados

N° IC’s (k) Variabilidade explicada (%)

2 90,42
20 97,47
30 98,20
45 98,80
60 99,13
90 99,50

Convém observar que o primeiro autovalor da matriz de covariancia dos
dados ja responde por 88,17% de variabilidade, o que justifica porque a escolha
de apenas dois componentes independentes corresponde a 90,42% de explicacio

da variabilidade. Observando as duas imagens-base representativas destes compo-
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nentes (Figura 6), vé-se que estas definem basicamente o formato da semente (com
algumas variacdes na sua parte interna) e o fundo da imagem; mas este percentual
elevado ndo € capaz de identificar diferencas relativas a danos e a deformagdes
como se verifica ao se reconstruir a imagem a partir apenas destes dois componen-
tes (Figura 8, coluna B). Na Figura 7 sdo mostradas as imagens-base geradas pela
estimacdo de 30 componentes independentes. Percebe-se que cada imagem-base

contribui com alguma modificacdo numa regido diferente da semente.

Figura 6 Imagem de 2 componentes independentes estimados por ICA

G

) fe
REERRERS

Figura7 Imagem de 30 componentes independentes estimados por ICA

o
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Na Figura 8 tem-se imagens originais de sementes de diferentes niveis de
qualidade (coluna A) e nas colunas seguintes (B a F) a reconstrug@o destas imagens
usando bases de componentes independentes de diferentes dimensdes k, a saber,
respectivamente, k = 2, k = 20, k = 30, £k = 45 e k = 60. Nas linhas (de cima
para baixo) as sementes seguem a seguinte classificacdo: cheia, com dano leve e
deformada. Observa-se que a partir da estimagdo de 30 IC’s ja € possivel distinguir
mais detalhes nas imagens reconstruidas (coluna D), inclusive identificando o dano

leve da imagem da segunda linha.

EEE R3]

[Q01
u U
u L]

Figura 8 Reconstrucdo de imagens de sementes de girassol com diferentes niveis
de qualidade fisica, a partir de bases de componentes independentes de
diferentes dimensdes. (A) imagem original; (B) reconstruida com 2
IC’s; (C) reconstruida com 20 IC’s; (D) reconstruida com 30 IC’s; (E)
reconstruida com 45 IC’s; (F) reconstruida com 60 IC’s
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Os testes de aplicacdo da andlise discriminante foram realizados a partir
das caracterfsticas extraidas pela ICA do grupo das 300 imagens previamente clas-
sificadas, considerando os vetores de entrada com dimensdo £ = 20, £ = 30,
k = 45, k = 60 e k = 90. Para dados de dimensdo £ = 2, como se percebe pela
reconstrucio das imagens, nao se consegue fazer a discrimina¢ao nos grupos.

O teste de normalidade multivariada Shapiro-Wilk foi realizado para cada
grupo de classificacdo previamente definido ao nivel de 5% de significincia e
obteve-se valor-p nulo, indicando que nos diferentes grupos os dados nao pos-
suem distribuicdo gaussiana. Também obteve-se valor-p nulo no teste Box’s M
indicando que os grupos nao possuem matrizes de covariancia iguais. Neste caso,
tanto a funcdo quadrética como a fung¢@o discriminante linear de Fisher tiveram as
suas pressuposi¢cdes violadas e por isso ambas foram testadas para se avaliar a que
apresentava melhor desempenho.

Na Tabela 3 sdo apresentadas as estimativas da probabilidade global de
acerto (2.73) de classificacdo ao ser aplicado o método de Lachenbruch para ava-
liar o desempenho das func¢des discriminantes, conforme descrito na se¢do 2.2.2,

usando vetores de entrada com diferentes dimensdes.

Tabela 3 Probabilidade global de acerto de classificagdo das fungdes discrimi-
nantes de Fisher e quadrética, usando dados de diferentes dimensdes

Funcdo Dimensao dos dados de entrada

discriminante k=20 k=30 k=45 k=60 k=90
Fisher 0,6867 0,6733 0,6900 0,6767 0,6833
Quadritica 0,7433 0,7333 0,7267 0,6933 0,5533

Considerando as regras de classifica¢do, o desempenho da fung¢éo discri-
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minante quadratica foi na grande maioria das vezes superior ao da func¢ao discri-
minante linear de Fisher. Em rela¢do a dimensdo dos dados, observa-se que os
resultados globais ao se usar vetores com dimensdo 20 e 30 foram um pouco su-
periores e sdo apresentados de forma mais detalhada nas Tabelas 4 e 5. Segundo
Mingotti (2005, p. 240), “um equivoco muito comum é o de pensar que o au-
mento do nimero de varidveis-resposta aumenta a capacidade de discriminagdo”.
Como se verifica na classificacao realizada pela fung¢do discriminante quadrética,
ocorre exatamente uma diminuicdo na probabilidade de acerto com o aumento na

dimensao dos dados.

Tabela 4 Quantidade de sementes classificadas em cada categoria usando a fun-
¢ao discriminante quadratica para dados de dimenséo 20

Populagdo Populagao classificada Probabilidade
de origem cheia deformada dano leve de erro
cheia 82 2 16 0,18
deformada 0 89 11 0,11
dano leve 33 15 52 0,48

Total 115 106 79
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Tabela 5 Quantidade de sementes classificadas em cada categoria usando a fun-
¢ao discriminante quadratica para dados de dimenséo 30

Populagdo Populagao classificada Probabilidade

de origem cheia deformada dano leve de erro
cheia 75 2 23 0,25

deformada 0 87 13 0,13

dano leve 27 15 58 0,42
Total 102 104 94

Apesar de a probabilidade global de acerto ter sido maior em dados de
dimensao 20, vé-se que os erros de classificacdo das imagens com dimensao 30
estdo melhor distribuidos. Com o aumento da dimensao de 20 para 30 os erros de
classificacdo de sementes cheias aumentam, enquanto que diminuem os erros de
classificacdo das sementes com danos leves. Observando-se os totais de imagens
classificadas em cada categoria os resultados de dimenséo 30 estdo mais préximos
dos totais originais de 100 sementes de cada categoria. Pode-se considerar que as
sementes deformadas foram bem identificadas, o que € um resultado importante,

pois este tipo de semente possui menor potencial de germinagao.
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5 CONSIDERACOES GERAIS

Nesta primeira parte foram apresentadas a teoria da andlise de componen-
tes independentes e da andlise discriminante, técnicas utilizadas neste trabalho.
Também foram apresentados aspectos importantes na andlise de sementes, em es-
pecial a utilizagcdo de imagens de raios X, objeto deste estudo.

A apresentacdo destes primeiros resultados objetivou abordar de forma
detalhada aspectos que nao foram explicitados nos artigos, justificando a escolha
do nimero de componentes independentes e da funcdo discriminante. Apesar de
ainda nao apresentarem nimeros excelentes, estes primeiros resultados mostraram
que a ICA é uma técnica adequada na extracdo de caracteristica de raios X de se-
mentes de girassol. Aplicada a um conjunto de 300 imagens de diferentes tipos de
sementes, verificou-se que o nimero de 30 componentes independentes indica um
tamanho de base suficiente a obten¢@o de uma classifica¢do satisfatéria. A andlise
discriminante também mostrou-se uma técnica vidvel para a classificagdo das se-
mentes, sendo a funcio discriminante quadrética a mais adequada para utilizagio
com este tipo de dados.

A partir destas informagdes a metodologia utilizada foi testada na classi-
ficacdo de um novo conjunto de sementes usando as mesmas bases de IC’s e a
funcdo discriminante quadrética obtida com o conjunto das 300 imagens de se-

mentes, como serd mostrado nos artigos a seguir.
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SEGUNDA PARTE - ARTIGOS

ARTIGO 1 Analise de componentes independentes na avaliacao de imagens

radiograficas de sementes: um estudo de simulacao

RESUMO

A andlise de componentes independentes (ICA) € uma técnica estatistica
que decompde um conjunto de dados multivariados numa base de componen-
tes ndo gaussianos e estatisticamente independentes entre si, 0 maximo possivel.
Neste trabalho, a ICA foi aplicada a imagens de raios X de 300 sementes de gi-
rassol (Helianthus annuus L.). As imagens-base obtidas forneceram caracteristicas
usadas na simulacdo de novas imagens. As imagens radiograficas simuladas foram
classificadas segundo diferentes niveis de qualidade fisica da semente, diferenci-
ando sementes cheias de sementes com algum tipo de dano ou deformacdo. A
classificacdo, realizada por andlise discriminante, atingiu um acerto global de até
97,3%, mostrando ser ICA uma técnica apropriada para a analise de imagens radi-
ograficas de sementes de girassol.

Palavras-chave: Andlise de componentes independentes. Andlise de imagens.
Andlise discriminante. Qualidade de sementes. Raios X. Simulagao.
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ABSTRACT

The independent component analysis (ICA) is a statistical technique which
decomposes a set of multivariate data on a base of non-gaussian components, sta-
tistically independent between each other, at the highest level possible. In this
work, the ICA was applied to X-ray images of 300 sunflower (Helianthus annuus
L.) seeds. The base images obtained provided characteristics used in the simula-
tion of new images. The simulated radiographic images were classified according
to different physical qualities of the seeds, differentiating full seeds from deformed
or damaged seeds. The classification, performed by discriminant analysis, reached
a global hit of up to 97.3%, showing that the ICA is an appropriate technique for
the analysis of sunflower seed radiographic images.

Keywords: Discriminant analysis. Image analysis. Independent component
analysis. Seed quality. Simulation. X-rays.
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1 INTRODUCAO

No tratamento de dados multivariados é comum que se deseje encontrar
uma representacdo que revele sua estrutura interna e fontes subjacentes que néo
podem ser medidas diretamente. Técnicas estatisticas cldssicas, como a anélise fa-
torial e a andlise de componentes principais (PCA - Principal Component Analy-
sis) sdo utilizadas com este objetivo e fazem uso de transformacdes lineares do
conjunto original de dados.

A andlise de componentes independentes (ICA - Independent Component
Analysis) € uma técnica estatistica e computacional, cujo objetivo é encontrar uma
representacdo linear de dados multivariados, de modo que os componentes sejam
ndo gaussianos e estatisticamente independentes ou com dependéncia estatistica
minimizada. Pode ser vista como uma extensdo da PCA por obter componen-
tes independentes, propriedade estatistica mais forte do que a ndo correlagdo dos
componentes extraidos com o emprego de PCA. Em relagdo a anélise fatorial a
novidade estd na natureza nao gaussiana dos componentes.

Segundo Comon (1994) e Jutten e Herault (1991) na década de 80 foram os
primeiros a proporem um algoritmo adaptativo capaz de separar simultaneamente
todas as fontes desconhecidas independentes a partir de observacdes neurofisio-
16gicas, o que deu nome a técnica ICA. Foi desenvolvida como uma técnica de
processamento de sinais, referida como técnica de separag¢do cega de fontes (BSS
- Blind Source Separation). A partir da década de 90 pesquisadores como Bell e
Sejnowski (1995), Cardoso (1989), Cichocki e Unbehauen (1996), Comon (1994),
Hyvirinen, Karhunen e Oja (2001) deram significativas contribui¢cdes ao desenvol-
vimento da técnica com formulagdes matemadticas, estatisticas mais consistentes e
construcao de novos algoritmos de estimacdo. Desta forma a ICA passou a ter um

papel relevante na andlise de dados multivariados e as aplicagdes em diferentes
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dreas, ndo necessariamente ligadas ao problema de separacdo de fontes, fizeram
com que gradativamente o nome ICA fosse se dissociando de BSS.

As aplicagdes sdo inimeras no tratamento de sinais dos mais diversos ti-
pos, sejam imagens, ondas sonoras, sinais elétricos, eletromagnéticos, sensores
quimicos, e sinais biomédicos provenientes de eletroencefalogramas, eletrocardi-
ogramas, ressonancia magnética, entre outros.

Um dos objetivos na aplicacdo da ICA ¢ a extragc@o de caracteristicas de
um conjunto de dados observado. Esta consiste na redugd@o de informacdes redun-
dantes, podendo-se aliar a uma consequente reducio na dimensao dos dados.

O uso de imagens de raios X na andlise de sementes teve inicio em 1953
com Simak e Gustafsson que o utilizaram na avaliagdo de sementes de espécies
florestais. E recomendado pela Associagdo Internacional de Andlise de Sementes
(INTERNATIONAL SEED TESTING ASSOCIATION - ISTA, 2011) e é um mé-
todo que permite uma avaliacdo rdpida e nfo destrutiva, a partir da visualizagdo
das estruturas internas da semente, diferenciando sementes bem formadas de se-
mentes vazias, com danos mecanicos ou com ataque de insetos. Diversos trabalhos
(CARVALHO; ALVES; OLIVEIRA, 2010; DELL’ AQUILA, 2009; KOBORI; CI-
CERO; MEDINA, 2012) ratificam esta recomendagdo, concluindo que o teste de
raios X ¢ eficiente para avaliar a morfologia interna das sementes e permite prever
seus reflexos no potencial fisioldgico e selecionar sementes de alta qualidade.

Contudo, a andlise das imagens radiogréificas ainda estd sujeita a avalia-
cdo subjetiva do analista. Esforcos t€m sido direcionados na automatizacio deste
processo com o uso de softwares de processamento de imagens como forma de
propiciar uma andlise mais acurada e rdpida (CARVALHO; ALVES; OLIVEIRA,
2010; DELL’ AQUILA, 2009), minimizando a subjetividade pessoal do analista.

A aplicacdo de ICA em imagens de raios X aparece em trabalhos de di-
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versas dreas, principalmente na drea médica. Campos, Barros e Silva (2007) clas-
sificaram tecidos da mama em normais, com tumores benignos ou com tumores
malignos, a partir do uso de ICA na extra¢do de caracteristicas de mamogramas.
Chen et al. (2007) propuseram um método baseado em ICA para a remocao da dis-
persdo dos raios-X em imagens de raios-X. Tiilikainen et al. (2007) propuseram
um algoritmo genético usando ICA no ajuste de curvas de refletividade de raios X.
Tang, Wang e Chen (2012) usaram ICA em angiografias digitais das corondrias,
separando vasos coronarianos do fundo da imagem.

A proposta deste trabalho € validar a aplicagdo da ICA na andlise de ima-
gem de raios X de sementes utilizando simulag@o. Caracteristicas obtidas da de-
composicdo realizada por ICA foram usadas na simulagdo de novas imagens. As
imagens simuladas foram submetidas a classificacdo pela técnica de anélise discri-

minante.

2 MATERIAL E METODOS

2.1 Obtencao e processamento dos dados

Foram selecionadas 300 imagens radiograficas de uma amostra de semen-
tes de girassol (Helianthus annuus L.), cultivar Hélio-250, produzidas em Uber-
landia, estado de Minas Gerais (MG), Brasil, safra 2010/2011. As sementes foram
radiografadas no Laboratério de Andlise de Sementes do Departamento de Agri-
cultura da Universidade Federal de Lavras - MG, em aparelhos de raios-X Faxitron
Modelo MX20 gerando imagens digitalizadas salvas no formato jpeg, como na Fi-

gura 1.
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Figura 1 Imagens radiogrificas de sementes de girassol cultivar Hélio-250

As imagens radiogréificas foram analisadas visualmente de acordo com a
morfologia interna e as sementes foram classificadas em trés grupos: sementes
cheias, com embrio opaco na andlise radiogréfica; sementes com dano leve, mas
com preservagdo das caracteristicas do eixo embriondrio e sementes deformadas

ou com dano grave, com danos afetando o eixo embrionario (Figura 2).
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(@) (b) (©) (d)

Figura2 Imagens radiogréficas de sementes de diferentes niveis de qualidade:
(a) cheia; (b) com dano leve, mas com preservacdo das caracteristicas
do eixo embrionério; (c) com dano grave e (d) deformada, com danos
afetando o eixo embriondrio

Das imagens das ldminas com 25 sementes foram selecionadas manual-
mente 300 imagens retangulares de sementes individuais, separados em conjuntos
de 100 imagens de cada grupo de classificacdo como descrito anteriormente. Por
apresentarem diferentes dimensdes, as imagens foram padronizadas para o tama-
nho médio de todas as imagens de 121 x 268 pixels e redimensionadas num vetor

linha de tamanho 1 x 32.428.

2.2 Analise de componentes independentes

Dado o vetor aleatério X= [X1, Xa, ..., X,]T, cujos n elementos sdo
misturas de k£ componentes estatisticamente independentes entre si de um vetor

aleatério 8= [S1, S, ..., Sk]”, 0 modelo ICA é expresso da forma
X=A-S (2.1)

em que A representa uma matriz de coeficientes a;;, denominada matriz de mis-

tura.
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Neste modelo, apenas as observagdes X; sdo conhecidas e a ICA propde-
se a determinar uma transformacdo linear dada pela matriz W (inversa ou pseudo-
inversa de A), denominada matriz de separagdo, de modo que o vetor

Y = [V1,Ya,...,Y,]7 seja uma estimativa de S.
Y=W.-X 2.2)

Algumas restricdes devem ser cumpridas para assegurar a estimacio do

modelo proposto (HY VARINEN, 1999).

1. Os componentes .S;, também ditos fontes, devem ser estatisticamente inde-

pendentes entre si ou ter dependéncia estatistica minimizada.

2. Todas as fontes devem possuir distribuicdo ndo gaussiana, com excecao de

no maximo uma fonte.

3. O ndmero de misturas observadas n deve ser no minimo igual ao nimero de

fontes k, ou seja, n > k.

4. A matriz de mistura A dever possuir posto coluna completo.

Os diversos métodos de estimacdo de W foram desenvolvidos explorando
as restricdes de independéncia estatistica e de ndo gaussianidade das fontes. Os
algoritmos diferem entre si na defini¢do de uma funga@o objetivo que serd maximi-
zada ou minimizada. Dentre os principais destacamos os baseados na maximiza-
¢do da ndo gaussianidade como o FastICA (HY VARINEN; OJA, 1997), o algo-
ritmo JADE - Joint Approximate Diagonalization of Eigenmatrices (CARDOSO;
SOULOUMIAC, 1993) que usa tensores cumulantes de quarta ordem e o Info-
max (BELL; SEJNOWSKI, 1995) fortemente relacionado com a maximizacio da

verossimilhanga.
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2.3 Aplicaciao de ICA ao conjunto de dados

A aplicacdo da ICA em imagens radiograficas de sementes parte do pres-
suposto de que cada imagem em particular seja resultado da mistura de um con-
junto de imagens-base que sdo informagdes independentes comuns a todos as ra-
diografias de sementes de diferentes niveis de qualidade. Cada imagem-base ou
componente independente (IC) contribui com algum tipo de informagao relativa a
forma, grau de preenchimento e diferente tipo de dano numa regido especifica da
semente.

Segundo o modelo ICA, definido na equacdo (2.1), cada imagem de se-
mente € uma realizacdo da varidvel aleatdria X; , denotada por z;,¢ = 1,2,...,n.
Decompondo cada uma destas imagens numa combinagao linear dos componentes

independentes s;, j = 1,2,...,k, que a geram, temos
T; = a;181 + ai282 + ... + a;xSk, paratodot =1,2,... n. 2.3)

Com a aplicagdo da ICA, a imagem analisada x; passa a ser representada
por um vetor cujos elementos sdo os coeficientes a;; de cada componente indepen-
dente na mistura, como na Figura 3.

A ,\

.‘

Figura3 Imagem de semente decomposta em uma combinacdo linear de k
imagens-base

Neste trabalho foi utilizado o algoritmo FastICA com pacote implemen-
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tado no MATLAB® (FASTICA..., 2005), definido para maximizar a ndo gaussia-
nidade dos componentes a partir da medida da curtose. O FastICA usa como dados
de entrada a matriz X, ;) das 300 imagens radiograficas de sementes, cada uma
disposta numa linha com p pixels, e estima a matriz de separagio W, a matriz de
mistura A e as estimativas dos componentes independentes Y, conforme equacdes
(2.1) e (2.2). Para facilitar a estimacao o algoritmo realiza um pré-processamento
nos dados observados, centralizando-os e tornando-os ndo correlacionados. Nesta
fase € feita uma reducdo de dimensdo, escolhendo-se o nimero de componentes
independentes k£ < n que preserve um bom percentual de variagdo dos dados. Se-
gundo Hyvirinen, Karhunen e Oja (2001) a decisdo pelo nimero de componentes
independentes a serem estimados é um problema frequente e esta escolha é feita

geralmente por tentativa e erro. Desta forma o FastICA foi aplicado considerando

k=30,k=45¢k = 60.
2.4 Analise discriminante

A andlise discriminante (DA - Discriminant Analysis) € uma técnica esta-
tistica empregada para diferenciar populagdes ou classificar novos individuos em
uma das vérias populagdes, considerando a estrutura multidimensional dos dados
observados.

Considerando-se que existam m grupos ou populagdes 11y, I, ... II,,,
conhecidos a priori, e amostras aleatérias para estes grupos de tamanhos n1, no, . . .,
N, 0 objetivo é construir regras de discriminacdo para determinar a qual dos gru-
pos ird pertencer um novo individuo.

A funcio discriminante quadratica é dada por

1

Qil¥) = 3 n(Cl) — 5~ X)'C e - X) + ), 24)
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parat = 1,2,...,m, em que p; € a probabilidade a priori da observagdo multi-
variada x pertencer ao grupo i e X; e C; sdo os estimadores amostrais da média e
covariancia do i-ésimo grupo (FERREIRA, 2008).

As linhas da matriz A, estimada pelo FastICA, sao os vetores das ca-
racteristicas extraidas das imagens de sementes usados na classificagdo por DA.
Usando-os como amostras de treinamento dos trés grupos de sementes, previa-
mente classificadas quanto a morfologia interna, determina-se a fungdo discrimi-
nante que caracteriza cada grupo. A partir de Q; uma nova observacdo x é alocada

no grupo II; se Q;(x) > Q;(x) paratodo ! # il =1,2,...,m.
2.5 Simulacdo de amostras de testes

A simulac¢do de novas imagens visou testar a classificacdo das sementes
realizada pela DA, verificando se esta funciona de forma eficaz a partir das carac-
teristicas extraidas por ICA.

Foram selecionadas 15 imagens de sementes do conjunto de dados, distri-
buidas em cada uma das trés categorias de classificacdo (5 sementes cheias, 5 com
danos leves e 5 com danos graves). Cada vetor de imagem x; de dimensdo p pixels
passou a ser representado pelo seu respectivo vetor a;, constituido das coordenadas
ai; da base de k componentes independentes estimados. O vetor a; € uma linha da
matriz de mistura A, estimada pelo FastICA, e é o vetor utilizado na simulacio.
Cada vetor a;, representativo de uma imagem selecionada x;, foi repetido 10 vezes
e a cada uma dessas repeti¢des foi adicionado um ruido aleatério com distribui¢io
gaussiana de média zero e variancia quase nula, gerando 150 novas imagens de
sementes. A simulacdo foi realizada com dois valores de varidncia do ruido ale-
atério: 1079 e 3,6 - 1077 . A minima modificaciio nas caracteristicas da imagem

permite supor que a nova semente gerada continue fazendo parte do mesmo grupo
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de classificacdo da imagem da semente original.

Os vetores correspondentes as 150 imagens de sementes simuladas cons-
titufram uma amostra de teste que foi submetida a classifica¢do pela fungdo discri-
minante quadrética (2.4).

Foram utilizadas duas metodologias na escolha das imagens a serem usa-
das na simulacao.

No primeiro caso as imagens foram escolhidas pelo analista, procurando-
se aquelas que visualmente parecessem ser bem representativas de cada categoria
de classificacdo. A simulacdo e classificacdo foram repetidas 10 vezes para cada
um dos valores de variancia e foram estimados os acertos e erros de classificacao.
Todo este procedimento foi repetido para outras trés diferentes amostras de 15
imagens selecionadas visualmente.

A segunda metodologia consistiu na escolha das 15 imagens por sorteio,
ainda considerando que fossem 5 de cada grupo de classificagdo. No total foram
sorteadas 100 diferentes amostras de 15 sementes e para cada uma delas foi feita

a simulagdo e classificaco.

3 RESULTADOS E DISCUSSAO

Na Figura 4 tem-se as imagens-base geradas pela estimagdo de 60 compo-
nentes independentes nas quais sdo percebidas alteragdes em distintas regides da

semente.
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Figura4 Imagens de 60 componentes independentes estimados por ICA

Na Figura 5 sdo mostradas imagens radiograficas originais de sementes
de diferentes niveis de qualidade fisica (cheia, com dano leve e deformada, de
cima para baixo) na primeira coluna; nas colunas seguintes tem-se imagens das
sementes simuladas a partir das caracterfisticas estimadas por ICA, usando bases
de diferentes dimensdes (k) e varidncia no erro aleatério de 10~5 (imagens das
colunas A) e de 3,6 - 1077 (imagens das colunas B). Apesar de as imagens serem
bem parecidas visualmente, uma variacdo em torno de 5% nas coordenadas dos

vetores representativos das imagens produz diferentes resultados de classificagéo.
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Figura5 Imagens radiograficas originais de sementes de girassol com diferen-
tes niveis de qualidade fisica (primeira coluna) e imagens simuladas, a
partir de bases de componentes independentes de diferentes dimensdes
(k) com variancia no erro aleatério de 1076 (colunas A) e 3,6 - 1077
(colunas B).

Nas Figuras 6 e 7 sdo apresentados os resultados das classificacdes das
150 imagens de sementes simuladas com varidncia no erro aleatério de 1076 e
3,6 - 1077, respectivamente, cujas amostras foram escolhidas visualmente. Estes
resultados sdo a média dos resultados da classificagdo de todas as repeti¢cdes na
simulacdo das diferentes amostras. Observa-se que o grupo de sementes defor-
madas ou com danos graves foi o melhor classificado, chegando a atingir 100%
de acerto na classificacdo. Melhores resultados de classificagdo sdo verificados

quando a simulacio aplicou menor varidncia no erro aleatdrio, garantindo que o



99

ruido adicionado ao vetor representativo da semente original ndo modificasse a
imagem da semente ao ponto de transformé-la em representativa de outro grupo.
Globalmente os melhores resultados foram acertos de 90,4% com uso de variancia
10~% em dados de dimensdo 30 e 97,3% com uso de variancia 3, 6-10~7 em dados

de dimensdo 45.
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Figura 6 Resultados da classificagdo de 150 sementes simuladas com erro ale-
atério normal de varidncia 107 a partir de amostras escolhidas pelo
analista
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Figura7 Resultados da classificagdo de 150 sementes simuladas com erro alea-
tério normal de varidncia 3,6- 1077 a partir de amostras escolhidas pelo
analista

Nas Figuras 8 e 9 sdo apresentadas as médias dos resultados das 100 classi-
ficacdes das amostras escolhidas aleatoriamente e cujas sementes foram simuladas
com varidncia 1076 e 3,6 - 1077, respectivamente. Estes resultados foram um
pouco inferiores aos obtidos com amostras escolhidas visualmente pelo analista.
Deve-se considerar que neste caso, além da aleatoriedade, ndo houve repeti¢io nas
simulacdes de uma mesma amostra como na metodologia anterior, o que influen-
cia no resultado. Porém as caracteristicas dos resultados anteriores se mantém. O
uso de uma variancia menor na simulacgéo resultou em melhor classificagdo. Para
variancia de 10~% os melhores resultados foram obtidos com o uso de 30 ICs com
acerto global de 86% e para variancia 3, 6-10~" a maior proporcio de acerto global
foi 94% com o uso de 45 ICs. As sementes deformadas ou com dano grave foram

mais uma vez as que obtiveram melhores propor¢des de acerto de classificagao.
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Figura 8 Resultados da classificagdo de 150 sementes simuladas com erro alea-
tério normal de variancia 10~ a partir de amostras escolhidas aleatori-
amente
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Figura9 Resultados da classificagdo de 150 sementes simuladas com erro ale-

atério normal de varidncia 3,6 - 10~ a partir de amostras escolhidas
aleatoriamente
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Em todos os testes observa-se que o aumento na dimensao do vetor repre-
sentativo da imagem (k) provoca uma inversdo nos tipos de erro de classificacdo.
Quanto maior o nimero de ICs utilizados, e consequente aumento no detalhamento
da imagem, maior o erro em classificar sementes cheias como sementes portado-
ras de danos leves. Portanto, o critério para avaliar qual nimero de ICs resultou
em melhores resultados nio considerou apenas a proporcao total de acerto, mas a

homogeneidade dos percentuais de acertos entre os grupos.

4 CONCLUSAO

A partir dos resultados obtidos pode-se considerar que a andlise de compo-
nentes independentes ¢ uma técnica apropriada para a extragdo de caracteristicas
de imagens radiograficas de sementes. Com a simulacdo de novas imagens a partir
da aplicacdo de ICA foi possivel testar a robustez da andlise discriminante, asse-
gurando que ambas as técnicas poderdo ser utilizadas satisfatoriamente na classi-

ficacdo de novas imagens reais de sementes.
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Summary

Although subjective, the use of X-ray images of seeds is an important tool for analysing
seed lot quality. Here, we applied independent component analysis (ICA) for automatic
processing of radiographic images of 600 sunflower seeds. The X-rayed seeds were also
subjected to a germination test. The ICA technique was implemented with the FastICA
algorithm, which decomposed X-ray images to independent basis images. Based on fea-
tures extracted by ICA, we used discriminant analysis (DA) to classify seed quality. The
classification achieved an overall accuracy of 82%. The results showed that ICA and DA
were effective in X-ray analysis to associate seed morphology and seedling performance.

Introduction

Analysis of seeds is essential for determining seed lot quality and hence sowing
value. Laboratory tests are performed to determine physical and physiological
potential of seeds with respect to germination capacity and seedling vigour; how-
ever, such tests are destructive and time-consuming. Results can also depend on
the analyst’s subjectivity. Hence, assessing seed quality with radiographic images
has been used as alternative to standard laboratory testing.

X-ray images in seed testing began with Simak and Gustafsson (1953),

who used the method for evaluating forest tree seeds. Recommended by the
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International Seed Testing Association (ISTA, 2011), the method allows for quick
and non-destructive assessment based on visualisation of seed internal structu-
res, which distinguishes well-formed seeds from empty, mechanically damaged or
insect-attacked seeds. However, evaluation of radiographic images still depends
on the analyst’s subjectivity. This may be reduced with techniques for automatic
processing of images in which analysis by software helps analysts evaluate seeds.
According to Carvalho et al. (2010) and Dell’ Aquila (2006), one of the major re-
quirements in developing machine vision systems for analysing and sorting seeds
is the ability to analyse an image accurately and quickly.

Independent component analysis (ICA), a method that emerged in the mid-
1980s with Herault and Jutten (1986), was subsequently developed as a signal
processing technique. Independent component analysis of X-ray images has been
used in several areas: Tang et al. (2012) used ICA to separate the coronary ves-
sels and backgrounds in X-ray digital subtraction angiography; Tiilikainen et al.
(2007) proposed a genetic algorithm using ICA in X-ray reflectivity curve fitting of
periodic layer structures; Campos et al. (2007) proposed a method using features
extracted by ICA to classify mammograms showing benign, malignant or normal
tissues; and Saidi et al. (2004) used ICA of microarray data in the study of endo-
metrial cancer and showed that ICA-generated patterns more clearly characterised
malignant samples, compared with principal component analysis (PCA).

In our research ICA was used to reduce the dimension of observed data by
getting a linear projection of the X-ray images of seeds on the basis of statistically
independent reduced scale images, thereby providing a parsimonious represen-
tation with maximum information on original data (Fiori, 2003). Based on the
image representation obtained by ICA, we then used discriminant analysis (DA)

as a technique for classifying sunflower seeds under different levels of physical
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quality.

Materials and methods

Data collection was carried out at the Seed Analysis Laboratory of the Department
of Agriculture, Federal University of Lavras, Minas Gerais, Brazil, from a seed
sample of sunflower (Helianthus annuus L.) cultivar Hélio-250 produced in Uber-
landia, state of Minas Gerais, Brazil, 2010/2011 harvest. A set of 600 seeds was
randomly selected to be X-rayed without any special preparation. Using double-
sided adhesive tape, subsamples of 25 seeds were arranged on transparent blades
and numbered according to their location on the slide (row and column) to enable
identification in subsequent tests and classifications. Seeds were radiographed (22
kV, average of 11 seconds exposure) in a Faxitron Model MX-20 to generate scan-
ned images, which were saved in jpeg format.

Then, radiographed seeds were tested for germination, following the stand-
ards established by the Rules for Seed Analysis (Brasil, 2009), at 25°C with an
amount of water that was twice the weight of the paper substrate. At four (first
count) and 10 (final count) days after sowing, seeds were classified and counted.
Seeds that had germinated by the time of the first count were classified as fast-
germinating seeds, while those germinating by 10 days were classified as slow-
germinating seeds. Seeds giving abnormal seedlings, dead and dormant seeds were
classified as ungerminated seeds.

The radiographic images were analysed visually according to internal mor-
phology and seeds classified into three groups: full seeds, with opaque embryo in
X-ray analysis; slightly injured seeds, although preserving characteristics of em-
bryonic axis; and deformed seeds, which showed damage affecting the embryonic

axis (figure 1).
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Figure 1 Radiographic images of sunflower seeds with different quality levels:
A, full; B, slightly injured, although preserving characteristics of the
embryonic axis; and C, deformed, with severe injury affecting the em-
bryonic axis.

A set of 445 images of individual seeds was selected manually, comprising
175 seeds classified as full, 140 classified as deformed or severely injured, and
130 classified as slightly injured. As images had different dimensions, they were
standardised to the average size (121 x 268 pixels).

Independent component analysis (ICA) and discriminant analysis tech-
niques were used to analyse images. ICA is a statistical technique that reveals
the internal structure of a set of multivariate data by decomposing it on a base
of components as statistically independent as possible and non-Gaussian (Hyva-
rinen et al., 2001). Thus, application of ICA for radiographic images of seeds
assumes that each image results from the mixing of a set of basis images which
are independent information that is common to all radiographs. Each basis image
or independent component (IC) contributes information such as shape, degree of

filling or type of damage in specific seed regions.
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A matrix X = [x1,x2,...,%,]7 whose rows are p-dimensional vectors
comprised of pixels of each seed image, is generated by mixing n mutually inde-

pendent components, such that the ICA model is given by

X(nxp) = Amxn) *S(nxp),

where A is the matrix of coefficients a;; of the linear combination, the ‘mixing
matrix’, while S is the matrix of independent components s;.
For size reduction, a number k < n of ICs can be selected using principal

component analysis (PCA) as pre-processing for ICA so that

X(nxp) = Amxk) * S(kxp)-

Each x; image is decomposed into a linear combination of ICs (basis ima-

ges) given by

X; = a;181 + a;282 + ... + a;Sg, foreveryi =1,2,...,n,

so that each image is represented by the coefficients of each independent compo-
nent of the mixture, as shown in figure 2a.

The mixing matrix, A, and the matrix of independent components, S, are
estimated by algorithms based on the independence of variables, using higher order
statistics which maximises the non-Gaussianity of ICs. In this study we used the
FastICA algorithm proposed by Hyvérinen and Oja (1997), which maximises the
non-Gaussianity of data measured by kurtosis or negentropy.

The FastICA algorithm was applied to the set of images by varying the
choice of number of ICs (k). An X-ray image previously represented by a p-

dimensional vector composed of pixels, is now represented by a k-dimensional
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Figure 2 Radiographic images of sunflower seeds. (a) Image of seed decom-
posed into a linear combination of k basis-images. (b) Image of 30
independent components estimated by ICA.

vector of coefficients of the linear combination of independent components. ICA
was performed estimating 20, 30, 45 and 60 ICs.

Discriminant analysis (DA) is a statistical technique used to differentiate
populations or classify new individuals into one of the various populations by con-
sidering the multidimensional structure of observed data. DA was performed as a
technique for seed image classification; the input vectors were the lines of matrix
A as estimated by FastICA, which correspond to weight vectors associated with
each image.

A subset of the seed images was used as a training sample to create a
discriminant rule that classifies a new image into one of the three groups defi-
ned previously. Based on the corresponding estimators obtained from samples of

three groups, we determined the quadratic discriminant function for the i-th group
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represented by Q;(x) and given by

1 1

Qifx) = —5 n(Cil) — 5 (x — X0)T€; = Xo) + Inp)

in which p; is a priori probability of sample belonging to group 7, while X; and C;
are sample estimators of mean and covariance of the i-th group.

Based on function @);, classifying a new observation x in group ¢ is con-
sidered if Q;(x) > Q;(x) for every [ # i,l = 1,2,3 (Johnson and Wichern, 2007).

Vectors corresponding to the remaining images in the data set were sub-
mitted to classification based on the given quadratic discriminant function. DA
was performed with two data sets at different times.

We started with 400 images separating the set into training sample (300
images) and testing sample (100 images). The training sample was composed by
100 images of each group previously defined and was used to determine discri-
minant functions. In the testing sample there were 50 seeds classified as full, 20
classified as deformed, and 30 classified as slightly injured that were used for clas-
sification by the discriminant functions created.

A second analysis was performed by partitioning the same data set (400
images) differently, thereby varying the composition of training and testing sam-
ples and keeping sample totals, as described above.

In a third analysis the full set of images was reclassified by the analyst and
the severely injured seeds, which had been excluded from the previous analysis,
were included in the group of deformed seeds since they had similar patterns, the-
reby increasing the size of the data set. The 445 reclassified images were separated
again into training (300 images) and testing (145 images) samples. The training
sample had the same composition as the previous tests and the testing sample was

composed of 75 seeds classified as full, 40 classified as deformed and 30 classified
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as slightly injured.

Later we estimated accuracy and misclassification. Detailed errors of seed
classification were calculated. A false-positive error occurs when an element is not
classified in the right original group, whereas classifying elements in the wrong

group is a false-negative error.

Results

Basis images generated by estimation of 30 independent components with changes
in different seed parts are shown in figure 2b.

The results of the first analysis were not satisfactory (data not shown).
The overall proportion of seeds that were accurately identified was 45 and 46%
using data extracted from the images with k£ = 30 and k& = 60 dimensions, respecti-
vely. Although the differences between the results were minimal globally, using 60
ICs gave more correct classification of slightly injured seeds (67%) and deformed
seeds (60%) and less correct classification of full seeds (28%) than using 30 ICs.
The proportions of correctly classified seeds were 57% for slightly injured seeds,
50% for deformed seeds and 36% for full seeds using 30 ICs.

Better results were observed on the new evaluation (figure 3), when the
same data set was partitioned differently in training and testing samples, than in the
previous classification. Using 30 ICs, the proportions of correctly classified seeds
in each group were similar, while the overall proportion of correct classification
was higher than in the classification using 60 ICs. Nevertheless, deformed and
slightly injured seeds were identified with better accuracy using 60 ICs.

Due to the large difference between test results shown by sample vari-
ation alone, visual classification of seed images could be ambiguous and the third

analysis was performed with the reclassified data set.
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Figure 3 Proportion of sunflower seeds correctly classified depending on the
number of estimated independent components (ICs) from a new sample
composition

Proportions of accurate classification obtained in the third analysis were
higher than observed previously (figure 4). The group of deformed or severely
injured seeds maintained proportions of correct classification equal or superior to
90%, regardless of the size of input data.

As the number of ICs increased, more images previously classified as full
were classified as slightly injured. Generally, the best classification results were

found with 30 ICs (table 1).
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Figure 4 Proportion of sunflower seeds correctly classified regarding the number
of estimated independent components (ICs) based on the new visual
classification of images

Table 1 Results of seed classification by quadratic discriminant function for data

size k = 30.

Classified population Total in

Original population Deformed or  Slightly  original
Full

severely injured injured population
Full 70 0 5 75
Deformed or severely injured 0 36 4 40
Slightly injured 15 2 13 30

Total in classified population 85 38 22 145
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For k = 20 and k£ = 30 the highest proportion of seeds misclassified was
for false-positive errors of slightly injured seeds, which were mostly considered
full seeds (figure 5). As the number of ICs increased, an inversion in percentage
of false-negative and false-positive errors occurred in the groups of full seeds and

slightly injured seeds.

80

Proportion of seeds misclassified (%6)

full deformed ou severely injured slightly injured

[ false-positive (k = 20) B false-positive (k = 30) false-positive (k = 45)
K false-negative (k = 20) false-negative (k = 30) false-negative (k= 45)

Figure 5 Proportion of sunflower seeds misclassified in each group using qua-
dratic discriminant function for different data sizes (k)

Full seeds were the group that more resulted in fast germination, whereas
slightly injured seeds resulted in equal proportions of ungerminated, slow- and
fast-germination (figure 6). Most deformed or severely injured seeds did not ger-
minate.

Figure 7 shows germination results of misclassified seeds (table 1). The
greatest error was the number of slow-germinating seeds in the group of slightly
injured seeds that were classified in the group of full seeds. The other errors were

almost compensated if we consider the proportion of germination for each group
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classified according to internal morphology.
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Discussion

Variation in data size with application of ICA interferes with the accuracy of auto-
matic classification. According to Hyvérinen ef al. (2001), a problem that often
arises is how to determine the number of ICs to be estimated. Often, the dimen-
sion is actually chosen by trial and error with no theoretical guidelines. In this
work, we observed that the high number of features extracted from images allows
for small detail perception; however, it also increases the error rate by classifying
full seeds as slightly injured seeds. Our choice was the test that obtained the best
overall proportion of seeds that were accurately identified, using a data size of 30
ICs.

The classification performed by DA depends on correct prior classifica-
tion of the X-ray images by the analyst. Different results in different tests confirm
the subjectivity on the visual examination. Confusion between full and slightly
injured seeds was already expected due to similarity in these groups and image
accuracy. It should be borne in mind that these groups are actually very similar,
and a more detailed image may show signs that can be confused with little seed
damage. Classification of slightly injured seeds could lead to bad predictions re-
garding germination speed, although it could also indicate germination potential
of seed lots.

There are several studies using X-ray analysis to associate seed morphol-
ogy and seedling performance. According to Simak (1991), the degree of suc-
cess of this analysis depends on the species. A relationship between morphology
and vigour has been verified for tomato (Solanum lycopersicum L.) (Van der Burg
et al., 1994), maize (Zea mays L.) (Cicero et al., 1998), pepper (Capsicum an-
nuum L.) (Dell’ Aquila, 2007), bell pepper (Capsicum annuum L.) (Gagliardi and
Marcos-Filho, 2011), papaya (Carica papaya L.) (Santos et al., 2009) and castor
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bean (Ricinus communis L.) (Carvalho et al., 2010) seeds. In most of these papers,
the parameters for evaluation were the presence of internal seed structures, essen-
tial to germination, and the proportion of the area occupied by the embryo and
endosperm in relation to the area of free space within the seed. In this work, these
characteristics were considered initially by visual classification of X-ray images,
forming a consistent data base for classification through DA, but the analysis was
performed automatically with image features extracted by ICA.

In conclusion, ICA proved to be an appropriate technique for extracting
features from radiographic images of seeds. In addition, discriminant analysis
provided satisfactory classification of images based on extracted features. Much
can still be improved to obtain images of higher quality and give faster processing

to ensure an efficient data base to be used in the classification.
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CONSIDERACOES FINAIS

Com este trabalho, propds-se uma nova metodologia a ser usada na andlise
de imagens radiograficas de sementes. Pode-se considerar que a andlise de compo-
nentes independentes foi eficaz na extracdo de caracteristicas das imagens de raios
X. O estudo de simulacdo descrito no primeiro artigo demonstrou isso pelo de-
sempenho do classificador que obteve 6timos resultados ao usar as caracteristicas
extraidas por ICA como pardmetros de entrada. Quando aplicado a novas sementes
reais, os resultados refletiram que o uso da andlise discriminante ainda permanece
vulneravel a subjetividade da classificagdo prévia realizada visualmente pelo ana-
lista da imagem, sendo esta uma das possiveis causas nos erros identificados na
discriminac¢do das sementes.

Nos diferentes testes que se realizam em avaliagdo de lotes de sementes
¢ importante observar as peculiaridades de cada espécie. Desta forma deve-se
também considerar que a abrangéncia deste estudo estd limitada a sementes de gi-
rassol, apesar de na maioria das vezes ter sido usado o termo “sementes” de forma
genérica. As associacdes observadas entre classificacdo fisica e potencial germi-
nativo neste estudo ratificam resultados de trabalhos anteriores com sementes de
girassol.

Como perspectiva de trabalhos futuros pode-se estender a aplicacdo desta
metodologia a sementes de outras espécies. Outra proposta € utilizar diferentes
classificadores, como rede neurais e/ou mdquina de vetor de suporte, que ja mos-
traram ser eficientes em outros tipos de aplicacdes.

Uma vez que o uso da metodologia proposta mostrou-se vidvel, deve-se
incrementar a aplicacdo de técnicas de processamento de imagens que auxiliem
na automatizacio da aquisicdo e no melhoramento da qualidade das imagens in-

dividuais das sementes. Desta forma todo o processo de avaliagdo pode-se tornar
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mais rdpido e seguro, contribuindo significativamente na andlise de sementes de

girassol e de outras espécies.



