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CLASSIFICACAO DE PROTEINAS COM REDES NEURAIS ARTIFICIAIS

RESUMO

Pelo fato de ainda existirem seqii€éncias sem classificagdo nos bancos de dados ptblicos, os
métodos tradicionais de classificagdo de seqiiéncias se mostram deficientes. O objetivo do
presente trabalho € implementar um esquema de codificagao de seqiiéncias de aminoacidos
a fim de se construir um classificador de proteinas baseado em Redes Neurais Artificiais
utilizando os vetores resultantes da codificacio implementada, de modo a ser um
complemento aos métodos tradicionais de classificagdo.

Palavras Chaves: classificacdo de proteinas, redes neurais artificiais, COG

PROTEIN CLASSIFICATION WITH NEURAL NETWORKS

ABSTRACT

For the fact that there are still unrated sequences in public data banks, traditional methods
for classifying sequences are working poor. The objective of this work is to implement a
scheme of encoding sequences of amino acids in order to build a classifier of proteins
based on Artificial Neural Networks using the vectors resulting from the consolidation
implemented in order to be a complement to traditional methods of classification.

Key words: protein classification, neural networks, COG
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1 - INTRODUCAO

1.1 - Contextualizacao e Motivacao

No inicio da década de 80 com o desenvolvimento de técnicas relativamente rapidas
para o seqiienciamento do DNA, onde houve um aumento no nimero de seqiiéncias
(Figura 1.1). Essas seqiiéncias de nucleotideos e aminodcidos foram armazenados em
alguns bancos de dados.

Os principais bancos de dados sao GenBank, EMBL-Bank(European Molecular Biology

Laboratory — Nucleotide Sequence Database), COG (Cluster of Orthologous Groups), GO
(Gene Ontology), e o DDBJ(DNA Data Bank of Japan).
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Figura 1.1 - Crescimento do GenBank 1982 - 2008

Indmeros bancos de dados e métodos computacionais de acesso publico (na sua
grande maioria) ou privados, foram e estdo sendo criados na tentativa de organizar e

permitir acesso eficiente e rdpido as informacdes geradas pelos projetos de larga escala,



bem como a andlise comparativa dessa quantidade macica de dados (CASTANHO, 2005).
A criagdo e manutencao de banco de dados bioldgicos sdo por si s6 um desafio, devido ndo
s6 a imensa quantidade de dados, mas sobretudo a dificuldade de desenvolver esquemas e
estruturas que representem de forma exata ou bastante aproximada a complexa relagdo

existente entre os diversos componentes dos sistemas bioldgicos (CASTANHO, 2005).

A partir do seqiienciamento de um genoma, a gera¢do de dados tem como objetivo,
a predic@o do conjunto de proteinas existentes no organismo em questio e a funcionalidade
que cada proteina desempenha, para melhor entender o funcionamento do organismo
(RODRIGUES, 2007). Existem dois métodos que podem ser seguidos: o laboratorial e o
computacional. O primeiro método € o mais confidvel, onde serdo realizados testes em
laboratério para a predi¢do do conjunto de proteinas, entretanto € um processo muito
dispendioso e demorado. O segundo método, é indicado para um grande quantidade de
seqiiéncias, ja que € pretendido um resultado em um prazo de tempo menor € com um certo

grau de confiabilidade.

A comparagdo de seqiiéncias € a mais fundamental operacdo de andlise de
proteinas, indicando a similaridade entre elas, pode-se sugerir relagcdes envolvendo
estrutura, funcdo e evolugdo, sendo essas proteinas origindrias de um mesmo ancestral

comuim.

As protefnas sdo atualmente classificadas de acordo com a ocorréncia de padrdes
conservados de aminodcidos que definem os dominios (Rodrigues, 2007). Pode-se citar
alguns Bancos de Dados publicos que permitem classificar proteinas de acordo com os

seus dominios:

e Pfan: é uma banco de dados com uma grande colec@o de familias de proteinas,
cada uma representada por vdrias seqiiéncias de alinhamento construindo um
padrao Hidding Markov Model(HMM) (FINN. 2006).

e Blocks: banco de dados gerado automaticamente de multiplos alinhamentos
,sem gaps, correspondente as regides mais conservadas de um grupo de
proteinas. (HENIKOFF, 1995)

e Prosite: banco de dados com os dominios protéicos, familias e regides

funcionais. (HULO, 2007).



e Prints: banco de dados formado por “fingerprints” de proteinas. Onde
“fingerprints” é uma regiao conservada utilizada para caracterizar uma familia
de proteinas. (ATTWOOD, 1993)

e (COG: banco de dados constituido a partir da comparagdo de seqiiéncias de
proteinas de genomas completos. Cada COG consiste de uma proteina
individual ou de um grupo “paralogs” de pelo menos 3 genomas que possuem

funcdes conservadas ao longo da evolucdo. (TATUSOV, 1997)

1.2 - Objetivo

Atualmente ainda existe um grande nimero de seqii€ncias ndo classificadas nos
bancos de dados publicos,sendo importante a sua classificacdo. Adicionalmente,
seqiiencias anotadas em uma classe podem ter sua classificacio modificada pelo fato de

um novo dominio, presente na proteina, ter sido identificado recentemente.

Este trabalho tem como objetivo implementar um classificador de proteinas com
Redes Neurais Artificiais baseado nas classes funcionais do Cluster of Orthologous
Groups (COQG), a fim de classificar as seqiiéncias ainda ndo classificadas e reavaliar as

seqiiéncias ja anotadas.



2 - PROTEINAS

2.1 — Conceito Geral

As proteinas sao as moléculas organicas mais abundantes e importantes nas células
e perfazem 50% ou mais de seu peso seco. Sdo encontradas em todas as partes de todas as
células, uma vez que sdo fundamentais sob todos os aspectos da estrutura e funcdo
celulares. Existem muitas espécies diferentes de proteinas, cada uma especializada para
uma fungdo bioldgica diversa. Além disso, a maior parte da informagao genética é expressa

pelas proteinas. (MARZZOCO, 2007)

Pertencem a classe dos peptideos, pois sdo formadas por aminodcidos ligados entre
si por ligagdes peptidicas. Uma ligacao peptidica € a unido do grupo amino (-NH 2 ) de um
aminodcido com o grupo carboxila (-COOH) de outro aminoécido, através da formacao de

uma amida.

Sdo os constituintes bdsicos da vida: tanto que seu nome deriva da palavra grega
"proteios", que significa "em primeiro lugar". Nos animais, as proteinas correspondem a
cerca de 80% do peso dos musculos desidratados, cerca de 70% da pele e 90% do sangue

seco. Mesmo nos vegetais as proteinas estao presentes. (CHAMPE, 2006)

Segundo Marzzoco (2007), a importancia das proteinas, estd relacionada com suas
funcdes no organismo, € ndo com sua quantidade. Todas as enzimas conhecidas, por
exemplo, sdo proteinas; muitas vezes, as enzimas existem em por¢des muito pequenas.
Mesmo assim, estas substincias catalisam todas as reagdes metabdlicas e capacitam aos
organismos a construcdo de outras moléculas - proteinas, dcidos nucléicos, carboidratos e

lipidios - que s@o necessdrias para a vida.

2.2 — Composicao

Todas as proteinas, independentemente de sua fungdo ou espécie de origem, sdo
formadas a partir de um conjunto basico de vinte aminoécidos (Tabela 2.1), arranjados em

vdrias seqiiéncias especificas (PASQUIER, 1999).



Tabela 2.1 - Tabela com os 20 aminoacidos e as suas respectivas abreviacdes (PASQUIER, 1999)
Nome Abreviacao
Alanina
Arginina
Asparagina
Aspartato
Cisteina
Glutamina
Glutamato
Glicine
Histidina
Isoleucina
Leucina
Lisina
Metionina
Fenilalanina
Prolina
Serina
Treonina
Triptofano
Tirosina
Valina

<|K|Z2 " w02 |RICI~ZDQoo|alg|Zz|m|>

2.3 — Organizacao Estrutural das Proteinas

2.3.1 — Estrutura Primaria

Refere-se ao nimero e identidade dos aminoacidos que compdem a molécula e ao
ordenamento ou seqiiéncia dessas unidades na cadeia polipeptidica. A unido peptidica
somente permite a formagao de estruturas lineares e por isso, as cadeias ndo apresentam

ramificacdes, como na Figura 2.1.



aly

gy

primary structure
(amino acid sequence)

Figura 2.1 - Estrutura primaria da proteina

2.3.2 — Estrutura Secundaria

Segundo Nelson (2006), a medida que o comprimento das cadeias vai aumentando e
em funcdo das condi¢des fisico-quimicas do meio, se cria a estrutura secunddria (Figura
2.2), que € a disposi¢ao espacial regular, repetitiva, que a cadeia polipeptidica pode adotar,

geralmente mantida por ligagdes de hidrogénio.

secondary structure
(o-helix)

Figura 2.2 - Estrutura secundaria da proteina (hélice - a)



2.3.3 — Estrutura Terciaria

E a estrutura da maioria das proteinas globulares, aparece a partir das hélices, que
voltam a enrolar-se. E uma estrutura tridimensional (Figura 2.3) completa que forma-se a
partir das forcas de atragdo ou repulsao eletrostatica, das pontes de hidrogénio, das forgas
de Van der Waals e das pontes dissulfeto existentes entre os residuos de aminodcidos que

formam as cadeias. (NELSON, 2006)
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Figura 2.3 - Estrutura terciaria da proteina

2.4.3 — Estrutura Quaternaria

Sao estruturas de cardter oligomérico, que estdo compostas por varias moléculas
separadas, mas entrelacadas em estrutura tercidria (Figura 2.4). Se aplica somente a
proteinas constituidas por duas ou mais cadeias polipeptidicas e se refere a disposi¢cdo
espacial dessas cadeias e as ligagdes que se estabelecem entre elas — pontes de hidrogénio,
atracoes eletrostaticas, interagdes hidrofébicas, pontes dissulfeto entre cisteinas de cadeias
diferentes. Um exemplo deste tipo de estrutura é a hemoglobina que € composta por quatro

subunidades semelhantes a mioglobina. (NELSON, 2006)

quaternary structure
[aggregation of two or more peptides)

Figura 2.4 - Estrutura quaternaria da proteina



3 - BANCO DE DADOS COG

O banco de dados COG (Cluster of Orthologous Groups) (TATUSOV, 2000)
disponibilizado por National Center for Biotechnology Information (NCBI), compreende
grupos de proteinas preditas codificados por genomas procaridticos € mais recentemente
também eucaridticos, cujos genomas foram integramente seqiienciados. Ele representa uma
tentativa de classificacdo filogenética destas proteinas, caracterizando-se como uma fonte
de informacdo em Gendmica Funcional e Evolutiva. Através de intimeras pdaginas
navegaveis o usudrio tem acesso a diversos dados pré-computados, como por exemplo, 0s
padrdes filogenéticos, as classificacdes funcionais, e listas de grupos de genes ortélogos
(COGs) por categoria funcional ou por via metabdlica e co-ocorréncia de genomas em

GOGs (ALMEIDA, 2007).

O banco de dados original continha proteinas de cinco genomas de bactérias, um de
arquea € um de eucarioto, constituindo 720 COGs. Em seguida, um sexto genoma
bacteriano foi adicionado, aumentando o nimero de COGs para 860. O estado atual do
Banco de dados COG consiste em 2091 COGs e inclui proteinas de 21 genomas completos

(TATUSOV, 1997).

Os grupos do COG s@o classificados como mostra a Tabela 3.1:



Tabela 3.1 - Categorias funcionais do COG (LOPES,2005)

Categoria Funcional

Caédigo

Funcio

Armazenamento de
Informagao e de

Processamento.

J

Tradugdo, estrutura e biogénese dos ribossomos

Modificacdo e processamento do RNA

Transcri¢ao

Replicacio, recombinagdo e reparo

@ | R >

Estrutura e dindmica da comatina

Processos Celulares e

Sinalizagao

W)

Controle do Ciclo celular, divisao celular e

particionamento dos cromossomos

Estrutura Nuclear

Mecanismos de Defesa

Mecanismo de traducdo de Sinais

Biogénese do Envelope e membrana externa

Mobilidade Celular e secrecao

Citoesqueleto

Estruturas extra-celulares

c| = N z| 2| 8] <] <

Trafego Intracelular, secrecdo e transporte vesicular

®)

Modifica¢des Pos-traducionais, “turnover” de proteinas

e chaperonas

Metabolismo

Produgdo e Conversao de Energia

Transporte e metabolismo de Carboidratos

Transporte e metabolismo de Aminoécidos

Transporte e metabolismo de Nucleotideos

Transporte e metabolismo de Coenzimas

—| I ™| m Q O

Transporte e metabolismo de Lipidios

g

Transporte e metabolismo de Ions Inorginicos

Biossintese, transporte e catabolismo de metabdlicos

secundarios

Pobremente caracterizadas

Predicao de Fung¢ao Geral

Funcao Desconhecida

NS
(Nao é categoria do COG)

NS

No significant similarity found

(sem similaridade completamente)

Proteina Hipotética

HIP

Hypothencial protein

No match

Similaridade baixa




Sua ferramenta de busca mais importante ¢ 0 COGNITOR, programa através do
qual se determina a qual (ou quais) GOG(s) pertence uma nova seqii€éncia protéica. Suas
principais limitacdes s@o: mecanismos rigidos de busca e obten¢ao de dados, os quais sao
baseados em resultados pré-computados sendo acessiveis somente através de tediosa
navegacdo; dados bastantes desatualizados em relagdo ao ndmero de genomas
integralmente seqiienciados; impossibilidade de realizacdo de consultas macigas e/ou
complexas seja por nome ou ndmero do COG, categoria funcional, espécie ou por

comparacao de seqiiéncia, através do COGNITOR (ALMEIDA, 2007).
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4 - REDES NEURAIS ARTIFICIAIS

4.1 — Neuronio Artificial

Redes Neurais Artificiais (RNA) é um modelo baseado na natureza, mais
especificamente no cérebro humano (BARRETO, 2002). Assim como o sistema nervoso é
composto por bilhdes de células nervosas, a rede neural artificial também seria formada
por unidades que nada mais sdo que pequenos moédulos que simulam o funcionamento de
um neurdnio. Estes modulos devem funcionar de acordo com os elementos em que foram

inspirados, recebendo e retransmitindo informagoes.

Segundo Lemes (2000), o fisiologista Warrem S. MacCulloch e Walter Pitts
desenvolveram um modelo que propde elementos computacionais, introduzindo assim a
principal referencia da teoria de Redes Neurais Artificiais. O modelo proposto é bem
simples comparando-o com um neurdnio biolégico, que possui uma complexa estrutura e
grande nimero de detalhes.

O neurdnio McCulloch-Pitts € um dispositivo bindrio, a sua saida representa um dos dois
estados possiveis, ou seja, 0 ou 1. Como segue na Figura 4.1:

Wy 4 f(a)

T

Xp Wy ) /

Figura 4.1 - Modelo de McCulloch e Pitts

As entradas (Xj) do neurénio é em bindrio, e possuem ganhos (W;), que podem ser

excitatorias ou inibitorias.



O resultado da entrada do neurdnio serve de argumento para a funcdo de ativagao,

para dar a resposta do neurdnio.

No modelo geral de neurdnio, sendo uma generalizagdo do modelo de McCulloch e
Pitts, as entradas X;W; s@o combinadas usando uma fun¢do ®, para produzir um estado de
ativacdo do neurdnio que através da funcdo de ativagdo n (Figura 4.2). Um valor auxiliar 0

(bias) é utilizado para representar a polarizagdo (BARRETO, 2002).

H L L N
=
4
s \

Figura 4.2 - Esquema de um Neurdnio Artificial

4.2 — Funcoes de Ativacao n

4.2.1 — Funcao Limiar (Degrau)
Utilizada no modelo de McCulloch e Pits, fun¢ao que modela a caracteristica “tudo-ou-
nada” (MENDES, 2008). A func¢do limiar € descrita da seguinte forma:

1,sea = 0;
fla) = {0,sea < 0;
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Figura 4.3 - Grafico da Funcéo de Limiar

O valor de ativagdo (a) é composto pelo combinador linear e pelo bias:

n

a=2uiwi+9

4.2.2 — Funcao Sigmoide

Ao contrdario da funcdo limiar, pode assumir todos os valores entre 0 e 1

(MENDES, 2008). A funcao € definida por:

1

f(a)=m

Onde a € o parametro de inclinacdo da fun¢do sigmdide e a € o valor de ativagcdo do

neurdnio.

o
i

054/

0.4

624

Figura 4.4 - Grafico da Funcéo Sigméde

13



Fungdo sigmdide com a tendendo ao infinito (Figura 4.5).

(.81
061
0.41

DE‘:

,,_.__
Pk
b
S
T
=i
=1

0 & £

Figura 4.5 - Gréfico da Funcio Sigméide - com a tendendo ao infinito

4.2.3 — Tangente Hiperbdlica

Como a Fungao Logistica, também possui forma de ““s”, assumindo valores entre 1

e -1 (MENDES, 2008), sendo representada por:

e(ba) _ e(—ba)
f@) = e ma o0

Onde :
a € o parametro de inclinacdo da curva;

b sdo os limites inferiores e superiores (b = I11);

a é o valor de ativagdo funcdo.

13 S —
0.8
069
043 |
024

a0 & & 4 2 K 2 4.6 8 10
0.2
.g_l'&--
48

EE

Figura 4.6 - Grafico da Funcao Tangente Hiperbélica
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4.3 — Treinamento

Para que uma Rede Neural Artificial possa fornecer resultados convenientes, é

necessario que passe por uma fase de treinamento.

A fase de aprendizagem consiste em um processo interativo de ajuste de parametros
da rede, os pesos das conexdes entre as unidades de processamento, que guardam ao final
do processo, o conhecimento que a rede adquiriu do ambiente em que estd operando. Um
fator importante ¢ a maneira pela qual uma rede neural se relaciona com o ambiente,

durante a aprendizagem (Figura 4.7) (BARRETO, 2002).

Objetivo

Entrada ( Rede Neuralincluindo

as conexdes (pesos) ] » Comparacdo

-

entre os neurdnios Saida

Ajuste
dos pesos

Figura 4.7 - Treinamento de uma rede neural
Nesse contexto existem os seguintes paradigmas de aprendizado:

e Aprendizado Supervisionado, quando ¢ utilizado um agente externo que indica
arede a resposta desejada para o padrao de entrada;
e Aprendizado Nao Supervisionado (auto-organizagdo), quando ndo existe uma

agente externo indicando a resposta desejada para os padrdes de entrada;

A Regra Delta (Figura 4.8) e o Backpropagation sdo exemplos de algoritmos
supervisionados. Para o algoritmo ndo supervisionado, somente os padrdes de entrada
estdo disponiveis na rede, ao contrario do algoritmo supervisionado, cujo o conjunto de
treinamento possui pares de entrada e saida. No aprendizado supervisionado, a medida de
desempenho € baseada no conjunto de respostas desejadas usando um critério de erro

conhecido. No aprendizado por reforco (um caos particular do aprendizado

15



z

supervisionado) a unica informacdo de realimentacdo fornecida a rede é se uma

determinada saida esta correta ou nao.

Awy; = n(d; - x;)0;

Awjy  intensidade da conexdo entre os neuréniosiej

n parametro definido a intensidade da correcdo chamada taxa de aprendizado
d; saida desejada no neurdnio i

X; estado de ativacdo do neurdnio i

0; saida do neurdnioj

Figura 4.8 - Regra Delta

Denomina-se ciclo uma apresentacdo de todos os N pares (entrada e saida) do
conjunto de treinamento no processo de aprendizado. A corre¢cdo dos pesos num ciclo pode

ser executado de dois modos:

e Modo Padrio, a correcao dos pesos acontece a cada apresentagdo, a rede, de um
exemplo do conjunto de treinamento.

e Modo Ciclo, apenas uma correcao ¢ feita por ciclo.

4.4 — Perceptron

Em 1958 Rosemblatt criou o modelo Perceptron, no qual os neurdnios eram
organizados em camadas de entrada e saida (Figura 4.9), onde os pesos das conexdes eram

adaptados durante treinamento afim de atingir a eficiéncia sindptica. (LEMES, 2000)
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| T——

. ; Unidades
Unidades de Saida
de Entrada

Figura 4.9 - Modelo do Perceptron
(Fonte: http://www.Incc.br/~labinfo/tutorial RN/frm3_modeloPerceptron.htm)

A limitacdo desta Rede Neural se encontra na reduzida gama de problemas que consegue
tratar: classificacao de conjuntos linearmente separaveis (Figura 4.10).

- Classe B

Classe A

Figura 4.10 - Problema Linearmente Separavel
(Fonte: http://www.Incc.br/~labinfo/tutorialRN/frm3_modeloPerceptron.htm)

17



4.5 — Multilayer Perceptron

A forma de arranjar os perceptrons em camadas é denominado Multilayer
Perceptron. O multilayer perceptron foi concebido para resolver problemas mais
complexos, os quais ndo poderiam ser resolvidos pelo modelo de neurbnio bdsico,
problemas linearmente nio separdveis. Os neurdnios internos sdo de suma importancia na
rede neural, pois provou-se que sem estes torna-se impossivel a resolu¢do de problemas

linearmente ndo separdveis (Figura 4.11) (BISHOP,2005).

+ Classe A

Figura 4.11 - Problema Linearmente nao Separavel
(Fonte: http://www.Incc.br/~labinfo/tutorial RN/frm3_modeloPerceptron.htm)

Usualmente as camadas sdo classificadas em trés grupos:

¢ (Camada de Entrada: onde os padrdes sdo apresentados a rede;
e (Camadas Intermedidrias ou Ocultas: onde € feita a maior parte do processamento,
através das conexodes ponderadas, podem ser consideradas como extratoras de

caracteristicas;

e (Camada de Saida: onde o resultado final é concluido e apresentado.

A Figura 4.12 mostra uma RNA com uma camada de entrada, duas camadas

escondidas e uma camada de saida.

18
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Figura 4.12 - Organizacio em Camadas
(Fonte: http://www.Incc.br/~labinfo/tutorialRN/frm3_modeloPerceptron.htm)

4.6 — Algumas Aplicacoes de RNA em

Bioinformatica

A utiliza¢do de Redes Neurais Artificiais em alguns problemas ja vem sendo

aplicada em alguns problemas como:

Reconhecimento de Sinais(Promotores, Start Codon, Stop Codon);
Identificacdo de Assinaturas;

Identificagdo de Repeticdes e de Regides de Baixa Complexidade;
Similaridade entre Seqiiéncias;

Anédsile de Cromatogramas;

Andlise de experimentos com expressoes de genes;

Predicao de estrutura secunddrias de proteinas;

Andlise de regides extra-génicas em DNA;

Extragdo de relagdes entre elementos de uma seqiiéncia.

(MENDES, 2008).
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4.7 — Problema na Aplicacao das RNA a
Bioinformatica

Normalmente métodos computacionais utilizam seqiiéncias sem sua estrutura
primdria como entrada de dados. E ficil perceber que a quantidade de aminodcidos em um
conjunto de seqiiéncias protéicas ndo é o mesmo, resultando em uma diferenca de
dimensionalidade entre os dados. A Figura 4.13 mostra a quantidade de aminoacidos de
todas as 6254 proteinas da bactéria Acaryochloris marina.

Acaryochloris marina
4000
3500
17}
)
S 3000
o
3
2 2500
£
%ZOOO
8 1500 4
o)
§ 1000 1l A | T ||| Ll Il II ..||.||| | |||||l
(o}
500
0
AN MO O A NMOOWU A NMOOOL A RNOMOOL ARNMOOOWM AN
"N < O 0O d AN O~NIDODOANSTITINI~NDOANNMMWM OO dIm S
AN OO0 O AN INMNOE MW O NS ORI MWmMMN O o< © 0 O
A AT A A N AN AN N OO N T T T D WD N N O
Proteinas

Figura 4.13 - diferenca de dimensionabilidade entre as Proteinas do Acaryochloris marina

Como mostrado na se¢do 4.1 as entradas de uma RNA devem possuir valores
numéricos e mesma dimensdo, logo uma metodologia de codificacdo que converta
seqiiencias de caracteres de diferentes dimensdes em vetores numéricos de mesma
dimensao € necessaria. O método de codificacdo de seqiiéncias conhecido como Sequence
Coding By Sliding Window (SCSW) (RODRIGUES, 2007) pode ser aplicado para

solucionar o problema em questao.
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5 - SEQUENCE CODING BY SLIDING
WINDOW (SCSW)

Em 1986, Blaisdell propds uma codifica¢io que resolvia o problema da diferenca de
dimensionalidade, convertendo seqiiéncias de dimensdes diferentes em vetores de mesma
dimensdo. (RODRIGUES, 2007).

Funcionamento da codificagao:

o Dado uma seqiiéncia S de tamanho N definida sobre um alfabeto a;

. Uma janela deslizante W,, de tamanho 1 <n < N € posicionada na posi¢ao 1
da seqiiéncia S e vai sendo deslocada até a posicdo N —n + 1;

. Um vetor V,, de dimensdo o é definido, onde cada posi¢do corresponde a
uma possivel n — tupla dos elementos de «;

. A cada deslocamento de W,, em S a posicao de V,, correspondente a n — tupla
encontrada € incrementada de 1;

o Apos W, atingir a posicio N —n + 1 em S, o vetor V,, conterd a quantidade
de cada n — tupla da seqiiéncia percorrida e, independentemente do tamanho da
seqiiéncia, o vetor V, terd dimenséo o".

(BLAISDELL, 1986)

Para manter um padrdao de nomenclatura, a codificacdo serd denominada Sequence
Coding by Sliding Window (SCSW) (RODRIGUES, 2007).

A Figura 5.1 mostra uma proteina do Mycoplasma hyopneumoniae 7448 (gi:
72080351), com 674 aminodcidos, que também € representada pela Tabela 5.1 apds a
aplicacdo da codificagio SCSW com janela de tamanho 2. Para facilitar a visualizacdo o
vetor de 400 posi¢des serd mostrado em forma de matriz com dimensao 20x20.

MMAKISFFALGGQDENGKNCYILEIDDNIFIINSGAKIPLDSSVGVDTIIADFTYLEE
NQHKIKGVFITDAKNESFSALPWLIMKLKKIKIYSSFFTKALIIERIHKYRLSESAFEV
IPITSELKINEKISVSPFTVAGSMPGTIGFCFHTEDGGIVFMANYVVGNLGVYGETNF
ELIKKISQNPKGILMFISDSGKSNLPGKAINKLFAKNFLENFFLKADKNSRIVVSAYD
EEMVSIQEIIDLSIKFNRQITAYGKKYDKLYDMIYKLDKLTTNKLKKLPTFFDYKY
ANKQKNSVILITSSPERICYRFNRILENDDVYFKLKKSDY VIMLTPPINGMEQLYAK
VLDQIAKSTTSIVDISESDFGLARPYKEDISEMIQLLKPKYFLPIQGLYRYLIVASNIA
VANKVKRQNIIVLQNKRSANFIDGSLFSRKKISKGEEEIY VSGFGIGDVCFRVLKER
DALSRNGLITVSFLFDPIEKKIFSTPEITTYGILSRENREAY YDIIRKIIFNNFSNIKKIN
DKILKELQQKSQKNIKRKLLRIFDKEPSVSVLIHNIYPEVKKMKKMLWKQAENELK
TGVVYLEFAADWCNDCKMQEPVNEELSKYFKDRSDVKLIKVDAEESKLFRQKGT
KYEVLFVPTHFIFKDGQILFKQFNY VPAEVLIEKIEKALNS

Figura 5.1 - Seqiiéncia gi: 72080351 do Mycoplasma hyopneumoniae 7448




T|V|W|Y

S

P/ Q|R

1

N

L

0|14|10|11| 6

4

F

1

E

- Matriz com dimensao 20x20 representando a seqiiéncia gi 72080351 codificada pelo SCSW

Tabela 5.1

M A|C|D
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6 - METODOLOGIA

6.1 - Tipo de Pesquisa

Segundo Jung (2004), a pesquisa desenvolvida é exploratéria, pois visa o

aprimoramento de idéias ja existentes e a descoberta de novas informacdes.

Pode ser também classificada como pesquisa operacional, pois utiliza de técnicas de
otimizagdo para que se possa encontrar um meio mais adequado para se obter os melhores

resultados (JUNG, 2004).

6.2 — Obtencao dos Dados

A obtencdo dos dados a serem utilizados neste trabalho foi realizada em duas etapas.

Na primeira foi selecionado o conjunto de proteinas dos organismos Mycoplasma
. . . . ey eqe . 1 ,
hyopneumoniae e Acaryochloris marina disponibilizado em Genome Project . Todas as proteinas

estdo disponiveis no formato FASTA (Figura 6.1).

>gil72080389IreflYP_287447.11 FOF1 ATP synthase subunit A [Mycoplasma
hyopneumoniae 7448]
MMDFFRDWNQPQLFTLFILVFLVIILSIINFFHIKKAKIDESPSAVVLFAESYLIFIDDL
VETAGEGYINKVKPYIFSLFTFFLLGNLLSLVGLEPISTSISVTLSLAFVSWEGIFVVG
ATYSRWKYLSEFAKNPLKIIGIPAPLISLSFRMYGNLISGSVLLLITYSGVQWIY QKIP
LGTFGNENLPIVLIFPPFLIYFDIVGSLIQSFIFVILTTSYWGMEVNQDEARLKINKKQ
LNLQKI

>¢il72080390IreflYP_287448.11 FOF1 ATP synthase subunit C [Mycoplasma
hyopneumoniae 7448]
MNSIVNFSQQLIQNFQEVSQKTVADSSNLKAFAYLGAGLAMIGVIGVGAGQGYAA
GKACDAIARNPEAQK QVFRVLVIGTAISETSSIYALLVALILIFVG

Figura 6.1 — Arquivo FASTA extraido do Banco de Dados COG

! http://www.ncbi.nIm.nih.gov/genomes/




Na segunda etapa o conjunto de proteinas foi separado de acordo com as classes
funcionais do COG.

6.3 — Tratamento dos Dados

Para o tratamento dos dados foram construidos varios softwares para a sua realizagdo. Estes
softwares foram implementados na linguagem JAVA utilizando a ferramenta NetBeans 6.1 com o

JDK 1.6 update 7.

6.3.1 — Reducao do Alfabeto

A fim de diminuir o custo computacional durante o treinamento das RNAs, foi
utilizado o denominado Exchange Group (Wu et al., 1992) baseado na matriz de
similaridade PAM (DAYHOFF,1978)., O alfabeto original de tamanho 20 foi reduzido

para um alfabeto de tamanho 6, de acordo com a Tabela 6.1.

Tabela 6.1 - Exchange group, reducio do alfabeto tamanho 20 para 6

HRK H
C C
FYW F
DNQE D
STPAG S
MILV M

6.3.2 — Codificacao

Assim como o conjunto de proteinas da bactéria Acaryochloris marina (Figura
4.12), as proteinas da bactéria Mycoplasma hyopneumoniae possuem diferenca de

dimensionalidade quando € utilizada sua estrutura primdria, Figura 6.2.
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Figura 6.2 - Diferenca de dimensionabilidade entre as proteinas do Mycoplasma hyopneumoniae

O método de codificacio de seqiiéncias Sequence Coding By Sliding Window (SCSW) foi
implementado para extrair informacdes das seqiiéncias, utilizando janela de tamanho 2 e o alfabeto

reduzido gerando conseqiientemente temos uma rede com 36 entradas.

6.3.3 — Aplicacao da Metodologia One-Against-All e
Selecao dos Pontos da Margem de Separacao

Para o treinamento e validagdao das RNAs os dados foram separados de modo que cada
RNA seja um classificador para cada classe funcional do COG. Portanto cada classe serd

classificada contra todas as outras, one-against-all.

E ficil perceber que existe um desbalanceamento entre as classes funcionais do COG
correspondentes a cada bactéria (Tabela 6.2). Quando se aplica a metodologia one-against-all o
desbalanceamento fica ainda mais evidente podendo fazer com a RNA fique tendenciosa durante o
seu treinamento. Para realizar o balanceamento entre as classes, a metodologia Condensed Nearest
Neighbor (CNN) foi aplicada onde a distincia euclidiana foi utilizada como medida de distincia

entre os pontos.
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Tabela 6.2 - Desbalanceamento de proteinas entre as classes funcionais do COG correspondentes a cada bactéria

Classes Mycoplasma hyopneumoniae Acaryochloris marina
not in COG 206 29,10% 2386 32,61%
A 0 0,00% 0 0,00%

B 0 0,00% 1 0,01%

C 26 3,67% 230 3,14%

D 4 0,56% 40 0,55%

E 27 3,81% 280 3,83%

F 21 2,97% 80 1,09%

G 61 8,62% 201 2,75%
H 9 1,27% 175 2,39%

I 5 0,71% 113 1,54%

J 104 14,69% 180 2,46%

K 20 2,82% 311 4,25%

L 61 8,62% 447 6,11%
M 8 1,13% 278 3,80%
N 0,00% 53 0,72%

o 20 2,82% 222 3,03%

P 21 2,97% 234 3,20%

Q 0 0,00% 177 2,42%
R 52 7,34% 846 11,56%

S 20 2,82% 388 5,30%

T 4 0,56% 502 6,86%

U 13 1,84% 81 1,11%

v 26 3,67% 91 1,24%
W 0 0,00% 0 0,00%
Y 0 0,00% 0 0,00%

Z 0 0,00% 1 0,01%

TOTAL 708 100,00 % 7317 100,00%

6.4 — Construcao, Treinamento e Validacao das
Redes Neurais Artificiais

A construcdo, treinamento e validacdo das Redes Neurais Artificiais foram realizadas com

o ToolBox de Redes Neurais Artificiais do Matlab® 6.

A Figura 6.3 demonstra a topologia da RNA para cada classificador, onde na camada de
entrada tinha 36 neurdnios, na camada escondida a quantidade neurdnios variava para cada

classificador e na camada de saida existia apenas 1 neurdnio.

2 http://www.mathworks.com/
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Figura 6.3 - Topologia da RNA utilizada

O treinamento foi realizado com o conjunto de proteinas da bactéria Mycoplasma

hyopneumoniae e a validacdo com as proteinas da bactéria Acaryochloris marina.

O algoritmo de treinamento utilizado foi o Backpropagation com somente um nodo na
camada escondida, durante 100 iteracdes. A classificacdo foi realizada com o limiar de 0,6, ou seja,
maior que 0,6 indica pertinéncia a classe, menor que -0,6 indica pertinéncia a outra classe e caso

contrario resultado indefinido.
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7 — RESULTADOS e DISCUSSAO

As seqiiéncias utilizadas no teste das RNAs foram codificadas utilizando os
mesmos parametros dos dados de treinamento a fim de manter a compatibilidade de

dimensdo desses dados.

Os resultados sao mostrados na Tabela 7.1. Nesta tabela sdo representados os
classificadores (colunas) e o resultado da classificagdo de acordo com a entrada recebida

(linhas):

e Pertencente a classe: porcentagem de acerto que o classificador obteve com os
dados de entrada pertencem a mesma classe do classificador.
e Naio pertencente a classe: porcentagem de acerto que o classificador obteve com os

dados de entrada pertencentes a classes diferentes a do classificador.

Tabela 7.1 - Tabela das Taxas de Acertos dos Classificares de Acordo com os Dados de Entrada

Dados de Classificares
Entrada

C D E F G H I J K

Pertencente
a classe 85.65% | 57,50% | 0,00% | 13,75% | 0,00% | 45,14% | 71,68% | 28,33% | 10,61%

(acerto)

Pertencente 100,00
a classe 5,65% | 20,00% | 69.29% | 72,50% 46,29% | 2124% | 28,33% | 74,92%

%
(erro)

Nao
pertencente | 12,15% | 9.00% | 66,92% | 68.46% | 95.86% | 53.25% | 24,40% | 58,73% | 81,75%
a classe
(acerto)

Pertencente
a classe 0,00% | 2,16% | 22,52% | 3504% | 7,57% | 11,86% | 6,97% | 18,52% | 1,10%

(acerto)

Pertencente
a classe
(erro)

38,03% | 76,62% | 50,45% | 5897% | 36,76% | 40,72% | 60,96% | 59,26% | 96,70%

Nao
pertencente | 72,72% | 70.33% | 55.20% | 81,40% | 33.99% | 44.68% | 48,83% | 63,03% | 94,00%
a classe
(acerto)




O comité de RNAs ndo possui uma boa especificidade pois, em muitos casos,
obteve uma baixa taxa de acerto para uma classe especifica. Por exemplo, as classes E F G
M LR TV tiveram uma especificidade muito baixa. Uma justificativa a essa peculiaridade
pode se da pelo tamanho da janela da metodologia SCSW utilizada assim como os dados

utilizados no treinamento com pouca representatividade.

Analisando a Tabela 7.1, percebe-se a existéncia de uma classificagdo indefinida
dada pelos classificadores. Por exemplo, o “Classificador O ao receber dados pertencente
a classe, obteve 22,52% de acerto, 50,45% de erro e o restante interpretado pela

classificador como indefinido.
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8 — CONCLUSAO

Neste trabalho foi construido um classificador proteinas utilizando RNA. E para

avaliar e eficiéncia deste classificador, foram utilizados dados j4 classificados.

Dos resultados obtidos percebeu-se que as maiorias dos classificadores nao
obtiveram uma boa especificidade, j4 que ndo conseguiam classificar os dados que
pertenciam a sua classe, corretamente. Por outro lado os classificadores conseguiram

classificar corretamente os dados que ndo pertenciam a sua classe.

Uma justificativa a essa peculiaridade pode se dd pelo tamanho da janela da

metodologia SCSW utilizada.



9 - PROPOSTAS FUTURAS

Como propostas futuras de continuidade deste trabalho sugere-se que se invista nos

seguintes problemas encontrados:

e Utilizacdo do modelo SCSW com outros tamanhos de janela;
e Utilizacdo do modelo estendido da metodologia SCSW;

e Utilizagdo do alfabeto de tamanho 20;

e Utilizacdo de outros algoritmos de treinamento de RNAs.
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