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RESUMO

Modelo de efeitos principais aditivos e interacdo multiplicativa (AMMI)
¢ frequentemente utilizado para estudar interacdo entre fatores, nas mais diversas
dreas de pesquisa, particularmente no ensaio de cultivares. Uma das principais
caracteristicas desse modelo € a parcimdnia, de forma que apenas alguns compo-
nentes bilineares sdo necessarios para representar a interacdo genotipo ambiente
(GE). Diversos procedimentos foram desenvolvidos para selecdo de componentes,
tais como testes F aproximados e métodos de validacdo cruzada. Na literatura
podem ser encontrados também exemplos do uso de estimadores com efeito de
encolhimento (shrinkage), aplicados no contexto de efeitos fixos, que oferecem
estimativas mais acuradas dos pardmetros. Neste trabalho, utilizou-se a metodo-
logia bayesiana aplicada ao modelo AMMI, tomando as variancias dos valores
singulares como varidveis aleatorias e incorporando a priori conjunta do modelo.
Verificou-se que com o uso de priori informativa, os efeitos da interacdo foram
mais inportantes nos primeiros componentes bilineares e as estimativas para os va-
lores singulares encolheram para zero, de forma que o modelo AMMII se mostrou
o mais adequado para a andlise. Foram propostas, ainda, regides de credibilidade
para o biplot AMMI1 com relagdo aos efeitos de gendtipos e escores genotipi-
cos referentes ao primeiro eixo principal. Com a construcdo das regides de cre-
dibilidade foi possivel identificar grupos de genétipos e ambientes homogéneos,
possibilitando classificar os genétipos mais produtivos e estdveis e avalid-los com
relacdo a interacdo GE.

Palavras-chave: Interacdo gendtipo ambiente. Selecao de componentes. Encolhi-
mento.



ABSTRACT

The main additive effect model and multiplicative interaction (AMMI) is
often used to study the interaction among factors in several areas of research, par-
ticularly in the test cultivars. A key feature of this model is parsimony, so that only
some bilinear components are required to represent the genotype environment in-
teraction (GE). Several procedures have been developed for selection of compo-
nents, such as F approximated tests and cross-validation methods. In the literature,
examples also can be found with the use of the shrinkage estimators applied in the
context of fixed effects, which provide more accurate estimates of parameters. In
this study, the Bayesian methodology was applied to the AMMI model taking the
variances of the singular values as random variables and incorporating into the
joint prior of the model. It was found that using a priori information, the interac-
tion effects were more important on first bilinear components and the estimates for
the singular values have shrunk to zero, so that the AMMI1 model was the most
appropriate for the analysis. Regions of credibility were proposals for the biplot
AMMI1 with respect to the genotypes effects and genotypic scores referring to the
first principal axis. With the construction of the regions of credibility, it was pos-
sible to identify homogeneous groups of genotypes and environments, enabling
classify the genotypes more productive and stable and evaluate them with respect
to GE interaction.

Keywords: Genotype environment interaction. Selection of components. shrin-
kage.
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1 INTRODUCAO

Em estudos agrondmicos e programas de melhoramento de plantas busca-
se a selecdo e a recomendagdo dos melhores genétipos ou cultivares, baseadas nao
apenas na produtividade, mas também na adaptabilidade e na estabilidade destes
com relacdo aos diversos ambientes de testes. Contudo, o trabalho de melhoristas
e pesquisadores é frequentemente dificultado pela presenca da interag@o entre ge-
nétipos e ambientes (GE), um fendmeno bioldgico que pode ser percebido pelas
respostas diferentes que os gendtipos apresentam frente a diversidade ambiental.

Muitos métodos de andlise t€m sido propostos em resposta aos desafios
colocados pela interacdo GE. Segundo Fox, Crossa e Romagosa (1997), o estudo
da interag@o possibilita a identificacdo de gendtipos com adaptagdo ampla ou es-
pecifica e a selecdo de ambientes de testes, além de determinar o niimero ideal de
ambientes e de gendtipos a serem avaliados em cada fase da selecdo. Esta visdo é
corroborada por Crossa (1990), ao enfatizar que a avaliacdo de qualquer gendtipo
ou tratamento agrondmico sem incluir sua interagdo com o ambiente € incompleta
e, portanto, limita a precisao das estimativas.

Dentre as diversas metodologias desenvolvidas para a avaliacdo da adap-
tabilidade e estabilidade, referente a dados provenientes de ensaios de gendtipos
em diferentes ambientes, pode ser destacado o modelo de efeitos principais aditi-
vos e interacdo multiplicativa (AMMI) (GOLLOB, 1968; MANDEL, 1971), que
vem sendo intensamente difundido na literatura. Este modelo incorpora métodos
univariados e multivariados permitindo separar o padrio, diretamente relacionado
ao fendbmeno em estudo, da falta de padrdo que nio possui interesse e pode ser
descartado visando melhorar a capacidade preditiva do modelo (GAUCH, 1988).

Um dos principais aspectos discutidos na literatura, envolvendo a andlise
AMMI, € a determinagdo de quantos termos multiplicativos devem ser retidos no
modelo para explicar a interagdo. Para responder a esta questdo, foram desenvolvi-
dos diferentes métodos. Para o caso de modelo de efeito fixo destacam-se os testes
F aproximados, como o teste de Gollob (1968) e o teste Fr de Cornelius, Seyed-
sadr e Crossa (1992). Além desses testes, podem ser citados, ainda, os métodos
baseados em reamostragem por procedimentos computacionais intensivos, como
o método preditivo por validagcdo cruzada (CORNELIUS; CROSSA, 1999; DIAS;
KRZANOWSKI, 2003; GAUCH, 1988). A selecdo de modelos no contexto baye-
siano tem sido realizada por meio dos critérios de informag¢do AIC, BIC e ainda
com fator de Bayes (CROSSA et al., 2011; LIU, 2001).

Uma proposta de ajuste do modelo AMMI, sem envolver testes de sele¢ao
para os termos multiplicativos ou procedimentos de validagdo cruzada, é apresen-
tada por Cornelius e Crossa (1999) e Cornelius et al. (1996). Esta ideia envolve
o uso de estimadores com efeito de encolhimento, “estimador shrinkage”, para
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os valores singulares que compdem os pardmetros bilineares. Conceitualmente,
encolhimento ¢ uma caracteristica presente em estimadores de pardmetros com
efeito aleatdrio, contudo o efeito de encolhimento pode ser incorporado a estima-
dores de parAmetros com efeito fixo. Cornelius e Crossa (1999) relatam em estudo
por simulagdo que, em geral, modelos ajustados utilizando estimadores de enco-
lhimento sdo superiores aos modelos truncados para um determinado nimero n
de termos multiplicativos, estimados a partir de testes estatisticos, e tdo bons, em
alguns casos melhores, que os BLUPs dos modelos com efeito aleatérios.

Conceitualmente, a principal diferenca entre os estimadores em modelos
com efeitos aleatérios e fixos estd no efeito shrinkage, préprios de estimadores
para efeitos aleatdrios. Contudo, Stein (1956) mostrou que é possivel obter melho-
res estimativas para efeitos fixos ao multiplicd-las por um fator de encolhimento,
tomando como critério a minimizacio do erro quadratico médio. Para obter este
efeito de encolhimento ndo sdo necessarias quaisquer suposicdes relativas a dis-
tribuicdes de probabilidade dos pardmetros, apenas abrir mao da propriedade de
ndo viés. Shrinkage é considerado uma propriedade desejdvel de estimadores e
com diversas aplicacdes, como no contexto da regressdo, quando se verifica mul-
ticolinearidade entre os regressores (SUNDBERG, 2002), para simplificacido de
modelos superparametrizados (TIBSHIRANI, 1996) e também para obtencao de
estimativas mais realistas sobre pardmetros de interesse que, no caso particular do
melhoramento, garantem inferéncias mais precisas sobre os valores genotipicos de
cultivares (CORNELIUS; CROSSA, 1999; RESENDE; DUARTE, 2007; SMITH;
CULLIS; GILMOUR, 2001).

Uma op¢ao ao modelo AMMI para efeitos fixos € o uso da inferéncia baye-
siana. Viele e Srinivasan (2000) foram os primeiros a utilizar o modelo AMMI
seguindo o método bayesiano e utilizando técnicas de amostragem baseadas em
Monte Carlo via Cadeia de Markov (MCMC), mostraram como lidar com a amos-
tragem dos parametros bilineares que descrevem a parte multiplicativa do modelo.
Liu (2001) utilizou o mesmo conjunto de prioris proposto por Viele e Srinivasan
(2000) para estudar questdes como convergéncia e propriedades dos estimadores.
Recentemente, Crossa et al. (2011) apresentaram uma abordagem vetorial para
o modelo AMMI-bayesiano, ressaltando a capacidade deste para a incorporacio
de informacdes e, ainda, como um método natural para incorporar inferéncia aos
parametros da interacdo GE a partir da representacao biplot.

Embora o método proposto por Cornelius e Crossa (1999) produza efeito
de encolhimento sobre os estimadores de quadrado minimos em modelos linea-
res bilineares, este método ndo possui flexibilidade para tratar conjunto de dados
desbalanceados ou heterocedéstico. A inferéncia bayesiana, por outro lado, trata
todos os pardmetros do modelo como varidveis aleatérias, produzindo estimativas
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mais acuradas, consegue lidar com conjunto de dados faltantes e, ainda, hetero-
geneidade de variancias. Além disso, efeito de encolhimento para os estimadores
surge, naturalmente, no contexto bayesiano, quando se utilizam variancias especi-
ficas para os valores singulares.

Esta dissertacdo tem por objetivo oferecer uma justificativa bayesiana para
o estimador shrinkage proposto para os valores singulares que compdem o0s para-
metros da interacdo GE do modelo AMMI de efeito fixo e mostrar que, para obter
um efeito shrinkage é necessario, apenas, assumir que a componente de varidncia
do valor singular é um parametro desconhecido e, assim, estimd-lo; desse modo,
esse efeito € incluido na priori conjunta do modelo.
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2 REFERENCIAL TEORICO

Nesta secao sdo apresentadas as principais caracteristicas relacionadas ao
modelo AMMI de efeitos fixos e a0 modelo AMMI sob um contexto bayesiano,
assim como os principais métodos de selecdo de modelo para ambos os casos.
Apresenta-se também uma justificativa bayesiana para o estimador shrinkage de
efeito fixo.

2.1 Interacio genétipos por ambientes

A interacdo entre gendtipos e ambientes (GE) pode ser identificada por
meio das respostas diferenciadas dos gendtipos quando testados em diferentes am-
bientes. A avaliacdo de qualquer caracteristica relacionada a producdo vegetal esta
condicionada ao fator genético do organismo em questio e ao ambiente em que é
cultivado, podendo sofrer variacdes de um ambiente para outro e, ou, ao longo de
anos.

Warzecha et al. (2011) definem a interacdo GE, de forma estatistica, como
sendo a diferenca entre o valor fenotipico e o valor esperado a partir de um modelo
matemdtico de observacgdes, que leva em conta a média geral, bem como efeitos
principais genotipicos e ambientais.

Quando a inconsisténcia dos genétipos acarreta alteracdes em suas classi-
ficacdes frente aos diferentes locais onde estdo sendo avaliados, ou seja, quando
ndo existe uma tnica classificacdo dos genétipos em todos os ambientes de teste,
referente a caracteristica de interesse, a interac@o € dita ser complexa ou cruzada.
Por outro lado, se ocorrerem apenas alteracdes sem implicar mudanga no ranquea-
mento dos gendtipos em funcdo dos ambientes, a interacdo € denominada simples.
A interacdo complexa ou cruzada é a que realmente dificulta o trabalho dos pes-
quisadores no contexto dos ensaios de cultivares.

A presenca desta interagdo dificulta a sele¢do e recomendacio de cultiva-
res com ampla adaptacao nas fases finais dos programas de melhoramento, quando
os gendtipos sdo testados em diferentes ambientes (locais, anos, etc). Por ou-
tro lado, nas fases iniciais das pesquisas, com avaliacdes geralmente realizadas
em apenas poucas localidades, a interagdo GE pode inflacionar as estimativas de
varidncia genética, o que compromete o sucesso das pesquisas (DUARTE; VEN-
COVSKY, 1999).

Muitos procedimentos foram desenvolvidos para o estudo da interacdo
GE, sendo os métodos multivariados os mais recomendados, pois fornecem um
resumo maior do conjunto de dados, além de permitir o descarte de ruidos e,
ainda, possibilitam a identificagdo de padrdes relacionados ao fendmeno em estudo
(CROSSA, 1990). Dentre estes métodos, o modelo AMMI, que pertence a classe
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dos modelos lineares-bilineares (CORNELIUS; SEYEDSADR, 1997), tem adqui-
rido especial destaque por possibilitar o estudo da adaptabilidade e estabilidade em
uma andlise que combina métodos univariados e multivariados a0 mesmo tempo,
possibilitando a obtencdo de estimativas mais precisas das respostas genotipicas
e uma fécil interpretagdo grafica dos resultados da andlise estatistica (DUARTE;
VENCOVSKY, 1999).

2.2 Modelos lineares-bilineares

Gollob (1968) e Mandel (1971) introduziram um modelo para estudar a
interacdo entre dois fatores a partir de um conjunto de dados organizados em uma
tabela de dupla entrada. Este modelo foi denominado modelo de efeitos aditivos
principais e interagdo multiplicativa (AMMI) por Gauch (1988), Gauch e Zobel
(1988) e Zobel, Wright e Gauch (1988), e tem sido intensamente utilizado para
avaliacdo de ensaios de cultivares. Modelos que combinam termos aditivos e mul-
tiplicativos como o0 AMMI, o modelo de regressao de colunas (CREG) e o modelo
de regressao de linhas (SREG) foram generalizados por Cornelius e Seyedsadr
(1997).

De acordo com esses autores, estes modelos pertencem a uma classe de
modelos que pode ser representada em notagdo matricial da seguinte forma:

p
y=08Xr+XB.+ Y Aory) + e ()
k=1

sendo que: X, é uma matriz delineamento (r X n) em que 7 é o nimero de linhas,
X . € uma matriz delineamento (n x ¢) em que ¢ € o nimero de colunas, (3, é
o vetor de efeito de linha, 3. é o vetor de efeito de coluna, € é o vetor de erros
observados e n € o nimero de observacoes.

Segundo Gabriel (1978), as estimativas de minimos quadrados dos para-
metros do modelo (1) podem ser obtidas em dois estdgios. No primeiro estidgio
tem-se a solucdo de minimos quadrados para os termos lineares, ignorando os ter-
mos bilineares. Na segunda etapa sio obtidas as estimativas dos termos bilineares
pela decomposicao por valores singulares da matriz de interagao.

Z=y=B,Xr - B.X, )

Os modelos lineares-bilineares - em que as estimativas dos efeitos line-
ares sdo obtidas independentemente das estimativas dos efeitos bilineares - sdo
designados por Cornelius e Seyedsadr (1997) como modelos Lineares-Bilineares
equilibrados (BLBM).
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Esses modelos tém sido tteis na andlise de dados envolvendo dois fatores,
com interacdo, especialmente quando fatores linha e coluna ndo tém estruturas
especificas que possam sugerir contrastes entre eles. Isto é particularmente im-
portante em melhoramento de plantas, onde genétipos (linhas) sdo avaliados em
diversos ambientes (colunas) e a interagdo GE € um complicador para selegdo de
um novo ciclo. Dentre os modelos BLBM, o modelo AMMI € o mais utilizado e
discutido na literatura.

2.3 Modelo AMMI com efeitos fixos

O modelo AMMI consiste em um procedimento para o estudo de dois
fatores dispostos em tabela de dupla entrada (GAUCH, 1988). A anilise AMMI
foi proposta inicialmente por Gollob (1968) e Mandel (1971) e combina termos
lineares (aditivos - os efeitos principais) e bilineares (multiplicativos - o efeito de
interacdo) em um tnico procedimento. O modelo é dado por:

P

Yij = AT 05+ Y Akoiryik + €55 3)
k=1

sendo ¥;;, i, T; € 0; a observagdo do i-ésimo genotipo no j-ésimo ambiente, a

média geral, o efeito do i-ésimo gendtipo, o efeito do j-ésimo ambiente, respecti-

vamente. Os termos no somatorio correspondem aos parametros da interaco entre

os dois fatores, sendo Ay, € 0 k-€simo valor singular e o, € v, sd0 os elementos do

k-ésimo vetor singular genotipico e k-ésimo vetor singular ambiental, respectiva-

mente. O termo ¢;; refere-se ao erro experimental admitido ter distribui¢do normal

e variancia comum.

O modelo AMMI possui, ainda, as seguintes restricoes:

1 Ortonormalizagdo: Y, a% = >, ’yjzk = 1,37 apay = >3 ViKY = 0,
K # k;

2 Identificabilidade: 37, 7i = 3", 6; = 32,(70)ij = 3_;(76)i; = 0.

Este modelo combina andlise de varidncia (ANOVA) e decomposi¢cdo em
valores singulares (DVS) para ajustar os efeitos principais (genotipos e ambientes)
e os efeitos da interagdo GE, respectivamente. Isto permite um maior detalhamento
da soma de quadrados da interacdo e, consequentemente, traz vantagens quando
comparado a outros métodos tradicionais de andlise.

O ajuste do modelo é realizado em dois estdgios. Primeiramente os efei-
tos principais sdo ajustados por uma ANOVA simples. Os residuos do ajuste das
médias das caselas aos efeitos principais compdem a tabela de interacdao GE (erros
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de ndo aditividade). Entdo, o segundo estdgio é realizado pelo ajuste da matriz da
interacdo GE (termos multiplicativos) pela decomposi¢do por valores singulares.

Com este modelo é possivel decompor a soma de quadrados originais da
interacdo GE (SQg ) em eixos singulares, ortogonais, que podem ser separados
em duas partes: padrio e falta de padrdo. A primeira parte possibilita a identifica-
cdo de fatores ambientais e genotipicos mais diretamente relacionados a interacao.
A segunda parte, sem interesse agrondmico, é descartada, propiciando uma me-
lhoria na capacidade preditiva das respostas fenotipicas (GAUCH, 1988). Dessa
forma, ao desprezar a falta de padrdo para explicar o fendmeno, o modelo torna-se
parcimonioso.

padrio falta de padrao
P P
Yij = p+Ti +0; + Z ek Yjk + Z Ak QikYjk T€ij “4)
k=1 k=px+1

sendo:
px € o nimero de componentes selecionado para explicar o padrao da interagao.

2.4 Biplot

Além das vantagens anteriormente mencionadas, o modelo AMMI, tal
como outros modelos multiplicativos, permite uma interpretacio grafica, em re-
lacdo aos escores genotipicos e ambientais do modelo, através dos chamados gré-
ficos biplots, em que as linhas e as colunas da matriz de interacdo gendtipo por
ambiente sdo representadas conjuntamente.

Por meio da utilizacdo destes gréificos, consegue-se visualizar padrdes
existentes, identificando genétipos e ambientes estaveis, bem como adaptagdes
especificas entre gendtipos e ambientes (GAUCH; ZOBEL, 1996). Essa técnica
foi proposta por Gabriel (1971), mostrando que qualquer matriz (n X p), de ordem
maior que dois, pode ser aproximada por uma matriz de ordem dois, sendo cada
elemento da matriz representado pelo produto interno dos vetores correspondentes
as suas linhas e colunas.

Assim, a matriz de interacdo GE pode ser fatorada por meio da decompo-
si¢do por valores singulares da seguinte forma:

GE = ngasaxav,axa = ngasl/2 81/2 Vlaxa )

axXa~axa

G E
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-~ - S1/2 212
GE x UyyaSaxaViaxa = UyxoSyrs Sy 5V axa ©6)
—_———— ———

G E

em que U, V e S sdo as matrizes resultantes da decomposi¢do por DVS, sendo
g = a,

fngg € uma matriz com os dois primeiros autovetores genotipicos;

ngg € uma matriz diagonal com os dois primeiros valores singulares A; e Ao;
V’9xq é uma matriz com os dois primeiros autovetores ambientais;

G ¢é a matriz com 0s escores genotipicos;

E é a matriz com os escores ambientais

A matriz S é uma matriz diagonal de ordem p, com os valores singulares
na diagonal, sendo p = min(g — 1,a — 1) o posto da matriz de interagdo GE. As
matrizes U e V sdo compostas pelos denominados vetores singulares a esquerda e
a direita de S, respectivamente. Em (6) considera-se as matrizes ﬁ, Ve S, que sao
aproximacdes das matrizes originais da DVS e que, em termos praticos, possuem
postos um, dois ou trés, determinando os biplots AMM1, AMM?2 e AMM3. No
contexto da experimentacdo, os biplots mais utilizados sdo o biplot AMMI1, em
que os escores genotipicos e ambientais sdo plotados com as médias dos niveis
dos fatores genotipicos e ambientais e biplot AMMI2, em que sdo plotados os dois
primeiros escores genotipicos e ambientais. A interpretacdo gréfica é realizada
pela observacao das normas dos vetores determinados pelos escores e pelo angulo
formado entre os vetores dos escores genotipico e ambiental.

2.5 Selecao de componentes bilineares no modelo AMMI-fixo

Como jd enfatizado anteriormente, o modelo AMMI € parcimonioso, pois
os termos bilineares sdo obtidos pela decomposicdo por valores singulares, per-
mitindo separar o conjunto de dados em padrdo e falta de padrdo. Assim, uma
etapa essencial da andlise AMMI € a determinacdo do nimero de termos multi-
plicativos a ser retido no modelo. Dentre os métodos existentes para selecdo de
componentes para modelos de efeitos fixo, destacam-se os mais utilizados: Teste
F de (GOLLOB, 1968), teste F'r de (CORNELIUS; SEYEDSADR; CROSSA,
1992), validagdo cruzada (GAUCH, 1988).

2.5.1 Teste Foiiop

No teste de Gollob (1968), a significncia do k-ésimo valor singular é
verificada em relagdo ao quadrado médio do erro médio. Os graus de liberdade
de Gollob sdo dados pela diferenca entre o nimero de parametros estimados e o
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numero de restri¢des do modelo (GL;pcar = g+ a — 1 — 2k). Assim, cada eixo
de interacdo I PC Ay, tem um valor singular A\, g elementos para o vetor oy, € a
elementos para o vetor -y, o que resulta em (g + a + 1) pardmetros estimados.
Por outro lado, os vetores singulares possuem as restrigdes de que » . o, = 0
e >_;k = 0 (2 restricdes), normas unitdrias ), a2 =1le) y 7321@ =12
restri¢des) e, finalmente, a restri¢do de ortogonalidade, 2(k — 1) restri¢des.

Ho:)\kZOUSHli)\k#O

P _ A2/GLipcark
Golloh = — a3

sendo S? o quadrado médio do erro médio.

Nos estudos de Cornelius (1993) e Piepho (1995), concluiu-se que o teste
de Gollob (1968) é o mais liberal porque tende a produzir um ou mais termos
falsamente significativos.

2.5.2 Teste F'r Cornelius

Outro procedimento bastante utilizado € o teste proposto por Cornelius,
Seyedsadr e Crossa (1992), realizado sob a hipétese nula de que nio hd mais do
que p termos determinando a interagdo. O grau de liberdade para este teste € dado
por fo = (¢9—1—p)(a—1—p) e um resultado significativo indica que pelo menos
mais um termo bilinear deve ser incorporado aos p ja ajustados. Desta forma,
pode ser considerado como um teste para a significancia dos primeiros termos da
interagdo mais um. A estatistica de teste € dada por:

Fr =

P
SQcr— > Az] /252
k=1
sendo:

SQcE asoma de quadrado da interacdo e f> os graus de liberdade.

Outro aspecto a ser enfatizado é que os graus de liberdade do numerador
s@o iguais aos graus de liberdade para toda interacdo menos os graus de liberdade
de Gollob (1968) para os p primeiros termos. O teste equivale, portanto, ao teste
do residuo AMMI para a interacdo GE.

Estudos desenvolvidos por Piepho (1995), comparando quatro procedi-
mentos de selecao dos termos multiplicativos para o modelo AMMI, dentre eles o
teste de Cornelius, Seyedsadr e Crossa (1992) e Gollob (1968), aponta o teste Fir
como O mais robusto.
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2.5.3 Validacao cruzada

A precisdo de um modelo estatistico, segundo Gauch e Zobel (1988), pode
ser avaliada por dois critérios: o posdictivo, como no teste F', que se refere ao
ajuste de um modelo para os seus proprios dados, e preditivo, como a validacio
cruzada, que consiste em dividir os dados de repeti¢do, para cada combinagdo de
genétipos e ambientes, em dois conjuntos por meio de um processo aleatério. O
primeiro conjunto € destinado para ajustar o modelo e o segundo para validé-lo.

As respostas preditas por um determinado modelo da familia AMMI sdo
confrontadas com os respectivos dados de validagdo. As diferencas entre estes
valores devem ser calculadas, a soma de quadrados destas diferencas deve ser di-
vidida pelo niimero total delas e, finalmente, deve-se tomar a raiz quadrada deste
resultado, o qual é denominado de diferenca média preditiva (RMSPD). Esse pro-
cedimento deve ser repetido tomando-se a média dos resultados para cada membro
da familia de modelos AMMI. O modelo escolhido é o que possui menor valor de
RMSPD, que ¢ utilizado, entdo, para analisar os dados de todas as r repeticdes,
em uma andlise definitiva (DUARTE; VENCOVSKY, 1999).

Virias vantagens sdo obtidas pela avaliagdo preditiva, dentre elas que o
modelo preditivo pode prever validagdao de dados melhores do que os dados utili-
zados para construi-lo e tendem a diagnosticar modelos mais simples e mais par-
cimoniosos que os modelos baseados em avaliacdo posdictiva.

2.5.4 Leave-one-out

O método leave-one-out € um procedimento de validacdo cruzada que con-
siste em dividir o conjunto total de dados em n subconjuntos mutuamente exclu-
sivos e do mesmo tamanho repetindo k vezes, de modo que cada um dos n sub-
conjuntos seja utilizado exatamente uma vez como dado de teste para validacio
do modelo. Dias e Krzanowski (2003) propuseram dois métodos baseados em
leave-one-out, de forma que a validacdo do ajuste do modelo ocorra para cada ob-
servacdo, otimizando o procedimento de validacdo cruzada proposto por Gabriel
(2002) e Krzanowski (1987).

Aqui serd abordado apenas o primeiro, que consiste-se em predizer ele-
mentos x;; de uma matriz X, sendo essa predi¢do realizada da seguinte forma:

m
Tij = Z SEUikVjk + €ij
k=1
sendo: s corresponde ao k-€simo valor singular, u;; € vji aos vetores
singulares obtidos por decomposi¢@o de valor singular.
Em ambos os métodos, prediz-se o valor i“z? dex;j i=1,..g j=1,.,)
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para as possiveis escolhas de m (o nimero de componentes), e a medida da dis-
tancia entre o valor predito e o valor observado, dada por:

PRESS(m Z Z — x45)?

=1 j=1

Krzanowski (1987) argumenta que, para tornar mais precisa a predi¢@o, os
grupos excluidos devem ser os menores possiveis, o que leva ao caso mais simples
de exclusdo de apenas um elemento da matriz X'. A predicéo de 7} € realizada da
seguinte forma: dada a matriz X, exclui-se a i-ésima linha da matriz e centraliza
em torno da média da coluna, resultando na matriz X (_i); similar ao que foi feito
para linha, atribui-se para coluna: dada a matriz X, exclui-se a j-ésima coluna da
matriz e centraliza em torno da média da linha, resultando na matriz X (_ ;). Entéo,
as matrizes sdo fatoradas por DV e a estimativa z;; ¢ dada por:

X =g8sv’
U = (ust), V' = (vs) € S = diag(51, ..., 5p)

X )=U08V’
U = (st), V' = (0st) € S = diag(51, ..., 5p-1)

E, por fim, tem-se que:

i = tzm; (aiev/31) (005v/52)

Como forma de ndo provocar viés, as observagdes retiradas x;; ndo devem
ser usadas, para estimar &7} para cada i e j.

Para determinar o numero de componentes multiplicativos do modelo res-
ponsavel pelo padrdo da interagdo utiliza-se a expressao (7) abaixo.

PRESS(;n—1)~PRESS(,n)

Wi =

PRESS ) )

T

Dm:g+a—2m, D1=(g—1)a DT:Drfl_(g—Fa_Q(m_l))v
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sendo:

D,,, graus de liberdade necessarios para ajustar m-ésimo componente;
D, graus de liberdade restantes apds ajustar o m-ésimo componente;
r=23,...,(g —1).

Componentes importantes devem produzir valores W,,, maiores que um.
Caso ocorra de W, apresentar mais de uma estimativa superior a um, o nimero
de componentes responsavel pelo padrao da interacdo é determinado pelo maior
valor de m. Se nenhuma dessas estimativas for maior que um, o modelo é expli-
cado apenas pelos termos lineares (efeitos principais), ou seja, o0 modelo torna-se
AMMIO0.

2.6 Inferéncia bayesiana

A inferéncia bayesiana fundamenta-se sobre uma interpretacao, essencial-
mente, subjetiva de probabilidade e permite expressar incerteza genérica ou “grau
de crenca” a qualquer quantidade desconhecida (SPIEGELHALTER; ABRAMS;
MYLES, 2004). Assim, é possivel combinar informacdo prévia com as informa-
coes fornecidas pelos dados do experimento realizado. Para fazer esta associaco,
a ferramenta utilizada € o Teorema de Bayes, dado por:

P(B|A)P(A)
P(B)

No contexto bayesiano, a distribui¢@o representada por P(A|B) é denomi-
nada distribui¢ao a posteriori, que € obtida a partir da combinagao entre a fungao de
verossimilhanga P(B|A), que representa as informagdes a respeito do pardmetro
a partir dos dados, e P(A), a distribui¢do a priori, referente as informagdes con-
sideradas antes da realizacdo do experimento. Toda inferéncia €, entdo, realizada
com base na distribuicdo a posteriori.

P(A[B) = ®)

2.6.1 Distribuicoes a priori e a posteriori

A informacdo disponivel a respeito do paradmetro é incorporada por meio
de distribuicdes a priori. Caso se tenha um conhecimento vago a respeito do pa-
rdmetro ou ndo se queira incorporar qualquer informacao, a nao ser a disponibi-
lizada a partir dos dados amostrais, utilizam-se as denominadas prioris ndo infor-
mativas. A regra de Bayes-Laplace, que considera todos os possiveis valores do
pardmetro como igualmente provaveis (priori uniforme), e o0 método de Jeffreys
(1961), baseado na medida de informacao esperada de Fisher, sdo procedimentos
frequentemente utilizados quando se deseja incorporar priores vagas aos parame-
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tros (PAULINO; TURKMAN; MURTEIRA, 2003).

A incorporagdo de informagdes substanciais na andlise bayesiana pode
ser realizada por diversos critérios. Um deles € utilizar familias de distribui¢des
conjugadas, que constitui um dos principais conceitos para modelar a distribui¢io
a posteriori pelas facilidades de manipulacdes matemadticas. Familias conjugadas
baseiam-se na ideia de que as distribuicdes a posteriori e a priori pertencam a
mesma classe de distribui¢des, permitindo incorporar informagdes por meio da
escolha apropriada dos hiperparametros (BERNARDO; SMITH, 1994).

A densidade da distribuicdo a posteriori, como j4 relatada, é obtida pela
atualizacdo do conhecimento a partir da informacao a priori com a informacao dos
dados do experimento. Desta forma, a distribuicdo a posteriori serd equivalente a
funcdo de verossimilhanga, relativa aos dados observados, caso a priori utilizada
seja constante ou o tamanho da amostra seja elevado. Por outro lado, a densidade a
posteriori e a funcdo de verossimilhanga serdo substancialmente diferentes depen-
dendo da quantidade de informacao incorporada ao pardmetro pela distribui¢do a
priori.

2.6.2 [Estimacao pontual e intervalar

A estimagdo pontual de um pardmetro ¢, na inferéncia bayesiana, pode
ser tratada de acordo com a teoria da decisdo. Um problema de decisdo envolve
a especifica¢do do espacgo (©) dos possiveis valores para o pardmetro 6, 0 espago
das acdes possiveis (A) e o espaco dos possiveis resultados do experimento 2
(MIGON; GAMERMAN, 1999).

Assim, é razoavel que os possiveis valores de um estimador §(X') também
pertencam ao espaco ©. Além disso, um bom estimador é aquele para o qual, com
alta probabilidade, o erro §(X) — 6 estd préximo de zero; sendo assim, para cada
valor # € possivel estimar a € ©. Pode-se entdo, associar uma func¢éo perda de
modo a medir a perda obtida através da estimacao.

Uma fungéo perda L é uma fungdo associada a cada regra de decisdo 6(x),
x € (), para cada possivel valor § € ©. Desta forma, € possivel obter uma medida
de penalizacdo relativa a decisdo d(z) quando o valor verdadeiro do pardmetro é
6. A perda esperada a posteriori é o risco associado a uma determinada regra de
decisdo:

R(6) = E(0]z)(L(5,0))

A decisdo que minimiza o risco esperado, de acordo com a funcio perda
apropriada, é o estimador pontual para o pardmetro. As estimativas pontuais mais
frenquentemente utilizadas na inferéncia bayesiana sdo a média, a mediana e a
moda da distribuicdo conjunta a posteriori, que sdo obtidas como risco esperado
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referentes as fungdes de perdas quadraticas, perdas absolutas e zero-um, respecti-
vamente (BERGER, 1985).

Contudo, ao resumir a inferéncia a posteriori a cerca de um parametro em
valores pontuais, cai-se no problema de nio ter uma medida de precisdo sobre as
estimativas obtidas. Sendo assim, um resumo mais substancial da fun¢do conjunta
a posteriori pode ser obtido por meio de intervalos de valores no espaco paramé-
trico, denominados regides de credibilidade. Uma regido C' C © é um intervalo de
credibilidade para 6 se P(f € Cly) > 1 — «, sendo 6 uma quantidade desconhe-
cida no espaco paramétrico ©. O termo 1 — « € dito ser o nivel de credibilidade.

Baseado nesta defini¢do, uma infinidade de regides de credibilidade distin-
tas podem ser construidas, considerando um determinado nivel de credibilidade.
Em muitas situacdes sdo utilizadas regides que contenham todos os valores do
pardmetro com maior credibilidade a posteriori e sdo denominadas regides com
mdaxima densidade a posteriori (HPD) (BOX; TIAO, 2011). Na perspectiva baye-
siana, regioes de credibilidade fornecem uma razoavel solucdo ao problema de
estimag@o intervalar, ji que para um determinado o (0 < a < 1), uma regido
de credibilidade ao nivel de 100(1 — a))% contem os verdadeiros valores do pa-
rdmetro com probabilidade a posteriori de 1 — . Assim regides de credibilidade
possibilitam uma interpretacdo probabilistica direta em relacdo ao pardmetro que
€ considerado uma variavel aleatéria (BERNARDOQO; SMITH, 1994).

2.6.3 Inferéncia via técnicas MCMC

Para a estimagdo dos parAmetros € necessdrio obter amostras a partir das
distribuicdes marginais. Todavia, solucdes analiticas sdo muitas vezes intratveis,
o que leva a procura por solucdes aproximadas através de procedimentos iterativos.
Um dos métodos mais utilizados, atualmente, sdo simulagdes baseadas em cadeia
de Markov, simuladas por procedimentos de Monte Carlo (GELMAN et al., 2003).

A ideia basica dos métodos MCMC € construir uma cadeia de Markov em
que a distribuicdo de equilibrio seja a distribuicdo de interesse, neste caso, a distri-
buicdo a posteriori. Apds um nimero finito de iteracdes espera-se que as cadeias
produzidas atinjam a distribuicdo de equilibrio e, a partir deste ponto, obtém-se
uma amostra da distribuic@o a posteriori dos parametros (GAMERMAN; LOPES,
2006).

Dentre os métodos para se construir cadeias de Markov estd o algoritmo
de Gibbs, utilizado quando se consegue amostrar diretamente da distribuicdo con-
dicional completas a posteriori. O algoritmo Metropolis-Hastings, por sua vez, é
utilizado caso as densidades condicionais a posteriori ndo possuam formas conhe-
cidas ou mesmo sendo conhecidas ndo permitam amostragem direta (PAULINO;
TURKMAN; MURTEIRA, 2003).
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2.7 Modelo AMMI bayesiano

A primeira abordagem bayesiana para o modelo AMMI foi proposta por
Viele e Srinivasan (2000). Estes autores atribuiram um conjunto de prioris nédo
informativas para os pardmetros do modelo e utilizaram o amostrador de Gibbs,
juntamente com o Metréplis-Hastings, para conduzir a amostragem a partir das
distribuicdes a posteriori condicionais encontradas para os pardmetros. O maior
problema com relacdo ao procedimento bayesiano para o modelo AMMI esta re-
lacionado as distribuicdes para os termos multiplicativos do modelo, que devem
satisfazer as condi¢gbes impostas pela decomposicio por valores singulares.

Viele e Srinivasan (2000) atribuiram priori uma distribui¢do normal trun-
cada para os valores singulares de forma a satisfazer as restri¢des de que A\, > Oe,
ainda, de que Ay > A(j41). Para os vetores singulares, foram atribuidas distribui-
coes esféricas uniformes no subespaco corrigido, de forma a satisfazer a restri¢cao
de que esses vetores sdo ortogonais a ¢ vetores no espago R, para m = a ambi-
entes ou m = g gendtipos. Para amostrar desses vetores, os autores conduziram
a amostragem no subespaco corrigido, onde os vetores nao possuem restricao de
ortogonalidade e, por meio de uma transformacfo linear, construiram bases con-
venientes pelo processo de ortogonalizacdo de Gram Shimidht, representando os
vetores no subespago correto em R"".

Outras abordagens bayesianas para o modelo AMMI foram realizadas por
Crossa et al. (2011) e Liu (2001). Estes autores derivaram um conjunto de distri-
bui¢des condicionais completas, de forma que a amostragem pode ser realizada di-
retamente utilizando o algoritmo de Gibbs. Liu (2001) demonstrou que os vetores
singulares t€m distribui¢do a posteriori condicional Von Mises-Fisher, que tam-
bém € uma distribuicdo esférica. Além disso, estes vetores devem ser ortogonais
a t vetores no espaco m, tal como considerado anteriormente para a distribui¢io
esférica uniforme.

Outro fato observado por Viele e Srinivasan (2000), no que se refere aos
vetores singulares, é que as médias dos vetores singulares resultantes nao satis-
fazem a restricdo de ortonormalidade, de forma que para obter as estimativas é
preciso ortonormalizar a matriz contendo os vetores formados pelas médias das
coordenadas obtidas pelas cadeias MCMC geradas. Um método formal para obter
estimativas dos vetores singulares é proposto por Liu (2001) da seguinte forma:

em que:
A (1 xn) representa a matriz G ou E,e m > n

G ¢é a matriz de médias a posteriori dos escores genotipicos;
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E é a matriz de médias a posteriori dos escores ambientais;
D (1 xn) € uma matriz diagonal; L, ,) € \'% (nxn) 830 matrizes formadas por veto-
res singulares a esquerda e a direita respectivamente.

E a tnica solucdo que satisfaz as restricdes de ortonormalizagao é:

A=LV. (10)

Para as estimativas dos demais parametros do modelo sdo utilizadas as
médias a posteriori.

Crossa et al. (2011) citam como vantagens da abordagem bayesiana: o
fato de esta oferecer novas oportunidades para incorporacio eficiente de histérico
de dados sobre os ambientes e gendtipos lteis para atingir os objetivos de melho-
ristas; oferecer regides de densidade em torno dos parametros estimados da GE,
possibilitando inferéncia estatistica acerca dos escores ambientais; lidar com dados
desbalanceados e heterogeneidade de variancia.

2.8 Selecao de componentes bilineares no modelo AMMI-bayesiano

A selecdo de componentes bilineares referentes a interacao entre gen6tipos
e ambientes, no contexto da inferéncia bayesiana, tem sido realizada pelos crité-
rios: critério informagao de Akaike (AIC), critério de informacao bayesiano (BIC)
e fator de Bayes (BF) (LIU, 2001; PEREZ-ELIZALDE; JARQUIN; CROSSA,
2012). Estes métodos de selecio sao definidos a seguir.

2.8.1 Critério de Informacao Akaike (AIC)

O critério de informagao proposto por Akaike (1974) é uma medida rela-
tiva a qualidade do ajuste de um modelo, baseada na fungdo de log-verossimilhanca
em seu ponto mdximo penalizada pelo nimero de pardmetros que compde 0 mo-
delo. E, sendo assim, o critério de Akaike é um critério de selecdo de modelo
dentre os possiveis modelos que se ajusta a um conjunto de dados. E o melhor
modelo serd o que obtiver menor informacao de AIC dentre todos, dada por

AIC = —2in(L(6,)) + 2p

sendo L(#,) a mixima verossimilhanca para o modelo estimado e p o nimero de
parametros.

2.8.2 Critério Informacao Bayesiano (BIC)

O Critério de informacéo bayesiano (BIC), proposto Schwarz (1978) € um
critério de selecdo de modelo considerando a densidade a posteriori do modelo
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ajustado; o melhor modelo serd o que apresentar o menor valor do BIC, dado por

BIC = —2In(L(6,)) + In(n)p

sendo L(6),) a fungdo de verossimilhanga, p o nimero de pardmetros do modelo e
n o nimero de observagdes.

2.8.3 Fator de Bayes (FB)

Este critério é usado para comparar dois modelos My, e My, e para isso
utiliza as funcdes de densidade a posteriori marginais de cada modelo. Um modelo
M, serd melhor se sua fungdo de densidade a posteriori marginal for maior que a
de My, P(Y|My) > P(Y|My).

A funcio densidade a posteriori marginal para cada modelo € dada por:

P(Y|M,) = /(Y|9k,Mk,)P(0k|Mk)d0k
O fator de Bayes € a razdo dos dois modelos que se deseja avaliar.

 PY|M)
8= pviagy)

3 Estimador com efeito Shrinkage

O estimador de minimos quadrados, ou de mdxima verossimilhanca, no
contexto de modelos lineares é denominado BLUE (Best Linear Unbiased Esti-
mator), isto é, o melhor estimador linear nao viesado. Todavia, relaxando a con-
dicdo de auséncia de viés e considerando o erro quadratico médio como critério
para a avalia¢@o de estimadores, pode-se introduzir um novo tipo de estimador que
produz um efeito de retracio nos coeficientes dos estimadores de quadrados mi-
nimos, denominado estimador shrinkage. Geralmente um estimador, com efeito
shrinkage, tem a forma de um escalar com valores compreendidos entre zero e
um, multiplicado por um estimador de quadrados minimos ou maxima verossimi-
lhanca.

A média aritmética, por exemplo, ndo é considerada o melhor estimador
para a média populacional, quando se considera uma matriz com n vetores (n >
3), existindo um estimador que proporciona menor erro quadratico médio (EQM).
Desta forma, a média aritmética € dita ser um estimador inadmissivel, de acordo
com Stein (1956). Estimadores com efeito shrinkage, geralmente sdo viesados.
Contudo, aumentando o nimero de tratamentos (n-vetores) o viés tende a diminuir
e o estimador tende a ser aproximadamente nao viesado (RESENDE, 2007).
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No contexto de melhoramento de plantas existe o interesse em ordenar os
materiais genéticos com base em seus valores genotipicos, livres dos efeitos am-
bientais. As médias fenotipicas, estimadas pelo método de quadrados minimos,
ndo sdo as melhores ferramentas para este fim, ja que nao se constituem estima-
dores que minimizam o EQM. Como destacado por Resende (2007), a forma de
se eliminar os efeitos residuais de ambientes presentes em dados fenotipicos € uti-
lizando shrinkage. Nao se trata apenas da escolha de modelos com efeitos fixos
ou aleatorios, e sim na selecdo de preditores mais acurados e de minimo erro qua-
dritico médio. Nesta classe de preditores que promovem encolhimento estdo os
estimadores de James e Stein (1961), que nao supdem efeito aleatdrio; os estima-
dores bayesianos, em que os parimetros sdo considerados varidveis aleatdrias; e
os melhores preditores lineares ndo viesados (BLUP) dos modelos mistos (HEN-
DERSON, 1973).

Considerando o caso geral para o modelo com interacdo entre dois fatores
de efeitos fixos tem-se:

y=XB+Zv+Wa+e
y—XB—-—Zy=Wa-+e
y"=Wa+e

y* ~ N(Wa,Io?)ee~ N0, Io?)
em que 3 e -y sdo vetores contendo os efeitos dos fatores e a € o vetor com os
efeitos de interagdo entre os fatores 3 e ~.

Os estimadores de minimos quadrados da média e da variancia para efeito
da interacdo sdo:

a= (W,W)_]'W/y*

var(a) = (W'W) o2
em que (W/'W)~! é uma matriz diagonal 1/r e r é o nimero de repeticdes,
referente a combinacio entre o fator 3 e o fator ~.

Entdo, o estimador shrinkage para a é aquele que minimiza o erro quadra-
tico médio.
EQM (ké) = E [(ka — a)(ka — a)']
EQM(ka) = K*(W'W) 162 + (E(ka) — a)(E(ka) — a)’

Tomando um termo da matriz de interac@o a;;, referente a combinagdo
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entre o fator 7 e o fator j, e sendo a;; o seu estimador, temos que:

2
. o .
EQM (kag;) = k27 + (E(ka) — ai)?

2
R o
EQM (ka;j) = k27 + k*a}; — 2kal; + af;

Deve-se encontrar k de forma a minimizar o EQM; entdo, deriva-se esta
expressdo em relacdo a k.

OEQM (ka;)
ok
Igualando a zero e resolvendo em relagéo a k, tem-se:

2
20 2 2 2 2

o 2 2
2

g
2 _ 2
k7+k‘azj = Qy;

2 2 _ .2
ko™ + rka;; = ra;j

k (02 + Ta?j) = ra?j

raz.

b=
(02 + rafj)

Somando e subtraindo o2 no numerador tem-se que k é:

2
k=(1- 7
o —I—aijr

Entdo, o estimador shrinkage de a;; é:

2
~ g _ _ _
ki = (1 oy a?jr) (Yij — 0. — 95 +7.)

kaij = (1= F7") (yij = §i. — 95+ 7.) (1D
Sendo assim, tem-se que o estimador shrinkage para interacdo entre dois
fatores é o BLUP da interag@o, como pode ser observado na expressao abaixo:
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9. +5-W —y.)+Ss(y; —9.)+ Srs(yij — . —9; +7..) (12)

BLUP da interacao

TLU'2
sendo Sr5 = (1 — ﬁg{fzé)

Dessa forma, pode-se entender que usar estimador shrinkage para efeito
fixo de intera¢do é uma forma de obter estimativas de um modelo aleatério (BLUP)
para interacdo sem ter que assumir suas suposicoes.

Para estudos da adaptabilidade e estabilidade genotipica, Cornelius et al.
(1996) propuseram o uso de um estimador com efeito shrinkage para os termos
multiplicativos de modelos bilineares. Cornelius e Crossa (1999) argumentam que
o uso deste estimador, para o ajuste do modelo AMMI, elimina a necessidade
de testes estatisticos ou validagc@o cruzada para determinar o niimero de termos
multiplicativos a serem retidos. Os mesmos autores mostraram que, com O Uso
deste método, obtém-se melhores predi¢des quando comparado aos modelos trun-
cados, a partir de testes estatisticos; e que as estimativas encontradas foram tio
boas quanto ou, em alguns casos, melhores do que os BLUPs.

3.1 Estimador Shrinkage para modelo AMMI de efeito fixo

O estimador proposto por Cornelius e Crossa (1999) tem como base o
modelo y;;, = p+ 7 + 5 + (7"}/)@']' + €;5., com ¢;;, normalmente distribuidos e
independentes com média zero e variancia o2 /n. E assumido que todos os termos
i, € vj, satisfazendo as restrigdes do modelo tém probabilidade diferente de zero
de ocorrer e, se ndo sdo igualmente provaveis, ao menos pode-se assumir que
ambos sdo permutdveis. Como consequéncia a suposi¢do de permutabilidade, tem-
se que 7k € A7,k sS40 ndo correlacionados, assim como 7k € Ak Qi ViK'
para k' # k.

Cada componente multiplicativo estimado A kQikY;k Por minimos quadra-
dos € uma soma do valor observado A, c;,7y;x com a perturbac@o 7); .,

Ak Yik = Mijk + AeQikVjk-

Nos modelos bilineares, em especial o AMMI,

SN e =D > MebirAir = > > mijk =0,
i i i

assumindo que
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E ZZXk&imjw\kaiW;‘k = E [\
tJ
B Y k| = B[R] - B[N
i g

A expressao ) . Skj\kéyik’yjk tem como fun¢do estimar a contribuicdo de
>k ALYk para a média da casela observada fi;;, Sy, € o fator shrinkage. O erro
quadritico médio de estimacao por casela é dado por:

2
EQM(\,) =E Z Z (Z Sk Ak QirAjr — Z )\kaik'yj’k> /ge
i 7 \&k %
2
W =K Z Z (Z Sk ek — Z )\kaz’k'ij> /ge
i 7 \k k

2F Z Z (Z Sk;\kdikﬁ/jk - Z )\kaik’yjk> (Xk&zk%k) /ge =0
(2 k k

E ) SkM@irAk + > Sk A QinAjnr — Aruir ik —
i KAk

> A v (Xkdik;}’jk> =0
KAk

E Z Z (Skj‘i@zzkﬁk - )\kaimjkj\kdik%o =0

? J

E | Sp)\? Z Z dfk’ﬁk =F Z Z e @ik Ve M itk
i g i g
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E[SkAi] = B[]
Sk = E]/EIN]
Definido u; de tal forma que F {7712]4 = wugo?/n, e observando que

E |12, = B[X] - B [x3], como consequéncia tem-se:
E {)\z} — E[A2] = wpo?/n
E [xg] _S,E M = upo?/n
_SLE [Az] = upo?/n— B [Ai}

—upo?/n+ E [S\i]

T
uro?/n
B
ukaz

Sp=1-

Sp=1-—

S, =1 —Fk_l
Fk:iz
ULO

Usando 5\,3 para estimar F/ [S\i] e S? para estimar o2 tem-se que:

F, = n)\i
Uk S 2
Cornelius e Crossa (1999) utilizam j\i para estimar Z(j\i), usando a jus-
tificativa de que )\z ¢ um parametro de escala do conjunto de efeitos do modelo e
nj\i ¢ a soma de quadrado relativa a este conjunto de efeitos. Assim, este uso é
coerente com a pratica normal de usar somas de quadrados da andlise de variancia,
ou quadrados médios, como estimativas de suas préprias esperangas.
Cornelius e Crossa (1999) constataram que usar g, atribuindo graus de li-
berdade Gollob aos termos multiplicativos sdo geralmente tdo bons quanto os graus
de liberdade determinados por simulagdo, método que foi definido por Cornelius
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et al. (1996). Usando os graus de liberdade de Gollob, as estimativas shrinkage
ficam tdo faceis de serem obtidas quanto os BLUPs. Para a derivagdo de Sy, € ne-
cessdrio assumir apenas que E(n;i) = E(nijr A\ Vi) = 0, para todo k e &’
(incluindo k = k'), isto é, os contrastes » |, Ay yjr = 0 e/ou Zj Ay = 0
ndo sdo necessarios.

Por fim, tem-se que o fator de retracdo para o estimador shrinkage pro-
posto por Cornelius e Crossa (1999) é dado por Sy, = max(1 — F*1 ,0).

Os autores comentam que, ocasionalmente, verificaram que Sk)\k 1 >
Sk_1 )\k 1, 0 que viola a restri¢do do modelo )\k > )\k 1 € quando isso ocorre
assume que j\k = )\k_l e calcula-se uma estimativa combinada. Essa regra é apli-
cada sequencialmente e pode resultar em estimativa combinada de sequéncia de
mais de dois valores singulares. Vale também ressaltar que neste método assume-
se que o fator shrinkage varia entre zero e um, o0 que nem sempre Ocorre.
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4 MATERIAL E METODOS

Nesta secdo, serd apresentado o material experimental e os métodos de
andlises realizadas neste trabalho.

4.1 Material

Seriio utilizados dados de produtividade espiga em (kg ha~!) de 55 hibri-
dos de milho avaliados em experimentos conduzido por Machado et al. (2008) em
nove ambientes, nos anos agricolas de 2004 e 2005 (Tabela 1). O delineamento foi
em blocos completos aleatorizados com trés repeti¢des, sendo as parcelas cons-
trufidas com duas linhas de 3m de comprimento e, apds desbaste, a densidade
populacional foi de 55.000 plantas por hectare.

Tabela 1. Descri¢do dos ambientes para avaliagdo dos hibridos de milho.

Locais Municipio Latitude Longitude
Area Exp. DBI/UFLA Lavras, MG 2113'S  4458'W
Area Exp. Geneze Guarda-Mor, MG 1734’S  4708'W
Area Exp. Bionacional Barreiras, BA 1213'S  4500'W
Area Exp. Prezzotto Jussara, GO 2335'S  5258'W
Fazenda Vitorinha Lavras, MG 2113'S  4458'W
Area Exp. Coopadap  Sio Gotardo, MG~ 2113'S  4603'W
Fazenda Faepe Tjaci, MG 2113'S  4456'W
Fazenda Faepe Tjaci, MG 2109'S  4456'W
Fazenda Mato Dentro Lavras, Mg 2113'S  4503'W

4.2 Métodos

O processo de inferéncia foi conduzido segundo a metodologia Bayesiana,
em que as informagdes a priori para os parametros do modelo sdo combinadas com
as informacdes dos dados experimentais e por meio do teorema de Bayes chega-
se a distribui¢do conjunta a posteriori que contém toda informacgdo necessdria ao
processo de inferéncia. As distribui¢des condicionais completas dos pardmetros
sdo derivadas a partir da distribuicdo conjunta a posteriori e utilizadas para gerar
amostras dos parametros por meio do amostrador de gibbs.

Crossa et al. (2011), Liu (2001) e Viele e Srinivasan (2000) assumiram va-
lores para os hiperparametros de modo que as distribui¢des a priori se tornassem
ndo informativas para os parametros do modelo. Para o presente trabalho, as dis-
tribui¢des a priori sdo as mesmas usadas por esses autores, porém os valores para
os hiperparametros serdo alterados para torna-las informativas, mantendo as dis-
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tribui¢des a priori para 3 e para os vetores singulares como néo informativas. N&o
¢ incorporado ao modelo a suposi¢do de identificabilidade dos efeitos principais.
No processo de amostragem Gibbs s@o usadas transformagdes lineares ortogonais
de forma a garantir a restri¢@o atribuida aos vetores singulares o, € ;.

O modelo AMMI adotado na forma matricial é:

t

y=XB+ Z5+ ) Mdiag(Zay) X, +€ (13)
k=1

sendo que:

y € o vetor de observacoes;

3 € o vetor de efeitos ambientais (locais e blocos );

d é o vetor de efeitos genotipicos;

X é uma matriz delineamento associado a (3;

Z é uma matriz delineamento associado a §;

Ak € 0 k-ésimo valor singular;

oy € 0 k-ésimo vetor singular referente ao genétipo;

~ € 0 k-ésimo vetor singular referente ao ambiente;

€ ¢ o vetor de erros.

A distribuicdo de y dado o vetor de parAmetros 0 é:

y|@ ~ N(0,1,0?)

sendo 0 = (,6, d,a,v,\ 0%, 0%¢e 0/2\;@)'
Em que o2 é a variancia do experimento, o2 é a variancia genotipica e o2

e d Ak
€ a variancia associada a \j.

A funcio de verossimilhanca é dada pela seguinte expressao:

(y—XB-26-0©) (y—XB—-Z6—-0)
(14)

L(8ly) = (2n|Io2)) "2 -
(Oly) = (2xlTo?) Sea {5

em que © = Y1, Mudiag(Zoy,) Xy,

4.3 Distribuicoes a priori

Uma distribuic¢@o a priori é usada para representar o conhecimento prévio
acerca do parametro de interesse e esse conhecimento é “traduzido” por meio de
uma distribui¢do de probabilidade. Essa priori pode ser informativa ou nfo infor-

mativa, dependendo dos valores atribuidos aos hiperpardmetros. Para o vetor de
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parametros ,@ foi atribuida uma priori normal multivariada, com varidncia infi-
nita e, como consequéncia, tem-se que essa priori € ndo informativa “constante”.
As prioris atribuidas o2 e o*g sdo qui-quadrado scaladas invertidas de modo que
pequeno valores para o hiperparametros v (graus de liberdade) e grandes valores
52 (parAmetro de escala) implicam em priori ndo informativa. Para os aik para
k = (1,2...,8) sdo atribuidas prioris gama invertidas em que as informacdes tam-
bém sdo incorporadas pela especificagdo dos hiperparametros.

Para os efeitos de gendtipo e valores singulares foram atribuidas distribui-
¢des, normal multivariada para genétipo e normal truncada para cada )\;. Estas
prioris sdo informativas e, devido ao fato de se admitir prioris ndo informativas
para as respectivas variincias destes pardmetros, os mesmos serdo estimados com
incerteza referente aos dados, determinada pela fungdo de verossimilhanca. Por
fim, as densidades a priori para os vetores singulares sdo distribui¢des esféricas
uniformes, um caso especial da distribuicio Von Mises Fisher (MARDIA; KENT;
BIBBY, 1979). Contudo, como o suporte para a posteriori conjunta em relacio a
estes pardmetros nio € trivial, a amostragem ¢é realizada no espaco corrigido e o
vetor é devolvido ao espaco correto por meio de transformacao linear ortogonal,
como mencionado por Viele e Srinivasan (2000).

Desta forma, tem-se que as distribui¢des prioris:

B ~ N(pg, a%) a% — 00 B ~ K (constante)
S|lpus, 02 ~ N(0,I53)
o, ~ Distribui¢@o uniforme esférica no subespago correto (SUN 1)

~j. ~ Distribui¢do uniforme esférica no subespaco correto (SUN 1)

1
02 ~ Inv — escalada — x*(vs, S3) —

73
2 2 2 1
oZ ~ Inv — escalada — x*(ve, S5) — o
e

aik ~ Inv — Gamma(a,b)
4.4 Distribuicio a posteriori

A distribuigdo a posteriori P(0|y) é definida como sendo a relagdo entre
a verossimilhanga L(6|y) do modelo dado e as prioris dos parAmetros P(6):
Sendo assim, tem-se que a distribuicao a posteriori do modelo AMMI é:
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P(6ly) o L(6ly)P(B)P(8) | [{P(\e) P(ew) P(,,)} P(03) P(03) P(0?)

k
(15)

4.5 Distribuicoes condicionais a posteriori

Integrando a distribui¢do a posteriori em relacdo a cada um dos pardmetros
do modelo, obtém-se as distribui¢des marginais e, assim, pode-se realizar inferén-
cia sobre os parAmetros. Em alguns casos, ndo é possivel obter a distribui¢io
marginal analiticamente e, entdo, recorre-se a métodos iterativos de aproximacgao,
tais como os métodos MCMC juntamente com distribui¢des condicionais comple-
tas a posteriori.

Distribui¢do condicional 3|... dados os demais parimetros.

1
202

P(g]..) e:cp{— (y—0) (y - e)} P()

P(B|...) x exp {—2:}‘2

A~ (X/X)XB] (X'X) [A - (X"X)X'8)}
Bl..~ N [(X’X)‘1 X'A, (X’X)—lag] (16)

sendo:
A=y —Z§— 0.

Distribui¢do condicional §|... dados os demais pardmetros.

P(5]...) o exp {— !

2
207

(- 0) (y e)} P(5)

2 / 2
[5 - <Z’ZI"§> Z’B] <Z’ZIU§Z’B>

05 05

i (o))

1
P(4]|...) xx exp {—202
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’ 0’3 - ’ Ug - 2
ZZ+I72 B, ZZ+I72 O'e (17)

Os

sendo:
B=y—-Xp-06.

Distribui¢do condicional o2|... dados os demais pardmetros.

P2 x () Feap { = s (v - 0 (w - 0) | P02

P(?]..) <az>—<¥+1>exp{—1 (v~ 0) (y - 0>}

2
202

o2)... ~inv — x 2n, (y — 0)'(y — 0)] (18)
Distribuicdo condicional ag |... dados os demais parametros.

P(o3]..) o (63)"(F Veap {‘2; (6'5)} P(o?)

P(d3]...) (Ug)_(%ﬂ)e:cp {—2;% (5/5)}

03 ~ inv — x"[ng, (8'8)] (19)

Distribuicdo condicional a?\k |... dados os demais parAmetros.

P03, 1) ox [ (03" F eap {—2; () w} P(c},)
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5
f«ﬁJm>a«ﬁgVﬁ”4mm{—Z%@+4Aw%nﬂ}

2a+1 [0+ () ()\k)]> 0

a§k|...~inv—gama< 5 5

Distribui¢do condicional Ag|... dados os demais pardmetros.

PO]..)) o eap {012 (C = M) (C — d\) } PO\)

e

e GAk

2
P(Ag|...) oc exp {012 [(C — M) (C — i) + (M — MA)/UTS(M - ,UA)] }

1

+ / Og - / ’ Og - 2
)\k‘NN <¢ ¢+2) ¢C, (¢¢+2) O, (21)
IX IX

sendo:

C=y—XB-2Z6—-D,

¢ = diag(Zoag) Xy,

D =3y Awdiag(Zog) Xy,
AM > A >0

Distribui¢do condicional a|... dados os demais pardmetros.

Plag...) x exp{ !

2 (B~ W) (B~ W)} Pla)

P(ay]...) o< exp {2/:; (o diag(X~,)'Z'| (y — XB— Z6 — D)}

e
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Ak

.~ VMFEF S —
ak‘ {20’3’

(@iag(X~)2) (v~ Xp-26-D)} (D
sendo:

W = \diag(Z o) X4,

E=y— X3 Z56-D.

Distribui¢do condicional «|... dados os demais pardmetros.

POl o cap{ 51 (B = W)/ (B~ W)} Pl
g

P(vg|...) x exp {2):2 [Vidiag(Zow) X' (y — XB — Z6 — D)}
9

Yileeo ~ VMFE {;:2, (diagZ (o)’ X' (y — XB— Z6 — D)} (23)
g

4.6 Ajuste do modelo AMMI Bayesiano Shrinkage (AMMIBS)

Nesta se¢@o serd demonstrado que, ao utilizar um modelo AMMI dentro
do contexto bayesiano, obtém-se um efeito semelhante ao estimador shrinkage
proposto por Cornelius e Crossa (1999) para o parametro de escala A\j e que este
encolhimento € mais acentuado quando o efeito af\k ¢ incorporado como parametro
a ser estimado, sendo a modelagem desse efeito incluida na priori conjunta.

Para o ajuste do modelo, considera-se a distribuicao a posteriori completa
para \g, como calculada anteriormente.

!/
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Como pode-se observar, A segue uma distribui¢do normal multivariada
com média igual a:
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Nesta expressao
2
-1 _ Oe¢
- 2
02+ ¢ 03,
em que F~! é o fator de encolhimento, que mede a importincia do termo multi-
plicativo para o modelo.

E possivel perceber a semelhanca entre a expressio

1— 073
02+ d'¢o3,

e o fator shrinkage proposto por Cornelius e Crossa (1999)

5 _ukUQ/nTE [5\%} . LUAQ
B3] nE 3]

Ambas as expressdes equivalem a um teste de andlise de variancia (teste
F’) para os valores singulares. Contudo, o método proposto por Cornelius e Crossa
(1999) utiliza um efeito de encolhimento em um modelo de efeitos fixos e 0 mé-
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todo aqui proposto € uma justificativa bayesiana para este procedimento. O método
bayesiano, por outro lado, considera os pardmetros como varidveis aleatdrias e ofe-
rece facilidade para lidar com conjuntos de dados desbalanceados e heterogenei-
dade de variancias, as quais acarretariam grandes problemas para o procedimento
de AMMI convencional. Além disso, assumindo variancia especifica para os valo-
res singulares, nota-se que o efeito shrinkage surge naturalmente para o estimador
bayesiano.

4.7 Estimativas pontuais e intervalares

As estimativas para os parametros lineares e para A\, foram obtidas através
das médias marginais a posteriori das observacdes geradas pelo método MCMC
(Amostrador de Gibbs). Desta forma foi usado o método exposto por Liu (2001)
de maneira a manter a repeticdo imposta aos autovetores para suas estimativas
médias. Os intervalos de credibilidades univariados para os pardmetros, serdo os
de maior densidade a posteriori (HPD), segundo Chen e Shao (1999) que estd
implementado no software R CORE TEAM (2013).

4.8 Regioes de credibilidade para escores da interacio GE

Encontrar regides de credibilidade para uma distribui¢do multivariada nio
¢ algo trivial quando a distribui¢do nfo tem uma forma clara. O método descrito
abaixo foi utilizado para construir as regides de credibilidade para a representacio
biplot AMMII e baseia-se nas distincias euclidianas dos pontos em relagdo ao
centro das distribuicdes bivariadas (OOMS, 2009).

1. Normalizar as varidveis aleatérias que compdem as distribui¢des de proba-
bilidade bivariadas;

(V;)i - Mo)2

Oo

an =

2. Considerar as distancias euclidianas dos pontos obtidos em (1) em relacdo
ao centro da distribuicao;

d= (Vn1)? + (Vpo)?

3. Calcular o percentil 95 destas distancias (d) e retirar todos os pontos cuja
distancia ao centro seja maior que d. Com este processo obtém-se um circulo
com raio d.
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4. Através da transformacdo inversa ao item (1) devolvem-se as varidveis ale-
atérias a distribuicdo de origem e, assim, obtém-se uma elipse de 95% de
credibilidade.

em que:

V,i representa i-ésima observagdo da amostra V,;
M, é a média da amostra V,;

Va1 e Vo representam as varidveis padronizadas.
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5 RESULTADOS E DISCUSSAO

Nesta secdo, serdo apresentados os principais resultados obtidos com a
aplicacdo do modelo AMMI Bayesiano Shrinkage (AMMIBS) e, também, as esti-
mativas dos valores singulares para o modelo AMMI de efeito fixo, modelo AMMI
de efeito misto e abordagem AMMI Bayesiano (AMMIB), que nao considera as
variancias dos valores singulares como varidveis aleatérias. Uma das principais
diferencas da abordagem aqui proposta em relagdo aos métodos apresentados na
literatura, esta no confundimento do efeito de blocos com ambientes. Como a mé-
dia, para esta abordagem, nio é estimada separadamente do efeito de ambiente,
ndo € necessario assumir restri¢cdes de identificabilidade, ou seja, de que os efeitos
de linhas e colunas somam zero.

5.1 Amostras MCMC e convergéncia

As cadeias de Markov para os pardmetros foram simuladas com 188 mil
iteracdes. Optou-se por utilizar apenas oito componentes multiplicativos no pro-
cesso iterativo (amostrador de Gibbs) de forma que o dltimo vetor singular para
ambientes foi amostrado na circunferéncia unitdria para tornar o algoritmo mais
estavel. Caso fossem considerados os nove vetores, o ultimo vetor teria liberdade
apenas para mudar de sinal, j4 que seria amostrado na reta e ter-se-iam apenas dois
vetores com norma unitaria.

Ap6s a simulagdo das cadeias de Markov, efetuou-se o descarte das 8 mil
primeiras iteracdes para eliminar os efeitos iniciais referentes ao periodo de “aque-
cimento” das cadeias. Além disso, os dados foram salvos realizando-se saltos a
cada 20 observacdes de forma a se obter uma amostra aproximadamente nao cor-
relacionada da cadeia de cada parametro.

A andlise de convergéncia, realizada pelo critério de Raftery e Lewis (1992),
apontou boas propriedades de convergéncia, com fator de dependéncia menor que
cinco para todos os parimetros. As Figuras 1 e 2 corroboram os resultados do
teste de convergéncia das cadeias, ja4 que os tragos descreveram uma amplitude
de valores em torno da média, indicando que as cadeias convergiram para cada
parametro.
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Figura 1 Observagdes geradas pelo método MCMC (Gibbs) e densidade marginal a poste-

riori para as componentes de varidncia o

co,.

Na Figura 2 sdo apresentados os tracos e as densidades a posteriori para as
estimativas das componentes de varidncia dos dois primeiros valores singulares.
Como pode ser observado, a variancia relacionada ao A9 convergiu para valores
préximos a zero, assim como as demais componentes A\, para k > 2.
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riori para as componentes de varidncia o3, e 03, .

5.2 Estimativas pontuais e intervalares para os parametros lineares

As estimativas para os efeitos principais de gendtipos, valores singulares
e componentes da varidncia foram obtidas pelas médias referentes as amostras das
cadeias MCMC. As médias e os intervalos HPD, ao nivel de 95% de credibilidade,
para efeitos principais de gendtipos estdo representados na Figura 3, em ordem
crescente de magnitude, e as estimativas pontuais juntamente com as regides de
credibilidade HPD encontram-se no Apéndice na Tabela 5.
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Figura 3 Médias a posteriori e regides HPD com 95% de credibilidade para efeito de ge-
nétipo.

Regides de credibilidade sobrepostas indicam que os gendtipos possuem
efeitos semelhantes. Contudo, é possivel observar a formagao de trés grupos: ge-
nétipos que possuem valores positivos, genétipos cujos valores para os efeitos sdo
negativos e gendtipos que incluem o valor zero na regido de credibilidade. A avali-
acdo, obviamente, depende dos objetivos dos pesquisadores; entretanto, gendtipos
com valores negativos geralmente ndo tem interesse em termos de selecio e reco-
mendacao.

Os gendtipos que obtiveram valores diferentes de zero para efeito genoti-
pico podem ser facilmente identificados na Figura 4.
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Figura 4 Regido de credibilidade 95% (IC) para BLUPs genotipicos € o primeiro escore
genotipico,cujas regides de credibilidade nao incluem o zero.

Na Tabela 1 sdo apresentadas as estimativas das componentes o2 e o*g e
das componentes de variancia aik , que sdo responsdveis pelo efeito ou ndo de
encolhimento relacionado ao valores singulares do modelo AMMIBS.

Tabela 1 Estimativas médias a posteriori e regides de credibilidade 95%
(IC) para as componentes da variancia do modelo.

Regides HPD a 95%
Parametro  Média LI LS
o2 0,3695 0,2216 0,5341
0'% 1,3540 11,2507 1,4535

€

o3, 52,4357 2,0503  163,2968
o3, 0 0 0
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Pode-se constatar na Tabela 1 que os valores das variancias associadas aos
valores singulares, a partir do segundo, sdo muito pequenos (proximos a zero).
Como visto na se¢do Métodos, subsecao (4.6), a expressao (24) se assemelha a um
teste F'; sendo assim, se a razdo entre as variancias aproxima-se de zero, o valor
singular ndo teria efeito significativo para interacdo G E. No amostrador de Gibbs,
este fato implica que a amostragem para as coordenadas dos valores singulares
associados aos A\ (k > 2) seria realizada por meio de fungdes aproximadamente
uniforme esférica. A densidade esférica uniforme € um caso particular da Von
Mises - Fisher (parametro de concentracio igual a zero) como, destacam Mardia,
Kent e Bibby (1979).

5.3 Estimativas pontuais e intervalares para os parametros bilineares

As Figuras 5 e 6 representam os tracos e as densidades a posteriori dos
vetores singulares para a1, @12, Y11 € Y12. Observando estes gréficos, é possivel
constatar maior variabilidade em relacdo as estimativas das coordenadas dos se-
gundos vetores singulares, genotipicos e ambientais, quando comparadas com as
respectivas coordenadas dos primeiros vetores singulares. Este fato é constatado,
também, em relac@o aos demais vetores, jd que o pardmetro de concentracdo para
as distribui¢des Von Mises Fisher sdo maiores em relacdo aos primeiros eixos,
indicando que uma maior concentragdo de pontos € esperada ao redor da média
direcional.
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Figura 6 Densidades marginais a posteriori e tracos para 11 € Y12

Os parametros de escala \; foram estimados pela média a posteriori com
relacdo as observagdes obtidas pelas cadeias de Markov. As Figuras 7 e 8 apresen-
tam os histogramas das distribui¢des a posteriori dos valores singulares. A partir
desses histogramas ¢ possivel perceber o rapido encolhimento das estimativas a
posteriori em direcdo ao valor zero, a partir do segundo valor singular. O efeito
de encolhimento (shrinkage) é algo natural aos modelos que tratam seus parame-
tros como variaveis aleatdrias, como destacam Resende (2007) e Smith, Cullis e
Gilmour (2001).



54

o
=}
]
= @
o L o
[ = =T [ =
ol o o
=] =] o
o o Q
a Lt =T
w g i
Irs]
o o
[ T T T T T T 1
4 6 8 10 0.000 0010 0020 0030
2% 5
o
a
o a
= g =
& R =
b= =
g o g o
[ § w §
o o
[ T T I I I T 1
0.0000 0.0010 0.0020 0.0000 0.0006 0.0012

b N

Figura 7 Histogramas das densidades marginais a posteriori para Aj, Az, A3 € A4.
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Figura 8 Histogramas das densidades marginais a posteriori para As, A\g, A7 € Ag.
Na Tabela 2 apresentam-se as estimativas pontuais e intervalares para do

modelo AMMIBS, que € resultado de assumir que as componentes de varidncia
associadas a cada valor singular sdo uma variavel aleatoria.
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Tabela 2 Estimativas médias a posteriori, desvio padrio (DP) e regides de
credibilidade (IC 95%) para os valores singulares A\, do modelo
AMMI Bayesiano Shrinkage (AMMIBS).

Regides HPD a 95%
Pardmetro Média DP LI LS
Al 7,4375 0,7768 5,9540 8,9715
Ao 0,0004 0,0009 0 0,0013
A3 0,0001 0,0001 0 0,0004
A4 0 0 0 0

Na Tabela 3 sdo apresentadas as médias a posteriori dos valores singula-
res do modelo AMMI baysiano (AMMIB), as estimativas BLUPs, as estimativas
de quadrados minimos (OLS) e as estimativas shrinkage (Shrink.) propostas por
Cornelius e Crossa (1999).

Tabela 3 Estimativa da média para os modelos: AMMI Bayesiano (AM-
MIB), BLUPs, estimativas de minimos quadrados (OLS) e esti-
mativa shrinkage.

Parametro AMMIB BLUPs OLS Shrink.

A1 7,9022  7,0274  9,5593*T  6,6518
A2 5,9780  5,8867 7,5807*"  6,4422
A3 4,6053 52784  6,1559T  6,4422
A4 2,2678  4,3090 6,0070T  6,4422
A5 1,0579  4,1613  5,6744T  2,7826
A6 04776  3,8573 3,9199 0
A7 0,2134  2,7660 3,3063 0
A8 0,1087  2,3792 0,0000 0

* significativo pelo teste F de Cornelius; T significativo pelo teste F de
Gollob, ao nivel de 0,05 de significancia.

A partir das informagdes contidas nas Tabelas 2 e 3, € possivel notar que,
mesmo utilizando o modelo AMMIB, as estimativas de A\, sdo encolhidas em re-
lacdo as solucdes por OLS. Observou-se, ainda, que estas estimativas também sio
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encolhidas quando comparadas aos Blups, a partir do quarto valor singular. Con-
tudo, as estimativas do modelo AMMIBS tém encolhimento acentuado apds o
primeiro valor singular, sendo que as estimativas dos g, para k& > 1, se aproxi-
mam de zero e, assim, é similar ao estimador shrinkage, indicando que apenas um
termo bilinear explica o padrao da interacdo GE, ou seja, o modelo correto seria o
AMMII.

Para as estimativas shrinkage propostas por Cornelius e Crossa (1999),
obteve-se maior encolhimento para a estimativa de A\; em comparagdo com as es-
timativas pontuais dos demais métodos. Entretanto, devido a violacdo da restri¢do
imposta aos valores singulares para Ag, A3 € A4, suas estimativas sdo resultados
de estimativas combinadas entre as que violaram a restricio. Como proposto por
Cornelius e Crossa (1999) os valores singulares que obtiveram estimativas zero
sao retirados do modelo, resultando, assim, no modelo AMMIS.

Ao utilizar o teste F de Gollob, obteve-se o mesmo resultado apresentado
pelo estimador shrinkage para efeitos fixos e pelo modelo AMMIB. Ja com o teste
F de Cornelius, foi possivel obter um modelo mais parcimonioso, retendo apenas
os trés primeiros termos multiplicativos. Contudo, observa-se que esse nimero
de componentes bilineares, ainda, foi superior ao retido pelo modelo AMMIBS
(AMMI1). Outra critica a ser feita estd relacionada ao fato de métodos conven-
cionais de ajustes utilizarem testes aproximados, ja que a distribui¢do dos valores
singulares ndo sdo qui-quadrados, o que representa mais uma vantagem da abor-
dagem bayesiana.

Além dos métodos citados acima foi usado, ainda, um procedimento de
validag@o cruzada baseado no leave-one-out apresentado por Dias e Krzanowski
(2003).

Teste leave-one-out para os valores singualres Ag

PRESS w PRECORR
0,5391 0,4256 0,9612
0,5207  0,2485 0,9627
0,5444 -0,2731 0,9610
0,5130 0,3348 0,9635
0,4410 0,7558 0,9687
0,4248 0,1439 0,9698
04224 0,0163 0,9700
0,4224 0 0,9700

NN A W —|B
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O critério leave-one-out também foi usado para avaliar se os componen-
tes da interacdo GE t€ém ou ndo efeito significativo e essa verificacdo foi realizada
com base na estatistica W. Por meio dela, verificou-se que ndo haveria necessidade
de incorporar nenhum termo multiplicativo ao modelo. Uma possivel explicacio
para este fato seria estar diante de uma interacio especifica entre gendtipo e am-
biente, pois como apresentado na Figura 14 (Apéndice) hd presenca de interacdo
do tipo complexa. Desta forma, a ndo constatacdo de termos significativos pelo
critério leave-one-out pode estar ligada ao fato da interacdo GE representar baixa
propor¢éo do total da soma de quadrados que corresponde a 8% do total.

5.3.1 Incertezas sobre os escores genotipicos e ambientais

Ap6s obter as médias marginais a posteriori para as coordenadas dos ve-
tores singulares, realizou-se a corre¢do proposta por Liu (2001) de forma que as
estimativas satisfizessem as restri¢des de ortonormalidade do modelo. Por outro
lado, verificou-se que a matriz de médias a posteriori para as coordenadas dos
vetores singulares ndo satisfazem as restrigoes.

Se tivessem sido obtidos dois ou mais valores singulares significativos,
poder-se-ia plotar regides de credibilidade bivariadas para analisar adaptabilidade
e estabilidade de gendtipos e ambientes relativas a interagcdo G E. Contudo, como
foi observado, devido ao efeito shrinkage, obteve-se apenas um termo bilinear no
modelo, sendo ainda possivel analisar adaptabilidade e estabilidade. Para tanto,
consideram-se as varidveis ﬂ)\l)aﬂ e \ﬂ/\l)yjl.

As distribui¢des para essas varidveis sdo obtidas como fungdes dos para-
metros bilineares das cadeias de Markov. Na Figura 9 sdo apresentadas as densi-
dades a posteriori para as primeiras coordenadas \/()\1)04“ e \ﬂ)\l)fyﬂ. Como se
pode observar, as respectivas densidades s@o curvas simétricas em forma de sino e
sugerem que os escores possuem distribuicdes normais.
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Figura 9 Densidades marginais a posteriori dos dois primeiros escores genotipicos e am-
bientais.

Na Figura 10 € possivel visualizar a média e a regido HPD de cada escore
relacionado ao primeiro IPCA genotipico. Os genétipos cujas regides de credibi-
lidade englobam o valor zero, a 95% de credibilidade, sdo considerados estdveis,
ou seja, ndo possuem contribuicio significativa para interagdo GE.
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Figura 10 Médias a posteriori e regides de credibilidade 95% (IC) para o primeiro escore
genotipico.

Os demais genétipos sdo significativamente diferentes de zero. Destes,
pode-se destacar o grupo homogéneo (sobreposi¢des de intervalos) formado por
aqueles que sdo significativamente maiores que zero, Gz, G47 € Go; outro grupo
homogéneo pode ser formado pelos genétipos G35, G19, G40 € G13 com valores
para os escores significativamente menores que zero.

De forma semelhante, pode-se identificar grupos de ambientes homoge-
neos olhando para as distribuicdes dos escores ambientais (Figura 11). Observa-se
que o grupo de ambientes formados por A5 ¢ Ag possuem regides de credibilidade
compreendendo apenas valores positivos e, devido a sobreposi¢do dos intervalos,
estes ambientes podem ser considerados homogéneos (semelhantes). Os ambi-
entes A7, As, A1 e Ag formam outro grupo homogéneo com escores ambientais
significativamente menores que zero. Por fim, o grupo formado por A4, Ag e As é
considerado estdvel, ja que as regides de credibilidade para os respectivos escores
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compreendem o valor zero, a 95% de credibilidade.
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Figura 11 Médias a posteriori e regides de credibilidade 95% (IC) para o primeiro escore
ambiental.

Para estudo de estabilidade, pode-se usar o biplot com os efeitos de ge-
nétipos e os escores genotipicos que representam o grafico AMMII, conforme
apresentado na Figura 12.
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Figura 12 Regido de credibilidade bivariada (95%) entre os BLUPs genotipico e o pri-
meiro escore genotipico, cujos efeitos diferem de zero.

Para interpretar esta representacao, é necessdrio olhar se as regides de cre-
dibilidade bivariadas incluem a origem (0, 0), o que constitui evidéncia suficiente
para considerar os respectivos genétipos como ndo tendo efeitos diferentes de zero,
bem como ndo contribuindo para a interacdo G E. Para evitar confusdo em relagio
a interpretacdo, somente as regides de credibilidade que ndo incluem a origem, a
95% de credibilidade, estdo representadas no grfico.

Como € possivel observar, os genétipos G5, Go1, G39, Gag, Go4, G11, G1,
G4, Gy, G2 e Gg sdo os mais produtivos e estaveis, ja que as regides cortam o
eixo dos BLUPs e estdo todos a direita do eixo dos escores genotipicos. Apesar
das sobreposicdes entre as elipses, o gendtipo (Gg mostra ter média expressiva-
mente maior em relacio aos demais gendtipos do grupo anteriormente destacado,
que apresentam médias mais proximas.

Na Figura 13 estdo representados os gen6tipos que contribuem significati-
vamente com a interagdo GE. O genétipo G possui média interessante, maior do
que a média populacional mas, como pode ser observado, contribui com a intera-
¢do gendtipo e ambiente. De forma semelhante, o gendtipo G47 que ndo possui
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efeito significativo também contribui com a interacdo e, devido as sobreposi¢cdes
entre as regioes de credibilidade, estes gendtipos formam um grupo com caracte-
risticas semelhantes em relacdo ao efeito da interagdo. E possivel, ainda, observar
o grupo homogéneo formado pelos genétipos G1g € Gyp.

N —
a2
GH7
s o
[
G40
G19
T G85
(\I.I |
[ [ | [
2 1 0 1 2
Efeito

Figura 13 Médias a posteriori e regides de credibilidade 95% (IC) para o primeiro escore
genotipico significativamente diferente de zero.

6 DISCUSSAO

Efeito shrinkage é reconhecidamente uma propriedade desejdvel para um
estimador. A importancia do uso de estimadores shrinkage € ressaltada por diver-
sos pesquisadores (PIEPHO, 1995; RESENDE; DUARTE, 2007; SMITH; CUL-
LIS; GILMOUR, 2001), mesmo que estes efeitos sejam considerados fixos em
abordagens tradicionais. Estes estimadores/preditores, geralmente, produzem esti-
mativas mais acuradas e realistas para os pardmetros em andlise. No contexto dos
modelos multiplicativos para efeitos fixos, aplicados na anélise de dados em ensaio
de cultivares, Cornelius e Crossa (1999) e Cornelius et al. (1996) consideraram um
fator regressor multiplicando as médias fenotipicas dos termos bilineares que des-
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crevem a interacdo GE e mostraram que modelos ajustados utilizando estimador
shrinkage sdo mais parcimoniosos quando comparados a modelos truncados para
um determinado nimero de termos por meio de testes estatisticos. Estes estimado-
res também se mostraram tao bons ou ainda melhores que os BLUPs de modelos
com efeitos aleatdrios.

Na abordagem aqui apresentada, procurou-se dar uma justificativa bayesi-
ana para o método shrinkage proposto por Cornelius e Crossa (1999). Para tanto,
utilizou-se a suposicdo que J?\k ¢ um pardmetro desconhecido em g/, u Ak,aik
e, sendo assim, precisa ser estimado. Dessa forma, demonstrou-se que é possivel
obter um efeito shrinkage semelhante ao proposto em Cornelius e Crossa (1999)
para os valores singulares, sem violar as restricdes do modelo. Ressalta-se ainda,
que o efeito shrinkage pode ser pronunciado com maior ou menor intensidade,
dependendo da priori atribuida a variancia do valor singular.

Alguns dos resultados ressaltados ja eram esperados e concordam com as
pesquisas realizadas por Cornelius et al. (2001), Crossa et al. (2011) e Liu (2001).
Estes autores relatam que estimativas bayesianas, ainda com prioris nao informa-
tivas, sdo encolhidas em relacdo ao método de minimos quadrados do modelo
AMMI de efeitos fixos, mas menos encolhidas que as estimativas shrinkage do
método proposto por Cornelius e Crossa (1999). Por outro lado, é possivel perce-
ber que ao fornecer mais informacdo como foi feito neste trabalho por meio das
componentes de varidncia dos valores singulares, chegou-se a modelos mais parci-
moniosos, além de estimativas mais acuradas para os pardmetros, como constatado
em Liu (2001).

Além dos métodos mencionados acima, foi utilizado um procedimento
baseado em leave-one-out (DIAS; KRZANOWSKI, 2003) com énfase no sucesso
preditivo. Este método prioriza a capacidade de um modelo aproximar suas predi-
coes a dados ndo incluidos na andlise, sendo, portanto, mais eficiente para seleci-
onar modelos parcimoniosos do que os testes baseados na estatistica F'. Por meio
deste método, verificou-se que nao haveria necessidade de incorporar qualquer
termo bilinear ao modelo, ou seja, que a interagdo nao teria efeito significativo
para o modelo. Para o modelo AMMIBS verificou-se que o primeiro termo da
interacdo deve ser retido. Essa diferenca observada entre as duas metodologias
pode ser devido a existéncia de pequenos padrdes especificos da interacdo entre
genétipo e ambiente (como pode ser visto na Figura 14, Apéndice). Sendo assim,
0 modelo AMMIB parece proporcionar maior sensibilidade de representacao do
padrdo da interacdo existente.

Na literatura é ressaltado que uma das principais diferencas entre modelos
com efeitos fixos e aleatdrios estd no estimador, que para pardmetros com efeito
aleatorio produz predi¢des encolhidas em relagdo aos estimadores para parimetros
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com efeito fixo. O préprio estimador de Stein (1956) ndo requer quaisquer pres-
suposi¢des com relacdo a distribui¢do dos pardmetros, mas apenas o relaxamento
da suposicao de auséncia de viés. O método de Cornelius e Crossa (1999) dis-
pensa o uso de testes F, o que representa uma vantagem sobre os procedimentos
convencionais, jd que ndo se pode garantir que os componentes principais tenham
distribuicdo qui-quadrado, além de que estimadores encolhidos produzem predi-
¢Oes mais realistas dos verdadeiros valores genéticos.

Contudo, este método é capaz de predizer apenas o desempenho de um
determinado gendtipo dentro de ambientes, considerando dados balanceados e va-
ridncias homogéneas. Outro problema com o shrinkage esta na viola¢do da pressu-
posicao de que os valores singulares estejam em ordem decrescente de magnitude,
0 que requer o uso de estimativas combinadas, incorporada ao processo iterativo
de estimagdo, como observado em resultados (Tabela 3).

Diferentemente, o método aqui apresentado possui as reconhecidas van-
tagens dos modelos com efeitos aleatérios quando comparados aos modelos fre-
quentistas para efeitos fixos, lidando com facilidade com dados faltantes e vari-
ancias heterogéneas. Além disso, na inferéncia bayesiana, informagdes referentes
aos parametros podem ser incorporadas com facilidade, que é o caso de matrizes
com coeficientes de parentesco, que t€m sido utilizadas em programas de melhora-
mento de plantas para sele¢do e recomendagdo de melhores genétipos, bem como
para melhorar a acurécia das predicdes. Embora estes aspectos ndo representem
grandes problemas para as versdes em modelo misto do AMMI e SREG (PIEPHO,
1997; SMITH; CULLIS; GILMOUR, 2001), impdem sérias limitacdes e dificul-
dades aos modelos com efeitos fixos.

Outra vantagem da inferéncia bayesiana estd no fato de que a incerteza
sobre os pardmetros é naturalmente considerada, ja que todas as quantidades des-
conhecidas sdo vistas como varidveis aleatérias. Crossa et al. (2011) e Perez-
Elizalde, Jarquin e Crossa (2012) mostraram como incorporar incerteza aos para-
metros bilineares que descrevem a interagdo que, ou sdo tratados descritivamente
pelo método tradicional ou, ainda, suscetiveis a criticas devido as restri¢des impos-
tas por métodos de inferéncias paramétricos frequentistas, bem como a procedi-
mentos de reamostragem de métodos ndo paramétricos (YAN; GLOVER; KANG,
2010; YANG et al., 2009). Neste trabalho foram apresentadas regides de credibili-
dade para o biplot AMMI1 que relacionam efeitos principais e escores genotipicos
de forma que produtividade e adaptabilidade possam ser observadas. O uso do mo-
delo AMMIBS permitiu obter de um modelo mais parcimonioso, o que simplificou
as interpretagdes e facilitou a identificacdo de grupos de genétipos e ambientes es-
taveis.

A abordagem bayesiana aplicada a modelos multiplicativos ainda é pouco
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difundida na literatura, mas, como observado, oferece diversas possibilidades para
andlise de dados MET. O método apresentado neste trabalho pode ser aplicado
a outros modelos multiplicativos, bem como em outras dreas de pesquisa se mos-
trando muito promissor para analisar dados em experimentos envolvendo interacio
entre fatores.
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7 CONCLUSAO

Diante dos resultados verificou-se que para obter um efeito de encolhi-
mento para o modelo AMMI no contexto bayesiano ndo € necessdrio assumir
que as componentes de variancia dos valores singulares sejam varidveis aleatorias,
como foi realizado no modelo AMMIBS.

Com o modelo AMMIBS mostrou que o efeito da interagdo G E se eviden-
cia de forma mais acentuada para o primeiro componente principal, ndo tendo os
demais temos relevincia para representar o padrio da interacdo, segundo a supo-
sicdo do estimador shrinkage de que estimativas que encolheram para valores pro-
Ximos a zero nao sdo incorporadas ao modelo e assim teriamos modelo AMMII.

Ao utilizar o estimador shrinkage proposto por Cornelius e Crossa (1999),
obteve-se resultado igual ao modelo AMMIB, quando o critério de selecdo de
termos foi similar ao proposto em Cornelius e Crossa (1999), levando a um modelo
AMMIS. Contudo, este método nao garante que a pressuposicao exigida para os
valores singulares seja mantida, o que ¢ uma desvantagem em relacdo ao método
aqui proposto.

Os diferentes métodos utilizados neste trabalho selecionaram diferentes
membros da familia AMMI. O critério leave-one-out foi o que mais se aproximou
do método bayesiano aqui proposto, levando ao resultado de que a interagdo nio
teria efeito significativo, enquanto o modelo AMMIBS indicou a necessidade de
incorporar o primeiro termo bilinear ao modelo. Com base na anélise de variancia
em que o efeito da interacdo foi significativo e na andlise grafica da interacdo
(Apéndice), mostra-se evidéncia de que o modelo AMMIBS possibilitou melhor
representacdo no estudo da interacdo GE.

As regides de credibilidade para as distribuicdes bivariadas em relagdo aos
blups de efeitos de gendtipos e escores genotipicos relacionados ao primeiro eixo
principal, permitiram selecionar os genétipos mais produtivos e estaveis e, ainda,
grupos homogéneos de gendtipos com relagdo ao efeito da interacdo GE.
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APENDICE

A seguir sdo apresentadas as tabelas com os resumos das inferéncias, a
posteriori, para os efeitos principais de gendtipos, para as coordenadas dos dois
primeiros vetores singulares genotipicos e ambientais e para os escores (genoti-
picos e ambientais) relacionados ao primeiro eixo principal. Para as coordenadas
dos vetores singulares sdo apresentadas as médias a posteriori e as médias corrigi-
das, como proposto por Liu (2001). Sdo presenteadas ainda a tabela de anélise de
variancia (ANOVA), e as tabelas com as andlises para os termos bilineares, usando
o teste F' Gollob e o teste F' Cornelius, e também o gréfico ilustrando o efeito da
interagdo gendtipo ambiente.



Tabela 5 Médias a posteriori, desvio padrdo (DP) e regides de credibili-
dade (IC) 95% para efeito de genotipico.

Regides HPD a 95%
Parametro  Média Sd LI LS
Gig -1,4477 0,2282 -1,8818  -0,9844
G -1,2813 0,2268 -1,7099  -0,8218
Gy -1,1681 0,2245 -1,5844  -0,7069
G13 -1,1552  0,2278 -1,5985  -0,7143
Gsr -0,9022 0,227 -1,3481  -0,4705
Gs -0,7519 0,2225 -1,1912  -0,3251
Gs3 -0,5419 0,2243 -0,9819  -0,1039
Gso -0,52  0,2191 -0,959 -0,1006
Gisg -0,5118 0,2251 -0,9308  -0,0488

G -0,4959 0,2201 -0,9259  -0,0654
Gss -0,4358 0,2249 -0,8685  0,0097
G -0,401 0,2212  -0,82 0,0401
Gis -0,3337 0,2238 -0,7638  0,0953
G5 -0,3257 0,2249 -0,7453  0,1354
Gy -0,2966 0,2262 -0,7268  0,1567
Gog -0,2498 0,223  -0,6834  0,1875
Gao -0,2096 0,2259 -0,6324  0,2468

Gs -0,1678 0,2253 -0,6149  0,2639
Gus -0,1153  0,2226 -0,5475  0,3213
Gas -0,0272 0,223  -0,4516  0,4139
Gag -0,0232 0,223 -0,4644  0,4064
G5y -0,0013 0,2251 -0,4253  0,4509
Gy -0,0005 0,2235 -0,4375  0,4411

Gag 0,0157 0,2258 -0,418 0,4604
Gar 0,0191 0,222 -0,4057  0,4596
Gao 0,0397 0,2242 -0,4167  0,4581
Gy 0,0408 0,2234 -0,4174  0,4531
G31 0,0496 0,2189 -0,3669  0,4858
Gsy 0,0591 0,2231 -0,4058 0,473

Gig 0,0656 0,2229 -0,3767  0,4841
Gy 0,0903 0,2241 -0,3496  0,5314
G2 0,1008 0,2234 -0,3247 0,556

G 0,1103 0,2238 -0,3168  0,5605
Gs1 0,1167 0,223 -0,3195  0,5454
Gn 0,1173  0,2221 -0,3181 0,5474



Gs 0,1227

0,2231 -0,3236

G2 0,1254  0,2232 -0,2889
Gso 0,1314 0,2224 -0,305

G2 0,1963  0,2229 -0,2369
Gho 0,324  0,2237 -0,1142
Giy 0,33 0,22 -0,1175
Gor 04251 0,2248 0,018

Gas 04346 0,2233 -0,0177
G2 0,5057 0,2228 0,0592
Gis 0,5265 10,2238 0,0903
G'z9 0,5288 0,2208 0,0915
Gao 0,5535 10,2234 0,1017
Gr 0,6333 0,2237 0,1818
Gy 0,6501 0,2252 0,2065
G111 0,6793 0,2243 0,224

G 0,6857 10,2225 0,2641
Go 0,7102 0,2228 0,2803
Gy 0,7667 0,225 0,3351
G 0,8684 0,2239 04335
Gg 1,3104 0,2278 0,867

0,5448
0,5859
0,5687
0,6389
0,7607
0,7426
0,8998
0,8537
0,9197
0,9689
0,9515
0,9805
1,0524
1,0848
1,1087
1,1259
1,1494
1,2108
1,3055
1,7536

Tabela 6 Médias a posteriori, Médias corrigidas Liu (ML), desvio padréo
(DP) e regides de credibilidade (IC) 95% para o primeiro vetor
singular genotipico.

Regides HPD a 95%
Parametro Média ML Sd LI LS

a1l -0,09559 -0,11676  0,08068 -0,24795 0,066486
19 0,313533 0,382993 0,075493 0,165029 0,45966
13 -0,10858 -0,13263 0,077496 -0,26301 0,040659
Q14 -0,04262 -0,05206 0,083952 -0,20793 0,11984
a5 0,036795 0,044946 0,079764 -0,12389 0,188772
a1g 0,10874  0,13283 0,081218 -0,04532 0,270799
Q17 -0,01532 -0,01871 0,078308 -0,16298 0,144708
a1s 0,025242 0,030834 0,084486 -0,14179 0,186353
a1g 0,11359 0,138755 0,082322 -0,0492 0,273929
Q110 0,033452 0,040863 0,079143 -0,13027 0,179541

74



Q11
112
Q113
Q14
Q115
Q116
aq17
Q118
Q119
Q120
Q21
Q122
Q123
Q124
Q125
Q126
Q27
Q128
Q129
Q130
131
Q132
133
Q134
135
136
137
138
Q139
Q140
Q141
Q142
Q143
Q144
Q145
Q146
Q47
Q148
Q149

-0,08041
0,014051
-0,17131
-0,01066
0,010332
-0,07008
0,018253
0,001574
-0,27393
-0,06251
-0,05944
0,021092
0,073547
0,049396
0,154357
0,096845
0,146878
-0,08914
-0,07288
0,023189
-0,02108
-0,01364
-0,07264
-0,07376
-0,39758
-0,01295
-0,02392
-0,01442
0.,116161
-0,20804
0,02749
0,06082
-0,017
-0,01735
-0,06498
0,125762
0,204805
-0,02319
0,068398

-0,09822
0,017164
-0,20927
-0,01303
0,012621
-0,08561
0,022296
0,001922
-0,33462
-0,07636
-0,0726
0,025765
0,08984
0,060339
0,188553
0,1183
0,179417
-0,10889
-0,08902
0,028326
-0,02575
-0,01666
-0,08873
-0,09011
-0,48566
-0,01582
-0,02923
-0,01762
0,141895
-0,25413
0,03358
0,074294
-0,02077
-0,02119
-0,07937
0,153623
0,250177
-0,02833
0,083551

0,077977
0,074619
0,077953
0,076742
0,076356
0,075214
0,078029
0,077417
0,073843
0,077708
0,084362
0,080736
0,07836
0,077508
0,076543
0,073628
0,080313
0,074521
0,074542
0,078554
0,080662
0,082538
0,075647
0,074941
0,07619
0,07782
0,076157
0,076074
0,074401
0,077109
0,077016
0,076363
0,077032
0,077234
0,077539
0,074252
0,073515
0,076689
0,074637

-0,23129
-0,1325
-0,31919
-0,15452
-0,13722
-0,21581
-0,134
-0,14909
-0,41809
-0,21467
-0,22581
-0,13622
-0,088
-0,09279
0,010578
-0,04531
-0,00808
-0,24094
-0,21124
-0,12876
-0,17502
-0,17411
-0,22024
-0,22234
-0,54562
-0,16256
-0,17404
-0,15982
-0,0354
-0,3589
-0,12148
-0,0837
-0,16912
-0,17709
-0,21126
-0,01869
0,05367
-0,17926
-0,0824

0,071944
0,160974
-0,01675
0,145514
0,158555
0,078675
0,17144
0,156723
-0,13302
0,087209
0,103629
0,177455
0,220583
0,210664
0,310977
0,243001
0,306645
0,050338
0,081431
0,181822
0,141913
0,14762
0,075809
0,071348
-0,2499
0,141694
0,122932
0,139528
0,253498
-0,0598
0,174771
0,214674
0,131301
0,123798
0,092022
0,270871
0,340537
0,126788
0,207904
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Q150
Q151
Q152
Q153
Q154
Q155

0,079864
0,036097
-0,02448
0,033387
0,085141
0,058713

0,097557
0,044094
-0,0299
0,040783
0,104003
0,07172

0,076865
0,074489
0,078899
0,075169
0,074578
0,078069

-0,07105
-0,10522
-0,17207
-0,11125
-0,05481
-0,09251

0,231236
0,186655
0,134645
0,182463
0,236921
0,211665

Tabela 7 Médias a posteriori, Médias corrigidas Liu (ML), desvio padrao
(DP) e regides de credibilidade (IC) 95% para o segundo vetor
singular genotipico.

Regides HPD a 95%
Parametro Média ML Sd LI LS
91 7,22e-04  0,0697 0,1363 -0,2623 0,2674
99 -6,68e-04 -0,0646 0,1283 -0,2471 0,2559
93 -2,81e-04 -0,0272 0,1368 -0,2694 0,2676
o4 -1,64e-03  -0,1585 0,1357 -0,2743 0,2572
95 -1,36e-03 -0,1315 0,1360 -0,2744 0,2533
o6 3,45¢-04  0,0334 0,1353 -0,2555 0,2690
Qo7 1,98e-03  0,1913 0,1357 -0,2563 0,2735
Q28 9,48¢-04 0,0915 0,1366 -0,2537 0,2785
Q29 -1,05e-03 -0,1015 0,1347 -0,2614 0,2594
@210 1,25e-03  0,1206 0,1363 -0,2717 0,2615
211 1,18¢-03 0,1141 0,1366 -0,2681 0,2602
219 -1,15e-03 -0,1114 0,1366 -0,2535 0,2776
Q213 -2,41e-03  -0,2331 0,1338 -0,2702 0,2502
214 4,31e-03 04167 0,1344 -0,2533 0,2682
215 1,25e-03  0,1208 0,1355 -0,2632 0,2675
216 9,02e-04 0,0871 0,1355 -0,2507 0,2806
217 -1,03e-03 -0,0997 0,1347 -0,2660 0,2563
218 -3,20e-03  -0,3090 0,1357 -0,2574 0,2686
Q219 7,54e-04  0,0729 0,1302 -0,2588 0,2473
290 -2,03e-03  -0,1962 0,1358 -0,2637 0,2619
991 -1,50e-03 -0,1451 0,1342 -0,2668 0,2559
999 -9,27e-04  -0,0895 0,1362 -0,2785 0,2527
9293 -1,03e-03  -0,0995 0,1358 -0,2868 0,2481
294 2,99¢-03  0,2893 0,1355 -0,2534 0,2757
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0225 5,75e-04  0,0556 0,1318 -0,2503  0,2635
0226 9,65e-04 0,0932 0,1352 -0,2572  0,2716
27 -1,71e-03  -0,1652 0,1326 -0,2496  0,2658
0228 -1,25e-03  -0,1203 0,1341 -0,2587  0,2603
229 -1,61e-03  -0,1554 0,1357 -0,2713  0,2582
230 -2,02e-03  -0,1949 0,1357 -0,2609  0,2676
@231 -2,25e-04  -0,0218 0,1353 -0,2563  0,2662
0232 5,59e-04 0,0540 0,1341 -0,2608  0,2573
233 -2,80e-05 -0,0027 0,1362 -0,2580  0,2721
0234 -8,85e-04  -0,0855 0,1363 -0,2685  0,2667
235 1,94e-03  0,1876 0,1232 -0,2474  0,2338
0236 -5,77e-04  -0,0557 0,1367 -0,2583  0,2728
o237 -1,54e-04 -0,0149 0,1355 -0,2613  0,2637
238 1,14e-04 0,0110 0,1362 -0,2762  0,2552
239 -4,38e-04 -0,0423 0,1359 -0,2710  0,2561
0240 -5,75e-06  -0,0006 10,1332 -0,2576  0,2536
o241 1,71e-03  0,1652 0,1360 -0,2537  0,2789
0242 -2,60e-04 -0,0251 0,1371 -0,2650  0,2710
0243 7,33e-04  0,0708 0,1354 -0,2575  0,2724
044 -1,34e-04 -0,0130 0,1354 -0,2742  0,2564
245 1,29e-03  0,1244 0,1341 -0,2507  0,2705
0246 -1,37e-03  -0,1323 0,1346 -0,2594  0,2659
o247 4,95e-04  0,0478 0,1300 -0,2643  0,2439
0248 1,99¢-03  0,1921 10,1348 -0,2599  0,2611
249 2,40e-04 0,0232 0,1346 -0,2707  0,2532
0250 7,68e-04  0,0742 0,1352 -0,2624  0,2605
o251 9,05e-04 0,0874 0,1374 -0,2584  0,2763
0252 1,32e-03  0,1279 0,1352 -0,2590  0,2601
253 8,19e-04 0,0791 0,1356 -0,2655  0,2548
954 -1,15e-03  -0,1113 0,1357 -0,2638  0,2638
255 -9,64e-04 -0,0931 0,1340 -0,2557  0,2668

Tabela 8 Médias a posteriori, Médias corrigidas Liu (ML), desvio padréo
(DP) e regides de credibilidade (IC) 95% para o primeiro vetor
singular ambiental.




Regides HPD a 95%

Parametro  Mé&dia ML Sd LI LS
Y11 -0,2173  -0,2287 0,0967 -0,4069  -0,0299
Y21 -0,2235 -0,2353 0,0886 -0,395 -0,046
Y31 -0,0534 -0,0562 0,0889 -0,2182 0,1257
Y41 -0,2063 -0,2172 0,1225 -0,4563 0,0281

Y51 0,3432  0,3613 0,0973 0,1407 0,5211
Y1 0,6795 0,7154 0,0881 0,5064 0,8396
Y71 -0,3956 -0,4165 10,1086 -0,5949 -0,1673
Y81 -0,0657 -0,0692 0,1039 -0,2602  0,1481
Yo1 0,1391 0,1465 0,1335 -0,1291 0,3873

Tabela 9 Médias a posteriori, Médias corrigidas Liu (ML), desvio padrdo
(DP) e regides de credibilidade (IC) 95% para o segundo vetor
singular ambiental.

Regides HPD a 95%
Parametro  Média ML Sd LI LS
Y12 0,0016  0,1424 0,3463 -0,6641 0,6276
Y22 0,0061 0,531 0,3449 -0,608 0,6786
Y32 -0,0053 -0,4607 0,3563 -0,6739 0,6458
Y42 -0,0046 -0,4028 0,3417 -0,6661 0,6041
Y52 0,0047 0,4065 0,3293 -0,6336 0,6036
Y62 -0,0016 -0,1368 0,2442 -0,4622 0,4614
Y72 -0,0037 -0,3189 0,3206 -0,5874 0,6122
Y32 0,0006  0,0527 0,3513 -0,6428 0,6512
Y92 0,0021 0,1864 0,3509 -0,6475 0,6572

Tabela 10 Médias a posteriori, desvio padrao (DP) e regides de credibi-
lidade (IC) 95% para efeito de genotipico.

Regides HPD a 95%
Pardmetro Média Sd LI LS




a11\51
0421\51
0431\51
a41ﬁ1
0151\51
0461\/X1
0471\51
0481\/X1
0491\51
04101\51
Q11 \51
04121\5\1
04131\51
04141\51
Q51 \51
06161\51
04171\51
Q181 \51
04191\51
04201\51
04211\51
04221\5\1
04231\51
Q241 \51
04251\5\1
04261\51
Q271 \51
04281\/X1
a291ﬁ1
04301\51
Q311 \51
06321\51
04331\51
04341\51
04351\51
04361\51
a371\/X1

-0,2607
0,8551
-0,2960
-0,1164
0,1004
0,2964
-0,0416
0,0689
0,3098
0,0913
-0,2193
0,0383
-0,4670
-0,0291
0,0280
-0,1913
0,0499
0,0043
-0,7469
-0,1705
-0,1621
0,0578
0,2003
0,1346
0,4207
0,2643
0,4006
-0,2431
-0,1986
0,0633
-0,0576
-0,0374
-0,1979
-0,2013
-1,0842
-0,0353
-0,0653

0,2197
0,2143
0,2112
0,2282
0,2166
0,2211
0,2126
0,2293
0,2247
0,2148
0,2121
0,2026
0,2139
0,2081
0,2071
0,2050
0,2119
0,2100
0,2071
0,2112
0,2293
0,2192
0,2128
0,2103
0,2095
0,2011
0,2196
0,2028
0,2023
0,2132
0,2190
0,2241
0,2059
0,2040
0,2211
0,2113
0,2068

-0,6799
0,4324
-0,7270
-0,5747
-0,3351
-0,1188
-0,4536
-0,3736
-0,1161
-0,3244
-0,6321
-0,3327
-0,8786
-0,4265
-0,3734
-0,5792
-0,3515
-0,4193
-1,1560
-0,5671
-0,6181
-0,3705
-0,2229
-0,2515
0,0287
-0,1217
-0,0422
-0,6412
-0,5747
-0,3592
-0,4899
-0,4715
-0,6075
-0,6001
-1,5041
-0,4437
-0,5008

0,1777
1,2664
0,1033
0,3134
0,5153
0,7393
0,3800
0,5116
0,7707
0,5150
0,1964
0,4663
-0,0466
0,3906
0,4296
0,2192
0,4722
0,4100
-0,3528
0,2556
0,2777
0,4811

0,6181

0,5707
0,8512
0,6659
0,8179
0,1504
0,2180
0,4824
0,3699
0,4025
0,2014
0,2010
-0,6382
0,3870
0,3074
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assiVA -0,0392 02064 -0,4392  0,3653
asg vV 03167 02032 -0,0963  0,6958
vV -0,5672  0,2130 -0,9855  -0,1618
v 0,0749 02090 -0,3434  0,4632
vV 0,1660 02075 -0,2250  0,5813
vV -0,0462 02092 -0,4427 03711
amvVA -0,0472 02094 -04775 03401
agsVA -0,1771 02108 -0,5968  0,2246
sV 03430 02027 -0,0608  0,7277
sV 0,5585 02038 0,1477  0,9410
a1V -0,0632 02082 -0,4783  0,3525
sV 0,1864 02030 -02101 05767
aso1vV A 02179 02091 -0,1957  0,6286
as1vA 0,0983  0,2024 -0,3020  0,4897
asa VA -0,0669 0,2140 -0,4790 03516
assivVA 0,0909 02043 -0,3032  0,4883
assvVA 0,2322 02033 -0,1615  0,6339
assivVA 0,1600 02122 -0,2680  0,5547

Tabela 11 Médias a posteriori, desvio padrao (DP) e regides de credibi-
lidade (IC) 95% para efeito de genotipico.

Regides HPD a 95%
Pardmetro  Média Sd LI LS
yivAL -0.5921 02648 -1.1234  -0.0894
yo1vVAL -0.6089 0.2429 -1.0846  -0.1341
vV A -0.1454  0.2406 -0.5862  0.3399
VAL -0.5620 03332 -1.2055 0.1004
Y51V A1 0.9350 0.2693 0.3769 1.4353
Y61V A1 1.8512 0.2623  1.322 2.3354
VAL -1.0776 03004 -1.6539  -0.4667
va1vVAL -0.1791  0.2820 -0.7298 0.3703
Y91V A1 0.3791 0.3622 -0.3533 1.0464
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Tabela 12 Andlise de variancia conjunta do experimento com 55 genoti-
pos avaliados em 9 ambientes com 3 blocos.

Df Sum Sq  Mean Sq F value Pr(>F)
Environments 8 89942409 1124,2801 964,1083 2,00e-16 ***
Genotypes 54 593,484 10,9904 9,4247  2,00e-16  ***
Blocks(Env.) 18 57,4934 3,1941 2,739 0,000127  ***
Env. x Genotype 432 938,1086 2,1715 1,8622 1,82e-15 **x*
Residuals 972  1133,4829 1,1661
Total 1466 11715,8098

Tabela 13 Decomposi¢do de soma de quadrados de interacdo pelo teste

F' de Gollob.
Per. % Per. Acu. % Df SumSq MeanSq F value Pr(>F)
AMMI1 28,06 28,06 61 263,1954 4,3147 3,7 0 kE*
AMMI2 19,7 47,76 59 184,8171 3,1325 2,6862 0 ek
AMMI3 15,84 63,6 57 148,5787 2,6066 2,2352 0,000001  ***
AMMI4 10,55 74,15 55 99,0153 1,8003 1,5438 0,007733 *
AMMIS 9,84 83,99 53 92,3406 1,7423  1,4941 0,014037 *
AMMI6 8,46 92,45 51 79,3483 1,5558 11,3342 0,061565
AMMI7 4,33 96,78 49 40,6269 0,8291 0,711 0,933383
AMMIB 3,22 100 47 30,1863 0,6423 0,5508  0,99413
Tabela 14 Decomposicdo de soma de quadrados de interacdo pelo teste
F'r. de Cornelius.
Per. % Per. Acu. % Df SumSq MeanSq F value Pr(>F)
AMMI1 28,06 28,06 371 263,1954 1,8192 1,56 0 kEE
AMMI2 19,7 47,776 312 184,8171 1,5708 1,347 0,000432  **



AMMI3
AMMI4
AMMIS
AMMI6
AMMI7
AMMIS

15,84
10,55
9.84
8,46
4,33
3,22

63,6
74,15
83,99
92,45
96,78

100

255 148,5787

200 99,0153
147 92,3406
96 79,3483
47 40,6269
0 30,1863

1,3393
1,2125
1,0215
0,7376
0,6423

1,1485
1,0398

0,876
0,6325
0,5508

82

0,076531
0,351652
0,843573
0,997461

0,99413
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Figura 14 Gréfico ilustrativo do efeito da interacdo gendtipo ambiente, com os genétipos
G, G19, G35, G40 € G47 em todos os ambientes.



