/] JUELS

UNIVERSIDADE FEDERAL DE LAVRAS

ANDREZZA KELLEN ALVES PAMPLONA

SPLINES E MODELO FUNCIONAL EM BINS:
ABORDAGENS INTEGRADAS A SELECAO GENOMICA

LAVRAS - MG
2018



ANDREZZA KELLEN ALVES PAMPLONA

SPLINES E MODELO FUNCIONAL EM BINS: ABORDAGENS
INTEGRADAS A SELECAO GENOMICA

N

Tese apresentada a Universidade Fede-
ral de Lavras como parte das exigé€ncias
do Programa de Pés-Graduagdo em Es-
tatistica e Experimentacdo Agropecudria,
drea de concentracdo em Estatistica e Ex-
perimentacdo Agropecudria, para obten-
¢do do titulo de Doutora.

Dr. Jilio Silvio de Sousa Bueno Filho
Orientador

Dr. Marcio Balestre
Coorientador

LAVRAS - MG
2018



Ficha catalografica elaborada pelo Sistema de Geracao de Ficha Catalografica da Biblioteca
Universitaria da UFLA, com dados informados pelo(a) préprio(a) autor(a).

Pamplona, Andrezza Kéllen Alves.
Splines e modelo funcional em bins : abordagens integradas a
selecdo gendmica / Andrezza Kéllen Alves Pamplona. - 2018.
143 p. : il

Orientador(a): Julio Silvio de Sousa Bueno Filho.
Coorientador(a): Marcio Balestre.
Tese (doutorado) - Universidade Federal de Lavras, 2018.

Bibliografia.

1. Modelo funcional bayesiano. 2. Fun¢des B-Spline. 3.
Modelo genoma continuo. 1. Bueno Filho, Julio Silvio de Sousa. II.

Balestre, Marcio. III. Titulo.




ANDREZZA KELLEN ALVES PAMPLONA

SPLINES E MODELO FUNCIONAL EM BINS: ABORDAGENS
INTEGRADAS A SELECAO GENOMICA

SPLINES AND FUNCTIONAL MODEL IN BINS: INTEGRATED
APPROACHES TO GENOMIC SELECTION

N

Tese apresentada a Universidade Fede-
ral de Lavras como parte das exigéncias
do Programa de Pés-Graduacdo em Es-
tatistica e Experimentagdo Agropecudria,
area de concentragdo em Estatistica e Ex-
perimentacdo Agropecudria, para obten-
¢do do titulo de Doutora.

APROVADA em 28 de junho de 2018.

Dr. Daniel Furtado Ferreira UFLA-MG
Dr. José Airton Rodrigues Nunes UFLA-MG
Dra. Maria Imaculada de Sousa Silva UFU-MG

Dr. Antonio Augusto Franco Garcia ESALQ-SP

Dr. Jadlio Silvio de Sousa Bueno Filho
Orientador

Dr. Marcio Balestre
Coorientador

LAVRAS - MG
2018



A minha familia, pelo apoio e carinho em todas as etapas e por ser minha
referéncia de vida.

Aos meus avos, Maria Emilia e Waldiner (In Memorian), por sempre
acreditarem em mim e serem um exemplo de amor.

DEDICO



AGRADECIMENTOS

A Deus, o maior mestre, que permitiu que tudo isso acontecesse, me dando
forga para superar as dificuldades e me enviando boas vibragdes.

Aos meus pais, Waldemar Pamplona da Silva e Rozdna Alves da Silva
Pamplona, e a minha irma, Greicy Kelly Alves Pamplona, pelo amor, incentivo e
apoio incondicionais, por estarem sempre a postos quando preciso e por todo o
esforco que me permitiu estar aqui.

A minha avé-madrinha, Maria Emilia Ramos da Silva, que, mesmo dis-
tante, me acompanhou nesta jornada com oragdes, me alimentando de certezas,
forga e paciéncia. Ao meu avo, Waldiner Alves da Silva (In Memorian), que, infe-
lizmente, ndo presenciou a finaliza¢do desta etapa, mas sempre esteve ao meu lado
transmitindo pensamentos positivos e transbordando seu amor de avo-padrinho.

Ao meu irmao, Christian Darwin Alves Pamplona (In Memorian), e ao
meu avo, José Pamplona da Silva (In Memorian), que mesmo ausentes fisica-
mente, acredito estarem sempre comigo espiritualmente.

Aos meus familiares, pelo carinho e preocupacao, pelas oracdes e abragos
e por compreenderem minha auséncia em diversos momentos.

Aos meus amigos de longe, em especial Weila Freitas e Rogério Reis dos
Anjos, pela preocupacio demonstrada por meio de ligagdes, oracdes e emails.

Aos meus amigos e colegas académicos, em especial Carlos Pereira da
Silva, Luciano Antonio de Oliveira, Fernando Ribeiro Cassiano, Ernandes Guedes
Moura, Guilherme de Jong e Joel Jorge Nuvunga, pelas amizades, apoios e ajudas
em todos 0s momentos.

Ao meu orientador, Jiilio Silvio de Sousa Bueno Filho, por me orientar e

proporcionar diversos conhecimentos.



Ao meu coorientador, Marcio Balestre, por se dispor a trabalhar comigo e
pelo enorme auxilio neste trabalho no pouco tempo que lhe coube.

Aos membros da banca, Daniel Ferreira Furtado, José Airton Rodrigues
Nunes, Maria Imaculada de Sousa Santos e Antonio Augusto Franco Garcia, pelas
disponibilidades e contribui¢des oferecidas neste trabalho.

Aos diversos professores do Departamento de Estatistica da UFLA, que
fizeram parte da minha formacdo académica.

Aos funciondrios do Departamento de Estatistica, em especial a secretdria
de P6s-Graduacao Nddia Ferreira, pela amizade e ajuda neste processo.

A Universidade Federal de Lavras (UFLA) e ao Departamento de Estatis-
tica (DES), pela oportunidade de realizagdao do doutorado.

A CAPES - Coordenacio de Aperfeicoamento de Pessoal de Nivel Supe-
rior - pela concessdo da bolsa de estudos.

Ao Instituto Federal do Tridngulo Mineiro - campus Uberaba, pelo apoio
e incentivo a fim de finalizar esta etapa da minha vida.

A todos que, diretamente ou indiretamente, me apoiaram e ajudaram nesta
jornada.

MUITO OBRIGADA !



“O saber a gente aprende com os
mestres e os livros. A sabedoria se
aprende é com a vida e com os

humildes.” (Cora Coralina)



RESUMO

O modelo genoma continuo para redu¢do de dimensionalidade e multicolineari-
dade € baseado na divisdo do genoma em janelas (bins) e assume-se um modelo
funcional no qual a expressdao génica em um marcador é func¢do desconhecida da
posicdo no genoma (fungdo sinal). O desafio principal é obter uma forma funci-
onal relacionando fendtipos a gendtipos de marcadores (vistos como milhares de
covaridveis) e a valores genéticos. A abordagem mais simples ¢ utilizar a média do
estado genotipico do marcador dentro dos bins como medida de informacdo para
prever valores genomicos de novos individuos. Duas alternativas foram propostas
neste trabalho: primeira, incorporar a ideia de pesos aos efeitos dentro de bins
usando a frequéncia relativa com que cada marcador é amostrado em uma cadeia
de Markov, juntamente com o modelo funcional em bins, aos métodos de selecio
genOmica classicos; segunda, obter uma expressdo polinomial, por meio de técni-
cas de andlise de dados funcionais, que represente a expressdo génica na selecio
genOmica. Ilustrou-se a adaptacdo dos métodos RR-BLUP, Bayes A e Bayes B
sob a versdo bayesiana do modelo funcional, sendo que se utilizaram suas formas
originais como padrdes para comparagdes. Além disso, foram utilizadas fungdes
B-Spline para estimar a fungdo sinal. Ambas alternativas apresentaram resultados
satisfatdrios, retornando andlises em menor tempo computacional comparado aos
originais. Modelos funcionais sdo muito atrativos e podem ser utilizados como
principios unificadores para selecdo e localizag¢do de genes.

Palavras-chave: Inferéncia Bayesiana. Modelo funcional bayesiano. Fungdes
B-Spline. Modelo genoma continuo.



ABSTRACT

The continuous genome model for dimensionality and multicollinearity reduction
is based on the dividing genome into windows (bins) and then it assumes a func-
tional model in which the gene expression in a marker is an unknown function
of the position in the genome (signal function). The main challenge is to obtain
a functional form by relating phenotypes to marker genotypes (seen as thousands
of covariates) and to genetic values. The simplest approach is to use the average
genotype status of the marker within the bins as an information measure to predict
genomic values of new individuals. This study proposed two alternatives: the first
one was to incorporate the idea of weights into the effects within bins using the re-
lative frequency with which each marker is sampled in a Markov chain, along with
the functional model in bins, to classic genomic selection methods; the second
one was to obtain a polynomial expression, by means of functional data analy-
sis techniques, that represents the gene expression in the genomic selection. The
adaptation of the RR-BLUP, Bayes A, and Bayes B methods was illustrated under
the Bayesian version of the functional model, and their original forms were used
as standards for comparisons. In addition, B-Spline functions were used to esti-
mate the signal function. Both alternatives presented satisfactory results, returning
analyzes in less computational time compared to the originals. Functional models
are very attractive and can be used as unifying principles for selection and locali-
zation of genes.

Keywords: Bayesian Inference. Bayesian functional model. B-Spline Functions.
Continuous genome model.
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1 INTRODUCAO

Verifica-se que, na selecdo gendmica, os modelos de regressao apresentam
problemas com o uso de grandes painéis de marcadores, ja que quanto maior o nu-
mero de marcadores disponiveis, mais severos os problemas de multicolinearidade
e dimensionalidade e maior a demanda computacional na estimacfo dos efeitos.
Hu, Wang e Xu (2012) propuseram o modelo genoma continuo com bins, cuja
ideia € dividir o genoma em um nimero finito de intervalos e obter um gendtipo
médio representativo dentro de cada um destes intervalos. Isto levou a redugdo da
dimensionalidade do modelo e dos efeitos da multicolinearidade.

A técnica de Hu, Wang e Xu (2012) e suas propriedades foram investi-
gadas por Xu (2013a). Neste modelo, assume-se que a expressdo génica de um
marcador € uma funcdo (sinal) desconhecida da posi¢do no genoma (quantidade
continua). O interesse, entdo, é estimar tal funcdo e usi-la para predizer o valor
genético gendmico de novos individuos. No entanto, em vez de buscar a fungdo,
Hu, Wang e Xu (2012) utilizaram médias aritméticas dos bins como medida de
informacdo. Visto que o efeito do k-ésimo bin € a soma dos efeitos de todos os
marcadores dentro deste bin, duas hipéteses sdo necessarias para o modelo ge-
noma continuo ser trabalhado: alto desequilibrio de ligacdo e efeitos homogéneos
de marcadores dentro do bin. Se uma das condi¢des ndo ¢ satisfeita, o modelo
apresentado € problematico e necessita-se de adapta-lo, como apresentado em Hu,
Wang e Xu (2012).

Uma alternativa foi proposta por Moura (2017), na qual se atribuem pesos
para os efeitos dentro de um bin por meio da frequéncia relativa com que cada mar-
cador é assumido possuir efeito dentro de um processo estocdstico Monte Carlo
via Cadeias de Markov (MCMC - Monte Carlo Markov Chain). Neste caso, o

modelo genoma continuo pode lidar, também, com populacdes em baixo desequi-
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librio de ligagdo e efeitos heterogéneos dentro do bin (ja que a ponderagado pelos
pesos evitaria o cancelamento de efeitos em direcdes opostas). Assume-se que 0s
marcadores sdo varidveis aleatérias discretas e um marcador € selecionado dentro
de cada bin, a cada passo do método estocdstico. Isto permite obter um tipo de
média ponderada, por meio dos bins, em vez de um efeito médio nos bins. Os re-
sultados apresentados pelo autor quanto a capacidade preditiva desta técnica foram
satisfatorios, o que levou a ideia de estendé-la aos métodos de selegdo gendmica.

Mais ainda, sabendo que a ideia de modelos funcionais em sele¢dao gend-
mica consiste no pressuposto de que a expressdo génica segue uma série espacial,
técnicas de andlise de dados funcionais podem ser utilizadas para estimar a fun-
¢do sinal. Quando a forma da funcio subjacente aos dados é complicada, € dificil
aproximé-la por meio de um tnico polindmio. Nesse caso, Spline é uma das fun-
coes de aproximacao mais apropriadas (BOOR, 1978; DIERCKX, 1993).

Assim, com base no exposto, o presente trabalho tem os seguintes objeti-

VOS!

a) Propor a adaptacido dos métodos RR-BLUP, Bayes A e Bayes B sob o mo-

delo funcional em bins.

b) Comparar os métodos adaptados com suas versdes originais quanto a capa-

cidade preditiva.

¢) Avaliar os métodos adaptados quanto a capacidade em detectar QTL (Quan-

titative Trait Loci).

d) Utilizar curvas B-Splines para estimar a fungao sinal do modelo funcional.
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2 JUSTIFICATIVA

A aplicagcdo de modelos funcionais a selecdo gendmica parte da ideia de
que um cromossomo pode ser visto como uma sequéncia no espaco (genoma). Em
virtude da grande quantidade de marcadores distribuidos no genoma, suas posi¢oes
podem ser consideradas varidveis continuas. Assim, as expressdes gé€nicas dos
marcadores podem ser tratadas como dados funcionais que variam de acordo com
suas posi¢des no genoma.

Hu, Wang e Xu (2012) e Xu (2013a) trataram os efeitos genéticos dos
marcadores como medidas ruidosas de uma func¢do subjacente (funcdo sinal des-
conhecida) que varia ao longo do genoma. Em outras palavras, f (A\) = v, sendo
A a posi¢do no genoma e -y o sinal da expressdao do gene em dada posicdo. O inte-
resse destes autores foi estimar essa fungdo sinal e, a partir dela, predizer o valor
genético gendmico de novos individuos. O modelo definido por estes autores é
um tipo de modelo linear funcional em que a varidvel resposta € um escalar e a
covaridvel € uma funcdo. Na Figura 2.1 apresenta-se um exemplo das formas de
algumas varidveis expressas como func¢des da posi¢do no genoma (XU, 2013a).

A abordagem com modelo funcional fornece resultados que estdo mais
préoximos da realidade bioldgica pela incorporagdo de principios biolégicos por
trds das funcdes. Portanto, a possibilidade de tratar efeitos genéticos de marcado-
res como dados funcionais deve ser considerada em modelos de predicdo de valor

gendmico.
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Figura 2.1 — Exemplo das formas de algumas varidveis expressas como fungdes

da posi¢do A no genoma. (a) sinal do efeito genético do marcador;
(b) gendtipo do marcador, neste caso {—1, 1}; (¢) multiplicagdo da
fungdo sinal com o gendtipo do marcador; (d) valor gendmico de um

individuo.
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3 REFERENCIAL TEORICO

Uma melhoria genética eficiente das popula¢des de melhoramento equi-
libra ganho genético com seu tempo e custo. A sele¢do gendmica oferece novos
caminhos para aumentar a eficiéncia dos programas de melhoramento por apre-
sentar a capacidade de selecionar individuos com os maiores valores gendomicos
sem a necessidade de coletar fen6tipos pertencentes a esses individuos. Isto pode
reduzir o ciclo de melhoramento e aumentar a resposta a selecao no tempo, ja que
a informagdo gendmica pode ser utilizada para otimizar e, por conseguinte, reduzir
o volume de dados fenotipicos que sdo necessarios para tomar decisdes precisas
de selecao (HICKEY et al., 2014).

Entretanto, esse esquema de selecdo gendmica utiliza alta densidade de
marcadores moleculares no genoma e poucos individuos da populacido em estudo,
acarretando alguns problemas de modelagem, o que levou ao desenvolvimento de

diversas metodologias estatisticas para lidar com eles.

3.1 Métodos de selecio genomica

A selecdo gendmica (GS - Genomic Selection) foi proposta por Meuwis-
sen, Hayes e Goddard (2001) e representa uma forma de selecdo assistida por
marcadores na qual a informacao de dados fenotipicos e genotipicos de individuos
de uma populacgdo escolhida € utilizada para predizer valores genéticos gendmicos
de individuos que foram genotipados, mas ndo fenotipados.

A selecdo gendmica permite aos melhoristas selecionarem individuos, a
partir do desempenho predito em vez de observé-lo, o que pode, por exemplo,
reduzir potencialmente os custos de um programa de melhoramento animal em

torno de 90%, segundo Schaeffer (2006). Além disso, de acordo com Zhou et
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al. (2017), os beneficios dessas predi¢des incluem melhorar a eficiéncia no me-
lhoramento de plantas e animais para aumentar a sustentabilidade agricola. Outra
grande vantagem da utiliza¢do da GS, na concepg¢do de melhoramento de plantas,
¢ a aceleracdo da melhoria genética por unidade de tempo por meio da reducao do
tempo necessario para completar os ciclos de reproducido (HICKEY et al., 2014).

Para conduzir uma GS, primeiramente, individuos de uma “populagdo de
treinamento” sdo genotipados e fenotipados e os efeitos dos QTL associados com
todos os marcadores do genoma sdo estimados com base nesses dados. Em se-
guida, estes efeitos estimados sdo utilizados para predizer os valores genéticos
gendmicos (VGG) de individuos de uma “populacdo reprodutora” que foram ge-
notipados, mas ndo fenotipados. Os individuos/linhagens superiores sdo seleci-
onados da populagdo reprodutora com base nos valores genéticos gendmicos. O
VGG de um individuo é a soma dos efeitos de todos os QTL associados aos mar-
cadores presentes no genoma do individuo e incluidos no modelo GWS (Genome
Wide Selection) aplicado a populacdo sob selecdo. A eficiéncia da selecdo geno-
mica depende da correlacdo entre o valor genotipico predito e o valor genotipico
verdadeiro correspondente (COMBS; BERNARDO, 2013; GODDARD; HAYES,
2007; SINGH; SINGH, 2015).

Como o nimero de efeitos (preditores) ¢ muito maior que o nimero de ob-
servacoes, os graus de liberdade disponiveis ndo sdo suficientes para ajusta-los, si-
multaneamente, utilizando regressdo linear padrao (minimos quadrados) e, ainda,
pode haver um elevado grau de correlacdo ou multicolinearidade entre tais efei-
tos (JANNINK; LORENZ; IWATA, 2010; MEUWISSEN; HAYES; GODDARD,
2001; SINGH; SINGH, 2015). Para resolver estes problemas, métodos de predi-
¢do que diferem com relagao as hipéteses sobre os efeitos dos marcadores tém sido

propostos, tais como os relacionados a seguir.
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3.1.1 RR-BLUP

O método ridge regression (RR) foi proposto por Whittaker, Thompson e
Denham (2000) para selegdo assistida por marcadores em populagdes biparentais,
na qual assume-se que os efeitos dos QTL associados aos marcadores tém varian-
cias iguais. Meuwissen, Hayes e Goddard (2001) propuseram modelar os efeitos
como aleatdrios e calcular seus BLUPs (best linear unbiased predictors), o que foi
denominado de RR-BLUP.

Neste método, os efeitos sdo considerados como pertencentes a uma dis-

tribui¢do normal com média zero e varidncia comum, N (0, 02), sendo que o2 é
obtida dividindo a variancia genética (conhecida) pelo nimero de efeitos. O mo-

delo basico é:
y =Za+e, (3.1)

em que y é o vetor de observagdes, a ~ N (0,102) é o vetor de efeitos dos marca-
dores, Z é a matriz de estado genotipico dos marcadores; e ~ N (0,02) é o vetor
de erros. A solugdo BLUP para os efeitos é escrita como & = (Z'Z + \I) " Z'y,
com \ = % (fator de encolhimento).

Note que assumir que todos os efeitos seguem a mesma distribui¢do nio
significa que eles sdo todos iguais, mas que eles sdo igualmente encolhidos para
préximos de zero. O principal problema com BLUP € que marcadores com efeitos
grandes sdo muito fortemente encolhidos para préximo de zero. Outro fato rele-
vante é que a hipdtese de variancias iguais explicadas por todos os marcadores é
biologicamente incorreta, mas torna a estatistica robusta por limitar o nimero de
pardmetros desconhecidos (JANNINK; LORENZ; IWATA, 2010; MEUWISSEN;
HAYES; GODDARD, 2001; SINGH; SINGH, 2015; ZHANG; ZHANG et al.,
2016).
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Percebendo que existem muitos marcadores com efeitos pequenos e raros
marcadores com efeitos grandes para certos caracteres, ou seja, que eles ndo con-
tribuem igualmente para a variancia genética (HAYES, GODDARD, 2001), seria
adequado especificar distribui¢des prioritdrias para os efeitos, de modo que os pe-
quenos efeitos (ignordveis) sejam levados a zero e somente aqueles com maiores

efeitos sobre o fenotipo sejam ajustados no modelo.

3.1.2 Bayes A

A suposicao de variancias genéticas comuns nao foi satisfatéria e Meuwis-
sen, Hayes e Goddard (2001) resolveram relaxar tal suposi¢do usando andlise
bayesiana. Neste caso, assume-se que os marcadores podem contribuir diferen-
cialmente para a varidncia genética e, assim, parece ser uma boa ideia estimar
varidncias especificas para os efeitos em vez de adotar uma varidncia comum.

No método Bayes A, a partir do modelo (3.1), assume-se uma priori con-
dicional Normal para cada efeito, todas com média zero e varidncia especifica,
aglo?, ~ N(0,02), com k = 1, ..., p marcadores. J4 para as varidncias as-
sociadas a esses efeitos, assume-se distribuicdo qui-quadrado escalada invertida,

2 2
oq, |Vay, S,

2.~ Xesr (Vay,Sz,), sendo SZ_um pardmetro de escala e v, 0 ni-

mero de graus de liberdade, conhecidos e arbitrarios. A distribuicdo a priori para a
variancia residual é o2 ~ ;2 (Ve =-2,5% = 0), que resulta em uma priori uni-
forme e gera resultados similares a andlise de mdxima verossimilhanca (MEUWIS-

SEN; HAYES; GODDARD, 2001; XU; HU, 2010). Com isso, a distribui¢do

2

a posteriori para o,

€ uma qui-quadrado escalada invertida, 02k|ak,ya,52 ~
72 1 S2 2 . d. .b .~ . . 2 2
Xese (Va + 1,57 + @), assim como a distribui¢do a posteriori para 6, — o;|e ~

X;s% (Ve + n,€'e).

2

Entretanto, a priori adotada para o

ndo ¢ correta por duas razdes, de
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acordo com Gianola (2013): primeira, uma distribuicdo qui-quadrado escalada
invertida existe somente se v, e S? sdo maiores que zero; segunda, uma distribui-
¢do qui-quadrado escalada invertida com um parametro de escala nulo ndo é um
modelo de probabilidade, uma vez que ndo transmite a incerteza, ja que para qual-
quer valor da variancia residual atribui-se uma densidade zero, anterior e posterior

aos dados de observacao.

3.1.3 BayesB

O método Bayes B foi proposto por Meuwissen, Hayes e Goddard (2001),
pois afirmaram que, na realidade, existem muitos marcadores sem variincia gené-
tica (ndo segregantes) e poucos com variancia genética. E um método de selecio de
varidveis, ja que excluem do modelo aqueles marcadores sem efeito, diminuindo
o tempo computacional quando comparado ao do Bayes A (MIAR; PLASTOW;
WANG, 2015; THAVAMANIKUMAR; DOLFERUS; THUMMA, 2015). Neste
caso, assumem-se, por meio de um modelo de mistura, uma priori que tem alta
densidade, 7, em ng = 0 e uma distribuicio qui-quadrado escalada invertida para

2 .
0g, > 0. Assim,

o, =0 , com probabilidade T;
(3.2)
afbk ~ Xoi (ua,Sg) , com probabilidade (1 — ),

em que v, = 4,234 e S2 = 0,0429 (MEUWISSEN; HAYES; GODDARD, 2001),

resultando na média e na variancia de ng dado que agk > 0. O valor de 7 é
arbitrério e conhecido; se m = 0, este método retorna o Bayes A.

Meuwissen, Hayes e Goddard (2001) assumiram a priori que agk =0
implica a; = 0. Entretanto, afirmar que um parametro tem variancia zero a priori

ndo significa necessariamente que ele tem valor zero: ele poderia ter qualquer
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valor, mas conhecido com certeza. Assim, Gianola et al. (2009) criticaram o
Bayes B quanto a essa formulagdo e propuseram colocar uma mistura baseada nos

efeitos e ndo em suas variancias:

massa de pontosemc, seo, =0,
aglo? ~ (3.3)
N (0,a§k) , se ng > 0.

9 0 , com probabilidade 7;
Tai T ~ (3.4)
Yoo (Va,Sg) , com probabilidade 1 — .

Marginalmente, depois de integrar em relacio a agk, a priori tem a forma
descrita em (3.5), sendo ¢ uma constante. Gianola (2013) e Habier et al. (2011)

consideraram ¢ = 0.

ar =c , com probabilidade ;
p(ag|m) = (3.5)
t (0,v4,52) , com probabilidade 1 — .

Mais ainda, Gianola (2013), Gianola et al. (2009) e Habier et al. (2011)
comentaram sobre os inconvenientes estatisticos de Bayes A e Bayes B que se
centram em torno dos hiperpardmetros das prioris para os efeitos dos marcadores.
Pelo fato da condicional a posteriori da variancia especifica de cada marcador ter
somente um grau de liberdade a mais que sua priori em Bayes A (como descrita
acima) e a priori em Bayes B ser mais precisa em virtude de a fracdo 7 redu-
zir a variancia a priori comparada com a de Bayes A, nenhum dos dois métodos
permite aprendizado bayesiano sobre essas varidncias. Como consequéncia, o en-
colhimento produzido nos efeitos dos marcadores dependerd fortemente desses
hiperpardmetros (de acordo com suposi¢des baseadas na teoria da genética quan-

titativa).
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Para contornar tais inconvenientes, alguns autores sugeriram modificacdes
na metodologia: primeira, assumir varidncia comum simples para os efeitos de
todos os marcadores em vez de varidncia especifica para cada um, o que propor-
cionaria menor influéncia dos hiperparametros; segundo, tratar a probabilidade 7
como desconhecida e estimada dos dados, ja que depende da arquitetura genética
do carater em estudo (GIANOLA et al., 2009; HABIER et al., 2011; KIZILKAYA;
FERNANDO; GARRICK, 2010).

3.2 Modelos funcionais

Dados funcionais vém em muitas formas, mas a definicio é que eles con-
sistem de fungdes - muitas vezes, mas nem sempre - curvas suaves. O termo foi
cunhado por Ramsay e Dalzell (1991) e, conceitualmente, sdo definidos continu-
amente. E claro que, na pratica, muitas vezes, as fungdes sio amostradas discre-
tamente, mas isso nao altera o0 modo de pensar subjacente (RAMSAY; SILVER-
MAN, 2002). Isso significa que existe um conjunto finito de pontos distintos com
valores funcionais correspondentes amostrados que devem ser usados para estimar
a funcdo subjacente.

Existem trés casos de modelos funcionais: a varidvel resposta, as covarid-

veis ou ambas sdo curvas (fungdes).

a) Modelos com resposta funcional e covaridveis escalares: Z é a matriz de
nimeros reais conhecidos e a é o pardmetro (funcdo) a ser estimado. Sendo

s a varidvel independente, o modelo (3.1) é reescrito por:
Y (s) = Za(s) + e(s), (3.6)

Exemplos em que se aplica o modelo (3.6) sdo curvas de temperaturas mé-
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dias ou niveis de precipitagcdes medidas, em certas regides, onde os dados
sdo disponiveis continuamente no tempo, mas sio coletados didria ou men-

salmente (SILVEIRA NETO, 2012; ZOGLAT, 2008).

Modelos com resposta escalar e covaridveis funcionais: € o caso em que
uma varidvel funcional € utilizada para explicar uma varidvel escalar; com
i$s0, necessita-se acrescentar uma integral para resumir as informacdes de
uma fun¢do em um udnico nimero (CARDOT; FERRATY; SARDA, 1999).
Sendo s a varidvel independente, o modelo (3.1) €, entdo, reescrito da se-

guinte forma:

Y = /Z(s)a = (s) ds + €, (3.7)

Como Z (s) é um objeto funcional, a (s) também serd. O que a(s) faz é
ponderar o quanto cada ponto de Z (s) contribuird para a integral e, com
isso, para a estimativa de Y. Muitas vezes, a (s) traz uma importante in-
formacao sobre quais pontos, intervalos ou regides influenciam na varidvel
resposta. Um exemplo encontrado em Silveira Neto (2012) foi o uso do
logaritmo da precipitacdo anual em 35 estacdes como varidvel resposta e
a curva de temperatura média didria como covaridvel, ou seja, o objetivo
foi verificar o quanto a temperatura, ao longo dos dias do ano, conseguia

explicar a precipitagdo anual.

Modelos totalmente funcionais: este € o caso mais complexo e geral, sendo
que uma varidvel funcional (Z) € utilizada para explicar uma resposta fun-
cional (Y). Neste caso, a (fungdo) é bivariada, ou seja, uma superficie nos
dominios de Z e Y, e o objetivo principal é estimi-la (CHIOU; MULLER;

WANG, 2004). Sendo s e t as varidveis independentes, o modelo em (3.1) é
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reescrito da seguinte forma:

Y (t) = /Z (s)a(st) ds+e(t), (3.8)

Um exemplo de aplicacdo € utilizar as curvas de temperatura média didria,
ao longo do ano, como varidvel explicativa para as curvas de precipitagdo,
ao longo do ano, ou seja, tanto a variavel resposta quanto a variavel inde-

pendente sdo funcionais (SILVEIRA NETO, 2012).

3.2.1 Modelo genoma continuo

Em razio do desenvolvimento de tecnologias de sequenciamento, pode-se
obter uma quantidade muito grande de marcadores. Se cada marcador é tratado
como um QTL, o modelo € virtualmente um modelo infinitesimal, ndo sendo pos-
sivel estimar todos os efeitos conjuntamente num unico modelo. Estratégias para
reducdo da dimensionalidade do modelo sdo necessdrias para facilitar as andlises,
tanto do ponto de vista estatistico quanto bioldgico.

Uma abordagem mais recente de redu¢do de dimensao de modelo foi pro-
posta por Hu, Wang e Xu (2012). Os autores desenvolveram um modelo infinite-
simal baseado em marcadores e utilizam a informacao sobre a segregacio de cada
marcador no genoma: particiona-se o genoma em um ndmero finito de bins, tor-
nando o problema de andlise de marcadores em andlise bin, tal que a dimensdo
do modelo diminui de um nimero virtual infinito para um nimero finito de bins.
Com isso, pode-se manusear eficientemente um nimero ilimitado de marcadores
sem fazer selecdo. Segundo os autores, essa abordagem nunca foi proposta antes
para a predi¢do gendmica.

A primeira definicao de bin foi dada por Vision et al. (2000), como sendo

um intervalo ao longo de um grupo de ligacdo limitado por breakpoints (pontos
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de interrup¢ao) de recombinagdo em pelo menos um individuo (Figura 3.1), sendo
que todos os marcadores dentro do mesmo bin t€m exatamente os mesmos genoti-

pos (XU, 2013b).

Figura 3.1 — Representacdo esquemdtica do conceito de bin. Limites entre 4reas
sombreadas e ndo sombreadas representam pontos de interrupcao.
(A) A inclusio dos trés individuos quebra o intervalo em quatro bins
de comprimentos desiguais. (B) Remover o terceiro individuo pro-
voca a perda do bin menor, mas o comprimento maximo do bin per-
manece inalterado.

Bins

A m Individuos

Bins

B — T Individuos

Fonte: Vision et al. (2000).

Como ndo ha breakpoints permitidos dentro de um bin, os tamanhos de
bins naturais variam aleatoriamente de muito pequeno a muito grande, dependendo
do tamanho da amostra. Os bins naturais também sao especificos da amostra. In-
troduzir (ou excluir) um individuo na amostra atual pode produzir novos break-
points e, com isso, novos bins. Na Figura 3.1 mostra-se que enquanto a exclusio
de um ou mais individuos pode resultar em menos bins, isso ndo precisa resultar
em um aumento no tamanho maximo do bin. Assume-se que os individuos sdo
haploides (VISION et al., 2000).

Xu (2013a) estendeu a defini¢do de bin para permitir que breakpoints
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acontecam dentro de bins, os chamados bins artificiais (Figura 3.2-b). Os tama-
nhos dos bins artificiais podem ser arbitrariamente ajustados de acordo com a pre-
feréncia do investigador. Além disso, a adi¢do de novos individuos ndo mudara
os bins previamente definidos. Portanto, de acordo com o autor, a andlise de bins

artificiais pode facilitar a selecao gendmica.

Figura 3.2 — O padrao de breakpoints de recombinacdo de um genoma hipotético
de 1,0 M de comprimento em uma populagdo consistindo de 15 li-
nhas. (a) Quinze bins naturais e os respectivos genétipos. (b) Quatro
bins artificiais igualmente espacados e os respectivos genétipos.
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Fonte: Xu (2013a).



33

Hu, Wang e Xu (2012) desenvolveram o modelo genoma continuo (mo-
delo infinitesimal), propondo que o efeito genético de um marcador ¢ uma funcio
da posi¢do no genoma (quantidade continua). O valor genético total de um indi-
viduo € a integral ponderada da funcdo do efeito genético ao longo do genoma e,
entdo, divide-se o genoma em bins para a abordagem da integracdo numérica para
calcular a integral. Os efeitos de bin sdo estimados em vez dos efeitos dos marca-
dores. Cada bin pode conter muitos marcadores e o efeito bin representa os efeitos
totais de todos os marcadores dentro dele.

O modelo genoma continuo como especificado € um tipo de modelo linear
funcional em que a varidvel resposta é um escalar e a covaridvel é uma funcio.
Em vez de estimar os efeitos em todas as posi¢cdes possiveis, o0 modelo genoma
continuo dividido em bins s6 precisa estimar alguns parametros que determinam
a forma da funcdo de um processo bioldgico particular. Esta abordagem néo sé
facilita o processo de estimacdo de pardmetros genéticos, mas também fornece
resultados que estdo mais proximos da realidade bioldgica pela incorporacio de
principios biol6gicos por tras das fungdes.

O modelo genoma continuo de Hu, Wang e Xu (2012) surgiu do modelo
infinitesimal cldssico para populacdes com alto desequilibrio de ligacdo e foi esten-
dido (adaptado) para populacdes com baixo ou nenhum desequilibrio de ligacao.
Serd apresentado aqui apenas o primeiro. Seja y; o valor fenotipico observado

para o individuo j em uma populagdo de tamanho n. O modelo linear usual é:

p
k=1

em que 3 € o intercepto, v, € o efeito do marcador k, Z;, € o gendtipo conhecido
do marcador k do individuo j (definido em (3.10)) e £; € o erro normalmente

distribuido com média zero e variancia 0% desconhecida. Note que p é o niimero
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de marcadores incluidos no modelo.

1, para A1Aq;
Zijk = 0, para A;As; (3.10)
— 1, para AsAs.

Quando p — oo, 0 modelo (3.9) torna-se o chamado modelo infinitesimal.
O coeficiente v; ndo pode ser estimado porque o modelo tem tamanho infinito e
apresenta alta multicolinearidade. Agora, substituindo £ pela posi¢do A corres-
pondente do marcador no genoma, que é continua e variade O a L, com L sendo o

tamanho do genoma, o modelo infinitesimal pode ser substituido por:

L
yj:5+/zj Ay (V) dr+ e, (3.11)
0

com Zj (A) conhecido para genoma saturado com marcadores e 7 (A) sendo o
efeito genético expresso como uma fungdo desconhecida da posi¢cdo no genoma.
A proposta foi estimar «y () usando os dados, sendo que os pardmetros sio 3, o
ey (A).

A integral em (3.11) ndo tem expressdo explicita e, entdo, uma integracio
numérica € necessdria para aproximar a integral. Neste caso, dividiu-se o genoma
todo em m bins (intervalos), com Ay, sendo o tamanho do k-ésimo bin (podendo
ser o mesmo tamanho para todos os bins ou variar para diferentes bins). A aproxi-

macao numérica do modelo (3.11) é:

yi =B+ Zi (M)A () Ak + &5, (3.12)
k=1

sendo A\ a posi¢do do ponto médio do k-€simo bin no genoma, Zj (A\x) o valor
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médio de Z; para todos os marcadores cobertos pelo k-ésimo bin, ¥ (\;) o efeito
médio de todos os QTL naquele bin e A o tamanho deste bin.

O ntmero de bins (m) depende do tamanho amostral (n) e do nivel de
desequilibrio de ligagdo (LD). Um tamanho amostral grande permite uma quanti-
dade de bins grande. Pelo fato de Z; (\x) ser o valor médio de todos os marcadores
dentro do bin, marcadores do genoma todo sao utilizados.

Sejam Z;(h) e y(h) o gendtipo e o efeito, respectivamente, do marcador
h no bin k, para h = 1,...,pg, em que p; é o nimero de marcadores no bin
k. Na andlise de dados reais, o tamanho do bin Ay, é substituido pelo nimero de
marcadores no bin k e o tamanho do genoma é substituido pelo nimero total de

marcadores p. O modelo a ser trabalhado para m bins torna-se:

Yj :5+2ij'yk+€j, (3.13)
k=1
_ 1 Pk 3 Pr
sendo Zj, = Z; (k) = o hz Zj (h)eve =7 (M) pr = hZ v (h).
—1 =1

Pelo modelo (3.13), visto que o efeito do k-ésimo bin € a soma dos efei-
tos de todos os marcadores dentro deste bin, duas hipéteses sdo necessdrias para
este modelo ser trabalhado: alto desequilibrio de ligagdo e efeitos homogéneos de
marcadores dentro do bin. De acordo com os autores, se pelo menos uma dessas
condicdes ndo € satisfeita, 0 modelo é problemético e necessita-se adapta-lo.

O modelo adaptativo, denominado modelo infinitesimal adaptativo, pode
homogeneizar os efeitos dos marcadores dentro de um bin para que ele possa lidar
com populagdes em baixo ou nenhum desequilibrio de ligagdao. Define-se, entdo,

a média ponderada de Z; para todos os marcadores no bin k por:

1 Pk 1 Pk
= ;thzj(h) = p—ZZ;‘(h), (3.14)
k= k=1
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em que pi € o nimero de marcadores dentro do bin k e wy, é um peso assumido
para o marcador h dentro do bin k.

O efeito médio ponderado para este bin é definido como:

Pk Pk
= wyy(h) =)y (h). (3.15)
h=1 h=1

A ideia dos autores foi escolher um peso tal que os efeitos dentro do bin
fossem homogeneizados. Existem muitas maneiras de escolher o peso, mas eles

propuseram utilizar o seguinte:

;
wp = (3.16)

2

h=1

~

by,

em que b;, € a estimativa de minimos quadrados do h-ésimo marcador em uma

andlise de marcas simples.

3.2.2 Modelo funcional bayesiano

Uma alternativa ao método de Hu, Wang e Xu (2012) foi apresentada por
Moura (2017), em que sao introduzidos pesos para cada efeito dentro de um bin
por meio da frequéncia relativa com que cada marcador é assumido possuir efeito
dentro de um processo MCMC. Neste caso, o modelo genoma continuo pode lidar,
também, com populacdes em baixo desequilibrio de ligacdo, sem precisar usar
métodos adaptativos.

De acordo com os resultados apresentados pelo autor, o modelo funcional
bayesiano forneceu capacidade preditiva maior ou similar, quando comparado com
os métodos cldssicos de regressdo em cendrios reais e simulados, fornecendo in-
formacdes adicionais sobre os breakpoints de desequilibrio de ligagdo. Em geral, o

modelo funcional bayesiano também obteve maior eficiéncia computacional, uma
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vez que o nimero de marcadores de referéncia que estavam relacionados a bins foi
menor que o tamanho do vetor de informagdes fenotipicas.

O modelo em bins de Moura (2017) superou os modelos de comparagdo
RR-BLUP, Bayes B e Lasso Bayesiano na predicao de valores faltantes em ce-
ndrios de desbalanceamento simulado. Em quatro cendrios de herdabilidade, o
modelo em bins supera todos 0os modelos de comparacio, o que sugere sua aplica-
bilidade em GS para predizer genétipos néo testados.

A principal vantagem desta técnica é que representa uma abordagem mais
genética de métodos de predicdo gendmica dado que se buscam regides causais
capazes de predizer o valor genético gendmico de forma acurada. Este método
mostrou-se vidvel para predi¢do de valores genéticos gendmicos em dados de SNP
(Single Nucleotide Polymorphism) via genotipagem por sequenciamento, unindo
novamente os modelos preditivos e os modelos de buscas de regides causais e
descri¢do da arquitetura genética em razdo da caracteristica funcional da andlise

(MOURA, 2017).

3.3 Spline e funcoes base B-Spline

Como, na maioria das vezes, os dados funcionais sdo coletados discre-
tamente, faz-se necessdria a passagem dos dados da forma discreta para a forma
de funcdes, para se ter valores das unidades amostrais para quaisquer valores num
intervalo definido. Assim, devido a presenca de ruido (erro) na maioria dos conjun-
tos de dados, a representacdo funcional geralmente envolve suavizacdo e, portanto,
algumas técnicas de suavizacdo sdo necessarias. Técnicas de ajuste de curvas po-
linomiais s3o comumente usadas neste caso, ja que tais fungdes sdo avaliadas,
diferenciadas e integradas facilmente e em finitos passos (ULBRICHT, 2004). Po-

rém, as fungdes polinomiais também apresentam algumas limitacdes desagrada-
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veis: com um aumento crescente no grau do polindmio surgem fortes oscilagdes;
sdo inflexiveis para capturar caracteristicas locais; sdo muito sensiveis a escolha
dos pontos de parada para o ajuste; dependem globalmente das propriedades lo-
cais; e surgem problemas de sobreajuste (SAHA et al., 2013; ULBRICHT, 2004).

Apesar disso, os polindmios com baixa ordem parecem funcionar bem em
intervalos suficientemente pequenos. Isso sugere que, para alcancar uma classe de
funcdes aproximadas com maior flexibilidade, o intervalo a ser analisado deve ser
subdividido em partes menores e a funcdo de interesse pode ser aproximada por
polindmios definidos localmente de grau relativamente baixo (chamados funcdes
base). O uso de fungdes base geralmente resulta em curvas suaves e bom ajuste aos
dados, reduzindo a complexidade dos modelos ajustados (MICHNA et al., 2016).
Esta é a motivacdo por trds de polindmios por partes, Splines, B-Splines, etc.

Uma curva Spline é uma sequéncia de segmentos de curva que estdo co-
nectados para formar uma Unica curva. Essas curvas sdo construidas dividindo o
intervalo de observagdes em subintervalos com limites em pontos chamados nés
(knots). Sobre qualquer intervalo, esta fungdo é um polindmio de grau fixo, mas
sua natureza muda quando se passa para o préximo subintervalo (RAMSAY; HOO-
KER; GRAVES, 2009).

De acordo com Wegman e Wright (1983), existem trés principais aborda-
gens para o ajuste de curvas utilizando Splines e esses métodos podem ser dife-
renciados pelo modo como os residuos sdo tratados. O primeiro método utiliza
minimos quadrados penalizados, sendo que o problema consiste em minimizar as
distancias dos erros para ajustar o modelo mais aderente aos dados. A segunda
abordagem consiste em utilizar o método que estima intervalos com 100% de con-
fianca para cada ponto dos dados. O terceiro método, abordado neste trabalho, € a

regressdo por Spline, que também faz uso da estimacdo pelo método de minimos
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quadrados, porém para cada subintervalo (nds) da fun¢ao serd ajustado um polind-
mio com parametros diferentes, forcando o encontro das func¢des subjacentes nos
nos.

Qualquer método de regressdo tem dois objetivos principais: fornecer ao
pesquisador informacdes a respeito da relagd@o entre as varidveis em estudo e forne-
cer predi¢Oes para valores que ainda serdo observados. Para o primeiro propésito,
um método de estimacdo ndo paramétrico € o ideal, pois permite que o modelo
seja versatil e tenha bom ajuste aos dados. Assim, o uso de funcdes Splines como
suavizadoras da curva de regressdo € interessante, pois ¢ uma técnica bastante fle-
xivel e de simples implementacdo computacional (SILVERMAN, 1985; UTPOTT,
2015).

Geralmente, uma Spline de grau M associada com K nds é uma fungdo

continua, com (M — 1) derivadas continuas e a M -ésima derivada é constante

entre os nds, cuja equagdo é dada por (BONNER, 1992):

M K
f@) =B+ Bma™+> bp(z—&)Y, (3.17)
m=1 k=1

em que

0 y o< &k

(- &)Y =
’ (z— &), o> &.

¢ chamado de polindmio truncado de grau M e & € o k-ésimo nd, com &, < 1.

Aumentar o grau da Spline faz com que a fungdo ajustada pareca mais
suave, mas também aumenta a complexidade dos segmentos polinomiais em cada
intervalo. Na pritica, a escolha mais comum ¢é a Spline cibica (M = 3). Alter-
nativamente, pode-se escrever uma Spline em termos de um conjunto de funcdes

de base normalizadas. Uma base muito popular é a B-Spline (BOOR, 1978), pois
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suas fungdes base sao estritamente locais e a diferencga é que nos nés a fungao € su-
avizada, ou seja, nao ocorre uma mudanga abrupta da funcio entre um né e outro,
como acontece na Spline.

B-Splines sdo definidas pela ordem n e pelos nimeros de k£ nés dentro do
intervalo especificado, chamados nds internos. Os dois pontos extremos, inicio
e fim do intervalo, também sdo considerados nds, entdo o numero total de nds €

k + 2. O grau do polindbmio B-Spline é m = n — 1. Seja uma sequéncia nao

decrescente de nés (niimeros reais) talque a = §y < & < --- < €xy1 = b, em
um intervalo [a, b]. Definindo um conjunto de nés aumentados {_,,, = -+ - = § <
& <o < &gyp1 = - = Ekrmor1, €M que os limites a e b sdo repetidos m vezes,

as fungoes base B-Spline B; ;j sdo representadas recursivamente por:

Bij+1 (2) = @ij+1 (2) Bijj (2) + [I — @ig1j+1 (#)] Bivrj (z),  (3.18)
com
L, & <x<&yn
Bio (z) = (3.19)
0, caso contréario.
e
r— &
s —&f' ;o se iy —& 7 0;
Q= (ax’ v (320)
0 , €aso contrario.

Com isso, uma Spline de grau m pode ser representada por uma combina-

¢do linear de bases B-Spline B; ,,, dada por:

k+m

f(z)=) BiBim(2) z € [a,b] (3.21)
=0
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sendo que os (3; sdo chamados de pontos de controle. Para uma B-Spline de grau
m contendo k nds interiores, existem k + m + 1 (um, se o intercepto € incluido)
pontos de controle.

O grau m e o nimero de nés k geralmente sdo definidos pelo pesquisador.
J4 a posicdo dos nods &; pode ser fixa ou livre. Geralmente, a escolha dos nds
(posi¢do) e o grau do polindmio sdo as duas maiores dificuldades reportadas por

autores na aplicacdo dessa técnica (UTPOTT, 2015; WEGMAN; WRIGTH, 1983).
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4 CONCLUSAO GERAL

Neste trabalho, os métodos RR-BLUP Bins, Bayes A Bins e Bayes B Bins
apresentaram resultados mais satisfatérios que suas respectivas versdes originais
para o cendrio com poucos QTL, pois obtiveram melhores acuracias preditivas.
Em cendrios com muitos QTL, apenas o método RR-BLUP Bin apresentou me-
lhores resultados de acurdcia. Mais ainda, os métodos adaptados mostraram ser
mais apropriados para capturar o sinal de um QTL. Assim, a aproximacdo da in-
tegral no modelo genoma continuo por meio da divisdo em bins surge como um
método promissor, apresentando 6timos resultados em menor tempo computacio-
nal e merece mais estudos.

O uso de curvas B-Spline apresentou resultados similares ao RR-BLUP
em relacdo a acurécia preditiva. Mais ainda, este método obteve o menor custo
computacional tanto para os dados simulados quanto para os dados reais. A forma
funcional das curvas polinomiais por partes (Splines) pode lidar com um niimero

ilimitado de marcadores e permitir novos tipos de anélises.
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SEGUNDA PARTE

Nesta parte do trabalho, sdo apresentados dois artigos que abordam a ideia
do modelo genoma continuo, sendo o primeiro baseado nas adaptagcdes dos méto-

dos de selecdo gendmica e o segundo baseado na curva B-Spline.
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ARTIGO 1 Métodos de estimacao baseados em bins para selecao gendomica

RESUMO

Verifica-se que, em um painel com grande quantidade de marcadores, dois pro-
blemas classicos dificultam a selecdo gendmica: dimensionalidade e multicoline-
aridade. Assim sendo, métodos de redu¢do dimensional t€m se tornado bastante
atrativos. O modelo genoma continuo baseia-se na divisdo do genoma em blocos
de alto desequilibrio de ligacdo (denominados bins) e utiliza a média dos marca-
dores dentro desses bins como medida de informacao para predizer o valor gené-
tico gendmico de novos individuos. Este trabalho tem por objetivos: desenvolver
uma abordagem baseada em bins (janelas) e introduzi-la em métodos de selecio
genOmica, juntamente com o modelo funcional bayesiano; examinar os beneficios
potenciais do uso dos métodos adaptados com relacdo as suas respectivas formas
originais, sob alguns cendrios de arquiteturas simuladas; avaliar se a escolha de
diferentes tamanhos de bins fixos pode impactar o desempenho dos métodos adap-
tados; ajudar a melhorar a eficiéncia computacional dos métodos de selecdo geno-
mica. Populacdes F5 de 300 individuos genotipados com 12150 marcadores e Fig
de 320 individuos genotipados com 10010 marcadores foram simuladas para trés
cendrios (oligogénico, poligénico I e poligénico II) com herdabilidades 0,2; 0,5
e 0,8, sendo adotadas as configuracdes de 10, 30, 90 e 150 bins. Para o cendrio
oligogénico, os métodos adaptados em bins foram mais acurados que os respec-
tivos métodos originais. Para o cendrio poligénico I, apenas Bayes B original foi
mais acurado que os métodos bins; adaptacdes bins de RR-BLUP e Bayes A foram
mais acurados em quase todas as configuragdes. Ja para o cendrio poligénico II,
apenas os RR-BLUP Bins foram equivalentes ao original; os métodos Bayes A e
Bayes B originais foram mais acurados que suas respectivas adaptacdes. O modelo
funcional bayesiano mostrou-se atrativo na identificacdo de regides causais e alta
flexibilidade de andlise. Esta abordagem unifica os modelos preditivos e de busca
de QTL para representar a arquitetura genética com base na relagdo funcional en-
tre o efeito de um marcador e sua posigao.

Palavras-chave: Reducdo de dimensionalidade. Modelo genoma continuo. Valor
gendmico. Genoma em bins.
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1 INTRODUCAO

A introdugdo da selecdo gendmica (GS - Genomic Selection) MEUWIS-
SEN; HAYES; GODDARD, 2001) proporcionou acesso a dados com alta densi-
dade de marcadores. Entretanto, esses conjuntos de dados também apresentam
grandes desafios. Primeiro, o tamanho das amostras, geralmente, € limitado a pou-
cas centenas de individuos e o nimero de marcadores pode chegar a centenas de
milhares ou até varios milhdes (p muito maior que n, ou seja, o nimero de marca-
dores é muito maior do que o nimero de individuos). Segundo, os marcadores que
sdo fisicamente préximos uns dos outros estdo, frequentemente, em desequilibrio
de ligacdo, isto é, correlacionados.

Para lidar com estes problemas, diversos métodos estatisticos tém sido
desenvolvidos. Estimadores penalizados tais como RR-BLUP (Ridge Regression
Best Linear Unbiased Prediction), Bayes A e Bayes B sdo muito utilizados em
GS e estudos de associagdo gendmica ampla (GWAS - Genome-wide Association
Studies) em melhoramento de plantas e animais. O principal objetivo de GWAS ¢
identificar os loci de caracteres quantitativos (QTL - Quantitative Trait Loci) com
maiores efeitos, enquanto GS se concentra em usar informac¢do gendmica para
melhor avaliar o potencial genético de individuos.

Os métodos consideram diferentes hip6teses sobre a distribui¢do dos efei-
tos de QTL. O método RR-BLUP assume variancias iguais para todos os marcado-
res. Esta hip6tese € biologicamente incorreta, mas faz com que a estatistica seja ro-
busta, limitando o nimero de pardmetros desconhecidos MEUWISSEN; HAYES;
GODDARD, 2001). Os métodos bayesianos Bayes A e Bayes B assumem hete-
rogeneidade de varidncia dos efeitos de marcadores, com énfase naqueles com
efeitos principais. A consequéncia de utilizar estimadores penalizados (shrinkage)

¢ a capacidade de lidar com modelos de alta dimensao. Entretanto, a implementa-
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cdo de modelos bayesianos hierdrquicos normalmente requer demandas intensivas
de computacio, ja que a inferéncia a posteriori é tipicamente baseada em técnicas
de Monte Carlo via Cadeia de Markov (MCMC - Monte Carlo Markov Chain).

Como um genoma com grande quantidade de marcadores em alto desequi-
librio de ligacdo (LD - linkage disequilibrium) contém vérios grupos de marcado-
res que explicam quantidades similares de variagdo genética em um determinado
cardter, € razoavel aplicar um procedimento de redugdo de dimensdo para excluir
as informacdes redundantes dos dados e, também, reduzir o custo computacional
(LI et al., 2018). De acordo com Zhang et al. (2016), reduzir as dimensdes dos
dados de marcadores com base nas informacdes bioldgicas € crucial e, como tal,
deve ser o primeiro passo.

Uma abordagem baseada em intervalos (janelas) agrega informacdes de
varios marcadores correlacionados e usa algumas estatisticas resumidas para subs-
tituir os dados originais. Hu, Wang e Xu (2012) foram pioneiros em uma metodo-
logia inovadora baseada em janelas (bins) para mapeamento de QTL. Primeiro, o
cromossomo era dividido em muitos bins naturais (selecionados com base em pon-
tos de interrupgao - breakpoints - por meio do desequilibrio de liga¢do). Segundo,
uma abordagem de integracdo numérica era usada para agregar os dados dos mar-
cadores em todos os bins, por meio do calculo do valor médio dos genétipos de
varios marcadores dentro dos bins. De acordo com Li et al. (2018), esta aborda-
gem estd relacionada ao “teste de sobrecarga” (burden test), inicialmente proposto
em genética humana (MORGENTHALER, THILLY, 2007), para testar um grupo
de marcadores como uma unidade bioldgica significativa, como um gene ou uma
via bioquimica.

Entretanto, visto que o efeito do k-ésimo bin € a soma dos efeitos de todos

os marcadores dentro deste bin, duas hipéteses sdo necessdrias para este modelo
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ser trabalhado: alto desequilibrio de ligacdo e efeitos homogéneos de marcadores
dentro do bin. De acordo com Hu, Wang e Xu (2012), se pelo menos uma dessas
condicdes ndo € satisfeita, o modelo é problematico e necessita-se adapta-lo. No
modelo adaptativo, denominado modelo infinitesimal adaptativo, define-se a mé-
dia ponderada de Z; para todos os marcadores no bin k tal que o peso € obtido dos
coeficientes de regressdo calculados por meio da andlise de marcadores simples.
Esta técnica pode homogeneizar os efeitos dos marcadores dentro de um bin para
que o modelo possa lidar com populagdes em baixo ou nenhum desequilibrio de
ligacdo.

Xu (2013) investigou as propriedades da metodologia de Hu et al. (2012)
e afirmou que utilizar os denominados bins artificiais (em que os pesquisadores
fixam os tamanhos dos bins) é mais conveniente para a sele¢do gendmica, mas
ndo para deteccdo de QTL. Uma alternativa a abordagem de integracdo numérica
de Hu, Wang e Xu (2012) foi apresentada por Moura (2017), que distribui pesos
para efeitos dentro de bins usando a frequéncia relativa com que cada marcador
¢ amostrado em uma cadeia de Markov. O autor propés uma abordagem mais
direta de modelos funcionais e integra¢do numérica da funcio gendmica e relaxou
a suposic¢do de blocos com alto LD nos bins. Isto permitiu obter um tipo de média
ponderada nos bins em vez de um efeito médio.

A principal vantagem de aplicar o método bin associado aos modelos fun-
cionais na GS € que ele coloca os métodos GS de volta ao cendrio genético, uma
vez que as posicdes dos marcadores e as informagdes de LD sdo novamente le-
vadas em conta na busca por regides causais, cuja identificacdo pode contribuir
para a predi¢c@o mais precisa dos valores gendmicos. Além disso, qualquer modelo
de regressao penalizada ou estrutura do alfabeto bayesiano pode ser adaptado ao

modelo bin, permitindo uma andlise rapida.
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Com essa ideia, existem quatro objetivos gerais neste trabalho. O primeiro
objetivo é desenvolver uma abordagem baseada em bins (janelas) e introduzi-la em
métodos de selecdo gendmica, juntamente com o modelo funcional bayesiano. O
segundo objetivo € examinar os beneficios potenciais do uso dos métodos adap-
tados com relag@o as suas respectivas formas originais, sob alguns cendrios de
arquiteturas simuladas. O terceiro objetivo é avaliar se a escolha de diferentes
tamanhos de bins fixos pode impactar o desempenho dos métodos adaptados. O
quarto objetivo € ajudar a melhorar a eficiéncia computacional dos métodos de

selecdo gendmica.
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2 MATERIAL E METODOS
2.1 Dados simulados

Para representar uma populacdo com alto desequilibrio de ligagao, simulou-
se um conjunto de dados composto de 300 individuos pertencentes a uma po-
pulacdo F5, genotipados com 12150 marcadores SNPs (Single Nucleotide Poly-
morphism) com distancia média de 0,001 cM no genoma, distribuidos em dez
cromossomos com tamanho de 120 cM cada. Para uma populacdo com baixo
desequilibrio de ligag¢do, simulou-se um conjunto de dados composto de 320 in-
dividuos pertencentes a uma populacdo Fp, genotipados com 10020 marcadores
SNPs com distancia média de 0,001 cM no genoma, distribuidos em dez grupos de
ligacdo com tamanho de 120 cM cada (software QGenes - JOEHANES; NELSON,
2008).

Nove cendrios foram considerados envolvendo diferentes nimeros de QTL
(6, 15 e 60) e diferentes niveis de herdabilidade (0,2; 0,5 e 0,8). Todos os QTL
foram selecionados dentre os marcadores e seus efeitos foram amostrados de uma
distribuicdo normal com média zero e varidncia um. Para todos os cendrios, foram

adotadas quatro configuracgdes bins:

a) BinO1: 10 bins com 1215 marcadores por bin;
b) Bin02: 30 bins com 405 marcadores por bin;
¢) Bin03: 90 bins com 135 marcadores por bin;

d) Bin04: 150 bins com 81 marcadores por bin.
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2.2 Modelo funcional bayesiano

Neste trabalho, foi utilizado o modelo funcional bayesiano proposto por
Moura (2017), que é uma abordagem diferente daquela apresentada por Hu, Wang
e Xu (2012). E importante ressaltar que o modelo funcional bayesiano, diferente-
mente do modelo proposto por Hu, Wang e Xu (2012), ndo € um modelo de andlise
bin; os bins sdo utilizados somente como estratégia de integracdo com o propdsito
de aumentar a chance de encontrar maximos locais e globais.

O modelo funcional serd incorporado aos métodos RR-BLUP, Bayes A e
Bayes B, a fim de adapti-los ao conceito de genoma continuo. O método Bayes B
foi utilizado, nesta se¢do, para demonstrar a técnica de bins, sendo que os outros
métodos estdo apresentados no Apéndice B.

O modelo funcional gendmico fundamenta-se na ideia de que o sinal de
expressdao de um gene pode ser descrito por uma fungdo espacial do genoma. Por
ndo ser possivel verificar todas as posi¢des no genoma, pois se trata de uma varia-
vel continua, podemos utilizar as posi¢des dos marcadores como pseudoposi¢des
(marcador M,,, tem a posi¢do \,,,). Em outras palavras, f(\) = =, sendo A a po-
sicdo no genoma e -y o sinal de expressao do gene em dada a posicdo. O interesse
¢ estimar esta funcdo sinal e, a partir dela, predizer o valor genético gendmico de
novos individuos.

Tem-se que f(\) e v s3o desconhecidas e s6 podem ser estimadas pela
informagdo referente ao fendtipo de um individuo (y) e as posi¢des A dos mar-
cadores do genoma. Dado que os dominios das fungdes () e y sdo diferentes
(f(AN) == {Xj|\; € 2=10,L],Vj}, em que L é o comprimento do cromossomo
em pares de base - pb), deve-se atribuir uma funcdo de ligacdo do dominio de
~(X) para o dominio de y. Isto pode ser realizado pela matriz de estado genotipico

Z;()), que é condicional a A. Ou seja, assumindo f(\) = +, tem-se a seguinte
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igualdade: Z(\) f(\) = Z(\)7y. Tomando Z(\)~y como a predi¢do do valor gend-
mico g, ou seja, a combinacdo linear do estado genotipico do marcador na posi¢ao
A com o efeito deste marcador nesta posi¢do, tem-se que Z(A) f(A\) =g =y +e.
Nesse caso, vale a equivaléncia Z(\) f(\) = fLZi()\)’y(/\)d)\ =y+e

Com isso, seja y; o valor fenotipico (;)o individuo i, parat = 1,...,n. O

modelo genoma continuo, considerando um cromossomo, ¢ dado por:

yi:M+/0in Ay (A) dA + &4, (2.1)
em que
1 € a média geral;
A € a posicdo do marcador no cromossomo;
L é o tamanho do cromossomo;
v (A) € o efeito aditivo do marcador na posi¢do A\ (expresso como uma
func¢do desconhecida);
€; é o erro para o individuo ¢, sendo g; ~ N (0,03), com 02 desconhecida;
Z; () é o gendtipo do marcador na posi¢do A para o individuo 7 definido
como
2, para homozigoto dominante;
Zi(\) = 1, para heterozigoto; (2.2)

0, para homozigoto recessivo.

Assim, para C cromossomos no genoma, o modelo (2.1) torna-se:
¢ /L
yi:quZ/ Zit Ny () dX + &, Vi=1,....n (2.3)
t=170

em que o somatério descreve a descontinuidade da funcdo ao longo dos cromos-

SOmos.



56

Dado um marcador candidato amostrado dentro do k-ésimo bin, o modelo
funcional parcial a ser considerado, durante o0 Monte Carlo via Cadeia de Mar-
kov (MCMC - Monte Carlo Markov Chain) com Metropolis-Hasting, é descrito

praticamente como um modelo linear dado por:

k
yi=p+ Z Zijvj +&i, Vi=1,...n, (2.4)

=1
em que k é o ndmero de bins e j refere-se ao j-ésimo marcador candidato amos-

trado estocasticamente dentro do intervalo [)\ j(min)» A j(max)] .

2.2.1 Modelo hierarquico e distribuicoes a priori

As varidveis observéveis sdo os valores fenotipicos (y), os genétipos dos
marcadores (Z) e as posi¢des A (que sdo as posi¢des dos marcadores). As varidveis
ndo observéveis sdo os coeficientes de regressdo (p e y) e as variancias residual

e dos efeitos aditivos (03 e 0’27

). Neste trabalho, utilizou-se uma formulagdo do
Bayes B apresentada em Gianola (2013) e Gianola et al. (2009). Assim, o modelo

hierdrquico pode ser descrito por:

¢ L
yilp,o® ~ N (u - Z/O Zit Ny (V) dMJE) ; (2.5)
t=1

) N (0w) ,  com probabilidade 7;
'Vj‘avj g~ I1ID , 3 (2.6)
N (0,0%_) ,  com probabilidade 1 — 7;

0 , com probabilidade 7;
o2 |~ 2.7)
J -2 2 o
Xese (1,5%) ,  com probabilidade 1 — ;
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com j = 1,...,M marcadores, t = 1,...,C cromossomos, ¥ = 1 e S? =

02-0,005

37— sendo, respectivamente, o grau de liberdade e o pardmetro de escala para

a variancia do marcador.

A priori € uma mistura de uma massa de pontos em 0 (zero) com uma
distribuicio Normal em que w = 10~%, sendo 7 e (1 — 7) as probabilidades de
mistura, respectivamente, com 7 assumido ser conhecido e arbitrariamente especi-

ficado (neste trabalho, assumiu-se m = 0,95). As prioris para y e o2

sdop(p) ox 1
2 1 :
ep (ae) o —7 , respectivamente.
€

A posi¢do A varia dentro do k-ésimo bin e assume-se que ela coincide com
a posicdo de um marcador M dentro deste bin. Assim, considerando A como o
tamanho do bin k, utilizamos a priori de que a posi¢do € uniformemente distribuida

. . _ 1
neste bin, ou seja, p (Ag) = 3z

o . 42 [ 2 — ).

Para simplificar a notagdo, tomando vy = {v;}, 05 = {0%} eXd={\},

para j = 1,..., M marcadores, a priori conjunta das varidveis ndo observaveis é

dada por:

m

p(u,agmagy) p (712 p (»y) (2.8)
]=1

2.2.2 Verossimilhanca conjunta

A verossimilhanga, para os dados fenotipicos, considerando o modelo

completo, pode ser descrita por:
n
p (y!u,oﬁma?y) = Hp (yilu,crfma?y) S

2
—n 1
x (02) 2 exp ~5 2 <y B Z / Zit ( d)\> (2.9)

o 1
o (a2) ”? exp {—2022(%‘ Ui ZiPw)Q}

1=1
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em que P € a funcdo peso dada pela frequéncia com que A foi visitada, ao longo

de uma cadeia de tamanho NV, obtida pelo processo MCMC.

2.2.3 Distribuicao a posteriori conjunta

A distribuicao a posteriori conjunta pode ser descrita por:

p (uﬂﬁmagyly,/\) o p (YIM,US,%G%) p (Alu,a?%a?y,y) p (umfnx%)
(2.10)

em que p (/\| 02 ,’y,a%,,y) ¢ uma funcdo desconhecida, porém condicional a

todos os parametros do modelo.

2.2.4 MCMC para modelos funcionais genémicos

Como a fungdo p ()\| u,ag,'y,o'?y,y) é desconhecida, a integral em (2.3)
ndo é explicita e, entdo, uma forma de integracdo é necessaria. Existem varios
algoritmos para realizar a integracdo numérica. Neste estudo, adotou-se a es-
tratégia de divisdo cromossdmica em bins. Dentro de cada bin, a funcido con-
tinua desconhecida f (\) = ~ pode ser estimada empiricamente usando o par
(Aj;74), quando a posi¢do \; é conhecida para um marcador especifico. Neste
caso, v (A) = (\;;7;), ou para cada posigdo discretizada \; hd uma resposta fun-
cional ;.

Dado que o efeito do par (\;; ;) é desconhecido, ele s6 pode ser obtido
usando a posicdo observada \; e o resultado escalar y. Entdo, (\;;7;) pode ser
considerado uma varidvel aleatdria cuja distribui¢do a posteriori pode ser obtida
por p(v;|Aj.) o< p(v;)p(yl)p(Aj1y) = p(sly)p(Ajlvs.y). O par (Aji ;)

pode ser estimado como ;|\, L arg.max [p(vi|v)] P(Aj]74,4). No entanto,
Vi ER
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PNj17559) = { XA € 5 = [Ajimin)»Aj(max)] -V} € desconhecido no dominio
do j-ésimo bin [Aj(min),)\j(max)]

Sob alto desequilibrio de ligagdo entre marcadores, em uma janela gend-
mica, pode-se considerar p(A|7y,y) constante, uma vez que Z(\;) é constante, pelo
qual se pode justificar os modelos que foram propostos por Hu et al. (2012) e Xu
(2013), em que cada bin artificial corresponde a um bin natural. Além disso, se
y ndo for informativo sobre -, a distribui¢do a posteriori p(A|y,y) converge para
uma distribuicao uniforme discreta, isto €, este bin artificial ndo é causal. Assim, a
probabilidade condicional p(\;|v;,y) pode ser integrada numericamente por meio
do algoritmo MCMC usando o método Metropolis-Hastings. Assim, dentro de
cada bin, uma posi¢do \; foi sorteada, de modo que a dimensido do modelo foi
restrita ao nimero de k bins (a depender das configuracdes descritas) , durante o

processo MCMC, cujos passos sdo descritos a seguir.

1 Inicializagdo: Os pardmetros 4 e o> foram inicializados com a média e a
variancia dos dados fenotipicos, respectivamente; o vetor ~y serd inicializado
com o valor zero e dimensdo k, em que k é o nimero de bins do modelo.
A matriz do estado genotipico Z A; de dimensdo (n x k) sera amostrada da
matriz completa de marcadores Z de dimensdo (n x m), em que o indice
Aj correspondente a posi¢do inicial do marcador amostrado no k-ésimo bin.
Assim, Z ) foi inicialmente amostrado com base na posi¢do mediana A; do
k-ésimo bin. As variancias dos efeitos dos marcadores U?Y serdo assumidas
inicialmente como ndo nulas (0,5).

700 — © .

0 5(0) (0)
"%(0) P A Ay (2.11)

0
:u( )a'yl We Yy 10y

2 Amostrar y utilizando a seguinte condicional:
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n k 2

g,

M| o~ N § Yi — E ZAj(i>7>\j /n ) — (212)
i=1

n
i=1

Note que o indice sobre o somatério € dado por k e ndo m. Isso € justifi-
cado pelo processo Bernoulli, observado em buscas estocésticas, durante o
MCMC, dado que, dentro de um determinado bin, quando \; € amostrada

na t-ésima iteragdo, py: = 1 e py¢ = 0; assim, para a t-ésima iteracéo,
J —J
k
Z\:PyiAye = Z Z;7, » em que P ¢ € uma matriz diagonal (m x m) in-

dicadora de qual marcador dentro do bin estd sendo avaliado na respectiva

iteracdo. Esse processo torna o modelo em bins mais rapido.

3 A distribuicdo condicional completa a posteriori referente aos efeitos dos
marcadores (’Y}\t_), dada a posi¢do A\; amostrada da t-ésima iterac@o, € uma
J

normal com média e variancia especificadas abaixo:

n o2 -1y k

~o = 2 Ze L

= (Z; ZA?(@ * ) Z; x| Vi m Z DNy Vo
1= 1=

n —y
(2.13)

-1
n 2

2 Z 2 g 2

S’Y)\i, = ( Z/\;(” + ;) O, (214)

emque n = (503A +(1—0)w,comé:{1,0}.

t
J
4 Como mencionado anteriormente, p ()\|u7a§,~/,a%,,y> ndo é conhecida e

o algoritmo Metropolis-Hastings (HASTINGS, 1970; METROPOLIS et al.,
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1953) pode ser utilizado dado que ndo exige que o pardmetro tenha uma
funcdo de probabilidade fechada. Para isso, faz-se uso de uma fung¢ao auxi-
liar possivel de ser amostrada, retirando valores candidatos que podem ser
aceitos com « de probabilidade. Neste caso, utilizou-se uma distribui¢io
uniforme como gerdadora de candidatos para \;, que foi amostrada em cada
bin em todos os cromossomos, sob um intervalo delimitado por max (LI s
Aj —¢) e min (LSj,\j + ¢), sendo ¢ uma constante discreta que define o
caminhamento (salto) dentro do j-ésimo bin, normalmente fixado um valor
de 10 ou 20% do ntimero de posi¢des alocadas dentro bin. Esta funcdo é de-
notada por u (/\;,/\y)), para o j-ésimo bin e a nova posi¢cao )\;f ¢ aceita na
t-ésima iteragdo com min (1,a;;) de probabilidade. Assim, se o for aceito,
uma nova posi¢do ¢ estabelecida A} e o estado do marcador Z s é amos-
trado do painel completo. A regra de decisdo para mudanga da posi¢do do
marcador dentro do bin € dada por:
p ()\;f|u,a§,’y,a'2/,y> u (A;,A§t>)

j = ’ ()\g-t)\u,og,%agy,y) " (Aﬁt),&f) (2.15)

em que

k—1 2
1 & _
P (A*Iuaoﬁmd%,ﬂ o exp | ~5 > (yi — =Y Zny T — Z»w)
e j=1

t
p (Ag)lu,af,%a%,y) X exp § —
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A correcdo de Hastings é dada por:

(1 () ®)
% , se)\j +0§LSjez\j —c> LI;
1 (®) ()
£) o« ——————— seA+cec<LS;e N —c<LI;
u<>\§)’)\>: c+)\§t)—LIj J J J J
1
Ok se/\g-t)+c>LSj e)\g»t)—c>LIj
\C-l-LSj—)\j
(2.18)
(1
% , seX'+c<LSje N —c> LI
c
1
s\ ®y _ ) - - * . * .
u()\’)\j)_ c+)\*—LIj’ seAN"+c< LSj e A c < LI
1 * *
\m, se\ +C>LSJC>\—C>LI]

(2.19)

5 A condicional para a varidncia residual, apds aceitar a j-ésima posi¢do no

genoma, € dada por:

o2~ X2 (n+ v, FQ) (2.20)

n

2
k
emque FQ = ) (yz —p— ZAj(i)%\j> :

=1
6 Finalmente, amostrar a variancia da j-ésima marca U“QA utilizando:
j
2 -2 2 2
o |~ (v+1,%j+s) 2.21)

J

Repete-se a sequéncia de 1 a 6 até a convergéncia da cadeia para uma
distribui¢@o estaciondria. Na cadeia final, adotou-se f (A|u,a§,7,cr%,,y) = P,

como a frequéncia de visitas realizadas na posi¢do A; dentro de um bin especifico.
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Contudo, a integral fZi(/\)fy(/\)d)\ para recompor o valor genético geno-
mico ndo é conhecida e (;)\) também ndo. Hu et al. (2012) utilizaram o efeito
médio dos bin como a esperanga de p (A]u,a?,’y,a%,,y). Neste estudo, relaxa-se
a suposigdo do efeito médio e, como para cada A; pode-se atribuir a frequéncia do
nimero de vezes que o modelo visitou o marcador correspondente, & possivel subs-
tituir f Zi;(A)y(A)dX por Z; P\%. Assim, para um intervalo de bin [Aj(min) ,)\j(max)} ,

0

cada X pode ser considerado um elemento discreto e A}im {p ()\| ,u,ag,'y,a?/,y) L
— 00

F(Alp,02 v,02,y)], isto €, a fungdo de probabilidade continua pode ser aproxi-
mada pela distribui¢do de frequéncias dada a taxa de visita para A ao longo das N
execugdes do algoritmo MCMC. Assim, f (A|u,a§,7,a?{,y) = P) e arelagdo des-
crita, anteriormente, é aproximada por 7;|\; 2 arg.max (Vi) p(Ajlv5.y) =
v ER
arg . max [p(7y;[y)] Px.
v ER

Uma forma mais rdpida seria utilizar a média a posteriori das cadeias dos

efeitos dos marcadores sem criar a funcio peso. Isso é facilmente obtido se na

t-ésima itera¢do, caso a marca ndo for visitada, atribuir seu efeito como nulo

(4 = 0). Tomando ) como a média da Cadeia de Markov apés a convergéncia,

N n
> n Y fi+n(N-n)x0 _ .
temos ¢ = Y- = S ——x = § = P\, em que N é o tamanho

total da Cadeia de Markov, n o nimero de vezes em que a marca foi selecionada,
durante o processo MCMC, e Py, = + - Sob uma distribui¢do a posteriori gaus-

siana, tem-se que ¢ = P\4 = Pyarg . max [p(7vj]y)]. Assim, a predigao do valor
v;ER

genético gendmico final foi dada por Z1) = g.
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2.3 Capacidade preditiva

Os métodos adaptados foram implementados no software R (R CORE
TEAM, 2018) e comparados com seus respectivos originais. Os métodos origi-
nais utilizados foram: RR-BLUP, por meio da fun¢do mixed.solve (ENDELMAN,
2011) do pacote rr-BLUP, Bayes A e Bayes B, por meio da fungcdo BGLR contida
no pacote BGLR (PEREZ; DE LOS CAMPOS, 2014), sendo todos bibliotecas do
software R.

Trés critérios foram utilizados para comparar os métodos: (1) Erro Qua-
dritico Médio - EQM; (2) coeficiente de determinacio (R?) entre valor genético
predito g e verdadeiro (g), por meio de regressdo linear; (3) capacidade de detec-
tar QTL simulado, feito pela inspecdo visual de graficos denominados Manhattan
plots (ndo foi utilizado nenhum teste para isto porque o objetivo foi identificar a
capacidade dos novos métodos no rastreamento dos QTL simulados, desconside-

rando a significancia dos seus efeitos sobre o carater).
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3 RESULTADOS

Pelo fato dos resultados das populagdes Fb e Fig terem sido similares,
foram mostrados apenas os relacionados a F5 nesta secio. Em Apéndice A, estdo
fornecidos os valores de EQM e R? para a populagio Fi, para todos os cendrios
avaliados (Tabelas 5.1-5.3) e os Manhattan plots dos efeitos simulados e preditos

pelos métodos (Figuras 5.1-5.9).

3.1 Cenario Oligogénico

Na Tabela 3.1 apresentam-se os erros quadraticos médios (EQM) e os co-
eficientes de determinacio (R?) entre os valores genéticos gendmicos (VGG) si-
mulados e preditos dos métodos avaliados, para as trés herdabilidades, no cenédrio
oligogénico (seis QTL).

Os métodos RR-BLUP-Bins foram iguais ou mais acurados que o RR-
BLUP tradicional nas herdabilidades 0,2 e 0,8. Na herdabilidade 0,5, os méto-
dos RR-BLUP Bin03 e RR-BLUP Bin04 foram menos acurados em relagdo ao
RR-BLUP original, mesmo que muito préximos. Note que RR-BLUP Bin0O1 e
RR-BLUP Bin02 apresentaram valores de R? bem maiores que o correspondente
método tradicional, em todas as herdabilidades. Isso mostra que, num cenario oli-
gogénico, utilizar o método RR-BLUP com poucos marcadores por iteracdo no
processo MCMC é mais eficiente que com todo o painel de marcadores.

Em relacdo ao método Bayes A tradicional, todas as configuracdes bins
concorrentes foram mais acuradas, apresentando valores de R? muito maiores.
Com isso, sugere-se o uso do método Bayes A incorporado ao modelo funcional
bin em vez do método tradicional, considerando um cendrio oligogénico. Com o

método Bayes B também se obteve alta capacidade preditiva das adaptagdes bins.
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Apenas o Bayes B Bin04 foi considerado menos acurado que o Bayes B original,
na herdabilidade 0,2, apesar de serem resultados bem préximos. Observe, ainda
que, utilizando modelo funcional bin com apenas 10 ou 30 marcadores no processo
MCMC (Bin01 e Bin02, respectivamente), gerou aumento significativo na acuricia

preditiva de todos os métodos.

Tabela 3.1 — Erro Quadratico Médio (EQM) e Coeficiente de determina-
¢io (R? - em porcentagem) dos métodos RR-BLUP, Bayes A,
Bayes B e suas respectivas adaptacdes em bins, para as trés
herdabilidades no cendrio oligogénico (6 QTL).

Modelos Herdabilidades
0,2 0,5 0,8
EQM R?(%) EQM R?(%) EQM R? (%)
RR-BLUP 668,3° 588 221,8 855 923 942

RR-BLUP Bin01 5358 67,1° 117,0 924 684 957
RR-BLUP Bin02 5919 62,0 137,0 91,0 30,9 98,1
RR-BLUP Bin03 636,7 58,3 250,7 84,3 70,7 95,4
RR-BLUP Bin04 641,0 58,0 297,1 82,1 86,8 94,3
Bayes A 650,9 57,5 2295 851 83,3 948
Bayes A Bin0O1 582,0 63,3 1034 93,3 69,1 95,6
Bayes A Bin02 568,0 63,9 54,2 96,5 19,7 98,8
Bayes A Bin03 589,5 61,8 123,5 92,0 21,6 98,7
Bayes A Bin04 5834 62,8 122,6 92,1 19,4 98,8
Bayes B 6580 569 2049 866 795 951
Bayes B Bin0O1 659,2 58,8 130,0 91,6 71,7 95,4
Bayes B Bin02 639,9 58,9 129,5 91,6 19,9 98,8
Bayes B Bin03 630,5 59,2 1332 91,3 27,9 98,3
Bayes B Bin04 696,7 544 141,8 90,8 19,3 98,8

“ Em negrito sdo os valores de EQM e R? para os modelos tradicionais avaliados nas trés

herdabilidades. Deve-se compara-los com suas respectivas adaptacdes bins. ® Em verme-

lho sdo os valores de R? para os bins considerados melhores que ou iguais aos respectivos
métodos tradicionais. Fonte: Do autor (2018).

Para obter uma ideia geral do genoma e da distribuicdo espacial dos si-
nais, na Figura 3.1 mostram-se Manhattan plots dos efeitos absolutos simulados e

estimados pelos métodos RR-BLUP e RR-BLUP-Bins, para as trés herdabilidades.
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Figura 3.1 — Efeitos simulados absolutos de QTL e estimativas absolutas dos mé-
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Observa-se que a maioria dos QTL foi mapeada pelos cinco métodos, des-
crevendo o perfil gendmico, principalmente nos métodos bins. Mais ainda, anali-
sando o grafico referente ao RR-BLUP Bin0O1 juntamente com sua acuracia predi-
tiva (Tabela 3.1), observa-se que utilizar 10 marcadores por iteragdo no processo
MCMC € suficiente para descrever corretamente o cendrio oligogénico.

Os métodos RR-BLUP-Bins apresentaram melhor resolucdo que o método
tradicional. O método RR-BLUP reduziu a diferenca entre efeitos de SNPs gran-
des e pequenos, o que levou a pior resolucio do perfil gendmico, com efeitos bem
menores em comparacio com o simulado. Como esperado, com o aumento da her-
dabilidade, a resolucdo dos métodos em definir regides causais também aumenta.

Na Figura 3.2 mostram-se os efeitos absolutos dos QTL simulados e os
efeitos absolutos que foram estimados pelos métodos Bayes A e suas configura-
coes bins, para as trés herdabilidades.

Observa-se que a maioria dos QTL foi mapeada pelos métodos bins, des-
crevendo claramente o padrdo dos efeitos. J4 o método Bayes A tradicional iden-
tifica apenas uma ou duas regides causais. O método Bayes A também apresenta
forte encolhimento dos efeitos, porém os métodos Bayes A Bins ainda obtiveram
magnitudes dos efeitos maiores que as do Bayes A tradicional. Observe que, no-
vamente, com apenas o uso do Bayes A Bin01 ja se consegue boa resolugdo do

perfil gendmico.
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Figura 3.2 — Efeitos simulados absolutos de QTL e estimativas absolutas dos mé-
todos Bayes A, Bayes A Bin(O1, Bayes A Bin02, Bayes A Bin03 e
Bayes A Bin04, no cendrio oligogénico. Os pontos coloridos repre-
sentam os seis QTL simulados que estdo distribuidos ao longo dos
12150 SNPs em 10 cromossomos.
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Na Figura 3.3 apresentam-se os efeitos absolutos dos QTL simulados e os
efeitos absolutos estimados pelos métodos Bayes B tradicional, Bayes B Bin0O1,
Bayes B Bin02, Bayes B Bin 03 e Bayes B Bin04, para as trés herdabilidades.

Observa-se que a maioria dos QTL foi mapeada pelos métodos bins, des-
crevendo, novamente, o padrio dos efeitos a medida que aumenta a herdabilidade.
Os métodos Bayes B Bins apresentaram melhor resolugdo que o respectivo método
tradicional. Assim como os métodos acima, Bayes B também apresenta forte en-
colhimento dos efeitos, o que ja era esperado pela caracteristica shrinkage destes
métodos. Entretanto, os métodos Bayes B Bins ainda obtiveram magnitudes dos

efeitos maiores que as do método tradicional.
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Figura 3.3 — Efeitos simulados absolutos de QTL e estimativas absolutas dos mé-
todos Bayes B, Bayes B BinO1, Bayes B Bin02, Bayes B Bin03 e
Bayes B Bin04, no cendrio oligogénico. Os pontos coloridos repre-
sentam os seis QTL simulados que estdo distribuidos ao longo dos
12150 SNPs em 10 cromossomos.
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3.2 Cenario Poligénico I

Na Tabela 3.2 apresentam-se os erros quadraticos médios (EQM) e os co-
eficientes de determinagdo (R?) entre os valores genéticos gendmicos (VGG) si-
mulados e preditos dos métodos avaliados, para as trés herdabilidades, no cenario
poligénico I (15 QTL). Ja se percebe bastante diferenca comparando-a com a Ta-
bela 3.1.

Tabela 3.2 — Erro Quadratico Médio (EQM) e Coeficiente de determina-
¢io (R? - em porcentagem) dos métodos RR-BLUP, Bayes A,
Bayes B e suas respectivas adaptacdes em bins, para as trés
herdabilidades no cendrio poligénico I (15 QTL).

Modelos Herdabilidades
0,2 0,5 0,8
EQM R?(%) EQM R?(%) EQM R? (%)
RR-BLUP 407,1* 69,9 2297 82,8 103,4 92,3

RR-BLUP Bin01 361,5  72,7° 250,3 81,3 152,5 88.8
RR-BLUP Bin02 402,0 714 2124 84,1 754 94,4
RR-BLUP Bin03 564,6 66,4 2430 81,7 89,0 93,3
RR-BLUP Bin04 622,8 649 2858 79,1 1014 92,3
Bayes A 477,1 68,4 250,7 81,1 85,5 93,7
Bayes A Bin01 323,7 76,9  263,1 80,3 159,0 88,3
Bayes A Bin(02 286,1 784 2421 81,8 75,2 94,4
Bayes A Bin03 3083 76,6 2684 79,8 59,5 95,6
Bayes A Bin04 314,1 76,2 2483 81,3 61,1 95,5
Bayes B 463,6 693 2278 82,8 81,4 94,0
Bayes B Bin0O1 459,2 67,8 2791 79,1 161,8 88,1
Bayes B Bin02 448,6 68,6 2912 78,1 79,0 94,1
Bayes B Bin03 5204 61,5 3149 76,2 68,6 94,9
Bayes B Bin04 4783 63,8 2995 773 69,2 94,8

* Em negrito sdo os valores de EQM e R? para os modelos tradicionais avaliados nas trés

herdabilidades. Deve-se comparéd-los com suas respectivas adaptacdes bins. ° Em verme-

lho sdo os valores de R? para os bins considerados melhores que ou iguais aos respectivos
métodos tradicionais. Fonte: Do autor (2018).

Neste cendrio, os métodos bins comecam a ser menos acurados, princi-
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palmente para os métodos Bayes B Bins. Entretanto, verifica-se pouca diferenca
nas acurdcias obtidas pelos métodos originais e seus respectivos métodos bins.
Observa-se que os métodos RR-BLUP-Bins avaliados tiveram desempenhos muito
diferentes, de acordo com as herdabilidades, quando comparados ao RR-BLUP
tradicional: RR-BLUP Bin01 e RR-BLUP Bin02 foram mais acurados na herda-
bilidade 0,2; apenas o RR-BLUP Bin02 obteve melhor acurécia preditiva na herda-
bilidade 0,5; e somente o0 RR-BLUP Bin 01 foi o menos acurado na herdabilidade
0,8. Com isso, o RR-BLUP Bin02 foi o tinico que apresentou melhor desempenho
preditivo nas tré€s herdabilidades, ou seja, considerando 30 bins no modelo dentro
de cada passo do MCMC.

De acordo com o apresentado na Tabela 3.2, em relagdo ao método Bayes
A tradicional, a maioria das configuracdes bins concorrentes foi mais acurada,
apresentando valores de R? muito maiores na herdabilidade 0,2. Observe que 0s
valores de R?, para os dois bins menos acurados na herdabilidade 0,5, estio muito
proximos ao do método RR-BLUP. J4 os métodos Bayes B Bins ndo obtiveram
bons desempenhos no cendrio poligénico, pois foram considerados todos menos
acurados que o Bayes B original nas herdabilidades 0,2 e 0,5. Na herdabilidade
0,8, os métodos Bayes B Bin(02, Bayes B Bin03 e Bayes B Bin04 tiveram acuricia
equivalentes ao Bayes B original.

Na Figura 3.4 mostram-se os Manhattan plots com os efeitos absolutos
dos QTL simulados e os efeitos absolutos que foram estimados pelos métodos RR-
BLUP, RR-BLUP BinO1 (10 bins), RR-BLUP Bin02 (30 bins), RR-BLUP Bin03
(90 bins) e RR-BLUP Bin04 (150 bins), para as herdabilidades 0,2; 0,5 e 0,8.
Observa-se que a maioria dos QTL foi mapeada pelos cinco métodos, descrevendo

o padrao dos efeitos principalmente nos métodos bins.
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Figura 3.4 — Efeitos simulados absolutos de QTL e estimativas absolutas dos mé-
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Os métodos RR-BLUP-Bins apresentaram melhor resolucdo que o mé-
todo tradicional; entretanto, em geral, houve forte efeito de encolhimento, subes-
timando os efeitos simulados. Como esperado, com o aumento da herdabilidade,
a resolucdo dos métodos em definir regides causais também aumenta. Note que
utilizar o método RR-BLUP Bin02 apresentou melhor acuricia preditiva e melhor
resolucdo do perfil gendomico. Isto implica que utilizar 30 marcadores nas itera-
coes do processo MCMC gera melhores resultados que utilizar todos os 12150
marcadores. Ou seja, para o cendrio poligénico simulado com 15 QTL, foram
necessdrios apenas 30 marcadores para conseguir reproduzi-lo melhor.

Na Figura 3.5 mostram-se os efeitos absolutos dos QTL simulados e os
efeitos absolutos que foram estimados pelos métodos Bayes A e suas configura-
coOes bins, para as trés herdabilidades. Observa-se que a maioria das regides dos
QTL foi mapeada pelos métodos bins, descrevendo o perfil gendmico. Ja o método
Bayes A tradicional identifica apenas uma ou duas regides causais.

Assim como no RR-BLUP, o método Bayes A apresenta forte encolhi-
mento dos efeitos, porém os métodos Bayes A Bins ainda obtiveram magnitudes
dos efeitos maiores. Observe que, novamente, com apenas o uso do Bayes A Bin01
j4 se consegue melhor resolucdo do perfil gendmico que o Bayes A. Entrentao, os

métodos bins agruparam alguns QTL e os identificaram como apenas um.
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Figura 3.5 — Efeitos simulados absolutos de QTL e estimativas absolutas dos méto-
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dos Bayes A, Bayes A BinO1, Bayes A Bin02, Bayes A Bin03 e Bayes
A Bin04, no cendrio poligénico I. Os pontos coloridos representam os
15 QTL simulados que estdo distribuidos ao longo dos 12150 SNPs
em 10 cromossomos.
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Na Figura 3.6 apresentam-se os efeitos absolutos dos QTL simulados e os
efeitos absolutos estimados pelos métodos Bayes B e suas configuragdes bins, para
as trés herdabilidades. Neste cendrio, apenas o QTL de maior efeito absoluto foi
identificado por todos os métodos.

Assim como os métodos acima, Bayes B também apresenta forte encolhi-
mento dos efeitos, o que ja era esperado pela caracteristica shrinkage destes méto-
dos. Observa-se que a maioria das regides causais nao foi mapeada pelos métodos
bins. Nas herdabilidades 0,2 e 0,5, os QTL de efeitos menores foram identificados
como um unico QTL de efeito maior. Apenas na herdabilidade 0,8, os métodos

bins apresentaram melhor resolucdo que o respectivo método tradicional.
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Figura 3.6 — Efeitos simulados absolutos de QTL e estimativas absolutas dos méto-
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B Bin04, no cendrio poligénico I. Os pontos coloridos representam os
15 QTL simulados que estdo distribuidos ao longo dos 12150 SNPs
em 10 cromossomos.
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3.3 Cenario Poligénico II

Na Tabela 3.3 apresentam-se os erros quadraticos médios (EQM) e os co-
eficientes de determinagdo (R?) entre os valores genéticos gendmicos (VGG) si-
mulados e preditos dos métodos avaliados, para as trés herdabilidades, no cenério

poligénico II (60 QTL).

Tabela 3.3 — Erro Quadritico Médio (EQM) e Coeficiente de determinacio (R?
- em porcentagem) dos métodos RR-BLUP, Bayes A, Bayes B e
suas respectivas adaptacdes em bins, para as trés herdabilidades no
cendrio poligénico II (60 QTL).

Modelos Herdabilidades
0,2 0,5 0,8
EQM R?(%) EQM R?(%) EQM R? (%)
RR-BLUP 5600,7*4 54,1 2248,1 81,6 964,9 92,1

RR-BLUP Bin01  6341,8 479 36234 70,2  3017,1 75,6
RR-BLUP Bin02 5610,7  54,9° 2127,6 82,5 819,7 933
RR-BLUP Bin03  5908,6 54,0 24852 80,3 866,3 92,9
RR-BLUP Bin04  5910,8 53,6 30972 774 963,7 92,2
Bayes A 5972,8 53,5 2328,7 81,1 955,5 92,2
Bayes A Bin0O1 7607.,4 37,6 38034 68,8 3141,2 74,8
Bayes A Bin02 7467,9 39,0 27219 77,7 1072,7 91,3
Bayes A Bin03 7788,7 37,0 28514 76,6 1057,6 91,3
Bayes A Bin04 7662,4 37,2 2918,7 76,0 1061,9 91,3
Bayes B 5800,3 53,6  2230,7 81,7 960,3 92,2
Bayes B Bin0O1 11680,1 20,1 42734 65,1 3678,6 70,5
Bayes B Bin02 11786,8 20,1 39333 67,8 2140,3 82,6
Bayes B Bin03 120124 204 45979 62,3  2307,5 81,1
Bayes B Bin04 12086,1 29,8 4144,7 659  2239,6 81,7

@ Em negrito sio os valores de EQM e R? para os modelos tradicionais avaliados nas trés herdabi-

lidades. Deve-se compari-los com suas respectivas adaptacdes bins. ° Em vermelho sio os valores

de R? para os bins considerados melhores que ou iguais aos respectivos métodos tradicionais.
Fonte: Do autor (2018).

Observa-se que os métodos RR-BLUP-Bins avaliados tiveram desempe-

nhos muito diferentes, de acordo com as herdabilidades, quando comparados ao
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RR-BLUP tradicional: RR-BLUP Bin02 e RR-BLUP Bin03 tiveram o mesmo
desempenho que o RR-BLUP original na herdabilidade 0,2; apenas o RR-BLUP
Bin02 obteve melhor acuracia preditiva na herdabilidade 0,5; ¢ somente o RR-
BLUP Bin 01 foi o menos acurado na herdabilidade 0,8. Com isso, o RR-BLUP
Bin02 foi o tnico que apresentou melhor desempenho preditivo nas trés herdabili-
dades, ou seja, considerando 30 bins no modelo dentro de cada passo do MCMC.

Para os métodos Bayes A e Bayes B, tanto Bayes A Bins quanto Bayes
B Bins nio foram considerados melhores. Isso mostra que os métodos RR-BLUP
Bins sdo favorecidos pelas suposi¢des acerca de uma arquitetura infinitesimal.

Na Figura 3.7 mostram-se os efeitos absolutos dos QTL simulados e os
efeitos absolutos que foram estimados pelos métodos RR-BLUP, RR-BLUP Bin01
(10 bins), RR-BLUP Bin02 (30 bins), RR-BLUP Bin03 (90 bins) e RR-BLUP
Bin04 (150 bins), para as herdabilidades 0,2; 0,5 e 0,8.

Os métodos RR-BLUP Bin03 e RR-BLUP Bin04 apresentaram melhores
resolugdes que o método tradicional. Note que, na herdabilidade 0,8, ao utilizar os
métodos RR-BLUP Bin03 e RR-BLUP Bin04, boa parte dos QTL foi identificada.
Entretanto, em geral, houve forte efeito de encolhimento, subestimando os efeitos
simulados. Como esperado, com o aumento da herdabilidade, a resolucdo dos
métodos em definir regides causais também aumenta. O QTL de maior efeito foi

identificado em todos os métodos bins nas herdabilidades 0,5 e 0,8.
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Figura 3.7 — Efeitos simulados absolutos de QTL e estimativas absolutas dos mé-
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todos RR-BLUP, RR-BLUP Bin01, RR-BLUP Bin(02, RR-BLUP
Bin03 e RR-BLUP Bin04, no cendrio poligénico II. Os pontos co-
loridos representam os 60 QTL simulados que estdo distribuidos ao
longo dos 12150 SNPs em 10 cromossomos.
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Na Figura 3.8 mostram-se os efeitos absolutos dos QTL simulados e os
efeitos absolutos que foram estimados pelos métodos Bayes A, Bayes A Bin0l1,
Bayes A Bin02, Bayes A Bin03 e Bayes A Bin04, para as trés herdabilidades.

Observa-se que grande parte dos QTL nao foi mapeada pelos métodos
bins, sendo os QTL encolhidos préximos ao valor zero. J4 o método Bayes A tra-
dicional identifica apenas uma ou duas regides causais. Assim como no RR-BLUP,
o método Bayes A apresenta forte encolhimento dos efeitos, porém os métodos
Bayes A Bins ainda obtiveram magnitudes dos efeitos maiores que as do Bayes A
tradicional. Observe que, novamente, com apenas o uso do Bayes A BinO1 ja se

consegue boa resolucdo do perfil gendmico.
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Figura 3.8 — Efeitos simulados absolutos de QTL e estimativas absolutas dos méto-
dos Bayes A, Bayes A BinO1, Bayes A Bin02, Bayes A Bin03 e Bayes
A Bin04, no cendrio poligénico II. Os pontos coloridos representam
0s 60 QTL simulados que estdo distribuidos ao longo dos 12150 SNPs
em 10 cromossomos.
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Na Figura 3.9 apresentam-se os efeitos absolutos dos QTL simulados e os
efeitos absolutos estimados pelos métodos Bayes B e suas configuragdes bins, para
as trés herdabilidades.

Observa-se que a maioria das regides causais nao foi mapeada pelos méto-
dos bins. O QTL de maior efeito foi identificado pelos métodos bins nas herdabili-
dades 0,5 e 0,8. Entretanto, na herdabilidade 0,2, poucos QTL foram identificados,
sendo localizados apenas no cromossomo 2. Este fato corrobora com a baixa acu-

rdcia apresentada na Tabela 3.3.
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Figura 3.9 — Efeitos simulados absolutos de QTL e estimativas absolutas dos méto-
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dos Bayes B, Bayes B Bin0O1, Bayes B Bin02, Bayes B Bin03 ¢ Bayes
B Bin04, no cendrio poligénico II. Os pontos coloridos representam
0s 60 QTL simulados que estdo distribuidos ao longo dos 12150 SNPs
em 10 cromossomos.
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4 DISCUSSAO

Hu, Wang e Xu (2012) e Xu (2013) trabalharam a ideia de que os efeitos
genéticos dos marcadores t€ém uma estrutura funcional intrinseca e que marcadores
em LD podem ser agrupados em bins. Intuitivamente, essa abordagem faz sentido
na andlise genética. Por exemplo, assuma que o cardter € afetado por um QTL cau-
sal. Entdo, os marcadores em torno deste QTL podem ter impacto no cardter, em
funcdo do desequilibrio de ligacdo. Assim, tratd-los como um tnico pseudomarca-
dor que representa o bloco gendmico faz sentido. Fan et al. (2013) consideraram
a ideia de utilizar modelo funcional para testar associacdes entre QTL e variantes
genéticas em genoma humano. Seus resultados mostraram que modelos lineares
funcionais de efeito fixo e seus testes sdo robustos e podem ser tteis em GWAS,
enquanto os modelos funcionais de efeitos mistos podem ser tteis em andlises de
genes candidatos. Mais ainda, o desempenho superior dos modelos funcionais é
mais provavel em virtude do uso tanto da ligacdo genética quanto da informacao
LD de muiltiplas variantes genéticas em uma regiao do genoma humano.

No presente estudo, introduziu-se a adaptacdo dos métodos RR-BLUP,
Bayes A e Bayes B com o uso da abordagem de modelos funcionais e integracio
numérica com bins, proposta por Moura (2017), a fim de identificar se € possi-
vel aumentar a capacidade preditiva destes métodos por meio de uma pré-selecio
de marcadores representativos (ou seja, bins). A resposta é: sim, é possivel. Por
exemplo, no cendrio oligogénico, os métodos adaptados em bins, quase em sua to-
talidade, foram mais acurados que suas respectivas formas originais, independente
do tipo de populacdo analisada (Tabelas 3.1 e Tabela 5.1). Com isso, os milhares
de marcadores das duas populagdes investigadas neste estudo sdo totalmente bem
representados por 10, 30, 90 ou 150 bins. Isto corrobora os resultados encontrados

por Hu, Wang e Xu (2012), Moura (2017) e Xu (2013) de que a capacidade pre-
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ditiva do modelo funcional bin foi maior que aqueles dos modelos tradicionais, na
maioria dos casos. Ou seja, a incorporagdo da técnica bin aos métodos de selecdo
€ uma 6tima abordagem de reducdo de dados sem perda de informacgdo (LI et al.,
2018; XU, 2013).

Em um cendrio poligénico/infinitesimal, os métodos RR-BLUP-Bins fo-
ram mais acurados que as versodes bins dos métodos bayesianos investigados. Por
outro lado, os métodos Bayes A Bins e Bayes B Bins apresentaram vantagens no
cendrio oligogénico. Isto € consistente com estudos anteriores que indicam que
métodos baseados em GBLUP (equivalente ao RR-BLUP) sdo melhores, quando
o nimero de QTL € maior (pois assume um modelo infinitesimal), enquanto méto-
dos bayesianos tém a vantagem de selecao quando caracteres sao influenciados por
poucos QTL principais (DAETWYLER et al., 2010; VAN DEN BERG; CALUS;
WIENTIES, 2015; ZHANG et al., 2016).

Hu, Wang e Xu (2012) e Xu (2013) utilizaram a média dos efeitos dos
marcadores dentro de um bin para representar seu efeito. O problema que surge é
se os marcadores dentro do bin estdo em baixo LD, efeitos contrarios sdao cancela-
dos um com o outro, levando a um efeito zero. No contexto do nosso trabalho, os
pesos utilizados para os efeitos dos marcadores foram baseados na frequéncia re-
lativa com que a posicdo do marcador foi selecionada dentro do processo MCMC.
Esta abordagem néo exige alto LD na populagdo, como no modelo de Hu, Wang
e Xu (2012), ja que ndo ocorre cancelamento dos efeitos em razao dos pesos di-
ferentes. Pelo fato do método ser estocastico, a estrutura LD nao influenciou a
andlise, pois os resultados de capacidade preditiva dos métodos bins para as duas
populacdes avaliadas F5 (alto LD) e Fg (baixo LD) foram similares (Tabelas 3.1-
3.3, 5.1-5.3). Diferente do caso de Hu, Wang ¢ Xu (2012), no presente trabalho,

0s bins nao sdo assumidos em funcao do LD.
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Zhang et al. (2016) também utilizaram a técnica de divisdo em bins (o
que eles chamam de janelas gendmicas) para atribuir pesos aos SNP, na matriz de
parentesco gendmico, e avaliaram predi¢cdes gendmicas em animais. Os autores
apresentaram dois procedimentos para calcular pesos de SNP individualmente e
trés procedimentos para pesos de SNP nas janelas gendmicas. De acordo com os
resultados destes autores, utilizar janelas para ponderar SNP resultou em melhor
desempenho, quando comparado com SNP ponderados individualmente, porque a
incerteza foi menor (SU et al., 2014), para cendrios com poucos QTL e, também,
evitavam valores extremamente pequenos para pesos de SNP. Estes resultados sdo
parecidos com os encontrados no presente trabalho, no contexto avaliado, ja que no
cendrio oligogénico os métodos adaptados com bins foram iguais ou mais acurados
que os respectivos originais.

Alguns autores (COMBS; BERNARDO, 2013; DAETWYLER etal., 2010;
DESTA, ORTIZ, 2014; SU et al., 2017; YU et al., 2011) afirmam que a eficiéncia
de cada modelo na selecao gendmica depende de vdrios atributos interconectados,
como a arquitetura genética (por exemplo, niimero de QTL, decaimento do dese-
quilibrio de ligacdo, herdabilidade, etc.) ou estrutura populacional (por exemplo,
tamanho da amostra, densidade de marcadores e nimero de individuos fenotipa-
dos). Sob estas circunstancias, as hipéteses do modelo sdo um importante fator.
Outro problema € que a arquitetura genética é desconhecida e uma escolha incor-
reta do nimero de bins pode diminuir o desempenho dos métodos bin em relagio
aos respectivos originais.

Em geral, em nossos resultados, houve forte efeito de encolhimento para
todos os métodos, subestimando os efeitos simulados; porém, o encolhimento foi
maior para o RR-BLUP. Levando isso em consideragdo, o modelo funcional redu-

ziu o efeito de encolhimento. Sob o ponto de vista da identificagdo de QTL, ana-
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lisando todos os cendrios, usar os métodos RR-BLUP-Bin, Bayes A Bin e Bayes
B Bin produziu Manhattan plots mais claros (maior resolucido, menos ruido) que
os métodos originais, para o cenario oligogénico, mesmo que com escala diferente
dos efeitos de marcadores. Entretanto, os resultados mostraram que o uso de bins,
quando o cardter € influenciado por varios QTL (cendrios poligénicos I e II), ndo
fornece bom desempenho na resolu¢ao do Manhattan plot.

Do ponto de vista computacional, a abordagem baseada em bins tem uma
vantagem distinta sobre os métodos com SNPs individuais. Por exemplo, no caso
dos dados simulados no cendrio oligogénico, para a populacdo F5, os 12150 mar-
cadores originais podem ser resumidos com apenas 10 ou 30 bins em um processo
MCMC (Tabela 3.1). Isso leva a uma redugdo substancial na complexidade com-
putacional. Usando nossa prépria rotina R, realizar uma anélise cldssica RR-BLUP
leva cerca de 100 dias usando 10000 iteracdes em um computador desktop Win-
dows 7 de 64 bits com uma CPU Intel (i5) de 1,6 GHz e 6 GB de memdria instalada
(as estimativas do tempo computacional para todos os métodos foram implemen-
tadas em um unico nicleo). Usando a mesma configuragao, a andlise RR-BLUP
Bins levou apenas 35 minutos para 10 bins, 38 minutos para 30 bins, 1,27 horas
para 90 bins e 2,40 horas para 150 bins. Métodos Bayesianos para predi¢do geno-
mica geralmente dependem da amostragem MCMC para inferéncia estatistica. O
tempo computacional para esses métodos aumenta linearmente com o niimero de
marcadores e o nimero de observacdes (ZENG et al., 2018). A abordagem Bayes
A Bins consumiu o minimo de 1,0 hora para o menor nimero de bins e 0 ma-
ximo de 4,0 horas para a maior quantidade de bins, enquanto o método original
pode levar vdrios meses para os dados SNPs completos. Com o método Bayes B
original, o tempo de andlise pode durar mais de um ano, enquanto Bayes B Bins,

apresentado neste trabalho, variou de 3,0 a 6,0 horas da menor quantidade de bins
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a maior.

A questdo da demanda computacional deve ser ressaltada, pois estd inver-
samente relacionada ao nimero de bins, ou seja, quanto menor o nimero de bins,
mais rapido o processo MCMC e menor a demanda computacional (MOURA,
2017). Uma estratégia para reduzir o tempo computacional € usar computagdo pa-
ralela. Cheng et al. (2014) paralelizaram o0 MCMC usando amostragens indepen-
dentes do Metropolis-Hastings. Fernando, Dekkers e Garrick (2014) distribuiram
o célculo para a amostragem de Gibbs em nicleos e nodes. No nosso trabalho,
cada bin pode ser processado independentemente, paralelizando em muitos clus-
ters do computador.

Na GWAS, abordagens baseadas em bins com tamanhos iguais tém sido
criticadas, porque eles podem dividir, acidentalmente, uma regido significativa em
bins adjacentes separados, resultando potencialmente na perda de poder de detec-
cdo de QTLs (BEISSINGER et al., 2015; LI et al., 2018). Determinar o tamanho
adequado do bin € tipicamente subjetivo, sendo apenas uma escolha do pesquisa-
dor. De acordo com Beissinger et al. (2015), uma definicio subjetiva do tamanho
do bin normalmente leva ao uso de um tamanho uniforme ao longo do genoma,
o que ndo é apropriado, j4 que vdrios parametros genéticos, incluindo taxa de re-
combinagdo e LD, variam ao longo de cada cromossomo.

Alguns estudos tém sido realizados para determinar tamanhos diferentes
de bins. Beissinger et al. (2015) introduziram um método para definir bins com
base em pontos de interrupcdo guiados estatisticamente nos dados. Esse método
envolve primeiro ajustar uma Spline de suavizacao cibica aos dados e, em seguida,
identificar os pontos de inflexdo da Spline ajustada, que servem como limites dos
bins adjacentes, permitindo assim a nao uniformidade dos tamanhos dos bins. Ou-

tra maneira de definir os bins € utilizando o desequilibrio de ligacdo entre os mar-
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cadores, de tal maneira que marcadores consecutivos com LD maior que um limiar
podem ser combinados juntos dentro de um tnico bin (LI et al., 2018; XU, 2013;
ZHANG et al., 2016). Entretanto, Moura (2017) mostrou que o modelo funcional
bayesiano com bins artificiais automaticamente define os tamanhos de bins natu-
rais (blocos LD) por meio da frequéncia com que cada marcador é amostrado no
processo MCMC. Ou seja, os tamanhos dos bins, na abordagem deste trabalho, sdo
irrelevantes, ja que eles sdo usados somente para otimizar o processo estocdstico
(MOURA, 2017).

Uma dire¢do para pesquisas futuras é permitir que os dados ajudem a de-
terminar as melhores opcdes, para o nimero e a posi¢do dos bins, por meio do
uso de saltos reversiveis (Reversible Jump) no processo MCMC, por exemplo.
Uma vantagem da abordagem bayesiana é que essas varidveis podem ser tratadas
como parametros adicionais a serem estimados. Outro ponto € estender a abor-
dagem atual para andlises de efeitos epistdticos, ji que exigem altas demandas
computacionais. Como a abordagem apresentada neste trabalho é capaz de reduzir
a dimensionalidade dos dados, reduziria o tempo computacional destes tipos de
andlises.

Outra dire¢c@o de pesquisa € utilizar a técnica para outros tipos de dados
de marcadores, por exemplo, baseados em Sequéncias Simples Repetidas (SSR -
Simple Sequence Repeats), os chamados microssatélites, ja que a abordagem apre-
sentada neste trabalho ndo exige pessoal especializado e equipamento sofisticado
para sequenciamento automético. E necessério apenas o mapa genético ou infor-
macdes fisicas dos marcadores para sua obtengdo, o que pode ser feito por meio
de métodos de cluster e frequéncia de recombinac¢do entre marcadores dois a dois,
ou anelamento simulado, por exemplo.

Por tudo isso, o uso de informagdes gendmicas em modelos de predi¢do
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¢ uma possivel solucdo para um melhoramento genético mais efetivo. Procedi-
mentos que consideram pesos especificos, para os marcadores em um bin (janela),
podem ser uma escolha melhor, comparada aos marcadores tnicos. Ainda, con-
siderar um grupo de marcadores em uma mesma janela gendmica pode ser mais
apropriado para capturar o sinal de um QTL desconhecido. O modelo funcional
bayesiano em bins, para métodos de selecdo gendmica, fornece a méxima predi-
tividade de valor genético quando um caréter € influenciado por poucos QTL. A
abordagem baseada em bins, também, pode ser usada, para outros modelos GS,

computacionalmente intensivos, para melhorar sua efici€éncia computacional.
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5 CONCLUSAO

A abordagem baseada em bins mostrou ser atrativa em métodos de sele-
¢do gendOmica, pois os métodos adaptados obtiveram melhores acurdcias em com-
paracdo as suas versdes originais. Mais ainda, obtiveram melhor desempenho na
identificacdo de regides causais, diminuindo os ruidos da resolu¢cdo dos Manhattan
plots. Observou-se que os diferentes tamanhos de bins influenciaram no desempe-
nho dos métodos adaptados, mostrando que a partir de certa quantidade de bins o
desempenho diminui, igualando-se aos originais em alguns cendrios. Do ponto de
vista computacional, a abordagem baseada em bins teve vantagem distinta sobre
os métodos originais, reduzindo bastante o tempo de realizagdo da anélise.

Por tudo isso, quanto ao desempenho geral, a recomendacio € o uso do
método RR-BLUP Bin02 (a versdao RR-BLUP funcional bayesiana com 30 bins),

pois foi o que apresentou desempenho satisfatério em todos os cendrios simulados.
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Nesta se¢do estio apresentados os resultados referentes a populacdo Fig

simulada.

Tabela 5.1 — Erro Quadratico Médio (EQM) e Coeficiente de determina-
¢do (R? - em porcentagem) dos métodos RR-BLUP, Bayes A,
Bayes B e suas respectivas adaptacdes em bins, para as trés

herdabilidades no cendrio oligogénico (6 QTL).

Modelos Herdabilidades
0,2 0,5
EQM R? (%) EQM R? (%) EQM R? (%)
RR-BLUP 390,52 55,3 1493 79,4 72,6 90,1
RR-BLUP Bin01 203,6  74,1° 46,1 93,7 36,4 95,1
RR-BLUP Bin02 324,8 62,9 61,8 91,5 31,7 95,7
RR-BLUP Bin03 5481 52,3 127,0 83,2 44,7 93,9
RR-BLUP Bin04 662,3 49,2 161,2 79,7 54,5 92,5
Bayes A 408,7 55,0 82,0 89,2 34,2 95,3
Bayes A Bin0O1 146,4 80,5 39,7 94,5 36,2 95,1
Bayes A Bin(2 171,6 77,9 38,4 94,7 24,8 96,6
Bayes A Bin03 200,5 753 37,2 94,9 23,0 96,9
Bayes A Bin04 253,0 69,8 37,6 94,8 21,6 97,1
Bayes B 416,7 55,2 58,9 91,9 39,7 94,6
Bayes B Bin0O1 119,7 83,6 43,0 94,1 51,5 93,0
Bayes B Bin02 1179 83,9 46,6 93,6 25,7 96,5
Bayes B Bin03 202,0 73,5 43,8 94,0 25,6 96,5
Bayes B Bin04 1778 76,7 44,6 93,9 32,0 95,6

@ Em negrito sdo os valores de EQM e R? para os modelos tradicionais avaliados nas trés
herdabilidades. Deve-se compara-los com suas respectivas adaptacdes bins. ® Em verme-
lho sdo os valores de R? para os bins considerados melhores que ou iguais aos respectivos
métodos tradicionais. Fonte: Do autor (2018).
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Tabela 5.2 — Erro Quadritico Médio (EQM) e Coeficiente de determinacio
(R? - em porcentagem) dos métodos RR-BLUP, Bayes A, Bayes
B e suas respectivas adaptacdes em bins, para as trés herdabilida-
des no cendrio poligénico I (15 QTL).

Modelos Herdabilidades
0,2 0,5 0,8
EQM R?(%) EQM R?>(%) EQM R? (%)
RR-BLUP 3146,0° 585 15619 77,9 5882 91,6
RR-BLUP Bin01 26034 66,5 1536,5 78,3 8924 873
RR-BLUP Bin02 27814 62,4 11620 83,5 367.8 94,8
RR-BLUP Bin03 3151,7 55,1  1488,7 78,7 4635 93,5
RR-BLUP Bin04 31982 54,5 17506 75,5 5475 924
Bayes A 31375 551 15639 77,6 5035 92,8
Bayes A Bin01  3113,6 57,8 16264 77,1 8965 872
Bayes A Bin02 29853 58,9 11764 834  401,1 94,3
Bayes A Bin03 ~ 3130,9 56,7 1238,1 824 2946 958
Bayes A Bin04  3064,6 57,8 12530 82,1 2424 96,6
Bayes B 30648 56,3 13759 80,5 4122 94,1
Bayes B Bin0O1 4107,1 41,8 1907,9 73,4 938,5 86,6
Bayes B Bin02 ~ 4098,0 41,7 14936 792 4646 934
Bayes B Bin03  3956,8 43,6 14523 793 3963 944
Bayes B Bin04 40444 423 15692 77,6 4523 93,6

@ Em negrito sio os valores de EQM e R? para os modelos tradicionais avaliados nas trés
herdabilidades. Deve-se comparé-los com suas respectivas adaptacdes bins. ° Em vermelho sdo
os valores de R? para os bins considerados melhores que ou iguais aos respectivos métodos
tradicionais. Fonte: Do autor (2018).
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Tabela 5.3 — Erro Quadratico Médio (EQM) e Coeficiente de determinacdo (R?
- em porcentagem) dos métodos RR-BLUP, Bayes A, Bayes B e
suas respectivas adaptacdes em bins, para as trés herdabilidades no
cendrio poligénico II (60 QTL).

Modelos Herdabilidades
0,2 0,5 0,8
EQM R?’(%) EQM R?(%) EQM RZ (%)
RR-BLUP 8160,2* 583 33038 79,6 16144 90,0
RR-BLUP Bin01  9265,1 48,2 5428,1 66,5 44938 74,1
RR-BLUP Bin02 6608,7  60,7° 33476 79,6 16146 90,1
RR-BLUP Bin03  6683,0 59,5 34576 79,9 14414 91,1
RR-BLUP Bin04 65858 59,6 37024 79,0 15362 90,6
Bayes A 65552 60,1 3310,6 79,7 1604,0 90,1
Bayes A Bin01 112623 31,6 60163 63,3 51775 69,0
Bayes A Bin02 ~ 10991,7 32,0 40132 752 19713 88,1
Bayes A Bin03 ~ 11019,0 31,8 3914,7 758 1603,8 90,3
Bayes A Bin04  10668,4 34,0 4096,7 749 16324 90,0
Bayes B 6629,1 60,5 3290,7 79,7 16462 89,8
Bayes B Bin01 15267,6 17,2  8365,1 484 54183 684
Bayes B Bin02  15443,5 16,3 82351 49,1 30499 81,5
Bayes B Bin03 15839,1 154 80347 50,3 31258 80,9
Bayes B Bin04 159932 250 8667,1 464  2958,1 819

@ Em negrito sio os valores de EQM e R? para os modelos tradicionais avaliados nas trés herdabi-
lidades. Deve-se compara-los com suas respectivas adaptacdes bins. ® Em vermelho sdo os valores
de R? para os bins considerados melhores que ou iguais aos respectivos métodos tradicionais.

Fonte: Do autor (2018).
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Figura 5.1 — Efeitos simulados absolutos de QTL e estimativas absolutas dos mé-

RR-BLUP Bin 03 RR-BLUP Bin 02 RR-BLUP Bin 01 Efeito RR-BLUP Efeito verdadeirto

RR-BLUP Bin 04

todos RR-BLUP, RR-BLUP Bin01, RR-BLUP Bin02, RR-BLUP
Bin03 e RR-BLUP Bin04, no cendrio oligogénico. Os pontos co-
loridos representam os 15 QTL simulados que estdo distribuidos ao
longo dos 12150 SNPs em 10 cromossomos.
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Figura 5.2 — Efeitos simulados absolutos de QTL e estimativas absolutas dos méto-
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dos Bayes A, Bayes A BinO1, Bayes A Bin02, Bayes A Bin03 e Bayes
A Bin04, no cendrio oligogénico. Os pontos coloridos representam os
15 QTL simulados que estdo distribuidos ao longo dos 12150 SNPs
em 10 cromossomos.
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Figura 5.3 — Efeitos simulados absolutos de QTL e estimativas absolutas dos méto-
dos Bayes B, Bayes B Bin0O1, Bayes B Bin02, Bayes B Bin03 ¢ Bayes
B Bin04, no cendrio oligogénico. Os pontos coloridos representam os
15 QTL simulados que estdo distribuidos ao longo dos 12150 SNPs
em 10 cromossomos.
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Fonte: Do autor (2018).
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Figura 5.4 — Efeitos simulados absolutos de QTL e estimativas absolutas dos mé-
todos RR-BLUP, RR-BLUP Bin01, RR-BLUP Bin02, RR-BLUP
Bin03 e RR-BLUP Bin04, no cendrio poligénico I. Os pontos co-
loridos representam os 15 QTL simulados que estdo distribuidos ao
longo dos 12150 SNPs em 10 cromossomos.

Herdabilidade 0.2 Herdabilidade 0.5 Herdabilidade 0.8
o 4 4
T
O
T
©
T
9]
>
2
°
pri
1 2 3 4 56 7 8 9 10 1.2 3 4 5 6 7 8 9 10
4 o
o - S+
3 . &
o) 5 4
&3 | ° g
e} ‘ >
T - Wil - | c o
u Q’“ v I B KM\S (| «J
o i o | o ‘:“A’,‘ .
(=] | Q| Q| |
[=hn (=] (=}
S T T T T T T T T T 1 S T T T T T T T T T 1 S T T T T T T T T T 1T
172 3 4 5 6 7 8 9 10 1.2 3 4 5 6 7 8 9 10 1.2 3 4 5 6 7 8 9 10
@ _| -
&4 o
5° B @ _|
- o
nE: 4 IS}
Qg < T
224 ST
E.Jlo ‘ g_
o4 |
x 7 (=] - |
8 e . o | il oo [ ] o 1 l I
S — T 1 I T T T T T T 1 S—=—T 1 1 T T T T T T 1 S =T T I T T T T T T 1
12 3 4 5 6 7 8 9 10 1.2 3 4 5 6 7 8 9 10 1.2 3 4 5 6 7 8 9 10

0.P4

RR-BLUP Bin 02
00 i 092
E
0.0 0.2 04
1 1 1 i 1
3
,
F
=
OIO 0|2 0|4 06 08
L
-

OIO 0|1 O|2 03 04

RR-BLUP Bin 03
0.00 0.01 0.02 0.03

Q
o g_
357 1
c° o
[ g_
Lo
S5 ]
og 2]
14 o
5 -
§_ 8 4.._.4“]...11]. sl odbbadi
S =} T T T T T T T T T 1T
5 6 7 1.2 3 4 5 6 7 8 9 10
Cromossomos Cromossomos

Fonte: Do autor (2018).



104

Figura 5.5 — Efeitos simulados absolutos de QTL e estimativas absolutas dos méto-

BAYES A Bin 03 BAYES A Bin 02 BAYES A Bin 01 Efeito BAYES A Efeito verdadeirto

BAYES A Bin 04

dos Bayes A, Bayes A BinO1, Bayes A Bin02, Bayes A Bin03 e Bayes
A Bin04, no cendrio poligénico I. Os pontos coloridos representam os
15 QTL simulados que estdo distribuidos ao longo dos 12150 SNPs
em 10 cromossomos.
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Figura 5.6 — Efeitos simulados absolutos de QTL e estimativas absolutas dos méto-
dos Bayes B, Bayes B Bin0O1, Bayes B Bin02, Bayes B Bin03 ¢ Bayes
B Bin04, no cendrio poligénico I. Os pontos coloridos representam os
15 QTL simulados que estdo distribuidos ao longo dos 12150 SNPs
em 10 cromossomos.
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Figura 5.7 — Efeitos simulados absolutos de QTL e estimativas absolutas dos mé-

todos RR-BLUP, RR-BLUP Bin01, RR-BLUP Bin02, RR-BLUP
Bin03 e RR-BLUP Bin04, no cendrio poligénico II. Os pontos co-
loridos representam os 15 QTL simulados que estdo distribuidos ao
longo dos 12150 SNPs em 10 cromossomos.
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Figura 5.8 — Efeitos simulados absolutos de QTL e estimativas absolutas dos méto-
dos Bayes A, Bayes A BinO1, Bayes A Bin02, Bayes A Bin03 e Bayes
A Bin04, no cendrio poligénico II. Os pontos coloridos representam
os 15 QTL simulados que estdo distribuidos ao longo dos 12150 SNPs
em 10 cromossomos.
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Figura 5.9 — Efeitos simulados absolutos de QTL e estimativas absolutas dos méto-

dos Bayes B, Bayes B Bin0O1, Bayes B Bin02, Bayes B Bin03 ¢ Bayes
B Bin04, no cendrio poligénico II. Os pontos coloridos representam
os 15 QTL simulados que estdo distribuidos ao longo dos 12150 SNPs
em 10 cromossomos.
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APENDICE B - Distribuices para RR-BLUP e Bayes A

Nesta sec¢do estdo apresentadas as distribui¢des a priori e condicionais
completas a posteriori para os métodos Bayes A e RR-BLUP adaptados ao modelo
genoma continuo em bins. Com isso, basta substituir as respectivas distribui¢des
dadas na secdo Material e Métodos por essas.

O modelo adotado é:

¢ L
yilp,o® ~ N (;H—Z/O Zit (N) v (N) dA,Ia?) (5.1)
t=1

RR-BLUP

- Distribuigdes a priori:

2

As prioris para e of siop () x lep (02) x % , respectivamente. As

distribui¢Oes a priori para o efeito de marcador +y e sua variancia o, sdo:

p(yj) x N (Oﬁj) :

) 1 (5.2)
02) X —
P 7) o2
3
2.0,005 . .
comv =1leS? =% 77— sendo, respectivamente, o grau de liberdade e o

parametro de escala para a varidncia do marcador.

Considerando A como o tamanho do bin k, utilizamos a priori de que a

posic¢do € uniformemente distribuida neste bin, ou seja, p (A\g) = Aik.
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- Distribuigdes condicionais completas a posteriori:

Distribuigcdo condicional completa para pi:

n k )
g,
=1 J=1

Distribui¢do condicional completa para os efeitos dos marcadores 7y, :

) k
) Z Zxj | Yi— 1= Z Ly VA 54

2
i=1 v =1 m#j
n 0_2 -1
2 _ 2 e 2
S’YA]- - ZZAN) t 0’2{ Te (53)
=1

Distribuicdo condicional para a varidncia comum do marcador 03:

03\ e~ Xl (u + nl,’y)%j + SQ> (5.6)

sendo n; o nimero de marcadores dentro do bin.
Distribuig¢do condicional para a varidncia residual o2

02|~ Xewe (N + 1, FQ) (5.7)

n

k
emque FQ = > <yz —m= 2 ZAJ'@)VM)'

=1
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BAYES A

- Distribuicdes a priori:
As prioris para 1 e 02 3o p () o< 1 e p (02) o J5 , respectivamente. As

distribui¢des a priori para o efeito de marcador +y e sua varincia o, sdo:

p() x N (0.02)).,

p(02) o< xo2 (1. %)

(5.8)

2 .0,005 . .
comv = leS? = ——7— sendo, respectivamente, o grau de liberdade e o

parametro de escala para a varidncia do marcador.
Considerando Ay como o tamanho do bin k, utilizamos a priori de que a

posic¢do € uniformemente distribuida neste bin, ou seja, p (A\g) = Aik.

- Distribuigdes condicionais completas a posteriori:

Distribuicdo condicional completa para pi:

n k 9
g
plo~ N v =D 2oy | /0 o (5.9)
i=1 j=1

Distribui¢cdo condicional completa para os efeitos dos marcadores 7y, :

n 0_2 -1 n k

~. o= 2 _—e Ly —

™= 2 Lm0 T 52 D I (Vi 1= D Day M
i=1 QRVID) i=1 m#j

(5.10)



-1

n o2
2 _ 2 e 2
Syn, = z :Z)\j(i) + 2 Te
J . g,
=1 ’Y>\J(Z>

Distribuicdo condicional para a varidncia especifica do marcador o?

J

2 -2 2 2
Oy, |"'NXesc<V+1a’Y/\j+S)

J

Distribuicdo condicional para a varidncia residual o2 :

02|~ Xewe (N + 1, FQ)

n

k
emque FQ = > <yz —p= ZAJ'@)VM)'

=1

™
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(5.11)

(5.12)

(5.13)
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ARTIGO 2 Uso de B-Spline para estimar a funcao sinal no modelo genoma

continuo

RESUMO

Com o desenvolvimento de técnicas estatisticas e computacionais de métodos de
selecdo gendmica, tornou-se possivel lidar com a alta dimensao de marcadores dis-
poniveis para diversos organismos. Embora tteis, estes métodos negligenciam as
caracteristicas genéticas de formagao do caréter. Por exemplo, a expressao génica
de um QTL pode ser representada como uma fungdo de sua posicdo no genoma.
Uma abordagem aproximada para a estimagdo de efeitos genéticos dependentes
da posicdo é apresentada com o modelo genoma continuo. Acreditando-se que
os efeitos genéticos dos marcadores tém uma estrutura funcional intrinseca e ado-
tando técnicas de andlise de dados funcionais, a disponibilidade de alta densidade
de marcadores pode ser usada para estimar a fungdo sinal por meio de fungdes
Spline. Com isso, o objetivo deste trabalho ¢ utilizar o modelo genoma continuo
e buscar uma expressdo polinomial via sistema de bases Spline (B-Spline) que
represente a expressao génica. Além disso, busca-se verificar se tal abordagem
apresenta vantagens preditivas com relacdo a alguns métodos classicos de selecio
gendmica. Uma populagdo F» de 300 individuos genotipadados com 10010 marca-
dores foi simulada para dois cendrios (oligogé€nico e poligénico) e herdabilidades
0,2; 0,5 e 0,8. J4 os dados reais consistem de 610 hibridos de eucalipto genoti-
pados com 15104 marcadores. Para o cendrio oligogénico, o método B-Spline foi
considerado o menos acurado nas herdabilidades 0,2 e 0,8 e foi equivalente aos
métodos Bayes A e Bayes B na herdabilidade 0,5. Para o cendrio poligénico, a ca-
pacidade preditiva do B-Spline foi andloga a do RR-BLUP. Para os dados reais, os
métodos bayesianos foram mais acurados que RR-BLUP e B-Spline. Entretanto, o
custo computacional do método B-spline foi bem menor que de todos os outros. A
forma funcional das curvas polinomiais por partes (Splines) pode permitir novos
tipos de andlise. Este estudo mostra que a abordagem com B-Spline pode lidar
com um ndmero ilimitado de marcadores e com baixo custo computacional.

Palavras-chave: B-Spline. Modelo genoma continuo. Modelo funcional. Anélise
de dados funcionais.
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1 INTRODUCAO

A maior motivacio para pesquisas em genética molecular € a perspectiva
de que a informagdo em nivel de DNA (Deoxyribonucleic Acid) conduza ao ganho
genético mais rapido e eficaz do que o alcangado com base somente em dados fe-
notipicos (MEUWISSEN; HAYES; GODDARD, 2001). A selecdo gendmica (GS
- Genomic Selection) fundamenta-se na alta densidade de marcadores genéticos
moleculares que, com os avangos na biotecnologia molecular, estdo se tornando
disponiveis para muitas espécies de animais e plantas.

Modelos paramétricos e métodos estatisticos de GS modelam as associa-
coes entre os marcadores e um fendtipo com foco no célculo de um valor genético
para um individuo. Assim sendo, ha explicacdo de grande parte da variagdo ge-
nética do caréter quantitativo (MEUWISSEN; HAYES; GODDARD, 2001). Para
iss0, a condi¢d@o essencial é que haja desequilibrio de ligacdo entre alelos dos mar-
cadores e QTL (Quantitative Trait Loci) (CALUS et al., 2008). Em tese, basica-
mente, a GS utiliza regressdes lineares dos marcadores sobre os valores fenotipicos
usando o artificio de shrinkage para contornar problemas de superparametrizagio
(MOURA, 2017).

Para os autores De Los Campos et al. (2009), Hu, Wang e Xu (2012), Tem-
pelman (2015) e Thavamanikumar, Dolferus e Thumma (2015), o aspecto central
na GS é, justamente, como lidar com a alta dimensionalidade (grande niimero de
marcadores € pequeno nimero de observagdes) e a multicolinearidade. Devido
a essa particularidade, métodos de regressao fixa simples que utilizam minimos
quadrados na sele¢do gendmica s@o proibitivos, a menos que se fagca uma reducio
na dimensdo do modelo. Vdrias metodologias para contornar tais situacdes vém
sendo propostas para realizar a selecdo gendmica, por exemplo, métodos lineares

por meio de modelos mistos GBLUP (Genomic Best Linear Unbiased Prediction)
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e RR-BLUP (Ridge Regression Best Linear Unbiased Prediction), métodos nio
lineares de selecdo de varidveis (métodos bayesianos), dentre outros.

Hu, Wang e Xu (2012) desenvolveram um modelo infinitesimal que deno-
minaram de modelo genoma continuo, em que se utiliza aproximacdo de modelos
funcionais. Nesse estudo, os autores dividiram o genoma em intervalos de alto
desequilibrio de ligacdo (LD - linkage disequilibrium) que denominaram de bins
e utilizaram a média dos bins como medida de informacdo. Embora bins naturais
tenham sido utilizados com bastante €xodo, essa técnica pode nao ser diretamente
aplicada em algumas situacdes especificas, devido ao nimero de marcadores e ao
tamanho amostral (XU, 2013).

Com o propdsito de contornar esse problema, Xu (2013) estabelece o con-
ceito de bins artificiais, em que podem ocorrer pontos de interrupcao (breakpoints)
ao longo dos bins naturais. Neste caso, como os bins artificiais podem ser arbitra-
riamente definidos de acordo com a preferéncia do investigador, ndo dependendo
do ndmero de marcadores nem do tamanho amostral. Contudo, os dados dos bre-
akpoints devem ser convertidos em dados bin antes da andlise, o que pode nio ser
uma boa op¢ao, uma vez que os dados originais nao sdao usados diretamente para
analise, mas sim a média dos bins.

Com essa preocupagio, Moura (2017) propds uma abordagem mais direta
de modelos funcionais e integragdo numérica da fun¢do gendmica e relaxou a su-
posicao de blocos com alto LD nos bins. O autor foi um pouco além e assumiu os
marcadores como variavel aleatéria dentro dos bins, cuja funcdo sinal de expres-
sdo génica € desconhecida. Nessa metodologia, ao invés da média do bin como
informacdo, o autor utilizou métodos bayesianos Monte Carlo Cadeias de Mar-
kov via algoritmo Metropolis-Hasting para realizagdo do processo de amostragem

por importancia e integracdo numérica. A andlise bin proposta mostrou melhora
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significativa na capacidade preditiva em relacdo aos modelos tradicionais de GS.

A ideia de modelos funcionais em GS consiste no pressuposto de que a
expressao gé€nica segue uma série espacial em que os picos da expressdo génica
sdo fungdes da posi¢do no genoma. Quando a forma da fungdo subjacente aos
dados é complicada, ¢ dificil aproximé-la através de um Unico polindmio. Nesse
caso, Spline é uma das fun¢des de aproximacdo mais apropriadas (BOOR, 1978;
DIERCKX, 1993).

Uma curva Spline é uma sequéncia de curvas polinomiais por partes que
estdo conectadas para formar uma tnica curva. A ideia € dividir o intervalo de
interesse em K regides distintas. Dentro de cada regido, uma fun¢do polinomial
¢ ajustada aos dados. No entanto, esses polindmios sdo restritos para que eles se
juntem suavemente nos limites da regifo, ou nds (knots). Desde que o intervalo
seja dividido em knots suficientes, isso pode produzir um ajuste extremamente fle-
xivel. Sobre qualquer intervalo, esta funcdo ¢ um polindmio de grau fixo, mas
sua natureza muda quando se passa para o proximo subintervalo (RAMSAY; HO-
OKER; GRAVES, 2009). O uso de polindmios de baixo grau resulta em curvas
suaves, evitando os problemas de sobreajuste causados por um polindmio de alto
grau (MICHNA et al., 2016). Na literatura sobre modelagem de séries temporais
de expressdo génica, por exemplo, a capacidade de descrever dados em termos de
funcdes matemdticas € um ingrediente-chave em algoritmos que inferem mecanis-
mos reguladores entre genes (BAR-JOSEPH et al., 2003; KONOPKA, 2011).

B-Spline ¢ uma combinacao linear de um conjunto de fungdes de base que
sdo determinadas pelo nimero e pela localizagdo de knots, bem como o grau do
polindmio. Foi proposto inicialmente por Boor (1978) e vem sendo usado nas
mais variadas areas da ciéncia, produzindo excelentes resultados em termo de su-

avizagao e, além disso, utiliza um niimero menor de funcdes base (BOOR, 2001).



117

Com isso, menos complexa serd a estimacio e menos recurso computacional serd
exigido. De acordo com Zhang et al. (2003), baseia-se no mesmo principio que a
regressdo polinomial: escolhe-se uma base e, em seguida, ajusta-se a curva usando
a regressdo de minimos quadrados.

Baseado no exposto acima, o presente estudo tem como objetivo utilizar
modelos funcionais e buscar uma expressao polinomial via sistema de bases Spline
(B-Spline) que represente a expressdo génica na selecdo gendmica. Além disso,
busca-se verificar se tal abordagem apresenta vantagens preditivas com relacdo a

alguns métodos usuais de selecdo gendmica.
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2 MATERIAL E METODOS
2.1 Dados simulados

Utilizando o software QGenes (JOEHANES; NELSON, 2008), foram si-
mulados cinco cromossomos com tamanho de 120 cM cada e distancia média de
0,001 cM no genoma, em 300 individuos pertencentes a uma populacdo F», totali-
zando 10010 marcadores SNP (Single Nucleotide Polymorphism). Dez marcadores
foram assumidos como QTL para representar o cendrio oligogé€nico e seus efeitos
amostrados de uma distribuicdo normal com média igual a zero e desvio padrio
igual a um. Para o cendrio poligénico, 100 marcadores foram assumidos como
QTL e seus efeitos, também, foram amostrados de uma distribui¢do N(0,1). Os
valores genotipicos dos individuos foram construidos pela combinacao linear dos
efeitos dos QTL com seus gendtipos, submetidos a trés niveis de herdabilidades:

0,2;0,5¢0,8.

2.2 Dados reais

Os dados consistem numa populagdo de hibridos da empresa Fibria S.A.,
derivados do cruzamento entre plantas pré-selecionadas de E. grandis, E. urophylla,
E. globulus e E. camaldulensis. Foram avaliados 12 individuos por combinagdo de
hibridos e, devido as perdas, foram obtidos, ao final, 610 individuos. A fenotipa-
gem das plantas ocorreu em trés épocas distintas: aos 24 meses de idade (Epoca
1), aos 36 meses de idade (Epoca 2) e aos 63 meses de idade (Epoca 3). As ca-
racteristicas mensuradas, em cada idade da planta, utilizadas neste trabalho foram:
capl - circunferéncia a altura do peito (em centimetros) na Epoca 1; lig] - teor de
lignina (em porcentagem) na Epoca 1; cap2 - circunferéncia 2 altura do peito (em

centimetros) na Epoca 2; alt2 - altura de planta (em metros) na Epoca 2; epc2 -
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espessura da casca (em milimetros) na Epoca 2; cap3 - circunferéncia 2 altura do
peito (em centimetros) na Epoca 3; alt3 - altura de planta (em metros) na Epoca 3;
epc3 - espessura da casca (em milimetros) na Epoca 3.

Concomitantemente a tomada dos dados fenotipicos, aos dois anos de
idade, foi extraido o DNA de todas as 610 plantas dessa populagdo para geno-
tipagem via GBS, método proposto por Elshire et al. (2011). A genotipagem foi

feita com 15104 marcadores DArT-seq.

2.3 Estimativa de efeito de marcadores

Este método envolve duas etapas. Primeiro, cria-se uma matriz B de bases
Spline (B-Spline) utilizando a posic@o de cada marcador. Segundo, obtém-se uma
matriz W como combinag¢do linear da matriz B com a matriz Z de estado geno-

tipico. O modelo estatistico para estimar efeitos de p marcadores € definido por:

p
yi=B+> Ziyv+e @.1)
j=1

em que 3 € o intercepto, 7; € o efeito do marcador j, Z;; é o estado genotipico do
marcador j para o individuo i e ; ~ N(0,02) é o erro com média zero e variancia
desconhecida 2. O estado do genétipo do j-ésimo marcador para o individuo 7 é

definido como:

2, para homozigoto dominante;
Zij = {1, paraheterozigoto; (2.2)

0, para homozigoto recessivo;

para SNP ou,
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1, para homozigoto dominante/heterozigoto;
Zij = (2.3)
0, para homozigoto recessivo;

para DArT.
Quando p — oo, o modelo em (2.1) é denominado de modelo infinitesi-
mal. Nesse modelo, ha alguns problemas de estimagao, devido a dimensionalidade

e a multicolinearidade.

2.4 Modelo funcional

A ideia de modelo funcional baseia-se no genoma como uma série espacial
em que o sinal relacionado a expressdo génica vy (\) é uma fungéo desconhecida e
pode ser aproximada por f (\) via escaneamento gendmico ao longo da posi¢do A,
dado que se conhece y, A e Z (), em que Z (\) é o estado genotipico na posi¢do
A. A ligagdo de v (\) para y € realizada através da matriz Z; (\) que descreve o
estado genotipico do individuo ¢ no dominio de v (A). Assim, tomando f (\) ~
v, tem-se a equagdo Z (A) f (A\) ~ Z(\)7. Dessa forma, assumindo Z (\)~y
como a predi¢do do valor genético gendmico (§), por transitividade matemitica,
tgmos Z(N) f(A) =g = y+e. Logo, tem-se a equivaléncia Z (\) f (\) =
JZiNy(N)dh =y +e.
" Considere n individuos que estdo sequenciados em uma regido gendmica
que tem m marcadores. N6s assumimos que os p marcadores estdo localizados em
uma regido com locais fisicos ordenados 0 < Ay < --- < A\, = L,emque L é o
tamanho do cromossomo, em centiMorgan (cM). Logo, sendo y; o valor fenotipico

para o individuo 7, o modelo linear funcional é:
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L
yi= ot / Zi (V)7 (A dA + &, (2.4)
0

em que p é a média geral, A € a posi¢do no cromossomo expressa como uma
quantidade continua, L é o tamanho do cromossomo, Z; (A) é o estado genotipico
do marcador na posi¢ao \ para o individuo 7, y (\) é o efeito genético do marcador
em funcio da posigio ), g; ~ N(0,02) é o erro para o individuo i.

Se existem C' cromossomos no genoma, o modelo (2.4) pode ser reescrito
como:

L
w=nt Y [ Zey(Vdr+e, 25)
=17}

em que o somatorio descreve a descontinuidade da fung¢do ao longo dos cromos-
SOmos.

A integral em (2.5) resulta no valor genético gendmico para o individuo <.
Este € o modelo genoma continuo proposto por Hu, Wang e Xu (2012). Dado que
v (M) é desconhecida, ndo existe uma expressdo explicita para resolver a integral.
Hu, Wang e Xu (2012) dividiram o genoma em blocos de alto LD que denomi-
naram de bins e tomaram o efeito médio dos bins como informacao. No presente
estudo, serd utilizado um sistema de bases Spline que, combinado com a matriz de
estado genotipica Z, pode estimar 4 (\) = f ()\) e, consequentemente, resolver a
integral para recuperar o valor genético gendmico.

Por nio ser possivel verificar todas as posi¢des no genoma, pois se trata de
uma varidvel continua, podemos utilizar as posi¢des dos marcadores como pseu-
doposig¢des (por exemplo, marcador M; tem a posi¢do Aj, marcador My tem a

posicao Ag, etc.).
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2.4.1 B-Spline

A ideia de regressdo via Spline, também denominada de regressdo local,
consiste basicamente em um problema de interpolac@o. Dessa forma, uma funcio
Spline pode ser analisada como um conjunto de fun¢des polinomiais, conectadas
em determinados knots, utilizados para ajustar uma curva aos dados. A quantidade
de knots, suas posi¢des e o grau do polindmio a ser ajustado sdo determinados, a
priori, com critérios definidos pelo pesquisador (os knots devem estar contidos no
dominio a ser analisado). A diferenca entre os limites de dois knots € denominada
de janela ou bin. Embora o Spline linear permita ajustar varias relacdes funcionais,
ndo apresenta suavizagdo nos knots e, portanto, nio reflete associa¢des curvilineas,
muitas vezes encontradas em situacdes praticas. Por isso, € mais comum ajustar
B-Splines, que possuem vantagens de suavizagdo nos knots.

No contexto de sele¢do gendmica é necessdrio assumir o genoma como
uma série espacial em que o sinal da expressao génica -y (A) é uma fungdo do es-
caneamento gendmico ao longo da posi¢do . Pode-se ajustar v (\) assumindo
qualquer base funcional, Spline, B-Spline, Série de Fourier, Wavelet, dentre ou-
tras. Neste trabalho, fungdes B-Spline serdo utilizadas, pois sdo melhores quando
empregadas para suavizar curvas em que ndo ha periodicidade especifica, como é
o caso da fungdo sinal da expressdo génica.

B-Splines sao definidas pela ordem ¢ e pelos nimeros de k knots dentro do
intervalo especificado, chamados knots internos. Os dois pontos extremos, inicio
e fim do intervalo, também sdo considerados knots, entdo o namero total de knots
¢ k 4 2. O grau do polindmio B-Spline ¢ m = q¢ — 1. Seja uma sequéncia nio
decrescente de knots (nimeros reais) tal que a = § < & < - < &y = b,
em um intervalo [a, b]. Define-se um conjunto de knots aumentados £_,,, = - - - =

éo <& <o < gy = -+ = &krma1, €m que os limites a e b s@o repetidos
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m vezes. De acordo com Boor (1978), o t-ésimo B-Spline de ordem ¢ pode ser

calculado por:
Big(z) = g () Brg1(x) + [1 — ar14 (@) Birig-1(2),  (2.6)

com

1, & <x<&qa;
B 1 ($) = 2.7

0, caso contrario;

sendo

g:);’—f_tg ,ose g1 — & #0;
apq (z) = ¢ Stra-1 =5 (2.8)

0 ,  caso contrario.

Assim, considerando B-Splines de ordem ¢ com k knots interiores, € pos-

sivel escrever a fungdo « como:

k+q
Y(A) =Y Big(\) ¢ (\) =B®, com A€ [0,L]. (2.9)
t=1

Por sua vez, a estimativa suave de v é dada por:

k+q

F(N) =D Big(\) i (V). (2.10)
t=1

Substituindo (2.8) em (2.5) e considerando C' cromossomos, o modelo

pode ser reescrito como:
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C k+q
vi=p+ > Y Zic(N) Brg (A) ¢ (V), (2.11)
c=1 t=1
com \ € [0,L].
Um polindmio de grau m = 2 (ou seja, ordem ¢ = 3) foi escolhido

para ser ajustado em cada intervalo de knots, pois se supde que entre dois knots
adjacentes ndo existe mais que um QTL com efeito expressivo. Logo, k + ¢ =
k + 3 parametros a serem estimados em cada cromossomo. Com C' cromossomos,
obtém-se b = C - (k+¢) = C (k + 3) pardmetros no genoma todo. Em forma

matricial, temos:

Ynxl = Mpx1 + anp'prl + Enx1 =
(2.12)

= Mpx1 + anpoqu)bxl + €nx1,

em que p € o vetor da média geral, Z é a matriz de estado genotipico dos marcado-
res, B € a matriz de bases B-Spline, ® € o vetor de coeficientes a serem estimados
e € é o vetor dos erros.

Tomando ZB = W, o modelo a ser trabalhado é:

Ynxl = Mpx1 T+ Wb Prx1 + €nxi- (2.13)

Dado que sempre se pode obter b < n, pode-se estimar os pardmetros pelo

método de minimos quadrados ordinarios. Logo,

= (WW)'W (y - p) (2.14)
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2.5 Implementacao da analise

Para o modelo proposto, a matriz B de bases B-Spline foi obtida utilizando
a fung¢do bSpline disponivel pela biblioteca splines2 (WANG; YAN, 2017) do soft-
ware R (R CORE TEAM, 2018). Para os modelos concorrentes, os dados foram
analisados utilizando os modelos Bayes A, Bayes B e Lasso Bayesiano, por meio
da funcdo BGLR contida no pacote BGLR (PEREZ; DE LOS CAMPOS, 2014)
e 0 modelo RR-BLUP com a func¢do mixed.solve do pacote RR-BLUP (ENDEL-
MAN, 2011).

2.6 Acuracia preditiva

Para avaliar a acurécia preditiva dos modelos, obteve-se o coeficiente de
correlacdo de Pearson () entre o valor genético gendmico predito pelos métodos
e o observado. Quanto maior o valor de 7, melhor € a predi¢dao do modelo.

Na analise de dados reais, o tamanho dos knots foi determinado usando a
validacdo cruzada 10-fold. Com esse método, uma parte dos dados (10%) € re-
movida e uma B-Spline € ajustada com certo nimero de knots aos dados restantes.
Em seguida, utiliza-se B-Spline para fazer predi¢Oes para a parte retida. Realiza-se
esta sequéncia vdrias vezes até que cada observacgao tenha sido omitida uma vez e,
em seguida, calcula-se a correlacdo de Pearson (r) global. Este procedimento foi
repetido para um grid de knots, a fim de determinar o knot que fosse considerado
6timo para cada fenétipo, sendo aquele que forneceu a maior correlagéo, ou seja, a
maior acurdcia. Uma vez determinados tais knots, realizaram-se as andlises finais

com eles para, entdo, fazer a comparagdo dos métodos.
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3 RESULTADOS

3.1 Analise de dados simulados

Cenario I: Modelo oligogénico. Na Figura 3.1 estdo representados os
efeitos dos QTL simulados (painel A) e os efeitos preditos pelos métodos RR-
BLUP (em preto) e B-Spline (em vermelho) no painel B, considerando a herdabi-
lidade 0,8. Para suavizar a curva B-Spline, foram adotados k = 3 knots por cro-
mossomos. L.ogo, o niimero de bases funcionais por cromossomo é k +m + 1 =
3+ 2+ 1 = 6, perfazendo, portanto, um total de b = 30 bases funcionais (ntimero
total de pardmetros a serem estimados) no genoma, haja vista que foram simula-
dos cinco cromossomos. O nimero de knots foi determinado mediante uma busca
em grid pela maximizagdo na acurécia de predi¢do, o que ndo € nenhum desafio
computacional.

Observa-se que enquanto os efeitos QTL simulados variaram de -1,33 a
2,63 (Figura 3.1-A), os efeitos de marcadores estimados variaram de -0,01 a 0,03
para RR-BLUP e -0,005 a 0,04 para B-Spline (Figura 3.1-B). A maioria dos seg-
mentos contendo grandes QTL foi mapeada por ambos os métodos, isto €, os
efeitos preditos mostraram padrdes semelhantes, porém com efeitos viesados para
baixo. A resolucdo do B-Spline foi melhor que a do RR-BLUP e apresentou um
pico expressivo no cromossomo 4, regido em que foi simulado QTL de maior

efeito.
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Figura 3.1 — (A) Efeitos verdadeiros dos 10 QTL simulados ao longo do genoma
representado; (B) Efeitos estimados pelos métodos RR-BLUP (em
preto) e B-Spline (em vermelho), para a herdabilidade 0,8.

Efeitos simulados
>
—
=

0.4cM -~ B-Spline
?% ¢~ RR-BLUP

Efeitos preditos

\ [ I I
1 2 3 4 5

Cromossomos

O simbolo A € o tamanho dos knots, k é a quantidade de knots por cromossomos e b é a
quantidade total de bases funcionais (parametros). Linha tracejada em azul separa os
cromossomos. Fonte: Do autor (2018).

Na Tabela 3.1 estdo apresentadas as correlacdes de Pearson (r) entre va-
lores gendmicos simulados e preditos pelos diferentes métodos ao variar as her-
dabilidades, a fim de avaliar suas capacidades preditivas. O método Bayes B foi
o mais acurado nas trés herdabilidades e obteve a mesma acuricia que o Bayes
A na herdabilidade 0,8. O modelo B-Spline foi menos acurado que RR-BLUP
apenas na herdabilidade 0,2 e mais acurado que o Lasso Bayesiano em todas as

herdabilidades.
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Tabela 3.1 — Correlag@o de Pearson () dos métodos RR-BLUP, Bayes A, Bayes
B, Lasso Bayesiano e B-Spline para as herdabilidades 0,2; 0,5 ¢ 0,8,
no cendrio oligogénico.

Métodos Herdabilidades
0,2 0,5 0,8
RR-BLUP 0,841 0,933 0,979
Bayes A 0,813 0,937 0,986
Bayes B 0,855 0,947 0,986
Lasso Bayesiano 0,818 0,935 0,979
B-Spline 0,821 0,945 0,980

Fonte: Do autor (2017).

Pelos resultados apresentados na Figura 3.1 e na Tabela 3.1, observa-se
que a capacidade preditiva do método B-Spline € melhor que dos métodos RR-
BLUP, Bayes A e Lasso Bayesiano em quase todos os cendrios avaliados.

Cenario II: Modelo poligénico. Na Figura 3.2 estdo apresentados os efei-
tos dos QTL simulados (Painel A) e os efeitos preditos pelos métodos RR-BLUP
(em preto) e pelo B-Spline (em vermelho) no Painel B, considerando a herdabi-
lidade 0,8. Para suavizar a curva B-Spline, foram adotados k = 11 knots por
cromossomo. Logo, o nimero de bases funcionais por cromossomo é k+m+1 =
114241 = 14, em que k € o ntimero de knots e m é o grau do polindmio suavi-
zado, perfazendo, portanto, um total de b = 70 bases funcionais (nimero total de
parametros a serem estimados) no genoma, haja vista que foram simulados cinco
cromossomos. O ntiimero de knots também foi escolhido mediante uma busca em
grid pela maximizag@o na na acuracia preditiva.

Uma observacdo interessante é que, neste cendrio, em que hd dez vezes
mais QTL simulados do que no cendrio anterior, o nimero de bases funcionais foi

pouco mais que o dobro da quantidade utilizada no cenario anterior.
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Figura 3.2 — (A) Efeitos verdadeiros dos 100 QTL simulados ao longo do genoma
representados; (B) efeitos estimados pelos métodos RR-BLUP (em
preto) e B-Spline (em vermelho), para a herdabilidade 0,8.
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O simbolo A € o tamanho dos knots, k é a quantidade de knots por cromossomo e b é a
quantidade total de bases funcionais (parametros). Linha tracejada em azul separa os
cromossomos. Fonte: Do autor (2018).

Observa-se que enquanto os efeitos QTL simulados variaram de -2,31 a
2,51 (Figura 3.2-A), os efeitos de marcador estimados variaram de -0,03 a 0,03
para RR-BLUP e de -0,07 a 0,05 para B-Spline (Figura 3.2-B). A maioria dos
segmentos contendo grande QTL foi mapeada por ambos os métodos, isto é, os
efeitos preditos por ambos os métodos mostraram padrdo semelhante, porém, em
geral, apresentaram viés para baixo devido ao efeito de shirinkage. No presente

cendrio, a resolu¢cdo do RR-BLUP foi melhor que a do B-Spline.
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Na Tabela 3.2 est@o representadas as correlagdes de Pearson (r) entre valo-
res gendmicos simulados e preditos para os diferentes métodos ao variar a herda-
bilidade. O método RR-BLUP foi o mais acurado nas trés herdabilidades e obteve
a mesma acurdcia que o método Bayes B na herdabilidade 0,5 e que o Bayes A na
herdabilidade 0,8. O método B-Spline foi considerado o menos acurado nas trés

herdabilidades, seguido pelo Lasso Bayesiano.

Tabela 3.2 — Correlac@o de Pearson () dos métodos RR-BLUP, Bayes A, Bayes
B, Lasso Bayesiano e B-Spline para as herdabilidades 0,2; 0,5 ¢ 0,8,
no cendrio poligénico.

Métodos Herdabilidades
0,2 0,5 0,8
RR-BLUP 0,822 0,939 0,971
Bayes A 0,805 0,938 0,971
Bayes B 0,812 0,939 0,970
Lasso Bayesiano 0,799 0,935 0,970
B-Spline 0,784 0,925 0,961

Fonte: Do autor (2018).

Pelos resultados apresentados na Figura 3.2 e na Tabela 3.2, observa-se
que a capacidade preditiva do método B-Spline é préxima, porém inferior aos ou-
tros métodos analisados. Note que o foco estd na inferéncia do valor genético, em

vez da deteccdo de QTL.

3.2 Analise de dados reais

Na Figura 3.3, do painel A-H estao apresentados graficos com o valor da
acurédcia em funcdo de um grid de candidatos (knots) que “varre” todo o espaco

das posigoes.
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Figura 3.3 — Acuricias obtidas a partir de um grid de knots do modelo Spline pro-
posto para oito fenétipos de eucalipto: (A) capl - circunferéncia a
altura do peito na Epoca 1; (B) ligl - lignina na Epoca 1; (C) cap?2 -
circunferéncia a altura do peito na Epoca 2; (D) alt2 - altura de planta
na Epoca 2; (E) epc2 - espessura da casca na Epoca 2; (F) cap3 -
circunferéncia  altura do peito na Epoca 3; (G) alt3 - altura de planta
na Epoca 3; (H) epc3 - espessura da casca na Epoca 3.
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A linha tracejada vermelha representa o knot que maximiza a acurdcia. Fonte: Do autor
(2018).
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Os valores encontrados de tamanhos de knots 6timo para cada fenétipo
foram: 0,066 para circunferéncia 2 altura do peito na Epoca 1 (capl); 0,114 para
lignina na Epoca 1 (ligl); 0,07 para circunferéncia a altura do peito na Epoca 2
(cap2); 0,079 para altura de planta na Epoca 2 (alt2); 0,07 para espessura da casca
na Epoca 2 (epc2); 0,282 para circunferéncia 2 altura do peito na Epoca 3 (cap3);
0,283 para altura de planta na Epoca 3 (alt3); 0,081 para espessura da casca na

Epoca 3 (epc3).

3.2.1 Acuracia versus tempo de analise

O tamanho da amostra foi n = 610 e o nimero de marcadores DArT foi
p = 15104. Na Figura 3.4 estdo apresentadas as acurdcias para os oito fenétipos
(do painel de A-H) em relacdo ao tempo de andlise referentes aos quatros mode-
los concorrentes (RR-BLUP, Bayes A, Bayes B e Lasso Bayesiano) e o modelo
proposto. Nesta figura, os didmetros dos circulos sdo proporcionais ao tempo de
andlise do modelo B-Spline. Com isso, podemos perceber, por exemplo, que para
cada segundo gasto pela andlise via B-Spline, o RR-BLUP gastou 13 segundos (va-
lor expresso no centro do circulo), Bayes A, 51 segundos, Bayes B, 53 segundos,
e Lasso Bayesiano, 56 segundos. Além disso, o tempo de andlise dos trés modelos
bayesianos ¢ muito préximo, por isso, as vezes hé sobreposicdo de circulos.

Observa-se que para todos os fenétipos, métodos bayesianos foram con-
siderados mais acurados que RR-BLUP e B-spline. J4 os métodos RR-BLUP e
B-Spline apresentaram resultados alternados, sendo que B-Spline foi mais acurado
para os fendtipos capl e ligl, os dois métodos obtiveram mesma acurécia (0,256)
para o fenétipo alt2 e, B-Spline foi menos acurado para os outros fendtipos. En-

tretanto, em todos os cendrios, B-Spline obteve o menor tempo computacional.
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Figura 3.4 — Acuricia em relacdo ao tempo de andlise obtida a partir da validacao

cruzada 10-fold, usando os cinco modelos avaliados para os fen6tipos:
(A) capl - circunferéncia 2 altura do peito na Epoca 1; (B) ligl -
lignina na Epoca 1; (C) cap2 - circunferéncia a altura do peito na
Epoca 2; (D) alt2 - altura de planta na Epoca 2; (E) epc2 - espessura
da casca na Epoca 2; (F) cap3 - circunferéncia 2 altura do na Epoca 3;
(G) alt3 - altura de planta na Epoca 3; (H) epc3 - espessura da casca

na Epoca 3.
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4 DISCUSSAO

Neste trabalho, acredita-se que os efeitos genéticos dos marcadores tém
uma estrutura funcional intrinseca. Embora os dados genéticos sejam sempre dis-
cretos, os vemos como realizacdes de uma fungfo sinal v continua nas posi¢des .
Aqui, ) é simplesmente a localiza¢do do marcador no genoma, que € uma varidvel
continua, e ndo discreta. O desafio principal € o de postular uma forma funcional
relacionando fendtipos a gendétipos de marcadores (vistos como milhares de cova-
ridveis altamente colineares) e a valores genéticos. Utilizando técnicas de andlise
de dados funcionais, a disponibilidade de alta densidade de marcadores pode ser
usada para estimar a funcdo sinal por meio de fungdes Spline, B-Spline ou Fou-
rier (BOOR, 2001; FAN et al., 2013; HORVATH; KOKOSZKA, 2012; RAMSAY;
HOOKER; GRAVES, 2009; RAMSAY; SILVERMAN, 1996). Entdo, a funcdo
sinal estimada € usada no modelo de regressdo linear funcional para se conectar ao
ajuste do fendétipo.

Na anélise dos dados simulados no presente estudo, todos os métodos ava-
liados tiveram correlagdes superiores a 90%, sendo que B-Spline obteve desempe-
nho equivalente (ora mais acurado, ora menos acurado) aos métodos concorrentes
avaliados (Tabelas 3.1 e 3.2). Fan et al. (2013) também desenvolveram um estudo
em que consideraram o genoma humano como uma fungdo estocéstica e utilizaram
modelos lineares funcionais de efeitos fixos e mistos para testar associagcdo entre
QTL e variantes genéticas. Uma das abordagens foi estimar a fun¢ao sinal por
meio de fun¢des base Fourier e B-Spline e comparar com os testes de associacao
baseado em kernel de Lee et al. (2012) e Wu et al. (2011). Os autores mostraram
que os resultados dos testes de modelos funcionais de efeitos fixos utilizando B-
Spline ou Fourier foram muito melhores que os testes concorrentes avaliados. J4

os resultados dos testes de modelos funcionais de efeitos mistos foram um pouco
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misturados, ou seja, as vezes obteve desempenho pior, as vezes desempenho me-
lhor que os testes concorrentes.

Analisando os resultados referentes aos dados reais, os trés métodos baye-
sianos foram mais acurados que os demais. Estes resultados corroboram com os
apresentados por Gianola, Fernando e Stella (2006) e Howard, Carriquiry e Be-
avis (2014) que avaliaram métodos paramétricos cldassicos e métodos ndo para-
métricos e semiparamétricos. De acordo com os autores, se o objetivo for o me-
lhoramento genético e a arquitetura genética subjacente for conhecida como adi-
tiva, os métodos GS paramétricos fornecerdo melhores predi¢des para a selecdo
(HOWARD; CARRIQUIRY; BEAVIS, 2014). Mais ainda, os resultados apresen-
tados por Howard, Carriquiry e Beavis (2014) sugerem que, se o objetivo da pes-
quisa é predizer com precisao o valor genotipico de um individuo, particularmente
para fins de selecdo, e se a arquitetura genética subjacente dos caracteres nio for
conhecida, entdo € melhor usar o método ndo paramétrico.

Os desempenhos de diversos métodos de selecdo gendmica foram ampla-
mente comparados quanto a capacidade preditiva em diversos estudos, por exem-
plo, Calus (2010), Daetwyler et al. (2010), Howard, Carriquiry e Beavis (2014),
Meuwissen, Hayes e Goddard (2001), Moser et al. (2009), Thavamanikumar, Dol-
ferus e Thumma (2015), Van den Berg, Calus e Wientjes (2015) e Zhang et al.
(2010). A conclusio é que parece existir uma incerteza na determinacdo de qual
método € o mais apropriado, haja vista que, segundo esses autores, a eficiéncia de
cada método depende, entre outros fatores, da arquitetura genética e da densidade
do marcador. Além disso, como destacam Gianola (2013) e Gianola et al. (2009),
os métodos Bayesianos (apelidados por Gianola et al. (2009) de “alfabeto bayesi-
ano”) sdo influenciados pela suposi¢do acerca dos hiperparametros das prioris, de

modo que as prioris podem exercer mais influéncia na estimativa das componentes
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de variancia do que os préprios dados.

Gianola, Fernando e Stella (2006) afirmaram que as abordagens paramé-
tricas para GS tém varios inconvenientes. Os pressupostos do modelo paramétrico
nem sempre sao validos (por exemplo, normalidade, varidveis explicativas inde-
pendentes, linearidade). Dessa forma, as criticas a essa abordagem foram seguidas
por uma defesa a abordagens alternativas baseadas em técnicas de aprendizado de
maquina (machine learning) ou até mesmo abordagens ndo paramétricas (TEM-
PELMAN, 2015). Uma observag@o importante é que o depende da matriz trans-
formada W, mas ndo sofre influéncia diretamente de quao grande é p. O que se
quer mostrar com isso é que mesmo com p — 00, ndo € necessario estimar uma
infinidade de parametros, ou seja, encontra-se um modelo que converte problemas
gendmicos de alta dimensdo em um modelo de dimensao finita b representado na
equacdo (2.11).

Analisando o tempo computacional, os métodos bayesianos exigiram mais
demandas; ja o método B-Spline apresentou o menor custo computacional (Figura
3.4). Note na Figura 3.4-D que apesar dos métodos bayesianos terem sido mais
acurados que RR-BLUP e B-Spline, o tempo computacional gasto foi de 200 a
210 vezes maior que o tempo do B-Spline (ou seja, a cada 1 segundo gasto pelo
B-Spline, os métodos bayesianos gastaram de 200 a 210 segundos). Este resul-
tado notdvel faz com que o uso de Splines seja relevante em anélises de selecdo
gendmica.

E bem conhecido que o ponto chave no uso de uma Spline é a determina-
cdo das posi¢des dos knots, tendo que ser colocados o mais precisamente possivel
(DIERCKX, 1993; UTPOTT, 2015; WEGMAN; WRIGTH, 1983). No presente
estudo, o tamanho ideal dos knots, para a andlise dos dados reais, foi escolhido por

meio de um escaneamento em grid. Este procedimento exigiu trabalho computaci-
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onal intensivo, pois para cada tamanho de knot testado realizou-se uma anélise de
acurécia preditiva; ao final de todo o escaneamento, obteve-se o tamanho corres-
pondente a maior acurdcia. Outra maneira seria permitir que os dados ajudassem
a determinar as “melhores” op¢des para o niimero e a posi¢cao dos knots.

Biller (2000) introduziu uma abordagem totalmente bayesiana de regres-
sdo Splines com selecdo automdtica de knots em modelos lineares generalizados
usando B-Spline. O nimero e a localizagdo dos knots sio escolhidos por métodos
MCMC de salto reversivel, juntamente com os coeficientes desconhecidos que de-
terminam a forma da Spline. Estes procedimentos permitem a amostragem a partir
da posteriori do conjunto de modelos, consistindo em diferentes niimeros e posici-
onamentos de knots, e correspondente dimensionalidade diferente dos pardmetros
de Spline. Wallstrom, Liebner e Kass (2008) também utilizou o método MCMC
de salto reversivel para executar a regressdo nao paramétrica generalizada baseada
em splines. Para o modelo genoma continuo apresentado neste trabalho, pesquisas
futuras poderao abordar o uso de técnicas de knots livres para testar a eficiéncia do

modelo em selecdo gendmica.
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5 CONCLUSAO

A forma funcional das curvas polinomiais por partes (Splines) pode permi-
tir novos tipos de andlise. Este estudo mostra que a abordagem com B-Spline pode
lidar com um ntimero ilimitado de marcadores e com custo computacional muito
menor do que modelos tradicionais de selecdo gendmica. Assim, na gendmica, a
forma funcional pode descrever uma regido em oposi¢ao a marcadores individuais

e é, portanto, um método promissor € merece mais exploracao.
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