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RESUMO

Em algumas situações experimentais das ciências biológicas, físicas e humanas
é comum o pesquisador ter o interesse em fazer comparações de matrizes de vari-
âncias e covariâncias de duas populações. Se as amostras das duas populações são
independentes nenhuma covariância entre elas é esperada. No entanto, os dados
amostrais podem ser emparelhados, em situações em que um grupo de variáveis é
mensurado antes e após a realização de um determinado tratamento. Para o caso
em que apenas uma variável é mensurada em cada situação, pré (X) e pós (Y) tra-
tamento, Morgan (1939) e Pitman (1939) propuseram um teste t exato baseado na
correlação entre as variáveis normais X e Y e na correlação de duas novas variá-
veis que são combinações lineares de X e Y . O teste de Morgan (1939) e Pitman
(1939) considera, no entanto, apenas a situação de q = 2 populações e p = 1 va-
riável. Para o caso de q ≥ 2 e p ≥ 1 variável algumas soluções são propostas na
literatura. Entretanto, todos são testes assintóticos. Para tanto, este trabalho foi
proposto procurando generalizar o teste de Morgan (1939) e Pitman (1939) para o
caso multivariado, considerando a situação de q = 2 populações. Testes de com-
parações de covariâncias na presença de correlação foram propostos pelo método
bootstrap não-paramétrico (tb0), maximização de ρUV para otimizar o a paramé-
trico (ta) e pela fixação do a num vetor de uns (tc) e a avaliação do seu desempenho
e comparação com os demais testes foram realizadas. As conclusões alcançadas
sobre o desempenho dos testes foram divididas em dois casos. No primeiro caso,
em que considerou-se p = 2, concluiu-se que dentre os testes que controlaram o
erro tipo I, os testes LRT3 e W2 foram superiores aos seus competidores em todas
as situações estudadas. O teste tb0 foi considerado intermediário e os testes ta e
tc foram inferiores aos demais. No segundo caso, em que considerou-se p = 4 e
p = 10, concluiu-se que os testes ta, tc e tb0 se destacaram por apresentarem um
ótimo desempenho, com marcas de quase sempre 100% quando n ≥ 20. Portanto,
recomenda-se a aplicação dos testes propostos tc e tb0 em situações reais.

Palavras-chave: Matrizes de covariâncias. Simulação. Monte Carlo. Poder. Erro
tipo I.





ABSTRACT

In some experimental situations of biological, physical and human sciences is
common the researcher be interested in making comparisons of variance and co-
variance matrices of two populations. If two populations samples are independent
it is expected no covariance between them. However, in situations where a group
of variable is measured before and after the performance of a particular treatment
the sample data can be paired. For the case where only one variable is measured in
each situation, pre (X) and post (Y) treatment, Morgan (1939) and Pitman (1939)
proposed an exact t test based on the correlation between the normal variables X
and Y and the correlation of the two new variables that are linear combinations
of X and Y . However, the test proposed by Morgan (1939) and Pitman (1939)
considers only situations where we have q = 2 populations and p = 1 variable.
In the literature, some solutions are presented for the case of q ≥ 2 and p ≥ 1
variable. However, all are asymptotic tests. Therefore, the propose of this work is
to generalize the Morgan (1939) and Pitman (1939) test for the multivariate case,
considering the situation of q = 2 populations. We proposed covariance compa-
risons tests in the presence of correlation by the nonparametric bootstrap method
(tb0). The ρUV was maximized to optimize the a parametric (ta) and for setting
the a in an unitary vector (tc). Then we evaluate the performance of these tests
and compare them with the others. We separated the conclusions regarding the
performance of the tests in two cases. In the first case, which p = 2 was consi-
dered, it was found that, among the tests that controlled the type I error, the tests
LRT3 and W2 were better than their competitors in all situations studied. The tb0

test was considered intermediate and the ta and tc tests were lower than the others.
In the second case, which p = 4 and p = 10 were considered, it was found that
the ta, tc and tb0 tests stood out for having a great performance, achieving 100%
marks almost always when n ≥ 20. Therefore, in real situations, we recommend
the application of the tc and tb0 tests proposed in this work.

Keywords: Covariance matrices. Simulation. Monte Carlo. Power. Type I er-
ror.



LISTA DE TABELAS

Tabela 1 Taxas de erro tipo I de nove testes de igualdade de matrizes de

covariâncias: LRT, LRT1, LRT2, LRT3, W2, W5, ta, tc e tb0(%),

considerando diferentes tamanhos amostrais (n), diferentes ma-

trizes de covariâncias Σ(4×4) e valor nominal de significância de

5%. . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 106

Tabela 1 , “continua” 107

Tabela 2 Taxas de erro tipo I de três testes de igualdade de matrizes de

covariâncias: ta, tc e tb0(%), considerando diferentes tamanhos

amostrais n, diferentes matrizes de covariâncias Σ(4×4) e valor

nominal de significância de 1%. . . . . . . . . . . . . . . . . . . 108

Tabela 2 , “continua” 109

Tabela 2 , “continua” 110

Tabela 3 Taxas de erro tipo I de dois testes de igualdade de matrizes de co-

variâncias: tc e tb0(%), considerando diferentes tamanhos amos-

trais (n), diferentes matrizes de correlações ρ(8×8) e valor nomi-

nal de significância de 5%. . . . . . . . . . . . . . . . . . . . . 113

Tabela 3 , “continua” 114

Tabela 3 , “continua” 115

Tabela 3 , “continua” 116

Tabela 4 Taxas de erro tipo I de dois testes de igualdade de matrizes de co-

variâncias: tc e tb0(%), considerando diferentes tamanhos amos-

trais (n), diferentes matrizes de correlações ρ(8×8) e valor nomi-

nal de significância de 1%. . . . . . . . . . . . . . . . . . . . . 117



Tabela 4 , “continua” 118

Tabela 4 , “continua” 119

Tabela 4 , “continua” 120

Tabela 5 Taxas de erro tipo I de dois testes de igualdade de matrizes de co-

variâncias: tc e tb0(%), considerando diferentes tamanhos amos-

trais (n), diferentes matrizes de correlações ρ(20×20) e valor no-

minal de significância de 5%. . . . . . . . . . . . . . . . . . . . 121

Tabela 5 , “continua” 122

Tabela 5 , “continua” 123

Tabela 5 , “continua” 124

Tabela 6 Taxas de erro tipo I de dois testes de igualdade de matrizes de co-

variâncias: tc e tb0(%), considerando diferentes tamanhos amos-

trais (n), diferentes matrizes de correlações ρ(20×20) e valor no-

minal de significância de 1%. . . . . . . . . . . . . . . . . . . . 125

Tabela 6 , “continua” 126

Tabela 6 , “continua” 127

Tabela 6 , “continua” 128

Tabela 7 Poder de nove testes de igualdade de matrizes de covariâncias:

LRT, LRT1, LRT2, LRT3, W2, W5, ta, tc e tb0(%), considerando

diferentes tamanhos amostrais (n), diferentes matrizes de covari-

âncias Σ(4×4) e α = 5%. . . . . . . . . . . . . . . . . . . . . . . 130

Tabela 7 , “continua” 131

Tabela 7 , “continua” 132



Tabela 8 Poder de três testes de igualdade de matrizes de covariâncias: ta,

tc e tb0(%), considerando diferentes tamanhos amostrais (n), di-

ferentes matrizes de covariâncias Σ(4×4) e valor nominal de sig-

nificância de 1%. . . . . . . . . . . . . . . . . . . . . . . . . . 133

Tabela 8 , “continua” 134

Tabela 8 , “continua” 135



SUMÁRIO

1 INTRODUÇÃO . . . . . . . . . . . . . . . . . . . . . . . . . . 20
2 REFERENCIAL TEÓRICO . . . . . . . . . . . . . . . . . . . 23
2.1 Comparações de matrizes de covariâncias de normais depen-

dentes . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 23
2.2 Teste para homogeneidade de matrizes de covariâncias . . . . 26
2.3 Teste de comparação de variâncias para amostras indepen-

dentes . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 33
2.4 Teste de comparação de variâncias para amostras dependentes 45
2.5 Teste de comparação de matrizes de covariâncias na presença

de correlação . . . . . . . . . . . . . . . . . . . . . . . . . . . 52
2.6 Teste da razão de verossimilhanças . . . . . . . . . . . . . . . 55
2.7 Simulação bootstrap . . . . . . . . . . . . . . . . . . . . . . . . 77
2.7.1 Bootstrap não-paramétrico . . . . . . . . . . . . . . . . . . . . 78
2.7.2 Bootstrap paramétrico . . . . . . . . . . . . . . . . . . . . . . 79
2.8 Simulação Monte Carlo . . . . . . . . . . . . . . . . . . . . . 80
3 MATERIAL E MÉTODOS . . . . . . . . . . . . . . . . . . . 82
3.1 Teste de comparação de covariâncias na presença de correlação 82
3.1.1 Maximizar ρUV . . . . . . . . . . . . . . . . . . . . . . . . . . 85
3.1.2 Teste bootstrap não-paramétrico . . . . . . . . . . . . . . . . . 89
3.1.2.1 Estatística original . . . . . . . . . . . . . . . . . . . . . . . . 89
3.1.2.2 Distribuição nula de bootstrap . . . . . . . . . . . . . . . . . . 89
3.2 Simulação Monte Carlo . . . . . . . . . . . . . . . . . . . . . 91
3.2.1 Taxas de erro tipo I e poder dos testes ta, tc e tb0 . . . . . . . . 93
4 RESULTADOS E DISCUSSÃO . . . . . . . . . . . . . . . . . 104
4.1 Simulação Monte Carlo . . . . . . . . . . . . . . . . . . . . . 104
4.1.1 Erro tipo I . . . . . . . . . . . . . . . . . . . . . . . . . . . . 105
4.1.2 Poder . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 129
4.1.3 Considerações Gerais . . . . . . . . . . . . . . . . . . . . . . . 137
5 CONCLUSÕES . . . . . . . . . . . . . . . . . . . . . . . . . . 139

REFERÊNCIAS . . . . . . . . . . . . . . . . . . . . . . . . . . 140
APÊNDICE . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 147



20

1 INTRODUÇÃO

É comum em determinadas situações experimentais o pesquisador estar inte-

ressado em comparar matrizes de variâncias e covariâncias de duas populações.

Se as amostras de ambas as populações são independentes nenhuma covariância

entre elas é esperada. Por outro lado, os dados amostrais podem ser emparelhados

em situações em que um grupo de variáveis é mensurado antes e após a realização

de um determinado tratamento ou, ainda, em situações na genética em que as me-

didas são realizadas em uma geração e, também, na geração filial derivada de cada

indivíduo, sendo a genealogia preservada. Também ocorre esse tipo de situação

em casos em que uma amostra é avaliada em dois diferentes estágios temporais,

os denominados dados longitudinais. Se em todos os casos o interesse é focar

na comparação das matrizes de covariâncias das populações, não é possível, por

exemplo, aplicar o teste de Bartlett (1937). A razão para isso é que, de alguma

forma, esses dados são correlacionados e o teste possui baixo poder em detectar

possíveis diferenças na matriz de covariâncias, uma vez que se viola a pressuposi-

ção, para sua aplicação, de que as duas populações são independentes.

Para o caso em que apenas uma variável é mensurada em cada situação, pré

(X) e pós (Y) tratamento, Morgan (1939) e Pitman (1939) propuseram um teste t

exato baseado na correlação entre as variáveis normais X e Y e na correlação de

duas novas variáveis, U e V , que são combinações lineares de X e Y . O teste de

Morgan (1939) e Pitman (1939) se torna bem mais poderoso do que as alternativas

existentes para dados não correlacionados à medida que a correlação entre X e Y

tende a 1 ou a -1. Esse teste considera, no entanto, apenas a situação de q = 2

populações e p = 1 variável. Para o caso de q ≥ 2 populações e p ≥ 1 variável,

algumas soluções são propostas na literatura (BHATTACHARJEE; ALAM, 1982;
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BOGLE; HSU, 2002; CHU; PILLAI, 1980; HAN, 1968; HAYAKAWA, 1987; JI-

ANG; SARKAR, 2000, 2002; JIANG; SARKAR; HSUAN, 1999; PIEPHO, 1997;

SHAPIRO; COHEN, 1990). No entanto, todos são testes assintóticos.

Morgan (1939) e Pitman (1939) propuseram pela primeira vez o teste da razão

de verossimilhanças para a igualdade das variâncias, em uma população normal

bivariada, ou seja, p = 1 variável e q = 2 populações, com correlação desconhe-

cida. Desde então, muitos pesquisadores têm explorado ainda mais este problema.

Na ausência de quaisquer suposições restritivas sobre a estrutura de dependência

entre duas populações normais multivariadas correlatas, Roy e Potthoff (1958) e

Smith e Kshirsagar (1985) tentaram obter um teste para a igualdade das matrizes

de covariâncias de dois vetores aleatórios (JIANG; SARKAR, 2002).

De acordo com Jiang e Sarkar (1998), Roy e Potthoff (1958) tentaram pela

primeira vez resolver o problema para p ≥ 2 e q ≥ 2. Mas, segundo Jiang e Sar-

kar (1998) existe uma falha nos argumentos principais de Roy e Potthoff (1958).

Smith e Kshirsagar (1985) abordaram o problema de testar Σ11 = Σ22 utilizando o

método da razão de verossimilhanças, em que Σ11 e Σ22 são as matrizes de cova-

riâncias das populações 1 e 2, respectivamente. Mas, de acordo com Jiang e Sarkar

(1998), a aplicação desse teste é extremamente complicada, devido à dificuldade

em obter uma expressão analítica explícita do estimador de máxima verossimi-

lhança da matriz de covariâncias sob a hipótese nula, e o algoritmo de Smith e

Kshirsagar (1985) não é eficiente na obtenção de um estimador válido da matriz

de covariâncias (JIANG; SARKAR, 1998). Em vista do fato de que os testes exa-

tos serem difíceis de se formular, Jiang e Sarkar (1998) propuseram alguns testes

assintóticos, viáveis para duas normais bivariadas dependentes, explorando a nor-

malidade assintótica dos momentos amostrais de segunda ordem. Jiang, Sarkar e

Hsuan (1999) propuseram ainda um esquema iterativo eficiente para encontrar o
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estimador de máxima verossimilhança da matriz de covariâncias e desenvolveram

o teste da razão de verossimilhanças com versões modificadas. No contexto de um

delineamento cruzado, Jiang e Sarkar (2001) construíram um teste assintótico, o

teste da razão de verossimilhanças, e suas modificações para a igualdade das ma-

trizes de covariâncias de sujeito único (ou intra-sujeitos), e propuseram um teste F

exato quando os vetores de resposta são bivariados.

Para lidar com o problema de comparar matrizes de covariâncias de distribui-

ções normais dependentes este trabalho generaliza o teste de Morgan (1939) e

Pitman (1939) para o caso multivariado, considerando a situação de q = 2 po-

pulações. Para isso, na seção 2, procurou-se revisar alguns dos principais testes

utilizados para comparar matrizes de covariâncias de duas ou mais populações cor-

relacionadas. Na seção 3 buscou-se desenvolver teoricamente os testes propostos

(bootstrap não-paramétrico (tb0), maximização de ρUV para otimizar o a paramé-

trico (ta) e o teste tc, obtido fixando o a num vetor de uns). Posteriormente, foram

construídas matrizes de covariâncias positivas definidas, provenientes de p = 4 e

p = 10 populações, com o intuito de avaliar as taxas de erro tipo I e poder dos tes-

tes ta, tc e tb0 . Finalmente, na seção 4, comparações utilizando simulação Monte

Carlo foram realizadas, considerando p = 2, para avaliar o desempenho dos testes

propostos em relação aos testes existentes, propostos por Jiang e Sarkar (1998)

(W2 e W5) e Jiang, Sarkar e Hsuan (1999) (LRT, LRT1, LRT2 e LRT3). Os testes

propostos por Jiang e Sarkar (1998) e Jiang, Sarkar e Hsuan (1999) se limitaram a

apenas duas variáveis. Portanto, não foi possível fazer comparações desses testes

com os testes propostos (ta, tc e tb0), considerando p = 4 e p = 10.
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2 REFERENCIAL TEÓRICO

2.1 Comparações de matrizes de covariâncias de normais dependentes

A comparação de matrizes de covariâncias para variáveis correlacionadas surge

em diversas situações das ciências biológicas, físicas e humanas. Em estudos de

comparações emparelhadas ou de dados longitudinais muitas vezes o interesse re-

cai na comparação de matrizes de covariâncias de duas ou mais populações. Mui-

tos métodos foram delineados para comparar a homogeneidade de variâncias ou

de matrizes de covariâncias na presença de correlação (PIEPHO, 1997; JIANG;

SARKAR; HSUAN, 1999).

Para descrever o problema suponha que X é um vetor aleatório de dimen-

são (pq × 1), composto de q grupos de p variáveis aleatórias cada, i.e., X> =

[X>1 ,X
>
2 , ...,X

>
q ], em queX>i = [Xi1,Xi2, ...,Xip], i = 1,..., q.

Suponha, adicionalmente, queX tem distribuição normal pq - variada, Npq(µ,Σ),

com média µ e covariância Σ desconhecidas. Considere a partição de Σ, de

acordo com os q grupos, dada por



Σ11 Σ12 · · · Σ1q

Σ21 Σ22 · · · Σ2q
...

...
. . .

...

Σq1 Σq2 · · · Σqq


(2.1)

em que Σi j é uma matriz (p × p) para i, j = 1, . . . , q.

O objetivo é testar a hipótese H0 : Σ11 = Σ22 = · · ·Σqq contra a hipótese

alternativa Σii , Σ j j para algum i , j = 1,2, . . . , q.

O primeiro a considerar esse problema foi Finney (1938) para o caso de p = 1

e q = 2 supondo correlação conhecida e, posteriormente, Morgan (1939) e Pit-
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man (1939) propuseram o teste para correlação desconhecida. O caso de p = 1

e q ≥ 2 foi explorado por vários outros autores posteriormente (BHATTACHAR-

JEE; ALAM, 1982; CHOI; WETTE, 1972; COHEN, 1986; HAN, 1968; HARRIS,

1985; LEVY, 1976; SHAPIRO; COHEN, 1990).

Cirillo et al. (2010) propuseram alguns testes multivariados para comparar q-

matrizes de covariâncias de populações normais dependentes. Esses testes foram

construídos com base na observação multivariada, representada pelo vetor de va-

riável aleatóriaX , em que cada componenteX>1 ,X
>
2 , . . . ,X

>
q definiu vetores de

variáveis aleatórias, definidos por X j = (X j1, . . . ,X jp)> com j = 1, . . . , q, em que

q correspondeu ao número de populações e p ao número de variáveis. O vetor de

variáveis aleatórias X foi obtido por meio de uma distribuição normal multivari-

ada, Npq(µ,Σ), cujos parâmetros foram especificados por:

µ(pq×1) =



µ1

µ2
...

µq


e Σ(pq×pq) =


Σ11 . . . Σ1q
...

. . .
...

Σq1 . . . Σqq


A hipótese de interesse foi descrita como H0 : Σ11 = Σ22 = . . . = Σqq

versus H1 : pelo menos uma matriz de covariâncias Σ j j difere das demais. Os

critérios propostos por Cirillo et al. (2010) e usados como regra de decisão foram

determinados em função da razão de variâncias generalizadas, definidas pela razão

dos determinantes λ1() e pela razão dos traços λ2(). Os estimadores das matrizes de

covariâncias populacionais foram apresentados por Cirillo et al. (2010) e gerados

via os métodos bootstrap, a partir de amostras provenientes da distribuição Wishart
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Invertida, que denominaram as razões de variâncias generalizadas por:

λ1(w) =

max
j

(|Σ j j|)

min
j

(|Σ j j|)
ou λ2(w) =

max
j

(Traço[Σ j j])

min
j

(Traço[Σ j j])
;

λ1(b) =

max
j

(|S j j|)

min
j

(|S j j|)
ou λ2(b) =

max
j

(Traço[S j j])

min
j

(Traço[S j j])
,

em que S j j representou a matriz de somas de quadrados e produtos amostrais da

j-ésima população e Σi j ( j = 1, 2, . . . , q) (CIRILLO et al., 2010).

Cirillo et al. (2010) utilizaram a razão de variâncias generalizadas, ora razão

dos determinantes ora razão dos traços, na construção dos testes. Todos os critérios

foram avaliados em diferentes combinações de tamanho amostral (n), número de

populações (q), número de variáveis (p) e grau de heterogeneidade das matrizes de

covariâncias (δ). Além disso, para todas essas situações, considerou-se a estrutura

autorregressiva de primeira ordem com alta e baixa correlação, respectivamente,

sintetizadas pelas correlações globais ρ = 0,80 e ρ = 0,20.

As matrizes de covariâncias geradas por Cirillo et al. (2010), pelo método bo-

otstrap, no qual foram obtidas considerando uma alta correlação (ρ = 0,80), apre-

sentaram poder inferior, quando as mesmas foram submetidas à baixa correlação

global. Para amostras menores (n = 20) os testes apresentaram baixo poder em

todas as correlações globais. Em todas as situações estudadas, considerando o

controle do erro tipo I e o poder, recomenda-se o uso regular do teste baseado na

razão de determinantes em que as matrizes foram geradas via bootstrap.
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2.2 Teste para homogeneidade de matrizes de covariâncias

Ferreira (2011a) utilizou o teste de Bartlett (1947) para testar a homogeneidade

de matrizes de covariâncias de q ≥ 2 populações normais multivariadas. Deve-se

testar a hipótese de homogeneidade sobre as covariâncias (p×p) das q populações

dada por

H0 : Σ1 = Σ2 = · · · = Σq. (2.2)

Consideraram-se amostras aleatórias de q populações normais p-variadas

Np(µi, Σi) de tamanho ni, cada uma, com i = 1, · · · , q. A amostra da i-ésima

população é dada por Yi1,Yi2, · · · ,Yini , em que Yi j ∈ R
p corresponde à j-ésima

unidade da i-ésima população. Considere que n =

q∑
i=1

ni.

Suponha que deseja-se testar a hipótese H0 de que um parâmetro θ de interesse

pertença a algum subespaço de Rs. Esse subespaço é conhecido como conjunto

nulo e é representado por Ω0 ⊂ R
s. Normalmente, esse subespaço corresponde às

restrições que são impostas no espaço paramétrico e, nesse caso, a hipótese nula

equivale ao espaço restrito. A solução desse teste de hipótese, em termos da região

de rejeição R, é um conjunto de valores do espaço amostral que leva à decisão de

rejeitar a hipótese H0, em favor de uma hipótese alternativa H1, que é chamada de

espaço irrestrito.

A função de verossimilhança do modelo irrestrito é dada por

LΩ(Y ; µi,Σi) = (2π)−np/2
q∏

i=1

|Σi|
−ni/2

× exp

−1
2

q∑
i=1

ni∑
j=1

(Yi j − µi)>Σ−1
i (Yi j − µi)

 ,
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e a função suporte, por

g(Y ; µi,Σi) = −
np
2

ln(2π) −
q∑

i=1

ni

2
ln|Σi|

−
1
2

q∑
i=1

ni∑
j=1

(Yi j − µi)>Σ−1
i (Yi j − µi).

A expressão

q∑
i=1

ni∑
j=1

(Yi j − µi)>Σ−1
i (Yi j − µi) =

q∑
i=1

ni∑
j=1

(Yi j − µi + Ȳi. − Ȳi.)>Σ−1
i (Yi j − µi + Ȳi. − Ȳi.)

pode ser reescrita como

q∑
i=1

tr[(ni − 1)Σ−1
i Si + niΣ

−1
i (Ȳi. − µi)(Ȳi. − µi)>],

em que a matriz Si (p × p), dada por

Si =
1

ni − 1

ni∑
j=1

(Yi j − Ȳi.)(Yi j − Ȳi.)>,

representa o estimador não-viesado da matriz das covariâncias para a i-ésima po-

pulação. Dessa forma, a função suporte pode ser reescrita como

g(Y ; µi,Σi) = −
np
2

ln(2π) −
q∑

i=1

ni

2
ln|Σi| −

1
2

q∑
i=1

tr[(ni − 1)Σ−1
i Si]

−
1
2

q∑
i=1

tr[niΣ
−1
i (Ȳi. − µi)(Ȳi. − µi)>].

Após derivar a função suporte em relação aos parâmetros e igualar as derivadas
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a zero obtém-se o sistema de equações formado para encontrar os estimadores de

máxima verossimilhança. Assim,

∂g
∂µi

= niΣ
−1(Ȳi. − µi),

para i = 1, · · · , q. Igualando a equação resultante a zero obtém-se

µ̂i = Ȳi.. (2.3)

O estimador de máxima verossimilhança da média da i-ésima população é a

média amostral dessa população. Para determinar o estimador de máxima verossi-

milhança para a matriz de covariâncias obtém-se

∂g
∂Σi

= −
n
2
Σ−1

i +
ni − 1

2
Σ−1

i SiΣ
−1
i +

ni

2
Σ−1

i (Ȳi. − µi)(Ȳi. − µi)>Σ−1
i .

Igualando essa equação a zero, substituindo o estimador de µi dado pela equa-

ção (2.3) obtém-se

−
n
2
Σ̂−1

i +
ni − 1

2
Σ̂−1

i SiΣ̂
−1
i = 0

ni

2
Σ̂−1

i =
ni − 1

2
Σ̂−1

i SiΣ̂
−1
i

Σ̂iΣ̂
−1
i Σ̂i =

ni − 1
ni

Σ̂iΣ̂
−1
i SiΣ̂

−1
i Σ̂i.

Dessa forma, deduz-se que o estimador de máxima verossimilhança para a ma-

triz de covariâncias da i-ésima população é dado como

Σ̂i =
ni − 1

ni
Si =

1
ni

ni∑
j=1

(Yi j − Ȳi.)(Yi j − Ȳi.)>.
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Substituindo os estimadores de máxima verossimilhança na função de verossi-

milhança obtém-se seu máximo, que é dado como

LΩ(Y ; µ̂i, Σ̂i) = (2π)−np/2
q∏

i=1

|Σ̂i|
−ni/2exp

{
−

np
2

}
.

Para o modelo restrito, sob a hipótese nula, as covariâncias populacionais são

consideradas iguais entre si e, portanto, iguais a uma matriz de covariâncias co-

mum Σ. A função de verossimilhança para o modelo restrito é dada por

LΩ0(Y ; µi,Σ) = (2π)−np/2|Σ|−n/2

× exp

−1
2

q∑
i=1

ni∑
j=1

(Yi j − µi)>Σ−1(Yi j − µi)

 , (2.4)

e a função suporte, como

g(Y ; µi,Σ) = −
np
2

ln(2π) −
n
2

ln|Σ|

−
1
2

q∑
i=1

ni∑
j=1

(Yi j − µi)>Σ−1(Yi j − µi).

Sabe-se que

q∑
i=1

ni∑
j=1

(Yi j − µi)>Σ−1(Yi j − µi) =

q∑
i=1

ni∑
j=1

(Yi j + Ȳi. − Ȳi. − µi)>Σ−1(Yi j + Ȳi. − Ȳi. − µi).

Logo, a expressão

q∑
i=1

ni∑
j=1

(Yi j + Ȳi. − Ȳi. − µi)>Σ−1(Yi j + Ȳi. − Ȳi. − µi)
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pode ser reescrita como

q∑
i=1

tr
[
(ni − 1)Σ−1Si + ni Σ

−1(Ȳi. − µi)(Ȳi. − µi)>
]
.

A função suporte do modelo reduzido pode ser reescrita como

g(Y ; µi,Σ) = −
np
2

ln(2π) −
n
2

ln|Σ| −
1
2

q∑
i=1

tr[(ni − 1)Σ−1Si]

−
1
2

q∑
i=1

tr
[
ni Σ

−1(Ȳi. − µi)(Ȳi. − µi)>
]
.

Derivando a função suporte em relação ao vetor de médias obtém-se

∂g
∂µi

= niΣ
−1(Ȳi. − µi),

para i = 1, · · · , q. Igualando essa equação a zero tem-se o estimador de máxima

verossimilhança da média da i-ésima população, dado por

µ̂i = Ȳi.. (2.5)

Para determinar o estimador de máxima verossimilhança da matriz de covari-

âncias populacionais comum obtém-se

∂g
∂Σ

= −
n
2
Σ−1 +

q∑
i=1

ni − 1
2

Σ−1SiΣ
−1 +

q∑
i=1

ni

2
Σ−1(Ȳi. − µi)(Ȳi. − µi)>Σ−1.

Igualando essa equação a zero, substituindo o estimador de µi dado pela equa-
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ção (2.5), obtém-se

−
n
2
Σ̂−1 +

q∑
i=1

ni − 1
2

Σ̂−1SiΣ̂
−1 = 0

−
n
2
Σ̂−1 = −

q∑
i=1

ni − 1
2

Σ̂−1SiΣ̂
−1

Σ̂Σ̂−1Σ̂ =

q∑
i=1

ni − 1
n

Σ̂Σ̂−1SiΣ̂
−1Σ̂.

Dessa forma, deduz-se que o estimador de máxima verossimilhança para a ma-

triz de covariâncias populacionais comum é dado como

Σ̂ =

q∑
i=1

(ni − 1)Si

n
=

q∑
i=1

niΣ̂i

n
. (2.6)

Substituindo os estimadores de máxima verossimilhança na função de verossi-

milhança do modelo restrito obtém-se seu máximo, que é dado como

LΩ0(Y ; µ̂i, Σ̂) = (2π)−np/2|Σ̂|−n/2exp
{
−

np
2

}
. (2.7)

A estatística do teste de razão de verossimilhanças é dada por

Λ =

q∏
i=1

|Σ̂i|
ni/2

|Σ̂|n/2
, (2.8)

que sob a hipótese nula de homogeneidade e em grandes amostras, −2ln(Λ) possui

distribuição assintótica quiquadrado com f = (q−1)p(p+1)/2 graus de liberdade.

Box (1949) propôs uma modificação de −2ln(Λ) obtido a partir da estatística

(2.8) para obter uma melhor convergência para a distribuição quiquadrado. Sua
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proposta baseia-se na incorporação de um fator de correção, na substituição dos

estimadores viesados das covariâncias pelos estimadores não-viesados e na subs-

tituição de ni e n pelos graus de liberdade νi = ni − 1 e ν = n − q, respectivamente.

A estatística resultante, de acordo com Ferreira (2011a), dada por

χ2 = −

1 −  q∑
i=1

1
νi
−

1
n − q

 ( 2p2 + 3p − 1
6(p + 1)(q − 1)

)
×

 q∑
i=1

νiln|Si| − (n − q)ln|Sc|

 , (2.9)

possui distribuição assintótica quiquadrado com f = (q − 1)p(p + 1)/2 graus de

liberdade, sendo que os estimadores (Si e Sc) não-viesados das matrizes de cova-

riâncias populacionais são definidos por

Si =
1

ni − 1

ni∑
j=1

(Yi j − Ȳi.)(Yi j − Ȳi.)> e Sc =
1

n − q

q∑
i=1

(ni − 1)Si.

Ferreira (2011a) mostrou que os graus de liberdade da aproximação quiqua-

drado podem ser justificados considerando que no modelo completo foram estima-

dos qp + qp(p + 1)/2 parâmetros (médias, variâncias e covariâncias) e no modelo

reduzido, qp + p(p + 1)/2. A diferença entre o número de parâmetros do modelo

completo e reduzido representa o número de graus de liberdade f da aproximação

quiquadrado. Essa aproximação quiquadrado, segundo Box (1949), é adequada se

cada ni > 20 e ambos p e q forem menores do que 6. Se esse não for o caso, o

autor propôs uma aproximação F. De acordo com Timm (2002) a estatística F∗
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do teste depende de duas quantidades C e C0 e é dada por

F∗ =

(n − q) ln|Sc| −

q∑
i=1

νi ln|Si|

a
se C0 −C2 > 0 (2.10)

ou

F∗ =

f2

(n − q) ln|Sc| −

q∑
i=1

νi ln|Si|


f1

b −

(n − q) ln|Sc| −

q∑
i=1

νi ln|Si|




se C0 −C2 < 0 (2.11)

sendo que, sob H0, possui distribuição F com f1 = (q−1) p (p+1)/2 e f2 = ( f1 + 2)/|C0 −C2|

graus de liberdade, em que

C =
2p2 + 3p − 1

6(p + 1)(q − 1)

 q∑
i=1

1
νi
−

1
n − q

 , a =
f1

1 −C − f1/ f2
,

C0 =
(p − 1)(p + 2)

6(q − 1)

 q∑
i=1

1
ν2

i

−
1

(n − q)2

 e b =
f2

1 −C + 2/ f2
.

2.3 Teste de comparação de variâncias para amostras independentes

Ferreira (2009) apresentou a generalização do teste da razão de verossimilhança

(likelihood ratio test - LRT) para comparar mais de duas variâncias populacionais.

Para isso foram consideradas q amostras aleatórias de tamanhos ni cada uma, com

i = 1,2, . . . , q. Seja Xi j a j-ésima observação da i-ésima população, considerada

normal com média µi e variância σ2
i , com distribuições idênticas e independentes

para i = 1,2, . . . , q e j = 1,2, . . . , ni. O objetivo é testar a hipótese

 H0 : σ2
1 = σ2

2 = · · · = σ2
q = σ2

H1 : σ2
i , σ

2
` para algum i , ` = 1,2, . . . , q.

(2.12)
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Se forem considerados o modelo normal e a hipótese H1, que não impõe restri-

ções sobre σ2
i , a função de verossimilhança para as n =

q∑
i=1

ni observações amos-

trais é dada por

L1(µi, σ
2
i ) =

q∏
i=1

ni∏
j=1

f (Xi j) =

q∏
i=1

ni∏
j=1

 1√
2πσ2

i

exp
− (Xi j − µi)2

2σ2
i




=(2π)−n/2
q∏

i=1

[
(σ2

i )−ni/2
]

exp


q∑

i=1

ni∑
j=1

− (Xi j − µi)2

2σ2
i


 . (2.13)

Para se obter o máximo de (2.13), toma-se o logaritmo dessa função. O loga-

ritmo da função de verossimilhança, denominado de função suporte, é dado por

S 1(µi,σ
2
i ) = −

n
2

ln(2π) −
1
2

q∑
i=1

[
ni ln(σ2

i )
]
−

1
2

q∑
i=1

ni∑
j=1

 (Xi j − µi)2

σ2
i

 . (2.14)

Derivando S 1(µ`,σ2
` ) em relação a µ` tem-se

∂S 1(µ`,σ2
` )

∂µ`
=

nl∑
j=1

 (Xl j − µ`)

σ2
`

 . (2.15)

Igualando (2.15) a zero e resolvendo tem-se

µ̂` =

n∑̀
j=1

X` j

n`
=

X`.
n`

= X̄`. (2.16)

Derivando S 1(µ`,σ2
` ) em relação a `-ésima variância tem-se

∂S 1(µ`,σ2
` )

∂σ2
`

= −
n`

2σ2
`

+

n∑̀
j=1

(X` j − µ`)2

2(σ2
`
)2

. (2.17)
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Igualando(2.17) a zero e após algumas modificações, substituindo µ̂` pelo esti-

mador obtido anteriormente tem-se

σ̂2
` =

n∑̀
j=1

(X` j − X̄`.)2

n`
(2.18)

em que σ̂2
` = (n` − 1)S 2

`/n` é o estimador viesado da `-ésima variância populacio-

nal.

Dessa forma, o máximo da função de verossimilhança irrestrita, sob H1, é dado

por

L1(µ̂i,σ̂
2
i ) =(2π)−n/2

q∏
i=1

[
(σ̂2

i )−ni/2
]

exp


q∑

i=1

ni∑
j=1

−(Xi j − X̄i.)2

2σ̂2
i




=(2π)−n/2
q∏

i=1

[
(σ̂2

i )−ni/2
]

exp

−
q∑

i=1

 1
2σ̂2

i

ni∑
j=1

(Xi j − X̄i.)2




=(2π)−n/2
q∏

i=1

[
(σ̂2

i )−ni/2
]

exp

− q∑
i=1

niσ̂
2
i

2σ̂2
i


=(2π)−n/2

q∏
i=1

[
(σ̂2

i )−ni/2
]

exp
{
−n
2

}
. (2.19)

Considerando a hipótese H0 e procedendo-se da mesma forma anterior, a ve-

rossimilhança é

L0(µi,σ
2) =

q∏
i=1

ni∏
j=1

f (Xi j) =

q∏
i=1

ni∏
j=1

 1
√

2πσ2
exp

−(Xi j − µi)2

2σ2



=(2π)−n/2(σ2)−n/2 exp


−

q∑
i=1

ni∑
j=1

(Xi j − µi)2

2σ2


. (2.20)
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A função suporte é dada por

S 0(µi,σ
2) = −

n
2

ln(2π) −
n
2

ln(σ2) −

q∑
i=1

ni∑
j=1

(Xi j − µi)2

2σ2 . (2.21)

Derivando a função suporte em relação a µ`, igualando a zero e resolvendo as

equações para todos os valores de ` = 1,2, . . . , q tem-se

µ̂` =

n∑̀
j=1

X` j

n`
=

X`.
n`

= X̄`. (2.22)

A solução obtida é idêntica à do sistema irrestrito H1.

Derivando a função suporte em relação à variância comum tem-se

∂S 0(µ`,σ2)
∂σ2 = −

n
2σ2 +

q∑
`=1

n∑̀
j=1

(X` j − µ`)2

2(σ2)2 . (2.23)

Igualando a expressão a zero e substituindo o estimador de µ`, após algumas

simplificações, obtém-se

σ̂2 =

q∑
i=1

ni∑
j=1

(Xi j − X̄i.)2

n
=

q∑
i=1

(ni σ̂
2
i )

n
. (2.24)
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Assim, o máximo da função de verossimilhança restrita, sob H0, é dado por

L0(µ̂i, σ̂
2) =(2π)−n/2 (σ̂2)−n/2 exp


−

q∑
i=1

ni∑
j=1

(Xi j − X̄i.)2

2σ̂2


=(2π)−n/2 (σ̂2)−n/2 exp

{
−

nσ̂2

2σ̂2

}
=(2π)−n/2 (σ̂2)−n/2 exp

{
−

n
2

}
. (2.25)

A estatística do teste da razão de verossimilhanças (LRT) é dada por

Λ =
L0(µ̂i, σ̂

2)
L1(µ̂i,σ̂

2
i )

=
(σ̂2)−n/2

q∏
i=1

[
(σ̂2

i )−ni/2
] =

q∏
i=1

[
(σ̂2

i )ni/2
]

(σ̂2)n/2 . (2.26)

Sob H0, −2ln(Λ) tem distribuição assintótica qui-quadrado com ν graus de li-

berdade (MOOD; GRAYBILL; BOES, 1974). Sob H1 têm-se q médias e q vari-

âncias e sob H0, q médias e 1 variância comum. Assim, os graus de liberdade são

dados pela diferença ν = q + q − q − 1 = q − 1. Dessa forma,

χ2
c = n ln(σ̂2) −

q∑
i=1

[
ni ln(σ̂2

i )
]

(2.27)

tem distribuição assintótica de qui-quadrado com ν = q−1 graus de liberdade, sob

H0. Segundo Ferreira (2009), a expressão (2.27) pode ser modificada para se ter

uma melhor aproximação assintótica. Essa aproximação é devida a Bartlett (1937),

que além de uma correção substituiu os valores de n pelos graus de liberdade n−q,

ni pelos graus de liberdade νi = ni − 1, os estimadores viesados da variância de
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cada população e o estimador comum de todas as populações pelos estimadores

não viesados S 2
i e S 2

p =

n∑
i=1

(νiS 2
i )
/
(n−q), respectivamente, em que S 2

i =

ni∑
i=1

(Xi j−

X̄i.)2
/
(ni − 1).

Logo, a estatística de Bartlett (1937) para o teste da hipótese (2.12) é

χ2
c =

(n − q) ln(S 2
p) −

q∑
i=1

[
(ni − 1) ln(S 2

i )
]

1 +
1

3(q − 1)

 q∑
i=1

(
1

ni − 1

)
−

1
n − q


(2.28)

que sob H0 tem distribuição assintótica de qui-quadrado com ν = q − 1 graus de

liberdade.

Quando q = 2 a comparação envolve apenas duas populações (H0 : σ2
1 = σ2

2),

assim é possível mostrar que a distribuição de Λ está relacionada com a distri-

buição F sob normalidade e sob H0 verdadeira, apesar de ser muito difícil de ser

determinada de forma exata (MOOD, 1965). O teste F é utilizado, em geral, para

realizar o teste dessa hipótese. A estatística do teste F é dada por

Fc =
S 2

1

S 2
2

. (2.29)

A estatística (2.29) sob a hipótese nula de igualdade das variâncias das duas

populações amostradas tem distribuição F com ν1 = n1 − 1 e ν2 = n2 − 1 graus

de liberdade. O teste F bilateral, em geral, é utilizado colocando a maior variância

estimada no numerador. Com isso, obtêm-se apenas valores de Fc ≥ 1. Logo,

o valor-p é dado por 2P(F ≥ Fc), em que P(F ≥ Fc) é obtida da distribuição

F com ν1 e ν2 graus de liberdade, especificados de acordo com o numerador e o

denominador adotados para calcular (2.29). De acordo com Ferreira (2009), o teste

de Bartlett (1937), mostrado em (2.28), é muito influenciado pela não normalidade
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dos dados amostrais. Assim, recomenda-se o teste F, que também é influenciado

pela não normalidade dos dados amostrais, porém mais robusto que o primeiro.

Devem ser preferidas alternativas melhores, como as dos métodos de computação

intensiva (ZAR, 1996 apud FERREIRA, 2009).

Pelo fato de os testes Bartlett (1937) e F (q = 2) serem influenciados pela não-

normalidade das populações amostradas, sendo afetados no controle das taxas de

erro tipo I e no poder, algumas alternativas são apresentadas a seguir. Uma outra

alternativa geral de bootstrap para todos os testes desta seção foi apresentada, de

acordo com a proposta de (LIM; LOH, 1996 apud FERREIRA, 2009). O primeiro

desses métodos considera uma modificação do teste de Bartlett, sendo proposto

por (BOOS; BROWNIE, 1989). O estimador do coeficiente de curtose (b2) é con-

siderado nessa modificação, no contexto do modelo adotado para os dados das q

populações. O teste de Bartlett se aproxima em distribuição de (β2 − 1)χ2
q−1/2 sob

H0, sob condições fracas de regularidade, em que E(X) é a esperança matemática

de X e β2 = E(X − µ)4/σ4 é o coeficiente de curtose da população amostrada

(FERREIRA, 2009). O estimador de curtose para q populações é dado por

b2 =

n
q∑

i=1

ni∑
j=1

(Xi j − X̄i.)4

 q∑
i=1

ni∑
j=1

(Xi j − X̄i.)2


2 . (2.30)

Portanto, a estatística do teste que é dada por

χ2
c1 =

2 χ2
c

b2 − 1
(2.31)

segue assintoticamente a distribuição de qui-quadrado com ν = q − 1 graus de

liberdade sob H0, sendo χ2
c calculado na expressão (2.28). Se b2 for inferior ou
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igual a 1, o valor-p do teste deve ser considerado igual a 1 (FERREIRA, 2009).

Uma segunda derivação desse teste é dada por Box e Andersen (1955), os quais

consideram que a estatística

χ2
c2 =

2
b2 − 1

(n − q) ln( S 2
p ) −

q∑
i=1

[
(ni − 1) ln( S 2

i )
] , (2.32)

sob H0, segue assintoticamente a distribuição de qui-quadrado, com ν = q−1 graus

de liberdade. Se b2 ≤ 1, os valores de χ2
c2, como no caso de χ2

c1, são considerados

nulos e o valor-p é igual a 1 (FERREIRA, 2009).

O teste de Levene (1960) é outro teste considerado robusto, com bom controle

das taxas de erro tipo I e do poder. A versão que será apresentada neste trabalho é a

considerada por Brown e Forsythe (1974 apud FERREIRA, 2009). Seja X̃i = mdi

a mediana amostral da i-ésima população e sejam Zi j = |Xi j − X̃i| valores que

irão substituir os valores iniciais. O uso da mediana na obtenção dos desvios foi

proposta por Brown e Forsythe (1974) e o teste obtido é conhecido por teste de

Brown e Forsythe. Na sua proposta, Levene (1960) considerou os desvios em

relação à media aritmética Zi j = |Xi j − X̄i.|, e os valores Zi j = (Xi j − X̄i.)2. O teste

de Levene é baseado na análise de variância de um fator e, portanto, na estatística

F. Podem-se consultar as bibliografias como Banzatto e Kronka (2013), Gomes

(2000) e Steel e Torrie (1996) para mais detalhes da análise. A estatística do teste

é dada por

Fc =

q∑
i=1

ni(Z̄i. − Z̄..)2
/
(q − 1)

q∑
i=1

ni∑
j=1

(Zi j − Z̄i.)2
/
(n − q)

, (2.33)
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em que

Z̄i. =

ni∑
j=1

Zi j

ni
e Z̄i.. =

q∑
i=1

ni∑
j=1

Zi j

n
.

A hipótese nula é rejeitada quando Fc da expressão (2.33) excede o quantil

superior 100α% da distribuição F, com ν1 = q−1 e ν2 = n−q graus de liberdade.

A seguir serão apresentados dois outros testes que são baseados nos procedi-

mentos de Jackknife. Os procedimentos de Jackknife são aqueles em que uma

observação é eliminada da amostra original e, em seguida, o estimador de inte-

resse é aplicado na amostra remanescente. Com a eliminação de uma observação

por vez, para todas as observações amostrais são obtidas tantas estimativas quanto

for o tamanho da amostra. Essas estimativas são denominadas de pseudovalores

(MANLY, 1997 apud FERREIRA, 2009).

Para testar a igualdade de q variâncias, Layard (1973 apud FERREIRA, 2009)

generalizou o procedimento de Jackknife de Miller (1968) para duas amostras (q =

2). O teste proposto é baseado em uma análise de variância de um fator, semelhante

do procedimento de Levene (1960), porém baseado em pseudovalores, que, por sua

vez, são funções dos logaritmos neperianos de S 2
i . Seja Ui j o pseudovalor definido

por

Ui j = ni ln( S 2
i ) − (ni − 1) ln( S 2

i( j) ) (2.34)

em que S 2
i( j) é o estimador da variância da i-ésima população, obtido após eliminar
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a j-ésima observação, para i = 1,2, . . . , q e j = 1,2, . . . , ni. Portanto,

S 2
i( j) =

ni∑
`=1
`, j

(
Xi` − X̄i( j)

)2

ni − 2
(2.35)

que pode ser dado equivalentemente por

S 2
i( j) =

1
ni − 2


ni∑
`=1
`, j

X2
i` −


ni∑
`=1
`, j

Xi`


2

ni − 1


(2.36)

em que

X̄i( j) =

ni∑
`=1
`, j

Xi`

ni − 1
. (2.37)

Portanto, a estatística do teste de Layard (1973 apud FERREIRA, 2009) para a

hipótese de homogeneidade de variâncias é dado como

Fc1 =

q∑
i=1

ni (Ūi. − Ū..)2
/
(q − 1)

q∑
i=1

ni∑
j=1

(Ui j − Ūi.)2
/
(n − q)

(2.38)
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em que

Ūi. =

ni∑
j=1

Ui j

ni
e Ū.. =

q∑
i=1

ni∑
j=1

Ui j

n
.

A hipótese nula deve ser rejeitada se Fc1 exceder o quantil superior 100α% da

distribuição F com ν1 = q − 1 e ν2 = n − q graus de liberdade.

A outra alternativa é devida a O’Brien (1978, 1979) apud Ferreira (2009). Os

pseudovalores Ui j da estatística (2.38) são substituídos por outros pseudovalores

(qi j), aos quais não se aplica o logaritmo neperiano. Esses pseudovalores são dados

por

qi j =

[
ni ( Xi j − X̄i. )2 − S 2

i

]
ni − 2

. (2.39)

A estatística do teste Fc2 é obtida pela substituição de Ui j por qi j na expressão

(2.38). Os valores críticos são os mesmos dos obtidos para Fc1.

Segundo Ferreira (2009) podem ser obtidas versões de bootstrap de todos esses

testes. A justificativa para isso é fundamentada no fato de a distribuição de cada

estatística ser apenas aproximada. A seguir será feita a descrição do método de

bootstrap apresentada por Ferreira (2009), baseada nos procedimentos de Boos e

Brownie (1989) e de Lim e Loh (1996).

Considerar que as estatísticas χ2
c , χ2

c1, χ2
c2, Fc, Fc1 e Fc2 são representadas

genericamente por T. O método de bootstrap pode ser descrito da seguinte forma:

a) Calcular a estatística T dos dados originais observados.

b) Iniciar R = 0 (R irá contar o número de amostras de bootstrap em que T da

amostra original é superior ao valor dessa estatística de bootstrap).

c) Calcular os resíduos ei j = Xi j − µ̄A,i, i = 1,2, . . . , q, j = 1,2, . . . , ni, sendo µ̄A,i
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o estimador da média aparada fracionada da população i, cuja definição é apresen-

tada posteriormente.

d) Retirar n observações e∗i j com reposição do conjunto formado pela amostra com-

binada dos resíduos obtidos no passo (c) para todas as q populações.

e) Se ni < 10 para pelo menos uma amostra, suavizar a amostra de resíduos de

bootstrap fazendo:

X∗i j =
(

12
13

)1/2
(e∗i j + γU),

em que γ2 =

q∑
i=1

ni∑
j=1

(Xi j − X̄i.)2

n e U ∼ Uniforme
(
−1

2 ,
1
2

)
.

Se ni ≥ 10 para todo i = 1,2, . . . , q, então X∗i j = e∗i j.

f) Calcular a realização de bootstrap da estatística considerada T∗ a partir da amos-

tra de bootstrap X∗i j. Se T∗ > T, aumentar R para R+1.

g) Repetir os passos (d), (e) e (f) num total de B vezes (em geral B≥ 1000).

h) O valor-p de bootstrap é dado por R/B. A hipótese nula deve ser rejeitada se

R/B for menor que o valor nominal de significância adotado (α).

No passo (e) sugere-se a suavização dos resíduos de bootstrap, para evitar

amostras com variâncias nulas. A média aparada fracionada é computada utili-

zando 20% de corte em cada extremo da amostra ordenada. Assim, a amostra

efetiva é equivalente a 60% do tamanho original. Se a porcentagem de 60% resul-

tar em um número inteiro, a média aparada fracionada é igual à média dos valores

intermediários remanescentes. Se, por outro lado, o valor resultar em um número

não inteiro do tipo g,d; em que g é a parte inteira e d, a parte decimal, o valor

da parte decimal deve ser considerado na estimativa da média aparada fracionada.

Dessa forma, d/2 é a fração que deve ser usada para ponderar as observações à es-
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querda e à direita dos 60% intermediários, parte g inteira. Para ilustrar, se n = 25 e

20% de aparo de cada lado forem considerados, as três observações centrais devem

ser utilizadas para calcular a média, ou seja, [X(2)+X(3)+X(4)]/3; se n = 4, 60%

resultam em 2,4 observações, ou seja, em g = 2 e d = 0,4. A média aparada fra-

cionada deve tomar a média ponderada das g = 2 observações intermediárias X(2)

e X(3) com peso 1 para cada observação e das observações imediatamente anterior

a X(2) e posterior a X(3) com peso d/2 = 0,2. Logo a média aparada fracionada é

dada por [0,2X(1)+X(2)+X(3)+0,2X(4)]/2,4 (FERREIRA, 2009).

O procedimento de Levene (1960) na versão bootstrap foi considerado por Lim

e Loh (1996) o melhor método, mostrando-se robusto na violação de normalidade,

com controle da taxa de erro tipo I e maior poder (FERREIRA, 2009).

2.4 Teste de comparação de variâncias para amostras dependentes

É comum fazer a comparação de variáveis correlacionadas (amostras empare-

lhadas) em várias situações e em particular em estudos com dados longitudinais.

Existem dois métodos que podem ser apresentados para o caso normal. O pri-

meiro deve-se a Morgan (1939) e a Pitman (1939) e o segundo baseia-se em um

teste de razão de verossimilhanças, que pode ser estendido para k populações em-

parelhadas. Sejam X1 e X2 variáveis normais que seguem o modelo bivariado dado

por

f (x1,x2) = (2π)−1[σ2
1σ

2
2(1 − ρ2

12)]−1/2 ×

× exp

 −1
2(1 − ρ2

12)

 (x1 − µ1)2

σ2
1

+
(x2 − µ2)2

σ2
2

− 2ρ12
(x1 − µ1)(x2 − µ2)√

σ2
1

√
σ2

2


 .

(2.40)

Se ρ12 = 0, então, as populações 1 e 2 são independentes, f (x1,x2) = f (x1) f (x2)
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e a estatística do teste apropriada para a hipótese

H0 : σ2
1 = σ2

2 vs H1 : σ2
1 , σ

2
2 (2.41)

é dada por

F =
S 2

1

S 2
2

(2.42)

a qual segue uma distribuição F, sob H0, com ν1 = n − 1 e ν2 = n − 1 graus de

liberdade.

Ferreira (2009) apresentou o teste de Morgan (1939) e Pitman (1939) quando

ρ12 , 0, definindo U e V por U = (X1 + X2)/2 e V = (X1 − X2)/2. A ideia é obter

o coeficiente de correlação entre U e V (ρUV ) e aplicar um teste para a hipótese

H0 : ρUV = 0. Testar essa hipótese é equivalente a testar a hipótese H0 : σ2
1 = σ2

2.

O coeficiente de correlação entre U e V ρUV é definido em função da covariância

σUV e das variâncias σ2
U e σ2

V por

ρUV =
σUV√
σ2

Uσ
2
V

.

Mas,

σUV = E(UV) − E(U)E(V),
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sendo:

E(UV) = E
[(X1 + X2

2

) (X1 − X2

2

)]
= E

X2
1 − X2

2

4

 =
1
4

[
E

(
X2

1

)
− E

(
X2

2

)]
E(U) = E

(X1 + X2

2

)
=

1
2

[E(X1) + E(X2)]

e

E(V) = E
(X1 − X2

2

)
=

1
2

[E(X1) − E(X2)] .

Portanto,

σUV = E(UV) − E(U)E(V)

=
1
4

[
E(X2

1) − E(X2
2)

]
−

1
4

[E(X1) + E(X2)] [E(X1) − E(X2)]

σUV =
1
4

[
E

(
X2

1

)
− E

(
X2

2

)]
−

1
4

[
E2 (X1) − E2 (X2)

]
=

1
4

(
σ2

1 − σ
2
2

)
.

As variâncias de U e V são dadas por

σ2
U =E

(
U2

)
− E2 (U) =

1
4

(
σ2

1 + σ2
2 + 2σ12

)
e

σ2
V =E

(
V2

)
− E2 (V) =

1
4

(
σ2

1 + σ2
2 − 2σ12

)
.

Logo,

ρUV =
(σ2

1 − σ
2
2)√

σ2
1 + σ2

2 + 2σ12

√
σ2

1 + σ2
2 − 2σ12

.

Como σ2
U e σ2

V são por definição positivas, então, ρUV = 0 se e somente se

σ2
1 = σ2

2. Dessa forma, testar a hipótese H0 : σ2
1 = σ2

2 equivale a testar H0 :
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ρUV = 0. Posteriormente, Ferreira (2009) mostrou como obter o estimador de ρUV

(r2 = ρ̂UV ) e como expressar a equação resultante em função de F da equação

(2.42) e do estimador r1 de ρ12. Sejam os estimadores de ρUV e de ρ12 definidos

por

ρ̂UV = r2 =
S 2

1 − S 2
2√

S 2
1 + S 2

2 + 2S 12

√
S 2

1 + S 2
2 − 2S 12

(2.43)

e

ρ̂12 = r1 =
S 12√

S 2
1

√
S 2

2

. (2.44)

Dividindo-se ambos os temos, numerador e denominador de (2.43) por S 2
2,

tem-se

r2 =
S 2

1/S
2
2 − 1√

S 2
1

S 2
2

+ 1 + 2 S 12
S 2

2

√
S 2

1
S 2

2
+ 1 − 2 S 12

S 2
2

=
F − 1√(

F + 1 + 2 S 12
S 2

2

) (
F + 1 − 2 S 12

S 2
2

)
r2 =

F − 1√
(F + 1)2 − 4

(
S 12
S 2

2

)2
.

Multiplicando, no denominador da expressão resultante, a segunda parcela por

S 2
1/S

2
1, o resultado é dado como

r2 =
F − 1√

(F + 1)2 − 4
(

S 12
S 2

2

)2
×

S 2
1

S 2
1

=
F − 1√

(F + 1)2 − 4 (S 12)2

S 2
2S 2

1
×

S 2
1

S 2
2

=
F − 1√

(F + 1)2 − 4r2
1

S 2
1

S 2
2

.
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Assim,

r2 =
F − 1√

(F + 1)2 − 4r2
1F

. (2.45)

Com esse estimador expresso em função de F dado por (2.42) e de r1 dado por

(2.44) pode-se aplicar um teste exato t de Student. Seja um estimador r de uma

correlação ρ em uma amostra aleatória, de tamanho n, obtida de uma população

normal bivariada. A estatística para o teste da hipótese H0 : ρ = 0 é dada por

tc =
r
√

n − 2
√

1 − r2
∼ t(ν) (2.46)

com ν = n − 2 graus de liberdade.

Substituindo em (2.46) o valor de r por r2 obtém-se

tc =
(F − 1)

√
n − 2√

(F + 1)2 − 4r2
1F
×

1 − (F − 1)2

(F + 1)2 − 4r2
1F

−1/2

=
F − 1

[(F + 1)2 − 4r2
1F]1/2

×
[(F + 1)2 − 4r2

1F]1/2

[(F + 1)2 − 4r2
1F − (F − 1)2]1/2

=
(F − 1)

√
n − 2

[(F + 1)2 − 4r2
1F − (F − 1)2]1/2

=
(F − 1)

√
n − 2

[4F − 4r2
1F]1/2

.

Logo, a estatística

tc =
(F − 1)

√
n − 2

2
√

F(1 − r2
1)

(2.47)

é usada para testar a hipótese H0 : ρUV = 0, que equivale a testar a hipótese

H0 : σ2
1 = σ2

2. Assim, se |tc| ≥ tα/2, ν=n−2 deve-se rejeitar H0 no nível nominal de

significância α.
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A segunda alternativa é um teste aproximado baseado no teste da razão de ve-

rossimilhanças. Esse teste pode ser estendido para verificar a igualdade de q vari-

âncias de populações emparelhadas (FERREIRA, 2009). Utilizando uma amostra

aleatória de n pares e o modelo bivariado normal (q = 2) apresentado em (2.40), a

função de verossimilhança é dada por

L(µ1, µ2, σ
2
1, σ

2
2, ρ12) = (2π)−n[σ2

1σ
2
2(1 − ρ2

12)]−n/2× (2.48)

exp

− 1
2(1 − ρ2

12)

n∑
j=1

 (x1, j − µ1)2

σ2
1

+
(x2, j − µ2)2

σ2
2

− 2ρ12
(x1, j − µ1)(x2, j − µ2)√

σ2
1

√
σ2

2


 .

O máximo da função de verossimilhança sem nenhuma restrição é obtido quando

os seguintes estimadores são utilizados

µ̂1 = X̄1, µ̂2 = X̄2,

σ̂2
1 = (n − 1)S 2

1/n,

σ̂2
2 = (n − 1)S 2

2/n,

σ̂12 = (n − 1)S 12/n

e

ρ̂12 = σ̂12/
√
σ̂2

1σ̂
2
2 .

O estimador ρ̂12 de máxima verossimilhança é equivalente ao estimador (2.44).

Portanto, o máximo da função de verossimilhança é dado como

Lmax = (2π)−n[σ̂2
1σ̂

2
2(1 − ρ̂2

12)]−n/2exp{−n}. (2.49)

Sob a hipótese nula de variâncias iguais, a função de verossimilhança é dada
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por

L0(µ1, µ2, σ
2, ρ) = (2π)−n[(σ2)2(1 − ρ)]−n/2× (2.50)

exp

− 1
2(1 − ρ)2

n∑
j=1

 (x1 j − µ1)2

σ2 +
(x2 j − µ2)2

σ2 − 2ρ
(x1 j − µ1)(x2 j − µ2)

σ2


 .

O símbolo ρ é usado para a correlação entre X1 e X2, para diferenciar os pa-

râmetros dos modelos, irrestrito e restrito sob H0. Toma-se o logaritmo de L0,

função suporte, deriva-se com relação a cada parâmetro, igualam-se as derivadas a

zero e resolve-se o sistema de equações resultante, para obter os estimadores dos

parâmetros do modelo. Os estimadores das duas médias são exatamente os mes-

mos do modelo não restrito e o estimador da variância comum das populações é

dado por

σ̂2 =
σ̂2

1 + σ̂2
2

2
. (2.51)

O estimador da correlação entre as variáveis X1 e X2 é dado por

ρ̂ =
σ̂12

σ̂2 . (2.52)

O máximo da função de verossimilhança sob a hipótese nula é dado por

L0,max = (2π)−n[(σ̂2)2(1 − ρ̂2)]−n/2exp{−n}. (2.53)

A estatística do teste da razão de verossimilhanças (LRT) é dada por

Λ =
L0,max

Lmax
=

[(σ̂2)2(1 − ρ̂2)]−n/2

[σ̂2
1σ̂

2
2(1 − ρ̂2

12)]−n/2
=

[σ̂2
1σ̂

2
2(1 − ρ̂2

12)]n/2

[(σ̂2)2(1 − ρ̂2)]n/2 . (2.54)
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A aproximação assintótica de −2ln(Λ) é dada pela distribuição quiquadrado

com ν graus de liberdade (MOOD; GRAYBILL; BOES, 1974). Como sob H1

têm-se q = 2 médias, q = 2 variâncias e q(q − 1)/2 correlações e sob H0, q = 2

médias, 1 variância comum e q(q − 1)/2 correlações, os graus de liberdade são

dados por ν=q + q + q(q− 1)/2− q− q(q− 1)/2− 1=q− 1=1 (FERREIRA, 2009).

Esse mesmo resultado foi encontrado por Morgan (1939) e por Jiang, Sarkar e

Hsuan (1999). Portanto, a estatística

χ2
c = n

2ln(σ̂2) + ln(1 − σ̂2) −
2∑

i=1

ln(σ̂2
i ) − ln(1 − ρ̂2

12)

 (2.55)

tem distribuição assintótica quiquadrado com ν=1 grau de liberdade, sob H0. A

expressão (2.55) pode ser modificada para se ter uma melhor aproximação assin-

tótica. A aproximação de Bartlett (1937) foi avaliada por simulação Monte Carlo

e verificou-se que o teste assim corrigido apresentou melhor desempenho. Logo,

a estatística corrigida do teste (q = 2) é

χ2
c = n[1 − (2k + 11)/(6n)]

2ln(σ̂2) + ln(1 − σ̂2) −
2∑

i=1

ln(σ̂2
i ) − ln(1 − ρ̂2

12)

 .
(2.56)

2.5 Teste de comparação de matrizes de covariâncias na presença de corre-

lação

O problema de testar a igualdade das matrizes de covariâncias de vetores ale-

atórios dependentes é de interesse de diversas áreas, como ciências biológicas,

físicas, entre outras.

Pode-se observar em Jiang e Sarkar (1998) um exemplo de um estudo de biodis-

ponibilidade/bioequivalência de duas formulações de um composto químico com
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mais de uma das estimativas dos parâmetros da farmacocinética, especificando a

biodisponibilidade de cada formulação, tais como a área sob a curva de concen-

tração plasmática-tempo (AUC) e a concentração plasmática máxima (Cmax), que

estão envolvidos. A consideração de segurança é tão importante quanto a eficácia

na avaliação de bioequivalência conjunta em termos destas medidas de biodispo-

nibilidade. Segundo Chow e Liu (1992), testar a igualdade das matrizes de covari-

âncias de medidas de biodisponibilidade para as duas formulações tornou-se uma

preocupação importante. Por outro lado, se o estudo é realizado em um delinea-

mento, tal como o delineamento cruzado, as respostas para as duas formulações

tornam-se correlacionadas.

Jiang e Sarkar (1998) esboçaram o problema supondo X um vetor aleatório,

composto de q grupos de p variáveis aleatórias cada, isto é,X = (X>1 , . . . ,X
>
q )>,

em que Xi = (Xi1, . . . , Xip)>, i = 1, . . . , q. Suponha ainda que X tem distribuição

normal Npq(µ,Σ) com vetor de média µ desconhecido e matriz de covariâncias Σ

particionada como



Σ11 Σ12 · · · Σ1q

Σ21 Σ22 · · · Σ2q
...

...
. . .

...

Σq1 Σq2 · · · Σqq


,

em que Σi j é uma matriz (p × p) para i, j = 1, . . . q. O objetivo é testar a hipótese

H0 : Σ11 = . . . = Σqq contra a hipótese alternativa de que pelo menos uma das

igualdades não se sustenta.

A origem da metodologia estatística sobre a igualdade das variâncias de va-

riáveis aleatórias correlacionadas aconteceu na parte final dos anos 1930, quando

Finney (1938) considerou uma população normal bivariada com correlação conhe-
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cida e desenvolveu um teste para a igualdade das variâncias com base na estatística

F de Fisher. Mais tarde, Morgan (1939) e Pitman (1939) de forma independente

e quase simultaneamente trataram este problema com correlação desconhecida e

propuseram o teste da razão de verossimilhanças e também uniformemente mais

poderoso não-viesado (LEHMANN, 1986, p. 268).

Cornell (1991), Grambsch (1994), McCulloch (1985) e Sandvik e Olsson (1982)

propuseram alguns testes livres de distribuições assintóticas neste contexto (JI-

ANG; SARKAR, 1998). Os testes para a homogeneidade das variâncias de três ou

mais variáveis aleatórias normais correlacionadas (ou seja, p = 1 e q ≥ 3) foram

sugeridos por Choi e Wette (1972) e Han (1968), sob a hipótese de igualdade das

correlações emparelhadas ou das covariâncias, e por Cohen (1986), Harris (1985),

Levy (1976), Modarres (1993) e Wilcox (1989) sem essas hipóteses restritivas so-

bre as correlações.

Enquanto Roy e Potthoff (1958) foram os primeiros a tentar resolver este pro-

blema para p ≥ 2 e q = 2, o teste proposto é, contudo, inválido por ter uma falha

nos argumentos que levam ao seu desenvolvimento (JIANG; SARKAR, 1998).

Eles erroneamente alegaram que X1 e X2 podem ser linearmente transformados

em um outro par de vetores aleatórios que se tornam independentes se e somente se

Σ11 = Σ22. A redução do problema original para testar a independência de alguns

outros vetores aleatórios só é possível quando Σ12 é simétrica (JIANG; SARKAR,

1998). Sob tal suposição, Krishnaiah (1975) sugeriu um teste estendendo a ideia

de Han (1968), apesar de Seber (1984) erroneamente referir que o teste de Krish-

naiah pode ser aplicável a uma situação geral que não requer nenhuma suposição

fora da diagonal da matriz de covariâncias (JIANG; SARKAR, 1998).

Smith e Kshirsagar (1985) se aproximaram do problema de testar Σ11 = Σ22

usando o método da razão de verossimilhanças, mas a implementação do teste é
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extremamente difícil por não ter nenhuma expressão analítica explícita do esti-

mador de máxima verossimilhança da matriz de covariâncias, sob a hipótese nula

(JIANG; SARKAR, 1998). Smith e Kshirsagar (1985) usaram a sub-rotina ZX-

POWL do FORTRAN, da biblioteca IMSL, para resolver o problema de maximi-

zação para o caso de duas normais bivariadas correlacionadas (JIANG; SARKAR,

1998).

2.6 Teste da razão de verossimilhanças

Jiang, Sarkar e Hsuan (1999) consideraram o problema de testar a homogenei-

dade das matrizes de covariâncias de várias normais multivariadas dependentes,

sem quaisquer suposições restritivas fora da diagonal principal das matrizes de co-

variâncias, e propuseram um teste da razão de verossimilhanças (LRT) com suas

versões modificadas por meio de um eficiente esquema iterativo para encontrar o

MLE (Estimador de Máxima Verossimilhança) da matriz de covariâncias. Foi con-

siderada por eles uma amostra de tamanho n de uma população normal pq-variada

(p ≥ 1 e q ≥ 2) com vetor µ desconhecido e matriz de covariâncias Σ = (σi j),

e a l-ésima observação da variável X é denotada por Xl = (X>l1,X
>
l2, . . . ,X

>
lq)>,

l = 1, . . . , n, então, X = (X1, . . . ,Xn) é uma matriz n × pq com n observações

em X . O interesse é testar a hipótese H0 : Σ11 = · · · = Σqq, contra a hipótese

alternativa de que pelo menos um par delas difere entre si, com base nesta amostra

aleatória da população. A função de verossimilhança é dada por

L(µ,Σ) = (2π)−npq/2|Σ|−n/2exp
[
−

1
2

trΣ−1{X − E(X)}{X − E(X)}>
]
, (2.57)

em que E(X) = µ1>n é a esperança deX com 1n sendo um vetor coluna n × 1 de

elementos unitários (JIANG; SARKAR; HSUAN, 1999). No espaço paramétrico

irrestrito Ω, o máximo da função de verossimilhança L na equação (2.57) ocorre
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quando µ e Σ são definidos pelos MLEs,

µ̂Ω = X̄, Σ̂Ω = C,

respectivamente, em que

X̄ =
1
n

n∑
l=1

Xl, C = (ci j) =
1
n

N∑
l=1

(Xl − X̄)(Xl − X̄)>.

Portanto, o máximo da função de verossimilhança L na equação (2.57) é dado

por

max Ω L(µ,Σ) = (2π)−npq/2|C |−N/2exp
{
−

npq
2

}
.

O estimador µ̂ω de µ no espaço paramétrico restrito ω, é o mesmo do µ̂Ω,

mas o de Σ, isto é Σ̂ω não tem expressão analítica explícita e só pode ser re-

solvida numericamente, exceto quando Σi j = Σ12 quando i , j = 1, . . . , q. A

última condição é bastante restritiva. Por exemplo, quando p = q = 2, esta con-

dição implica que Σ21 = Σ12, ou seja, Σ12 é simétrica. Note que, neste caso,

Cov(X1 + X2, X1 − X2) = Σ11 −Σ22, e a hipótese nula H0 é equivalente à hipótese

de independência dos vetores de variáveis transformadas linearmente X1 + X2 e

X1 − X2 (KRISHNAIAH, 1975).

Observe que, no espaço paramétrico restrito, a matriz de covariâncias é uma

combinação linear de matrizes de dados, isto é,

Σ(σω) =
∑

k

σkkIq ⊗Gkk +
∑
k<l

σklIq ⊗ (Gkl +G>kl)

+
∑
i< j

∑
k,l

σ(i−1)p+k,( j−1)p+l(Fi j ⊗Gkl + F >i j ⊗G
>
kl), (2.58)
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em que σω é um vetor {pq(q − 1) + p + 1}p/2 × 1 de elementos desconhecidos de

Σ, Iq é uma matriz identidade q × q, Gkl denota a matriz p × p com (Gkl)kl = 1 e

todos os outros elementos são zeros, Fi j denota a matriz q × q definida como em

Gkl, e ⊗ denota o produto de Kronecker.

Em comparação, no espaço paramétrico irrestrito, a matriz de covariâncias tam-

bém é combinação linear de matrizes, isto é,

Σ(σΩ) =
∑

m

σmmEmm +
∑
m<n

σmn(Emn +E>mn), (2.59)

em que σΩ é um vetor pq(pq + 1)/2 × 1 de elementos desconhecidos de Σ, eEmn

denota a matriz pq × pq definida como emGkl.

Observe que as matrizes de covariâncias, tanto nos espaços paramétricos res-

tritos como nos irrestritos, são formas especiais de uma matriz de covariâncias

linearmente padronizada Σ(r×r), como segue

Σ(σ) =

m∑
g=1

σgGg, (2.60)

em que G1, . . . ,Gm são matrizes linearmente independentes, conhecidas e simé-

tricas, g = 1, . . . ,m; σ = (σ1, . . . , σm)> e, σ1, . . . , σm são coeficientes desconhe-

cidos. Supõe-se que há pelo menos um conjunto de coeficientes σ1, . . . , σm de tal

forma que a equação (2.60) é positiva definida.

Szatrowski (1978, 1980, 1985) mostrou que para uma matriz de covariâncias

linearmente padronizada, Σ(σ), o MLE de σ tem uma representação explícita,

isto é, é um vetor de combinações lineares conhecidas de elementos da matriz de

covariâncias amostrais, se e somente se Σ−1 tem a mesma dimensão de Σ. O

MLE de σ tem uma representação explícita, que é o vetor da média dos elementos

correspondentes de C.



58

A inversa da matriz de covariâncias irrestrita Σ da equação (2.59) tem a mesma

dimensão da própria matriz de covariâncias. Uma representação explícita do MLE

existe e é igual a C tal como esperado. No caso da matriz de covariâncias restrita

Σ da equação (2.58), quando Σi j = Σ12 para i , j = 1, . . . , q, Σ−1 tem a mesma

dimensão de Σ, e o MLE de Σ, Σ̂ω é

Σ̂ω =
1
q
Iq ⊗

 q∑
i=1

Cii −
1

q − 1

q∑
j=1( j,i)

q∑
i=1

Ci j


+

1
q(q − 1)

Jq ⊗

q∑
j=1( j,i)

q∑
i=1

Ci j, (2.61)

em que Jq é uma matriz q × q de elementos unitários; que não é o caso quando

não existem tais restrições, em que a dimensão de Σ−1 é diferente da de Σ, por

conseguinte, não existe nenhuma representação explícita do MLE deσ, e a solução

numérica para o MLE de σ tem de ser encontrada.

Entre outros procedimentos de otimização não lineares, o método de Newton-

Raphson, o método de scores e o algoritmo EM (Expectation - Maximization)

são muitas vezes considerados em um problema de maximização (SEARLE; CA-

SELLA; MCCULLOCH, 1992).

Anderson (1969, 1970) considerou o uso do método de Newton-Raphson para

encontrar o MLE de uma matriz de covariâncias linearmente padronizada. Embora

o método de Newton-Raphson convirja muito rápido, ele é muito sensível para

valores iniciais pequenos (ANDERSON, 1969, 1970). Em vista disto, Anderson

(1973) sugeriu a utilização do método de score, uma vez que este é mais robusto

para valores iniciais pequenos (JENNRICH; SAMPSON, 1976).

De acordo com Dempster, Laird e Rubin (1977) e Wu (1983), o algoritmo

EM garante a convergência em condições relativamente irrestritas, mas pode ser

aplicado para o problema de encontrar o MLE de uma matriz de covariâncias, so-
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mente se essa matriz de covariâncias puder ser tomada como uma submatriz de

uma matriz de covariâncias com dimensão maior, cujo MLE tem uma representa-

ção explícita, o que é muitas vezes difícil de construir (RUBIN; SZATROWSKI,

1982). Com base nos argumentos acima, Jiang, Sarkar e Hsuan (1999) propuse-

ram utilizar o método de score para encontrar o MLE de Σ no espaço paramétrico

restrito. Anderson (1973) derivou a equação para encontrar o MLE de σ em (2.60)

como segue, o qual corresponde com o método de score Szatrowski (1980),

σ̂ = (W >Ψ̂−1W )−1W >Ψ̂−1〈C〉, (2.62)

em queW = (〈G1〉, . . . ,〈Gm〉) é uma matriz com 〈G1〉, . . . ,〈Gm〉 vetores colunas,

Ψ̂ = Ψ(Σ̂) e Ψ é uma matriz simétrica {r(r + 1)/2} × {r(r + 1)/2} com elementos

Ψ = Ψ(Σ) = (ψi j,kl) = (σikσ jl + σilσ jk), i ≤ j, k ≤ l. Szatrowski (1980) consi-

derou uma matriz simétrica B (r × r) e definiu 〈B〉 como sendo um vetor coluna

consistindo da matriz simétrica triangular superior de elementos de B(r×r), isto é,

〈B〉 = (b11, b22, . . . , brr, b12, b13, . . . , b1r, b23, . . . , br−1,r)>. A notação ψi j,kl re-

presenta o elemento de ψ com a mesma posição do elemento bi j na linha de 〈B〉,

em queB é uma matriz simétrica e o elemento bkl tem a mesma posição na coluna

de 〈B〉>. Pode-se observar que a equação (2.60) é equivalente para 〈Σ〉 = Wσ.

Segundo Jiang, Sarkar e Hsuan (1999) a equação (2.62) sugere um método

iterativo, em que a partir de uma estimativa inicial de Σ, Σ̂, pode-se resolver as

equações lineares em σ̂ para produzir a próxima estimativa de Σ̂. Para convergir

com maior rapidez pode-se começar usando o método de score e mudar para o

método de Newton-Raphson.

Szatrowski (1980) mostrou que se o MLE de σ (e, portanto, de Σ) tem uma re-

presentação explícita, que é dada por σ̂ em (2.62), após uma iteração de qualquer

valor inicial admissível Σ̂ , isto é, qualquer valor inicial Σ̂ = Σ(σ̂) será positiva
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definida. De acordo com Jiang, Sarkar e Hsuan (1999) isso evita a dificuldade

de dependência do MLE de Σ, no espaço paramétrico irrestrito, nos valores ini-

ciais experimentados pelo algoritmo de direção do conjugado modificado usando

uma sub-rotina ZXPOWL do FORTRAN da biblioteca IMSL (JIANG; SARKAR,

1998), como descrito por Smith (1975).

No espaço paramétrico restrito, o MLE de Σ, Σ̂ω, pode ser resolvido nume-

ricamente por meio de cálculos iterativos usando a equação (2.62). Se Σ̂ω é en-

contrado, o máximo da função de verossimilhança L na equação (2.57) será dado

por

max
ω

L(µ,Σ) = (2π)−npq/2|Σ̂ω|
−n/2exp

{
−

npq
2

}
.

Assim, o critério da razão de verossimilhanças é dado por

λ = Λn/2 =

max
ω

L(µ,Σ)

max
Ω

L(µ,Σ)
=

(
|C |

|Σ̂ω|

)n/2

. (2.63)

Sob a hipótese nula,

LRT = −2 logλ = −n logΛ (2.64)

é assintoticamente distribuída como χ2
p(p+1)(q−1)/2 .

Quando p = 1 e q = 2, Σ̂ω pode ser obtido a partir da equação (2.61), e o
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critério da razão de verossimilhanças na equação (2.63) reduz-se a

λ2/N =

∣∣∣∣∣∣∣∣∣
c11 c12

c12 c22

∣∣∣∣∣∣∣∣∣∣∣∣∣∣∣∣∣∣
c11+c22

2 c12

c12
c11+c22

2

∣∣∣∣∣∣∣∣∣
,

o qual é equivalente ao teste de Pitman-Morgan (MORGAN, 1939).

O teste da razão de verossimilhanças na equação (2.64) pode ser modificado

de várias maneiras, a fim de ser melhor aproximado pela distribuição quiquadrado

para pequenas amostras. Uma abordagem consiste em utilizar os graus de liber-

dade ν = n−1 ao invés do tamanho da amostra n na equação (2.64) (ANDERSON,

1984; BARTLETT, 1937). A imposição dessa modificação na equação (2.64) im-

plica em

LRT1 = −ν logΛ.

Box (1949) mostrou que um fator de correção leva a um teste de razão de

verossimilhanças que se aproxima mais da distribuição quiquadrado para pequenas

amostras. Segundo Jiang, Sarkar e Hsuan (1999), uma solução de forma fechada

do fator de correção para testar H0 não é acessível, mas está disponível em casos

especiais. No caso de Σi j = 0 para i , j = 1, . . . , q, Box derivou um fator de

correção m1 para o teste da razão de verossimilhanças modificado de Bartlett da

seguinte forma

m1 = 1 −
(2p2 + 3p − 1)(q + 1)

6qν(p + 1)
.

De acordo com Jiang, Sarkar e Hsuan (1999), uma vez que m1 varia entre 0 e
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1 e se aproxima de 1 com o aumento de n, pode-se supor que a aproximação χ2

melhora para LRT1, que produz

LRT2 = −m1ν logΛ = −

{
ν −

(2p2 + 3p − 1)(q + 1)
6q(p + 1)

}
logΛ .

Outro caso especial é quando Σi j = Σ12 para i , j = 1, . . . , q, em que Krish-

naiah (1975) transformou o problema de testar H0 para o de testar a independência

de um vetor aleatório p-variado e um vetor aleatório p(q−1), e um fator de correção

m2 foi também obtido por Box (1949) para o teste da razão de verossimilhanças,

dado por

m2 = 1 −
pq + 1

2ν
.

Aplicando m2 a LRT1 pode-se também melhorar a aproximação χ2, que produz

LRT3 = −m2 ν logΛ = −

(
ν −

pq + 1
2

)
logΛ .

Sob a hipótese nula, LRT1, LRT2 e LRT3 seguem assintoticamente a mesma

distribuição como LRT.

Jiang, Sarkar e Hsuan (1999) mostraram que o poder do teste aproximado e o

tamanho da amostra podem ser calculados por meio da aplicação do Teorema 5 de

Szatrowski (1979), no qual −(2/n)logλ segue assintoticamente distribuição normal
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não nula com média m∞ e variância υ∞/n, em que

m∞ =log
(
|Σ0|

|Σ∗|

)
,

υ∞ =2pq − 8〈Σ0〉
>Ψ−1

0 W0(I −M0)−1T0〈Σ
∗〉

+ 4〈Σ0〉
>Ψ−1

0 W0(I −M0)−1T0Ψ
∗T >0 (I −M>

0 )−1W >
0 Ψ−1

0 〈Σ0〉,

M0 =(W >
0 Ψ−1

0 W0)−1(U>0 Ψ−1
0 W0), U0 = (〈V1〉, . . . ,〈Vm〉),

T0 =(W >
0 Ψ−1

0 W0)−1W >
0 Ψ−1

0 , Vg = GgΣ
−1
0 (Σ0 −Σ∗) + (Σ0 −Σ∗)Σ−1

0 Gg,

(2.65)

com Σ∗ sendo o valor assumido sob a hipótese alternativa H1 e não assumido sob

a hipótese nula H0, W0 sendo o valor de W sob a hipótese nula H0, de modo

que a equação (2.58) é equivalente a 〈Σ(σω)〉 = W0 σω, Ψ0 = Ψ(Σ)0, Ψ∗ =

Ψ(Σ∗), e Σ0 sendo as estimativas de máxima verossimilhança, sob a hipótese

nula H0 derivadas da equação (2.62) com C e W substituídos por Σ∗ e W0,

respectivamente. Observe que Σ0 não é uma estatística.

Portanto, o tamanho da amostra necessária para atingir certo poder Π quando

Σ = Σ∗ para um dado nível de significância α é aproximadamente

n =
b ± (b2 − 4m2

∞c2
α)1/2

2m2
∞

, (2.66)

em que b = 2m∞cα + υ∞ z2
Π

, zΠ é a porcentagem Π da distribuição normal padrão,

± é escolhido para ter o mesmo sinal de zΠ, e cα é a porcentagem (1 − α) de

χ2
p(p+1)(q−1)/2.

O poder aproximado pode ser calculado quando Σ = Σ∗ para valores de n e α,
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do seguinte modo

Π = Φ


(

n
υ∞

)1/2 (
m∞ −

cα
n

) , (2.67)

em que Φ(.) é a função distribuição normal padrão acumulada.

Segundo Jiang, Sarkar e Hsuan (1999), as equações (2.66) e (2.67) também se

aplicam para os testes da razão de verossimilhanças modificados LRT1, LRT2 e

LRT3.

A fim de avaliar o desempenho de uma amostra pequena do teste de razão

de verossimilhanças e suas modificações descritas acima, Jiang, Sarkar e Hsuan

(1999) realizaram um estudo de Monte Carlo para aproximações dos níveis de

significância e poderes dos testes para o caso p = q = 2, com o intuito de compará-

los com os demais testes.

Alguns testes assintóticos foram sugeridos por Jiang e Sarkar (1998). Inicial-

mente, eles consideraramX = (X>1 ,X
>
2 )>, comXi : (2×1), i = 1,2, como sendo

uma normal 4-variada com vetor de média µ desconhecido e matriz de covariân-

cias Σ = (σ)i j.

O interesse é testar a hipótese nula H0 : σ11 = σ33, σ22 = σ44, σ12 = σ34,

contra a hipótese alternativa de que pelo menos uma dessas igualdades não vale,

baseada emXl, l = 1, . . . , n, uma amostra aleatória de tamanho n desta população.

Para isso, considere S = (si j) uma matriz de covariâncias amostrais calculada a

partir deXl, dada por

S =
1

n − 1

n∑
l=1

(Xl − X̄)(Xl − X̄)> = C
( n
n − 1

)
.

Sabe-se que para s = (s11, s22, s12, s33, s44, s34)>, n1/2s segue assintoticamente

uma distribuição normal multivariada com vetor de média n1/2σ e matriz de cova-
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riâncias Ω, em que σ = (σ11, σ22, σ12, σ33, σ44, σ34)>, e Ω = (σim σ jn +σin σ jm)

(ANDERSON, 1984; GRAYBILL, 1983). Mais explicitamente, Ω pode ser parti-

cionado como

Ω =

 Ω11 Ω12

Ω21 Ω22

 ,
em que

Ω11 =


2σ2

11 2σ2
12 2σ11 σ12

2σ2
12 2σ2

22 2σ12 σ22

2σ11 σ12 2σ12 σ22 σ11 σ22 + σ2
12

 ,

Ω12 =


2σ2

13 2σ2
14 2σ13 σ14

2σ2
23 2σ2

24 2σ23 σ24

2σ13 σ23 2σ14 σ24 σ13 σ24 + σ14 σ23

 ,

Ω22 pode ser obtido a partir de Ω11 pela substituição de 3 e 4 por 1 e 2, respecti-

vamente, e Ω21 = Ω>12.

Jiang e Sarkar (1998) utilizaram a distribuição assintótica de s para desenvolver

alguns testes a partir da estatística de Wald, cuja motivação derivou dos resultados

apresentados por Layard (1972) para testar a igualdade das matrizes de covari-

âncias de duas populações multivariadas independentes, e por Harris (1985) para

testar a igualdade das variâncias de variáveis correlacionadas.

Observe que a última igualdade da hipótese H0, σ12 = σ34, pode ser es-

crita em termos das correlações, ao invés das covariâncias correspondentes, e

ϕ2(s) = (s11− s33, s22− s44, r12−r34)> pode ser usada para descrever um teste para

testar a hipótese H0, sendo R = (ri j) usado para denotar a matriz de correlação
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correspondente a S. Assintoticamente, n1/2ϕ2(s) segue uma normal 3-variada

com vetor de média n1/2ϕ2(σ) e matriz de covariâncias A>2 ΩA2, em que A2 é

uma matriz de ordem um de ϕ2 calculada a partir de Σ. Seja ( %i j) uma matriz de

correlação correspondente de Σ. Portanto,A2 = (A>21, −A
>
22)>, em que

A21 =


1 0 −

%12
2σ11

0 1 −
%12

2σ22

0 0 1
(σ11σ22)1/2

 ,

e A22 pode ser obtido a partir de A21 pela substituição de 3 e 4 por 1 e 2, respec-

tivamente. Assim,

A>2 ΩA2 = A>21Ω11A21 +A>22Ω22A22 −A
>
21Ω12A22 − (A>21Ω12A22)>,

em que

A>21Ω11A21 =


2σ2

11 2σ2
12 σ11 %12(1 − %2

12)

2σ2
12 2σ2

22 σ22 %12(1 − %2
12)

σ11 %12(1 − %2
12) σ22 %12(1 − %2

12) (1 − %2
12)2

 ,

A>21Ω12A22 =


2σ2

13 2σ2
14 σ11 { 2 %13 %14 − %34( %2

13 + %2
14)}

2σ2
23 2σ2

24 σ22 { 2 %23 %24 − %34( %2
23 + %2

24)}

(A>21Ω12A22)31 (A>21Ω12A22)32 (A>21Ω12A22)33

 ,
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com

(A>21Ω12A22)31 =σ33 { 2 %13 %23 − %12( %2
13 + %2

23)}

(A>21Ω12A22)32 =σ44 { 2 %14 %24 − %12( %2
14 + %2

24)}

(A>21Ω12A22)33 =
1
2
%12 %34( %2

13 + %2
14 + %2

23 + %2
24) + %13 %24 + %14 %23−

−( %12 %13 %14 + %12 %23 %24 + %13 %23 %34 + %14 %24 %34),

e A>22Ω22A22 pode ser obtida a partir de A>21Ω11A21 pela substituição de 3 e 4,

respectivamente. Deste modo, uma estatística do teste pode ser construída como

W2 = (n − 1)(ϕ2(s))>Γ̂∗−1
2 ϕ2(s),

em que Â2 é uma estimativa de A2 obtida pela substituição de si j e ri j por σi j e

%i j, respectivamente.

Jiang e Sarkar (1998) sugeriram o uso de outros testes assintóticos, como

W5 = (n − 3)(ϕ5(s))>Γ̂∗−1
5 ϕ5(s),

em queϕ5(s) = (tanh−1r∗13, tanh−1r∗24,tanh−1r12− tanh−1r34)>, r∗13 sendo a correla-

ção amostral entre x11 + x21 e x11− x21, e r∗24 a correlação amostral entre X12 +X22 e

x12− x22, e Γ̂∗2 e Γ̂∗5 são estimativas de Γ∗2 e Γ∗5, obtidas pela substituição de σi j por

si j, respectivamente, com Γ∗2 e Γ∗5 sendo as matrizes de covariâncias assintóticas

de n1/2ϕ2(s) e n1/2ϕ5(s) calculadas por meio de Σ, respectivamente. Sob H0, em

grandes amostras, W2 e W5 seguem uma distribuição assintótica χ2 com 3 graus

de liberdade.

Para fins de comparação, Ferreira (2009) considerou o teste da razão de veros-

similhança de Krishnaiah (1975), citado por Seber (1984). Para q > 2 populações,
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o teste é extremamente limitado, uma vez que considera que Σrs é igual a Σ12,

para todo r , s = 1, 2, · · · , q. No presente caso, como q = 2, tal limitação não

existe.

Considerando a amostra aleatória X1,X2, · · · ,X j, · · · ,Xn, em que X j ∈

R2p, em que

X j =

 X j1

X j2

 e X ji ∈ R
p, para i = 1,2.

Inicialmente, os dados são transformados da seguinte maneira:

Y j =

 Y j1

Y j2

 = CX j =

 1
2Ip

1
2Ip

− 1
2Ip

1
2Ip


 X j1

X j2

 . (2.68)

De (2.68) observa-se que

Y j1 = X̄ j. =
1
2

(
X j1 +X j2

)
e

Y j2 = X j2 − X̄ j. .
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Assim, Y j ∼ N2p(Cµ,CΣC>). Portanto,

Cov(Y j1,Y j2) = Cov(X̄ j.,X j2 − X̄ j.)

= Cov(X̄ j.,X j2) −Cov(X̄ j.)

=
1
2

[
Cov(X j1,X j2) + Cov(X j2,X j2)

]
−

1
4

2∑
r=1

2∑
s=1

Cov(X jr,X js)

=
1
2

(Σ12 + Σ22) −
1
4

(Σ11 + Σ22 + Σ12 + Σ21)

=
1
4

(Σ22 −Σ11) +
1
4

(Σ12 −Σ21) .

Jiang, Sarkar e Hsuan (1999) consideraram o problema para o caso de p = 2 e

q = 2 e testaram a igualdade Σ11 = Σ22 usando um teste de independência entre

Y j1 e Y j2. Para isso, os autores assumem que Σ21 = Σ12, que ocorre se e somente

se Σ12 for uma matriz simétrica, que é uma condição muito forte, improvável de

acontecer em uma situação prática. Logo, assumindo essa condição como verda-

deira, covariância de Y j1 com Y j2 será nula se e somente se Σ11 = Σ22. Portanto,

testar que H0 : Σ11 = Σ22 equivale a testar que Y j1 e Y j2 são independentes. Para

isso, será considerado o teste da razão de verossimilhanças para independência de

dois grupos.

Considerando a transformação (2.68) em todas as observações é obtida a amos-

tra aleatória Y1,Y2, · · · ,Y j, · · · ,Yn. Sendo S a matriz de covariâncias amostrais

dos Y
′

j s, com a seguinte estrutura

S =

 S11 S12

S21 S22

 .
A hipótese de interesse é verificar se os q = 2 grupos de variáveis são mutua-
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mente independentes, ou seja, deseja-se testar a seguinte hipótese

H0 : Σi j = 0 ∀ i , j = 1,2, ou

H0 : Σ = Σ0 =

 Σ11 0

0 Σ22

 .
Deve-se salientar que a variável aleatória correspondente à j-ésima unidade

amostral é particionada da seguinte forma Y j = [Y >(1) j,Y
>

(2) j]
> e que os sub-vetores

Y(1) j,Y(2) j representam partições do vetor Y j e não uma amostra aleatória de ve-

tores independentes.

A função de verossimilhança para o modelo normal multivariado é dada por

L(Y ; µ,Σ) =

n∏
j=1

fY (Y j) = (2π)−
np
2 |Σ|−

n
2×

× exp

−1
2

n∑
j=1

(Y j − µ)>Σ−1(Y j − µ)

 . (2.69)

O máximo dessa função pode ser obtido tomando-se as derivadas parciais de

primeira ordem em relação a cada parâmetro, igualando as funções obtidas a zero

e resolvendo o sistema de equações formado. Os estimadores resultantes são os

estimadores de máxima verossimilhança. Muitas vezes é mais fácil tomar o lo-

garitmo da função de verossimilhança e determinar o máximo dessa nova função,

que é chamada de função suporte. Os máximos das funções de verossimilhança

e suporte, em relação aos estimadores obtidos, são exatamente os mesmos. Isso

decorre do fato de a função logaritmo ser monótona crescente. Para esse caso, a
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função suporte será denominada por g, e dada por

g(Y ; µ,Σ) = ln [L(Y ; µ,Σ)] = ln

 n∏
j=1

fY (Y j)


= −

np
2

ln(2π) −
n
2

ln|Σ| −
1
2

n∑
j=1

(Y j − µ)>Σ−1(Y j − µ).

Realizando-se os mesmos procedimentos que seriam aplicados para determinar

o máximo da função de verossimilhança, deve-se, inicialmente, tomar a derivada

de primeira ordem da função suporte em relação a µ e posteriormente em relação

a Σ e resolver o sistema de equações formado. Assim, tem-se

∂g(Y ; µ,Σ)
∂µ

=

n∑
j=1

Σ−1(Y j − µ).

Igualando a zero e resolvendo a equação resultante obtém-se facilmente o esti-

mador de máxima verossimilhança de µ por

µ̂ =

n∑
j=1

Y j

n
= Ȳ. . (2.70)

Antes de calcular a derivada de primeira ordem em relação à matriz de covari-

âncias Σ, rearranja-se o expoente do número neperiano, na equação da função de



72

verossimilhança (2.69), da seguinte forma

n∑
j=1

(Y j − µ)>Σ−1(Y j − µ) =

n∑
j=1

(Y j − Ȳ. + Ȳ. − µ)>Σ−1(Y j − Ȳ. + Ȳ. − µ)

=

n∑
j=1

(Y j − Ȳ.)>Σ−1(Y j − Ȳ.)+

+ 2
n∑

j=1

(Y j − Ȳ.)>Σ−1(Ȳ. − µ)+

+

n∑
j=1

(Ȳ. − µ)>Σ−1(Ȳ. − µ).

Como os elementos dessa soma são formas quadráticas e, portanto, escalares,

pode-se aplicar o traço e utilizar a propriedade de que tr(AB) = tr(BA), resul-

tando assim na seguinte expressão

n∑
j=1

tr
[
Σ−1(Y j − Ȳ.)(Y j − Ȳ.)>

]
+ 2

n∑
j=1

tr
[
Σ−1(Y j − Ȳ.)(Ȳ. − µ)>

]
+

+

n∑
j=1

tr
[
Σ−1(Ȳ. − µ)(Ȳ. − µ)>

]
.

Aplicando a propriedade de que a soma de traços é igual ao traço da soma e

considerando que o termo central 2
n∑

j=1

(Y j − Ȳ.)(Ȳ. − µ)> é uma matriz de zeros,

então tem-se

tr

Σ−1
n∑

j=1

(Y j − Ȳ.)(Y j − Ȳ.)>
 + tr

[
nΣ−1(Ȳ. − µ)(Ȳ. − µ)>

]
.

Sabe-se que (n − 1)S =

n∑
j=1

(Y j − Ȳ.)(Y j − Ȳ.)>. Assim, a função suporte pode
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ser reescrita como

g(Y ; µ,Σ) = −
np
2

ln(2π) −
n
2

ln |Σ| −
1
2

tr
[
(n − 1)Σ−1S

]
−

−
1
2

tr
[
nΣ−1(Ȳ. − µ)(Ȳ. − µ)>

]
. (2.71)

Tomando-se a derivada de primeira ordem da função suporte, modificada dessa

forma, em relação à matriz Σ tem-se

∂g(Y ; µ,Σ)
∂Σ

= −
n
2

(
Σ−1

)>
+

(n − 1)
2

Σ−1SΣ−1 +
n
2
Σ−1(Ȳ. − µ)(Ȳ. − µ)>Σ−1

= −
n
2
Σ−1 +

(n − 1)
2

Σ−1SΣ−1 +
n
2
Σ−1(Ȳ. − µ)(Ȳ. − µ)>Σ−1.

Igualando a zero, substituindo o estimador de µ dado pela equação (2.70) e

resolvendo a equação resultante obtém-se facilmente o estimador de máxima ve-

rossimilhança de Σ. Assim, tem-se

−
n
2
Σ̂−1 +

(n − 1)
2

Σ̂−1SΣ̂−1 +
n
2
Σ̂−1(Ȳ. − µ̂)(Ȳ. − µ̂)>Σ̂−1 = 0

−nΣ̂−1 + (n − 1)Σ̂−1SΣ̂−1 + nΣ̂−1(Ȳ. − Ȳ.)(Ȳ. − Ȳ.)>Σ̂−1 = 0

−nΣ̂−1 + (n − 1)Σ̂−1SΣ̂−1 = 0

−nΣ̂Σ̂−1Σ̂ + (n − 1)Σ̂Σ̂−1SΣ̂−1Σ̂ = 0

sendo, portanto

nΣ̂ = (n − 1)S

Σ̂ =
(n − 1)S

n
= Sn . (2.72)
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Os estimadores de máxima verossimilhança do vetor de médias (2.70) e da ma-

triz de covariâncias (2.72) maximizam a função de verossimilhança apresentada na

equação (2.69). Para obter o máximo da função de verossimilhança, inicialmente

calcula-se

LΩ(Y ; µ̂, Σ̂) =(2π)−
np
2 |Sn|

− n
2×

× exp
{
−tr[nS−1

n Sn] − tr[nS−1
n (Ȳ. − Ȳ.)(Ȳ. − Ȳ.)>]
2

}
,

que após ser simplificada resulta em

LΩ(Y ; µ̂,Σ̂) =(2π)−
np
2 |Sn|

− n
2 exp

{
−

np
2

}
, (2.73)

em que Ω representa o espaço paramétrico irrestrito. As partições apresentadas

anteriormente devem ser aplicadas da mesma forma.

A função de verossimilhança, para o modelo restrito, pode ser escrita da se-

guinte forma

LΩ0(Y ; µ,Σ0) =(2π)−
np
2

2∏
i=1

|Σii|
− n

2×

× exp

−1
2

2∑
i=1

n∑
j=1

(Y(i) j − µ(i))>Σ−1
ii (Y(i) j − µ(i))

 ,
e a função suporte, por

g(Y ; µ,Σ0) = −
np
2

ln (2π) −
n
2

2∑
i=1

ln|Σii|−

−
1
2

2∑
i=1

n∑
j=1

(Y(i) j − µ(i))>Σ−1
ii (Y(i) j − µ(i)).
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Utilizando argumentos semelhantes ao utilizado no teste de Bartlett multivari-

ado a expressão
2∑

i=1

n∑
j=1

(Y(i) j − µ(i))>Σ−1
ii (Y(i) j − µ(i)) pode ser reescrita por

2∑
i=1

tr
[
(n − 1)Σ−1

ii Sii + nΣ−1
ii (Ȳ(i). − µ(i))(Ȳ(i). − µ(i))>

]
,

em que a matriz (pi × pi), dada por Sii, representa o estimador não-viesado da co-

variância para o i-ésimo grupo de variáveis. Assim, a função suporte é simplificada

em

g(Y ; µ,Σ0) = −
np
2

ln (2π) −
n
2

2∑
i=1

ln|Σii|

−
1
2

2∑
i=1

tr
[
(n − 1)Σ−1

ii Sii
]

−
1
2

2∑
i=1

tr
[
nΣ−1

ii (Ȳ(i). − µ(i))(Ȳ(i). − µ(i))>
]
.

Derivando essa função em relação aos parâmetros obtém-se

∂g
∂µ(i)

= nΣ−1
ii (Ȳ(i). − µ(i)),

para i = 1, 2. Igualando a equação resultante a zero obtém-se

µ̂(i) = Ȳ(i). . (2.74)

O estimador de máxima verossimilhança da média populacional do i-ésimo

grupo de variáveis corresponde à média amostral do mesmo grupo. Para encontrar
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os estimadores de máxima verossimilhança para a matriz de covariâncias obtém-se

∂g
∂Σii

= −
n
2
Σ−1

ii +
(n − 1)

2
Σ−1

ii SiiΣ
−1
ii +

n
2
Σ−1

ii (Ȳ(i). − µ(i))(Ȳ(i). − µ(i))>Σ−1
ii .

Igualando essa equação a zero, substituindo o estimador deµ(i) dado pela equa-

ção (2.74) obtém-se

−
n
2
Σ̂−1

ii +
n − 1

2
Σ̂−1

ii SiiΣ̂
−1
ii = 0

−
n
2
Σ̂−1

ii = −
n − 1

2
Σ̂−1

ii SiiΣ̂
−1
ii

Σ̂iiΣ̂
−1
ii Σ̂ii =

n − 1
n

Σ̂iiΣ̂
−1
ii SiiΣ̂

−1
ii Σ̂ii,

Σ̂ii =
n − 1

n
Sii =

1
n

n∑
j=1

(Y(i) j − Ȳ(i).)(Y(i) j − Ȳ(i).)
>.

Substituindo os estimadores de máxima verossimilhança na função de verossi-

milhança restrita obtém-se seu máximo, após algumas simplificações, que é dado

por

LΩ0(Y ; µ̂, Σ̂0) = (2π)−
np
2

 2∏
i=1

|Σ̂ii|
− n

2

 exp
{
−

n
2

}
.

A estatística do teste de razão de verossimilhança para a independência de q = 2

grupos é dada por

Λ =
|Σ̂|

n/2 2∏
i=1

|Σ̂ii|


n/2 =

|S|n/2 2∏
i=1

|Sii|


n/2 =

|R|n/2 2∏
i=1

|Rii|


n/2 , (2.75)

sendo R a matriz de covariâncias amostrais e Rii a partição correspondente ao
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i-ésimo grupo. Sob a hipótese nula de independência entre grupos, para gran-

des amostras, −2 ln(Λ) possui distribuição assintótica quiquadrado com ν = 2p2

(FERREIRA, 2009).

A estatística do teste com correção de Box (1949) é dada por

χ2
c = −(n − 1)(1 −C∗) [ln|S| − (ln|S11| + ln|S22|)] (2.76)

C∗ =
4Γ3 + 6Γ2

12(n − 1)Γ2
e Γr = (2p)r − 2pr para r = 2,3.

A estatística (2.76), sob H0, segue assintoticamente uma distribuição quiqua-

drado com ν = 2p2 graus de liberdade, e é utilizada para testar a hipótese nula de

igualdade das matrizes de covariâncias sob correlação entre os dois grupos.

Esse teste não será aplicado ou utilizado, pois só é válido em uma situação

improvável de acontecer em situações reais.

2.7 Simulação bootstrap

O método de simulação bootstrap foi proposto por Efron (1979) e é referido

como técnica de reamostragem. Métodos de bootstrap são métodos computacio-

nais intensivos de análise estatística que usam simulação para a realização de testes

de hipótese, estimação de parâmetros por intervalos e estimação de erros padrões.

Segundo Ferreira (2013), a vantagem de utilizar os métodos de reamostragens

como o bootstrap para realizar inferências é quando não se conhece a distribuição

de probabilidade da população e o modelo normal não é adequado para os dados

ou resíduos.

O termo bootstrap refere-se a simulações Monte Carlo que tratam a amostra

original como a pseudo-população. O pesquisador trata a sua amostra como se
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fosse a população de origem dos dados e utiliza a amostragem com reposição

para gerar pseudo-amostras a partir da amostra original. Uma amostra original de

tamanho n é considerada e cada elemento da amostra tem a mesma probabilidade

de ser selecionado. Assim, pode-se estimar os parâmetros da população a partir

das pseudo-amostras por meio da distribuição empírica amostral conhecida.

Segundo Chernick (2008 apud GEBERT, 2010), o número de reamostragens

necessárias para se obterem boas estimativas, em intervalos de confiança e pro-

blemas de testes de hipóteses, seria de pelo menos 1000 repetições bootstrap. As

duas maneiras de bootstrap mais utilizadas são o não-paramétrico e o paramétrico.

2.7.1 Bootstrap não-paramétrico

A ideia do método bootstrap não-paramétrico é realizar reamostragem com

reposição da amostra original, formando novas amostras de mesmo tamanho. É

usada quando não se conhece a distribuição de probabilidade da variável aleatória

ou da estatística de interesse.

Suponha uma amostra aleatória de tamanho n, X1, X2, . . . , Xn de uma popula-

ção com distribuição desconhecida e cujo interesse é um parâmetro θ. Essa amos-

tra será reamostrada B vezes com reposição, de forma que cada reamostragem

(subamostra) (1, 2, . . . , B) tenha tamanho n. A cada subamostra gerada calcula-se

uma estatística de interesse, e após B reamostragens a distribuição empírica gerada

é utilizada para a realização de inferências.

Segundo Ferreira (2013), para a maior parte dos modelos probabilísticos teorias

exatas não são conhecidas ou são intratáveis analiticamente. Nesse caso, usa-se a

distribuição de probabilidade empírica, a qual atribui para cada observação amos-

tral uma probabilidade 1/n. Ainda segundo Ferreira (2013), a ideia de bootstrap

é substituir a distribuição desconhecida da população pela distribuição empírica,
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que é conhecida. Por essa razão que se denomina esse método de bootstrap não-

paramétrico.

O algoritmo das reamostragens bootstrap, para estimar um parâmetro θ des-

conhecido de uma população, cuja distribuição de probabilidade f , considerando,

ainda, que o estimador θ̂ é uma função dos valores amostrais, θ̂ = g(X1, X2, . . . , Xn),

foi apresentado por Ferreira (2013) da seguinte forma:

(i) atribuir massa de probabilidade 1/n para cada observação amostral X j, j =

1,2, . . . , n, para criar a distribuição de probabilidade empírica f̂ ;

(ii) gerar amostras aleatórias com reposição da distribuição de probabilidade em-

pírica f̂ , denominada de amostra de bootstrap e dada por X̃1, X̃2, . . . , X̃n;

(iii) calcular uma estimativa de θ̂ por θ̃, e usar a amostra de bootstrap no lugar da

amostra original, da seguinte forma θ̃ = g(X̃1, X̃2, . . . , X̃n);

(iv) repetir os passos (ii) e (iii) B vezes.

2.7.2 Bootstrap paramétrico

Os procedimentos bootstrap paramétricos são mais restritivos, em virtude de

assumirem uma distribuição de probabilidade conhecida F(·), com parâmetros des-

conhecidos. Assim, utiliza-se as estimativas desses parâmetros, obtidas a partir da

amostra X1, X2, . . . , Xn, para gerar dados da distribuição de interesse.

De acordo com Ferreira (2013), no bootstrap paramétrico devem-se estimar os

parâmetros a partir da amostra aleatória que se encontra disponível e utilizar as

estimativas como parâmetros da função densidade correspondente e, assim, gerar

dados da distribuição de interesse. A utilização de estimativas dos parâmetros para

obter uma estimativa da distribuição da variável aleatória é a principal caracterís-

tica que diferencia os métodos Monte Carlo do bootstrap paramétrico.
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No procedimento bootstrap paramétrico devem-se obter as estimativas dos pa-

râmetros da distribuição de interesse. A partir desses parâmetros são geradas B

amostras aleatórias de tamanho n. Para cada amostra calcula-se uma estimativa da

estatística de interesse, que tem a forma da estatística original (GEBERT, 2010).

2.8 Simulação Monte Carlo

O método de Monte Carlo surgiu com o propósito de resolver problemas ma-

temáticos de integração numérica utilizando geração de sequências de números

aleatórios, sugerindo o nome “Monte Carlo” em comparação à aleatoriedade e re-

petição da roleta utilizada nos cassinos, uma vez que a roleta seria comparável a

um mecanismo gerador de números aleatórios. A geração dessas sequências seja

aleatória ou pseudo-aleatória é um fator importante a ser considerado para que a

precisão das estimativas Monte Carlo sejam aceitáveis.

O suporte estatístico para validação dos resultados obtidos via simulação Monte

Carlo é verificado na “Lei dos Grandes Números”, permitindo interpretar que à

medida que o número de simulações aumenta a estimativa converge para o verda-

deiro valor da variável.

O método de simulação Monte Carlo é usado para fazer inferências quando não

se conhece a distribuição do parâmetro de interesse ou quando as pressuposições

de um modelo são violadas. Segundo Ferreira (2013), muitos testes e métodos de

estimação têm suas propriedades avaliadas quando há violação de pelo menos uma

de suas pressuposições, o que se dá o nome de avaliação da robustez do método,

utilizando mecanismos Monte Carlo.

A ideia do método de Monte Carlo é estimar a distribuição de uma estatística

por meio de amostras aleatórias de uma população e observar o comportamento da

estatística sobre as amostras. Nessa situação, o método Monte Carlo é uma abor-
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dagem paramétrica porque a amostra é retirada de uma população com distribuição

conhecida.

A aplicação do método inicia com a definição da pseudo-população, que é as-

sumida para representar a população. Em seguida deve-se determinar a pseudo-

população que representa a verdadeira população de interesse. Dessa forma, uma

técnica de amostragem deve ser aplicada para obter uma amostra da pseudo - popu-

lação, com o intuito de calcular o valor da estatística de interesse. Deve-se repetir

B vezes a técnica de amostragem para calcular os B valores da estatística de in-

teresse. Esses B valores obtidos devem ser usados para estudar a distribuição da

estatística.

No estudo da avaliação ou desempenho de testes estatísticos, a obtenção analí-

tica de informações sobre a taxa de erro tipo I e poder torna-se muito complicada.

Por isso, com a utilização do método Monte Carlo pode-se obter essas informa-

ções de uma maneira simples e eficiente, evitando-se assim dificuldades analíticas

(GEBERT, 2010).
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3 MATERIAL E MÉTODOS

3.1 Teste de comparação de covariâncias na presença de correlação

Considere a variável multidimensional X de dimensão (2p × 1) normal multi-

variada com vetor média µ (2p × 1) e covariância Σ (2p × 2p), X ∼ N2p(µ,Σ).

Nesse trabalho somente o caso para q = 2 populações relacionadas é considerado,

resultando na dimensão qp = 2p das matrizes. Seja considerada uma partição de

X em q = 2 grupos de p variáveis, quais sejam, X1 e X2 ambos de dimensões

(p × 1). Igualmente, µ e Σ devem ser particionadas de forma correspondente. Os

grupos 1 e 2 são formados de tal forma que as p variáveis dos vetoresX1 eX2 cor-

respondam às mensurações antes e após a aplicação de algum tipo de tratamento.

As partições correspondentes de Σ são dadas por

Σ =

 Σ11 Σ12

Σ21 Σ22

 .
O principal objetivo é testar a hipótese especificada em (3.1):

H0 : Σ11 = Σ22 vs H1 : Σ11 , Σ22 (3.1)

quando Σ12 , 0. Os testes para o caso em que Σ12 = 0 são bastantes conhecidos

na literatura (BARTLETT, 1937). Para desenvolver o teste especificamente para

q = 2 populações, sejam definidas as variáveis U e V como combinações lineares

das variáveis deX . Para isso, seja o vetor não nulo a (p × 1) de coeficientes reais

que estabelece as combinações lineares de X . Sejam os vetores b> = (a>,a>) e

c> = (a>,− a>) de dimensão (1 × 2p). Portanto, sejam U = b>X = a>X1 +

a>X2 = U1 + U2 e V = c>X = a>X1 − a
>X2 = U1 − U2. Como U e
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V são combinações lineares de variáveis normais X , então, U ∼ N1(µU , σ
2
U) e

V ∼ N1(µV , σ
2
V ) (ANDERSON, 1978), sendo:

µU = a>µ1 + a>µ2 e σ2
U = a>(Σ11 + Σ22 + 2Σ12)a;

µV = a>µ1 − a
>µ2 e σ2

V = a>(Σ11 + Σ22 − 2Σ12)a.

Para desenvolver o teste sugerido, inicialmente é obtida a correlação entre essas

combinações lineares U e V ( ρUV ). Seu estimador de máxima verossimilhança é

então utilizado. Em seguida o teste t de Student é aplicado para a hipótese de

correlação linear nula. Como U e V são variáveis normais, o teste aplicado é

exato sob H0 : ρUV = 0. Em seguida é mostrado como o teste dessa hipótese

está relacionada com a hipótese de interesse (3.1). Finalmente é mostrado como

determinar o vetor a para que o teste seja mais poderoso. A correlação entre U e

V é definida por

ρUV =
σUV√
σ2

U

√
σ2

V

,

em que σUV é a covariância entre U e V definida por σUV = E(UV) − E(U)E(V),

σ2
U e σ2

V foram definidos anteriormente. Então,

σUV = Cov(b>X , c>X) = b>Σc = a>(Σ11 −Σ22)a.

Portanto,

ρUV =
a>(Σ11 −Σ22)a

√
a>(Σ11 + Σ22 + 2Σ12)a

√
a>(Σ11 + Σ22 − 2Σ12)a

. (3.2)

O estimador de máxima verossimilhança de sigma corrigido para viés (S) em
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uma amostra de tamanho n, devidamente particionado é

S =

 S11 S12

S21 S22

 =

n∑
j=1

(X j − X̄)(X j − X̄)>

n − 1
. (3.3)

O estimador de ρUV é dado por

rUV =
a>(S11 − S22)a

√
a>(S11 + S22 + 2S12)a

√
a>(S11 + S22 − 2S12)a

. (3.4)

Como U ∼ N(µU , σ
2
U) e V ∼ N(µV , σ

2
V ), então a estatística pivô

tc =
rUV
√

n − 2√
1 − r2

UV

(3.5)

tem distribuição t de Student com ν = n − 2 graus de liberdade, se ρUV = 0. Essa

estatística segue a distribuição t de Student com ν = n−2 graus de liberdade, dado

que a é conhecido.

A expressão (3.2) permite que se conclua que ρUV = 0 se e somente se Σ11 =

Σ22. Portanto, testar a hipótese H0 : ρUV = 0 é equivalente a testar a hipótese

H0 : Σ11 = Σ22. Quando, no entanto, Σ12 = 0, o teste de Bartlett (1937) pode ser

utilizado para testar essa hipótese.

Para definir qual é o valor do vetor a que torna o teste (3.5) mais poderoso, na

próxima seção é apresentada uma solução.
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3.1.1 Maximizar ρUV

A correlação entre U e V foi definida anteriormente por

ρUV =
σUV√
σ2

U

√
σ2

V

=
a>(Σ11 −Σ22)a

√
a>(Σ11 + Σ22 + 2Σ12)a

√
a>(Σ11 + Σ22 − 2Σ12)a

.

Para obter o máximo, será imposta a restrição σ2
U = σ2

V = 1, devido a escolha

de a = 1. Em seguida deve-se derivar ρUV em relação ao vetor a, igualar a zero e

resolver a equação formada.

Assim,

∂ρUV

∂a
=

2(Σ11 −Σ22)a[a>(Σ11 + Σ22 + 2Σ12)a]1/2[a (Σ11 + Σ22 − 2Σ12)a]1/2

[a>(Σ11 + Σ22 + 2Σ12)a][a>(Σ11 + Σ22 − 2Σ12)a]
−

−a>(Σ11 + Σ22)a

 (Σ11 + Σ22 + 2Σ12)a [a>(Σ11 + Σ22 + 2Σ12)a]−1/2

[a>(Σ11 + Σ22 + 2Σ12)a][a>(Σ11 + Σ22 − 2Σ12)a]
×

×
[a>(Σ11 + Σ22 − 2Σ12)a]1/2

+ [a>(Σ11 + Σ22 + 2Σ12)a]1/2

[a>(Σ11 + Σ22 + 2Σ12)a][a>(Σ11 + Σ22 − 2Σ12)a]
×

×
(Σ11 + Σ22 − 2Σ12)a [a>(Σ11 + Σ22 − 2Σ12)a]1/2

[a>(Σ11 + Σ22 + 2Σ12)a][a>(Σ11 + Σ22 − 2Σ12)a]


 .

Impondo as restrições σ2
U = σ2

V = 1 tem-se:

∂ρUV

∂a
= 2(Σ11 −Σ22)a − a>(Σ11 −Σ22)a [(Σ11 + Σ22 + 2Σ12)a+

+ (Σ11 + Σ22 − 2Σ12)a].

Como, sob a restrição σ2
U = σ2

V = 1 tem-se a>(Σ11 −Σ22)a = ρUV , então

∂ρUV

∂a
= 2 (Σ11 −Σ22)a − 2 ρUV (Σ11 + Σ22)a

= 2
[
(Σ11 −Σ22) − ρUV (Σ11 + Σ22)

]
a.
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Igualando a zero tem-se:

[
(Σ11 −Σ22) − ρUV (Σ11 + Σ22)

]
a = 0. (3.6)

Para solucionar o sistema (3.6), a matriz Σ11 + Σ22 será fatorada por Σ11 + Σ22 =

ΩΩ>, em que Ω é o fator de Cholesky de Σ11 + Σ22.

Usando a transformação linear a = (Ω>)−1z, e substituindo em (3.6) tem-se

[
(Σ11 −Σ22) − ρUV ΩΩ>

]
(Ω>)−1z = 0. (3.7)

Pré-multiplicando o sistema (3.7) por Ω−1 tem-se

[
Ω−1(Σ11 −Σ22)(Ω>)−1 − ρUV Ω−1ΩΩ>(Ω>)−1

]
z = 0,

que resulta em

(H − ρUVI) z = 0,

sendo H = Ω−1(Σ11 − Σ22)(Ω>)−1. Obtendo-se os autovalores λ1, λ2, · · · , λp e

os autovetores e1, e2, · · · , ep da matrizH , então

 ρUV = λ1

z=e1

.

Portanto, o vetor a deve ser recuperado por

a = (Ω>)−1z. (3.8)

Sob H0 a matrizH é igual a matriz nula, portanto, o vetor a pode ser qualquer
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vetor não nulo fixado.

Sob H1 essa maximização levaria a um teste mais poderoso. Entretanto, o valor

de a é dependente de quantidades paramétricas desconhecidas.

Nesse trabalho foi escolhido um vetor p × 1 de uns. Assim, com a = 1, tem-se

que o estimador de ρUV é dado por (3.4) e a estatística do teste proposto é (3.5),

que sob H0 possui distribuição t de Student com ν = n − 2 graus de liberdade.

Utilizando o estimador S de Σ, ρUV e a podem ser estimados determinando-se

os autovalores e autovetores de Ĥ = Ω̂−1(S11 − S22)(Ω̂>)−1, sendo a matriz Ω̂, o

fator de Cholesky de (S11 + S22). Assim,

 ρ̂UV = λ̂1

â = (Ω̂>)−1z = (Ω̂>)−1ê1

.

Como U = â>X1 + â>X2 ∼̇N(µU ,1) e V = â>X1 − â
>X2 ∼̇N(µV ,1), então

para testar a hipótese nula H0 : ρUV = 0, a distribuição t é inadequada. A estatística

do teste é

tc =
ρ̂UV
√

n − 2√
1 − ρ̂2

UV

, (3.9)

que sob H0 e com a conhecido possui distribuição t de Student com ν = n − 2

graus de liberdade, porém, nesse caso, não tem distribuição conhecida, pois a é

desconhecido. Testar a hipótese de que ρUV = 0, equivale a testar H0 : Σ11 = Σ22.

Assim, para usar esse resultado, em que o vetor a é estimado, optou-se por obter

a distribuição nula dessa estatística via bootstrap. Na próxima seção apresenta-se

essa solução para o teste.

Para fins de comparação, optou-se por apresentar um teste ideal que nas situ-

ações do mundo real, seria impossível usá-lo. Esse teste será denotado por ta e
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será considerado um teste de referência, pois sua distribuição nula será exata, con-

forme explicações apresentadas na sequência. Assim, o teste tc, cuja estatística é

dada em (3.5) com escolha de a = 1 e o teste bootstrap que será apresentado na

próxima seção serão comparados com este teste de referência. Sob H0, o teste ta

será o mesmo de tc, ou seja, terá a mesma estatística em que se usará a escolha de

a = 1. Esta estatística possui distribuição nula exata t de Student com ν = n − 2

graus de liberdade. Porém, sob H1, será determinado o vetor a que maximiza a

estatística do teste t de Student. É claro que essa escolha, que manterá a estatística

final do teste, ainda com distribuição t de Student, deve ser fixa e dependente dos

parâmetros Σ11 e Σ22, conforme demonstrado nessa seção. Assim, a estatística do

teste sob H1 é dada por

ta =
ρ̂UV
√

n − 2√
1 − ρ̂2

UV

, (3.10)

em que a é dado em (3.8), que depende dos autovalores de H = Ω−1(Σ11 −

Σ22)(Ω>)−1, bem como ρ̂UV é dado por ρ̂UV = a>(S11 − S22)a. Logo, para se

usar o teste ta, primeiro, precisa-se conhecer se os dados em questão estão sob a

hipótese nula ou alternativa. Segundo, é necessário conhecer os parâmetros Σ11

e Σ22 para se determinar a. Assim, esse teste, como já dito, só tem finalidade de

servir como teste de referência. Se os demais testes tiverem poder semelhante ou

iguais a ele, então teriam-se testes ideais, que poderiam ser considerados ótimos

nesse contexto.
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3.1.2 Teste bootstrap não-paramétrico

3.1.2.1 Estatística original

Para construção do teste bootstrap não-paramétrico considere uma amostra

aleatória bootstrapX1,X2, · · · ,X j, · · · ,Xn independente e identicamente distri-

buída, de uma população qualquer, em queX j tem dimensão (2p×1), j = 1, . . . , n,

com vetor de médiaµ(2p×1) e matriz de covariâncias Σ(2p×2p) positiva definida. Em

seguida, fixou-se o número de reamostragens bootstrap em B = 1000 e calculou-se

o estimador S (2p × 2p), da matriz de covariâncias Σ, dado por:

S =

 S11 S12

S21 S22

 .
Posteriormente, determinaram-se e isolaram-se as partições S11 e S22 de S para

o cálculo da matriz Ĥ = Ω̂−1(S11 − S22)(Ω̂>)−1, sendo a matriz Ω̂ o fator de

Cholesky de S11 + S22. Assim, o máximo autovalor de Ĥ é dado por ρ̂UV = λ̂1.

Dessa forma, calculou-se

tb0 =
ρ̂UV
√

n − 2√
1 − ρ̂2

UV

(3.11)

para gerar a estatística original.

3.1.2.2 Distribuição nula de bootstrap

Nessa construção consideraram-se os seguintes passos:

(i) Inicialmente recebeu-se a amostra originalX1,X2, · · · ,X j, · · · ,Xn, conside-
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randoX j = [X>j(1) |X
>
j(2)]

>. Em seguida, obtiveram-se as médias amostrais

X̄(1) =

n∑
j=1

X j(1)

n
e X̄(2) =

n∑
j=1

X j(2)

n

para o cálculo dos resíduos

e j = X j −

 X̄(1)

X̄(2)

 , j = 1, 2, . . . , n.

(ii) Posteriormente sorteou-se uma amostra bootstrap com reposição da amos-

tra original dos e j’s, ou seja, X∗1 ,X
∗
2 , · · · ,X

∗
j , · · · ,X

∗
n , considerando X∗j de di-

mensão (2p × 1), j = 1, 2, · · · , n.

(iii) Para a imposição da hipótese nula H0 : Σ11 = Σ22, quando Σ12 , 0

considerou-se a partição X∗j =
[
X∗>j(1) |X

∗>
j(2)

]>
(2p×1)

. A hipótese nula é imposta

reamostrando ao acaso cada partição aleatoriamente para compor a amostra de

qualquer um dos grupos. A probabilidade de que uma das partições de um dos

grupos seja sorteada para o outro foi de 50%. Logo, a amostra final de bootstrap

será dada porX+
j (2p × 1), j = 1, 2, · · · , n, definido por

X+
j =

 X∗j(2)

X∗j(1)

 , com probabilidade 50% ou

X+
j =X∗j , com probabilidade 50%.

(iv) De posse da amostra X+
1 ,X

+
2 , · · · ,X

+
j , · · · ,X

+
n calculou-se S+, que é a

matriz de covariâncias amostrais bootstrap. Posteriormente, tomaram-se as parti-

ções S+
11 e S+

22 e calculou-se Ĥ+ = Ω̂−1(S+
11 − S

+
22)(Ω̂>)−1, sendo a matriz Ω̂ o
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fator de Cholesky de (S+
11 + S+

22). Assim, o máximo autovalor de Ĥ+ é dado por

ρ̂+
UV = λ̂+

1 .

Dessa forma, obteve-se a estatística

tbk =
ρ̂+

UV

√
n − 2√

1 − (ρ̂+
UV )2

, (3.12)

para a k-ésima amostra de bootstrap.

(v) Em seguida repetiram-se os passos de (i) a (iv), fazendo k variar de 1 a

B. Os B valores da estatística tbk foram armazenados juntamente com o valor na

amostra original tb0 , na posição B + 1.

(vi) Dessa forma, o valor-p foi calculado por:

valor-p =

B+1∑
k=1

I(tbk ≥ tb0)

B + 1
,

em que I(tbk ≥ tb0) é a função indicadora, que retorna 1 se tbk ≥ tb0 , e 0 caso

contrário.

(vii) Retornou-se o valor da estatística tb0 e o valor-p.

(viii) A decisão de rejeição da hipótese foi obtida confrontando-se o valor-p e

o nível nominal de significância α. Se o valor-p ≤ α rejeita-se H0.

O critério de bootstrap utilizado neste trabalho é idêntico ao apresentado por

Cirillo et al. (2010), porém o que diferencia um trabalho do outro é a estatística do

teste utilizada.

3.2 Simulação Monte Carlo

A simulação Monte Carlo realizada neste trabalho teve como intuito avaliar

as taxas de erro tipo I e poder dos testes propostos (Bootstrap não-paramétrico
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(tb0), Maximização de ρUV para otimizar o a paramétrico (ta) e o teste (tc), ob-

tido fixando o a num vetor de uns), com o objetivo de compará-los com os testes

apresentados por Jiang e Sarkar (1998) (W2 e W5) e Jiang, Sarkar e Hsuan (1999)

(LRT, LRT1, LRT2 e LRT3).

Optou-se neste trabalho pelo uso da mesma terminologia dos testes apresenta-

dos por Jiang e Sarkar (1998) (W2 e W5) e Jiang, Sarkar e Hsuan (1999) (LRT,

LRT1, LRT2 e LRT3).

Na simulação sob H0 pode-se usar qualquer valor não nulo para a e sob H1

existe um valor a que é ótimo. Se o valor de a for conhecido, espera-se que o

teste ta controle o erro tipo I e tenha um poder maior ou igual ao de tc. Esse teste é

usado para validar a teoria, embora não seja aplicável nas situações reais práticas.

Em cada simulação foram aplicados os testes (tb0 , tc e ta) em um nível no-

minal de significância (α) fixado em 5% e 1%, para testar se a hipótese nula

H0 : Σ11 = Σ22 quando Σ12 , 0. Para a simulação do teste tb0 fixou-se o

número de reamostragens em B = 1000.

Em todos os casos foram simuladas N = 10000 amostras e a proporção de

rejeição da hipótese nula H0 foi computada para cada teste ao longo de todas as

simulações Monte Carlo. Os valores da taxa de erro tipo I empírica foram compa-

rados com o valor nominal fixado em cada um dos casos. Todos os testes foram

aplicados a cada uma dessas amostras, em cada uma das configurações formadas

pela combinação dos valores de n e Σ, considerando os níveis de significância

α = 0,05 e 0,01. As simulações foram realizadas no software R (R CORE TEAM,

2014).
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3.2.1 Taxas de erro tipo I e poder dos testes ta, tc e tb0

Foram consideradas as taxas de erro tipo I e poder na avaliação do desempenho

dos três testes: ta, tc e tb0 e foram simuladas amostras aleatórias normais multiva-

riadas, de tamanho n, dadas porX1,X2, · · · ,X j, · · · ,Xn, em queX j ∈ R
2p, com

vetor média µ(2p×1) e covariância Σ(2p×2p) positiva definida,X ∼ N2p(µ,Σ).

Na simulação realizada neste trabalho e na apresentada por Jiang, Sarkar e

Hsuan (1999), para p = 2, foram considerados os mesmos valores para os parâme-

tros como no estudo de Jiang e Sarkar (1998), tais como: n ∈ {10, 15, 20, 25, 50, 75, 100},

Σ1 =I4 =



1,0 0,0 0,0 0,0

0,0 1,0 0,0 0,0

0,0 0,0 1,0 0,0

0,0 0,0 0,0 1,0


, Σ2 =



1,0000 −1,0000 0,7071 −0,7071

−1,0000 5,0000 −0,7071 0,7071

0,7071 −0,7071 1,0000 −1,0000

−0,7071 0,7071 −1,0000 5,0000


,

Σ3 =



1,0 0,1 0,2 0,3

0,1 1,0 0,4 0,5

0,2 0,4 1,0 0,1

0,3 0,5 0,1 1,0


, Σ4 =



1,0000 −1,0000 0,7071 −1,4142

−1,0000 5,0000 −0,7071 1,4142

0,7071 −0,7071 1,0000 −1,0000

−1,4142 1,4142 −1,0000 5,0000


,

para estimar as taxas de erro tipo I, e

Σ5 =



1,0 0,1 0,2 0,3

0,1 1,0 0,3 0,5

0,2 0,3 1,0 0,6

0,3 0,5 0,6 1,0


, Σ6 =



1,0 0,1 0,2 0,3

0,1 1,0 0,3 0,5

0,2 0,3 1,0 0,6

0,3 0,5 0,6 3,0


, Σ7 =



1,0 0,1 0,2 0,3

0,1 2,0 0,3 0,5

0,2 0,3 3,0 0,6

0,3 0,5 0,6 4,0


,

Σ8 =



1 −1 0 0

−1 2 0 0

0 0 3 1

0 0 1 1


, Σ9 =



1,0 0,1 0,2 0,3

0,1 1,0 0,4 0,5

0,2 0,4 1,0 0,6

0,3 0,5 0,6 1,0


, Σ10 =



1,0 0,1 0,2 0,3

0,1 1,0 0,4 0,5

0,2 0,4 1,0 0,6

0,3 0,5 0,6 3,0


,

Σ∗11 =



1,0 0,1 0,2 0,3

0,1 2,0 0,4 0,5

0,2 0,4 3,0 0,6

0,3 0,5 0,6 4,0


,
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para estimar o poder dos testes. Observe que, em Σ1 e Σ8, Σ21 = Σ12 = 0, o

que indica que as matrizes não são correlacionadas, de modo que a forma fechada

do fator de correção m1 existe, enquanto que em Σ1,Σ2,Σ5,Σ6,Σ7,Σ8 tem-se

Σ21 = Σ12, assim a forma fechada do fator de correção m2 existe. Já para as

matrizes de covariâncias Σ3,Σ4,Σ9,Σ10 e Σ∗11, a igualdade Σ12 = Σ21 já não

é mais válida, sendo apenas válida a igualdade Σ12 = (Σ21)>, peculiar à maioria

das matrizes de covariâncias observadas em circunstâncias reais.

Considere uma matriz de covariâncias Σ como sendo positiva definida e particione-

a da seguinte forma:

Σ =

 Σ11 Σ12

Σ21 Σ22

 .
Quando a matriz de covariâncias tem dimensão (8 × 8) cada um dos quatro

blocos (Σ11, Σ12, Σ21, Σ22) tem dimensão (4 × 4). E, quando a matriz de covari-

âncias tem dimensão (20×20) cada um dos quatro blocos tem dimensão dimensão

(10 × 10). Para que Σ seja positiva definida é necessário que todos os seus auto-

valores sejam números reais maiores que zero.

Para a simulação das taxas de erro tipo I e poder dos testes ta, tc e tb0 foram

construídas matrizes de covariâncias positivas definidas, considerando p = 4 e

p = 10, n ∈ {10, 15, 20, 25, 50, 75, 100, 300, 500, 1000} e nível de significância fi-

xado em α = 5% e 1%. A construção das matrizes de covariâncias foi divida em

duas partes:

(i) Construção das matrizes de covariâncias positivas definidas, com p = 4

e p = 10, para avaliar as taxas de erro tipo I dos testes ta, tc e tb0:

Na simulação da taxa de erro tipo I dos três testes foram construídas matrizes
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de covariâncias positivas definidas considerando p = 4 e p = 10. Nesse caso, cada

matriz de covariâncias foi considerada como uma matriz de correlações populaci-

onais (ρ). A simulação foi feita sob a hipótese nula H0 : Σ11 = Σ22, considerando

as correlações de Σ12 como sendo valores menores ou iguais (de forma decres-

cente na linha e decrescente na coluna) às correlações fora da diagonal principal

de Σ11.

As correlações da diagonal principal de Σ11 são todas iguais a 1. Como Σ é

simétrica tem-se que Σ12 = Σ>21. Em cada simulação foram consideradas as confi-

gurações formadas pela combinação dos valores de Σ e n e níveis de significância

(α) fixados em 5% e 1%.

Em todos os casos o número de simulações Monte Carlo foi N = 10000, ou

seja, foram gerados 10000 valores-p. Com esses valores foi calculada a proporção

de vezes em que H0 foi erroneamente rejeitada, ou seja, a proporção de vezes que

o valor-p foi menor que α.

(ii) Construção das matrizes de covariâncias positivas definidas, com p = 4

e p = 10, para avaliar os poderes dos testes ta, tc e tb0:

A simulação do poder dos três testes foi feita sob a hipótese alternativa H1 :

Σ11 , Σ22. A construção da matriz de correlação para simular o poder dos testes

foi feita da seguinte forma:

1) Inicialmente considerou-se uma matriz diagonal de desvios padrões σk, com

k = 1,2, · · · , 2p, definida por V 1/2, de forma que o máximo desvio padrão de Σ11

é menor que o mínimo desvio padrão de Σ22.

2) A partir da matriz de correlação construída no item (i), diga-se ρ, construiu-

se a matriz de covariâncias, fazendo o produto das matrizes Σ = V 1/2ρV 1/2, que

por sua vez é uma matriz positiva definida, usada na simulação do poder dos testes.
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Em cada simulação foram consideradas as configurações formadas pela com-

binação dos valores de Σ e n e níveis de significância (α) fixados em 5% e 1%.

Em todos os casos o número de simulações Monte Carlo foi N = 10000, ou seja,

foram gerados 10000 valores-p. Com esses valores foi calculada a proporção de

vezes em que H0 foi acertadamente rejeitada, ou seja, a proporção de vezes que o

valor-p foi menor que α.

Para facilitar o acompanhamento construíram-se as matrizes de correlação com

índice par (sob H0) e as matrizes de covariâncias com índice ímpar (sob H1). As

matrizes com índice par foram usadas para simular a taxa de erro tipo I, e as ma-

trizes com índice ímpar para simular o poder dos testes.

Algumas matrizes de correlações, considerando p = 4, usadas na estimação do

erro tipo I, foram construídas considerando a seguinte estrutura de correlação:

ρ =

 A B

B A

 ,
em que

A =



1,0 ρ ρ ρ

ρ 1,0 ρ ρ

ρ ρ 1,0 ρ

ρ ρ ρ 1,0


, B =



ρ∗ ρ∗ ρ∗ ρ∗

ρ∗ ρ∗ ρ∗ ρ∗

ρ∗ ρ∗ ρ∗ ρ∗

ρ∗ ρ∗ ρ∗ ρ∗


,

e em módulo ρ∗ ≤ ρ.

A partir da matriz de correlações construiu-se a matriz de covariâncias, ambas

com dimensão (8 × 8), com o intuito de estimar o poder dos testes, considerando

uma matriz diagonal (8 × 8) dos desvios padrões V 1/2, definida como (3.13):
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V 1/2 = diag (σ1, σ2, σ3, σ4, σ5, σ6, σ7, σ8) , (3.13)

em que σ1, σ2, σ3 e σ4 são desvios padrões menores que σ5, σ6, σ7 e σ8.

Para os desvios padrões foram escolhidos valores arbitrários que satisfazem a

restrição imposta.

Abaixo seguem as matrizes de correlação e de covariância que foram construí-

das considerando p = 4.

1) A matriz ρ12 usada para simular o erro tipo I, dos testes, foi construída con-

siderando ρ = ρ∗ = 0,9. A partir da matriz de correlação ρ12 construiu-se a matriz

de covariâncias Σ13, usada na estimação do poder dos testes, considerando a ma-

triz diagonal dos desvios padrões V 1/2 = diag (4, 5, 2, 1, 16, 20, 30, 10). Assim,

Σ13 = V 1/2 ρ12 V
1/2.

2) A matriz de correlação ρ14 foi construída considerando ρ = ρ∗ = 0,8 e a

matriz diagonal dos desvios padrões V 1/2 = diag (4, 5, 2, 1, 16, 20, 30, 10). Assim,

a matriz de covariâncias Σ15 = V 1/2 ρ14 V
1/2.

3) Na construção de ρ16 considerou-se ρ = ρ∗ = 0,5, e para determinar Σ17 a

matriz V 1/2 = diag (3, 5, 2, 4, 16, 20, 40, 10) foi considerada.

Assim, Σ17 = V 1/2 ρ16 V
1/2.

4) Para ρ18 considerou-se ρ = ρ∗ = 0,1, e para determinar Σ19 a matriz dia-

gonal dos desvios padrões V 1/2 = diag (3, 5, 2, 4, 16, 20, 40, 10) foi considerada.

Assim, Σ19 = V 1/2 ρ18 V
1/2.

5) A matriz ρ20 foi construída considerando ρ = ρ∗ = 0, e para determinar Σ∗21

definiu-se a matriz V 1/2 = diag (2, 5, 4, 6, 15, 12, 20, 10).

Assim, Σ∗21 = V 1/2 ρ20 V
1/2.

6) Para ρ22 considerou-se ρ = 0,9 e ρ∗ = 0,8. Definiu-se a matriz Σ23 a partir
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de V 1/2 = diag (2, 5, 4, 6, 15, 12, 20, 10). Logo, Σ23 = V 1/2 ρ22 V
1/2.

7) Para ρ24 considerou-se ρ = 0,9 e ρ∗ = 0,5. Definiu-se a matriz Σ25 a partir

de V 1/2 = diag (1, 5, 7, 3, 15, 24, 10, 30). Assim, Σ25 = V 1/2 ρ24 V
1/2.

8) Para ρ26 considerou-se ρ = 0,9 e ρ∗ = 0,1. Definiu-se a matriz Σ27 a partir

de V 1/2 = diag (1, 5, 7, 3, 15, 24, 10, 30). Logo, Σ27 = V 1/2 ρ26 V
1/2.

9) A matriz ρ28 foi determinada considerando ρ = 0,9 e ρ∗ = 0. Definiu-

se a matriz Σ29 a partir de V 1/2 = diag (5, 6, 2, 4, 12, 15, 25, 20). Dessa forma,

Σ29 = V 1/2 ρ28 V
1/2.

10) Na construção da matriz de correlação ρ30 considerou-se outra estrutura de

correlação definida por:

ρ =



1,0 ρ ρ ρ ρ∗1 ρ∗2 ρ∗3 ρ∗4

ρ 1,0 ρ ρ ρ∗2 ρ∗3 ρ∗4 ρ∗5

ρ ρ 1,0 ρ ρ∗3 ρ∗4 ρ∗5 ρ∗6

ρ ρ ρ 1,0 ρ∗4 ρ∗5 ρ∗6 ρ∗7

ρ∗1 ρ∗2 ρ∗3 ρ∗4 1,0 ρ ρ ρ

ρ∗2 ρ∗3 ρ∗4 ρ∗5 ρ 1,0 ρ ρ

ρ∗3 ρ∗4 ρ∗5 ρ∗6 ρ ρ 1,0 ρ

ρ∗4 ρ∗5 ρ∗6 ρ∗7 ρ ρ ρ 1,0



,

de forma que ρ∗1 = 0,7, ρ∗2 = 0,6, ρ∗3 = 0,5, ρ∗4 = 0,4, ρ∗5 = 0,3, ρ∗6 = 0,2 e ρ∗7 = 0,1.

Definiu-se a matriz Σ31 a partir de ρ30 e V 1/2 = diag (5, 6, 2, 4, 12, 15, 25, 20).

Dessa forma, Σ31 = V 1/2 ρ30 V
1/2.

Algumas matrizes de correlações de dimensão (20 × 20), usadas na estimação

do erro tipo I, foram construídas considerando a seguinte estrutura de correlação:
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ρ =

 A B

B A

 ,
em que

A =



1,0 ρ ρ ρ ρ ρ ρ ρ ρ ρ

ρ 1,0 ρ ρ ρ ρ ρ ρ ρ ρ

ρ ρ 1,0 ρ ρ ρ ρ ρ ρ ρ

ρ ρ ρ 1,0 ρ ρ ρ ρ ρ ρ

ρ ρ ρ ρ 1,0 ρ ρ ρ ρ ρ

ρ ρ ρ ρ ρ 1,0 ρ ρ ρ ρ

ρ ρ ρ ρ ρ ρ 1,0 ρ ρ ρ

ρ ρ ρ ρ ρ ρ ρ 1,0 ρ ρ

ρ ρ ρ ρ ρ ρ ρ ρ 1,0 ρ

ρ ρ ρ ρ ρ ρ ρ ρ ρ 1,0



,

B =



ρ∗ ρ∗ ρ∗ ρ∗ ρ∗ ρ∗ ρ∗ ρ∗ ρ∗ ρ∗

ρ∗ ρ∗ ρ∗ ρ∗ ρ∗ ρ∗ ρ∗ ρ∗ ρ∗ ρ∗

ρ∗ ρ∗ ρ∗ ρ∗ ρ∗ ρ∗ ρ∗ ρ∗ ρ∗ ρ∗

ρ∗ ρ∗ ρ∗ ρ∗ ρ∗ ρ∗ ρ∗ ρ∗ ρ∗ ρ∗

ρ∗ ρ∗ ρ∗ ρ∗ ρ∗ ρ∗ ρ∗ ρ∗ ρ∗ ρ∗

ρ∗ ρ∗ ρ∗ ρ∗ ρ∗ ρ∗ ρ∗ ρ∗ ρ∗ ρ∗

ρ∗ ρ∗ ρ∗ ρ∗ ρ∗ ρ∗ ρ∗ ρ∗ ρ∗ ρ∗

ρ∗ ρ∗ ρ∗ ρ∗ ρ∗ ρ∗ ρ∗ ρ∗ ρ∗ ρ∗

ρ∗ ρ∗ ρ∗ ρ∗ ρ∗ ρ∗ ρ∗ ρ∗ ρ∗ ρ∗

ρ∗ ρ∗ ρ∗ ρ∗ ρ∗ ρ∗ ρ∗ ρ∗ ρ∗ ρ∗



,

e em módulo ρ∗ ≤ ρ.

A partir da matriz de correlação construiu-se a matriz de covariâncias, ambas

com dimensão (20×20), com o intuito de estimar o poder dos testes, considerando

uma matriz diagonal dos desvios padrões V 1/2, de dimensão (20 × 20), definida

por (3.14):

V 1/2 = diag (σ1, σ2, σ3, σ4, σ5, σ6, σ7, σ8, σ9, σ10, σ11, σ12, σ13, σ14,σ15,σ16, σ17, σ18, σ19, σ20 )

= diag ( 4, 5, 2, 1, 16, 20, 30, 10, 12, 16, 40, 45, 60, 55, 41, 39, 35, 65, 100, 50 ). (3.14)
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Os valores dos desvios padrões da matriz V 1/2, quando p = 10, foram esco-

lhidos arbitrariamente, de forma que satisfazem a restrição imposta: σ1, σ2, σ3,

σ4, σ5, σ6, σ7, σ8, σ9 e σ10 são desvios padrões menores que σ11, σ12, σ13, σ14,

σ15, σ16, σ17, σ18, σ19 e σ20.

Abaixo seguem as matrizes de correlação e de covariâncias que foram construí-

das, considerando p = 10.

1) A matriz de correlação ρ32 usada para simular o erro tipo I, dos testes, foi

construída considerando ρ = ρ∗ = 0,9. A partir da matriz de correlação ρ32

construiu-se a matriz de covariâncias Σ33, usada na estimação do poder dos testes,

considerando a matriz diagonalV 1/2 definida em (3.14). Com isso pode-se afirmar

que Σ33 = V 1/2 ρ32 V
1/2.

2) Na construção da matriz ρ34 foi considerado ρ = ρ∗ = 0,8. Para definir Σ35

considerou-se a matriz diagonal V 1/2 definida em (3.14). Dessa forma, tem-se

Σ35 = V 1/2 ρ34 V
1/2.

3) Posteriormente, considerou ρ = ρ∗ = 0,5 para definir a matriz de correlação

ρ36. Em seguida, determinou-se a matriz de covariâncias Σ37 a partir de V 1/2,

definida em (3.14), e de Σ∗36 por: Σ37 = V 1/2 ρ36 V
1/2.

4) A matriz de correlação ρ38 foi definida considerando ρ = ρ∗ = 0,1. A partir

da matriz Σ38 e de V 1/2 definida em (3.14) determinou-se a matriz de covariâncias

Σ39, e definida por: Σ39 = V 1/2 ρ38 V
1/2.

5) Da mesma forma, ρ40 foi definida considerando ρ = ρ∗ = 0. E, Σ41 foi

determinada por ρ40 e V 1/2, e definida em (3.14) por: Σ41 = V 1/2 ρ40 V
1/2.

6) A matriz ρ42 foi definida considerando ρ = 0,9 e ρ∗ = 0,8. Assim, Σ43 pode

ser determinada, a partir de ρ42 e V 1/2 em (3.14), por: Σ43 = V 1/2 ρ42 V
1/2.

7) Para a construção da matriz ρ44 foi fixado ρ = 0,9 e ρ∗ = 0,5. A matriz

Σ45 foi determinada através de Σ44 e V 1/2 em (3.14), e definida por: Σ45 =
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V 1/2 ρ44 V
1/2.

8) A matriz ρ46 foi definida considerando ρ = 0,9 e ρ∗ = 0,1. Assim, Σ47 pode

ser determinada, a partir de ρ46 e V 1/2 em (3.14), por: Σ47 = V 1/2 ρ46 V
1/2.

9) Da mesma forma, ρ48 foi definida considerando ρ = 0,9 e ρ∗ = 0. E, Σ49 foi

determinada por ρ48 e V 1/2 definida em (3.14), por: Σ49 = V 1/2 ρ48 V
1/2.

10) Na construção da matriz de correlação ρ50 considerou-se outra estrutura de

correlação definida por:

ρ =

 A B

B A

 ,
em que

A =



1,0 ρ ρ ρ ρ ρ ρ ρ ρ ρ

ρ 1,0 ρ ρ ρ ρ ρ ρ ρ ρ

ρ ρ 1,0 ρ ρ ρ ρ ρ ρ ρ

ρ ρ ρ 1,0 ρ ρ ρ ρ ρ ρ

ρ ρ ρ ρ 1,0 ρ ρ ρ ρ ρ

ρ ρ ρ ρ ρ 1,0 ρ ρ ρ ρ

ρ ρ ρ ρ ρ ρ 1,0 ρ ρ ρ

ρ ρ ρ ρ ρ ρ ρ 1,0 ρ ρ

ρ ρ ρ ρ ρ ρ ρ ρ 1,0 ρ

ρ ρ ρ ρ ρ ρ ρ ρ ρ 1,0



e

B =



ρ∗1 ρ∗2 ρ∗3 ρ∗4 ρ∗5 ρ∗6 ρ∗7 ρ∗8 ρ∗9 ρ∗10

ρ∗2 ρ∗3 ρ∗4 ρ∗5 ρ∗6 ρ∗7 ρ∗8 ρ∗9 ρ∗10 ρ∗11

ρ∗3 ρ∗4 ρ∗5 ρ∗6 ρ∗7 ρ∗8 ρ∗9 ρ∗10 ρ∗11 ρ∗12

ρ∗4 ρ∗5 ρ∗6 ρ∗7 ρ∗8 ρ∗9 ρ∗10 ρ∗11 ρ∗12 ρ∗13

ρ∗5 ρ∗6 ρ∗7 ρ∗8 ρ∗9 ρ∗10 ρ∗11 ρ∗12 ρ∗13 ρ∗14

ρ∗6 ρ∗7 ρ∗8 ρ∗9 ρ∗10 ρ∗11 ρ∗12 ρ∗13 ρ∗14 ρ∗15

ρ∗7 ρ∗8 ρ∗9 ρ∗10 ρ∗11 ρ∗12 ρ∗13 ρ∗14 ρ∗15 ρ∗16

ρ∗8 ρ∗9 ρ∗10 ρ∗11 ρ∗12 ρ∗13 ρ∗14 ρ∗15 ρ∗16 ρ∗17

ρ∗9 ρ∗10 ρ∗11 ρ∗12 ρ∗13 ρ∗14 ρ∗15 ρ∗16 ρ∗17 ρ∗18

ρ∗10 ρ∗11 ρ∗12 ρ∗13 ρ∗14 ρ∗15 ρ∗16 ρ∗17 ρ∗18 ρ∗19



,

de forma que ρ = 0,8, ρ∗1 = 0,4, ρ∗2 = 0,38, ρ∗3 = 0,37, ρ∗4 = 0,36, ρ∗5 = 0,35,
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ρ∗6 = 0,34, ρ∗7 = 0,29, ρ∗8 = 0,28, ρ∗9 = 0,25, ρ∗10 = 0,23, ρ∗11 = 0,18, ρ∗12 = 0,15,

ρ∗13 = 0,13, ρ∗14 = 0,12, ρ∗15 = 0,1, ρ∗16 = 0,09, ρ∗17 = 0,08, ρ∗18 = 0,07 e ρ∗19 = 0,05.

A partir de ρ50 determinou-se Σ51, considerando V 1/2, definida em (3.14).

Dessa forma, Σ51 = V 1/2 ρ50 V
1/2.

11) Considerou-se a mesma estrutura de correlação, definida no item (10),

acima, para construir a matriz de correlação ρ52, em que: ρ = 0,5, ρ∗1 = 0,4,

ρ∗2 = 0,38, ρ∗3 = 0,37, ρ∗4 = 0,36, ρ∗5 = 0,35, ρ∗6 = 0,34, ρ∗7 = 0,29, ρ∗8 = 0,28,

ρ∗9 = 0,25, ρ∗10 = 0,23, ρ∗11 = 0,18, ρ∗12 = 0,15, ρ∗13 = 0,13, ρ∗14 = 0,12, ρ∗15 = 0,1,

ρ∗16 = 0,09, ρ∗17 = 0,08, ρ∗18 = 0,07 e ρ∗19 = 0,05.

A partir de ρ52 determinou-se Σ53, considerando V 1/2, definida em (3.14).

Dessa forma, Σ53 = V 1/2 ρ52 V
1/2.

O processo de simulação de Monte Carlo foi repetido 10000 vezes e os testes

acima foram aplicados em cada amostra. Os níveis de significância nominais,

α, foram fixados em 1% e 5%. As taxas de erro tipo I foram calculadas para

cada teste, como a proporção de vezes que a hipótese de nulidade foi (falsamente)

rejeitada, e esta foi comparada com o nível de significância nominal. Uma vez que

estas taxas de erro tipo I foram estimadas usando simulações de Monte Carlo, elas

não são livres de erro.

Os testes binomiais exatos foram aplicados usando o software Sisvar, criado

por Ferreira (2011b), considerando um nível de significância nominal de 1% para

a hipótese H0 : α = 5% contra H1 : α , 5% e H0 : α = 1% versus H1 : α , 1%

são aplicados para as taxas de erro de tipo I. Se a hipótese nula for rejeitada e

as taxas de erro tipo I observadas forem consideradas de forma significativa (p <

0,01) inferior ao nível nominal, o teste deverá ser considerado conservativo; se as

taxas de erro tipo I observados forem consideradas significativamente (p < 0,01)

superior à do nível nominal, o teste deverá ser considerado liberal; e se as taxas de
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erro tipo I observadas não foram significativamente (p > 0,01) diferente do nível

nominal, o teste deverá ser considerado exato (OLIVEIRA; FERREIRA, 2010).

Se y representa o número de hipóteses nulas rejeitadas em N = 10000 simu-

lações de Monte Carlo para o nível de significância α nominal, então obtém-se a

estatística do teste, utilizando-se a relação entre F e a distribuição binomial, com

probabilidade de sucesso p = α, dada por

F =

(
y + 1
N − y

) (
1 − α
α

)
,

que, sob a hipótese nula, segue uma distribuição F com ν1 = 2 (N − y) e ν2 =

2 (y + 1) graus de liberdade. Se F ≤ F0,005 ou F ≥ F0,995, a hipótese nula deve

ser rejeitada ao nível de significância de 1%, onde F0,005 e F0,995 são quantis da

distribuição F com ν1 e ν2 graus de liberdade (OLIVEIRA; FERREIRA, 2010).

Na seção 4 são apresentados resultados de simulação para avaliar a perfor-

mance dos testes propostos (tb0 , tc e ta), com o objetivo de compará-los com os

testes apresentados por Jiang e Sarkar (1998) e Jiang, Sarkar e Hsuan (1999).
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4 RESULTADOS E DISCUSSÃO

4.1 Simulação Monte Carlo

Nessa seção são apresentados os resultados de simulação das taxas de erro tipo I

e poder dos testes propostos neste trabalho (tb0 , tc e ta), com o objetivo de compará-

los com os testes LRT, LRT1, LRT2, LRT3, propostos por Jiang, Sarkar e Hsuan

(1999), e W2 e W5, propostos por Jiang e Sarkar (1998). Espera-se que os tes-

tes propostos tenham bom desempenho e possam ser competitivos e até mesmo

venham a suplantar as soluções numéricas e computacionalmente intensivas exis-

tentes.

Na simulação de níveis de significância e poderes do teste da razão de veros-

similhança e suas modificações mencionadas na seção 2, Jiang, Sarkar e Hsuan

(1999) geraram 50000 conjuntos de amostras aleatórias de tamanho n de uma po-

pulação normal 4-variada com vetor de média zero e matriz de covariâncias co-

mum Σ, usando SAS/IML e SAS/STAT (SAS INSTITUTE INCORPORATED,

1997, versão 6.09E). A proporção de vezes que um resultado do teste rejeita H0

fornece uma aproximação do nível de significância nominal (quando Σ satisfaz

H0) ou do poder (quando Σ não satisfaz H0) deste teste. Os resultados para W2

e W5 são mostrados por Jiang e Sarkar (1998). Esses testes foram usados para

a comparação com os testes propostos nesse trabalho, também aplicados nessas

mesmas circunstâncias. Convém salientar que se trata da comparação da matriz de

covariâncias de duas populações normais bidimensionais correlacionadas.

Para avaliar o desempenho dos testes, as taxas de erro tipo I e poder foram

computadas e são apresentadas e discutidas separadamente nas subseções 4.1.1 e

4.1.2.
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4.1.1 Erro tipo I

De acordo com Oliveira e Ferreira (2010), o tamanho do teste é uma caracterís-

tica fundamental para o seu desempenho. Se o teste tiver tamanho real equivalente

ao tamanho nominal, α, então é considerado exato. Testes que têm um tamanho

real menor do que o nominal são considerados conservativos, e aqueles que apre-

sentam taxas de erro tipo I maiores do que os níveis nominais α são considerados

liberais. Pode-se observar que para N = 10000 simulações e α = 5%, valores infe-

riores a 445 e superiores a 559 rejeições levam a rejeição da hipótese H0 : α = 5%,

considerando o nível de significância de 1% para o teste. E valores inferiores a 76

e superiores a 129 levam à rejeição da hipótese nula H0 : α = 1%, considerando o

mesmo nível de significância de 1% para o teste realizado.

Para avaliar a taxa de erro tipo I e poder dos testes, (ta, tc e tb0) foram utilizadas

rotinas implementadas usando o programa R (R CORE TEAM, 2014), que estão

apresentadas nos APÊNDICES A, B e C.

O teste tc apresenta a característica importante em relação ao teste tb0 e aos

testes apresentados por Jiang e Sarkar (1998) e Jiang, Sarkar e Hsuan (1999),

que é possibilitar aplicá-lo e, portanto, realizar simulações Monte Carlo de erro

tipo I e poder, quando n < p. Portanto, para as configurações avaliadas, para

simulação Monte Carlo de erro tipo I e poder, não foi possível avaliar o teste

bootstrap não-paramétrico tb0 nos seguintes casos: (i) quando p = 4 e n = 10; e

(ii) quando p = 10 e para n = 10 e n = 15. Isso é devido a reamostragem, que nas

proximidades do limiar gera singularidade nas matrizes.

Na Tabela 1 estão apresentadas, em porcentagem, as taxas de erro tipo I de

nove testes de igualdade de matrizes de covariâncias: ta, tc, tb0 , LRT, LRT1, LRT2,

LRT3, W2 e W5, obtidas em 10000 simulações de Monte Carlo, em função de

(n) e Σ(4×4) e α = 5%. Pode-se verificar que os testes ta, tc, tb0 , LRT3 e W2
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controlaram o erro tipo I em nível inferior ou no máximo igual ao valor nominal

de 5%. Em todos os casos, os testes ta e tc mostraram-se exatos, e os testes tb0 ,

LRT3 e W2 foram conservativos em algumas situações. Como pode ser visto na

Tabela 1, os testes ta, tc, tb0 , LRT3 e W2 se sobressaem em relação aos demais,

por controlar o erro tipo I, mesmo quando n = 10. Os testes LRT, LRT1, LRT2 e

W5 mostraram-se liberais em alguns casos. Apesar disso, segundo Jiang, Sarkar

e Hsuan (1999), os testes LRT2 e W5 podem ser recomendados quando n ≥ 20,

com LRT2 tendo uma ligeira vantagem sobre W5. Para n = 100, observou-se

que, em todas as configurações de Σ avaliadas, os tamanhos dos testes não foram

significativamente diferentes dos valores nominais de 5%.

No geral, os testes ta e tc apresentaram melhor desempenho em relação ao

controle de erro tipo I, em relação aos demais, pois podem ser considerados exatos.

Os testes LRT, LRT1 LRT2 e W5 foram liberais quando n ≤ 75, n ≤ 50, n ≤ 20

e n ≤ 25, respectivamente. Por fim, o teste bootstrap não-paramétrico tb0 foi

conservativo para amostras pequenas (n = 25) e tendeu a ser exato para amostras

maiores (n = 75).

Tabela 1 Taxas de erro tipo I de nove testes de igualdade de matrizes de covari-
âncias: LRT, LRT1, LRT2, LRT3, W2, W5, ta, tc e tb0(%), considerando
diferentes tamanhos amostrais (n), diferentes matrizes de covariâncias
Σ(4×4) e valor nominal de significância de 5%.

Σ n LRT a LRT1
a LRT2

a LRT3
a W2

b W5
b ta tc tb0

Σ1 10 14,00∗ 10,80∗ 7,50∗ 3,80+ 5,30ns 7,20∗ 4,56ns 4,70ns 1,68+

15 9,20∗ 7,40∗ 5,70∗ 3,80+ 4,20+ 6,10∗ 4,52ns 5,35ns 2,55+

20 8,10∗ 6,90∗ 5,70∗ 4,20+ 4,00+ 5,90∗ 4,90ns 5,28ns 2,71+

25 7,30∗ 6,30∗ 5,50ns 4,30+ 4,00+ 5,70∗ 5,08ns 5,17ns 3,90+

50 6,10∗ 5,70∗ 5,30ns 4,80ns 4,20+ 5,20ns 4,77ns 5,04ns 4,50ns

75 5,60∗ 5,30ns 5,10ns 4,70ns 4,50ns 5,10ns 5,56ns 5,04ns 4,46ns

100 5,40ns 5,30ns 5,10ns 4,80ns 4,70ns 5,20ns 5,48ns 5,40ns 4,70ns
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Tabela 1 , “continua”

Σ n LRT a LRT1
a LRT2

a LRT3
a W2

b W5
b ta tc tb0

Σ2 10 13,50∗ 10,20∗ 7,10∗ 3,70+ 3,70+ 7,40∗ 4,83ns 5,35ns 1,34+

15 9,70∗ 7,90∗ 6,10∗ 4,00+ 3,30+ 6,40∗ 5,28ns 5,07ns 2,58+

20 8,30∗ 7,20∗ 6,00∗ 4,50ns 3,30+ 6,00∗ 4,63ns 5,32ns 2,97+

25 7,40∗ 6,50∗ 5,50ns 4,40+ 3,30+ 5,70∗ 4,77ns 4,91ns 3,90+

50 6,20∗ 5,80∗ 5,30ns 4,80ns 4,00+ 5,40ns 5,08ns 4,83ns 3,92+

75 5,70∗ 5,40ns 5,20ns 4,80ns 4,30+ 5,30ns 4,80ns 5,19ns 4,61ns

100 5,50ns 5,30ns 5,10ns 4,80ns 4,50ns 5,20ns 4,87ns 5,03ns 4,54ns

Σ3 10 13,80∗ 10,50∗ 7,20∗ 3,90+ 5,00ns 7,50∗ 5,08ns 5,06ns 1,65+

15 9,50∗ 7,80∗ 6,00∗ 4,00+ 4,20+ 6,50∗ 5,35ns 4,76ns 2,76+

20 8,30∗ 7,10∗ 5,80∗ 4,40+ 3,80+ 5,90∗ 4,95ns 5,13ns 3,16+

25 7,30∗ 6,40∗ 5,50ns 4,40+ 4,00+ 5,90∗ 4,93ns 4,83ns 3,47+

50 6,10∗ 5,70∗ 5,30ns 4,80ns 4,30+ 5,40ns 4,92ns 5,14ns 4,02+

75 5,90∗ 5,60∗ 5,30ns 5,00ns 4,50ns 5,30ns 5,22ns 5,25ns 4,53ns

100 5,50ns 5,40ns 5,20ns 4,90ns 4,60ns 5,10ns 4,86ns 5,11ns 4,56ns

Σ4 10 13,20∗ 10,30∗ 7,00∗ 3,30+ 4,00+ 7,50∗ 4,85ns 5,04ns 1,60+

15 9,60∗ 7,80∗ 6,10∗ 4,10+ 3,40+ 6,50∗ 5,32ns 5,30ns 2,60+

20 8,30∗ 7,00∗ 5,90∗ 4,30+ 3,40+ 6,00∗ 4,88ns 5,32ns 3,11+

25 7,50∗ 6,60∗ 5,60∗ 4,50ns 3,50+ 5,70∗ 5,01ns 4,93ns 3,75+

50 6,10∗ 5,70∗ 5,30ns 4,80ns 4,10+ 5,40ns 5,28ns 4,70ns 4,16+

75 5,60∗ 5,40ns 5,10ns 4,80ns 4,50ns 5,40ns 4,77ns 5,05ns 4,75ns

100 5,50ns 5,30ns 5,10ns 4,90ns 4,60ns 5,20ns 5,07ns 4,96ns 4,53ns

a Taxas de erro tipo I dos testes LRT, LRT1, LRT2 e LRT3, apresentados por Jiang,
Sarkar e Hsuan (1999).

b Taxas de erro tipo I dos testes W2 e W5, apresentados por Jiang e Sarkar (1998).
* O valor pode ser considerado estatisticamente diferente e maior que o α correspon-

dente, considerando uma confiança de 99%.
+ O valor pode ser considerado estatisticamente diferente e menor que o α corres-

pondente, considerando uma confiança de 99%.
ns O valor não pode ser considerado estatisticamente diferente do α correspondente,

considerando uma confiança de 99%.

Para o nível nominal de significância de 1%, o teste tc apresentou taxa de erro

tipo I igual ao valor nominal, em todas as configurações avaliadas. Pode-se ob-
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servar, na maioria das situações, que o teste ta pode ser considerado exato, exceto

para as configurações: Σ2 e n = 75; Σ3 e n = 100, em que a taxa de erro tipo

I foi significativamente inferior ao valor nominal, indicando teste conservativo, e

para Σ3 e n = 75, em que a taxa de erro tipo I superou significativamente o valor

nominal, indicando desempenho liberal. Por fim, pode-se verificar que o teste bo-

otstrap não-paramétrico tb0 foi conservativo, na maioria dos casos, para pequenas

amostras e exato para amostras maiores. Esses resultados estão apresentados na

Tabela 2.

Tabela 2 Taxas de erro tipo I de três testes de igualdade de matrizes de covari-
âncias: ta, tc e tb0(%), considerando diferentes tamanhos amostrais n,
diferentes matrizes de covariâncias Σ(4×4) e valor nominal de signifi-
cância de 1%.

Σ n ta tc tb0

Σ1 10 0,95ns 1,01ns 0,06+

15 0,90ns 1,11ns 0,16+

20 1,00ns 1,00ns 0,27+

25 1,18ns 1,01ns 0,41+

50 0,91ns 1,14ns 0,75+

75 1,22ns 0,92ns 0,78ns

100 1,01ns 1,08ns 0,75+

300 1,15ns 1,02ns 0,87ns

500 1,07ns 0,93ns 0,89ns

1000 0,83ns 0,84ns 1,05ns
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Tabela 2 , “continua”

Σ n ta tc tb0

Σ2 10 0,99ns 1,06ns 0,02+

15 0,85ns 0,90ns 0,20+

20 0,99ns 1,13ns 0,30+

25 0,86ns 0,95ns 0,40+

50 0,93ns 0,98ns 0,62+

75 0,73+ 0,83ns 0,70+

100 0,94ns 0,98ns 0,76+

300 0,97ns 0,91ns 1,02ns

500 0,96ns 1,14ns 0,89ns

1000 1,05ns 1,07ns 1,12ns

Σ3 10 1,09ns 1,00ns 0,05+

15 1,16ns 1,01ns 0,21+

20 1,07ns 1,07ns 0,29+

25 0,90ns 0,96ns 0,42+

50 0,89ns 1,04ns 0,49+

75 1,35∗ 0,97ns 0,67+

100 0,71+ 1,02ns 0,66+

300 0,96ns 0,97ns 0,87ns

500 1,05ns 1,05ns 0,84ns

1000 0,99ns 1,21ns 1,13ns
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Tabela 2 , “continua”

Σ n ta tc tb0

Σ4 10 0,86ns 0,93ns 0,01+

15 1,06ns 0,87ns 0,15+

20 1,01ns 1,07ns 0,25+

25 0,97ns 0,89ns 0,41+

50 1,15ns 1,14ns 0,71+

75 1,00ns 1,04ns 0,76+

100 1,07ns 1,04ns 0,81ns

300 0,90ns 0,97ns 0,85ns

500 1,04ns 1,23ns 0,83ns

1000 1,06ns 1,18ns 1,16ns

* O valor pode ser considerado estatisticamente diferente e maior que o α correspon-
dente, considerando uma confiança de 99%.

+ O valor pode ser considerado estatisticamente diferente e menor que o α correspon-
dente, considerando uma confiança de 99%.

ns O valor não pode ser considerado estatisticamente diferente do α correspondente, con-
siderando uma confiança de 99%.

Jiang e Sarkar (1998) e Jiang, Sarkar e Hsuan (1999) fizeram um estudo de

simulação da taxa de erro tipo I dos testes com nível de significância de 1% e

10%, mas não apresentaram os resultados de simulação para a taxa de erro tipo

I. Segundo Jiang e Sarkar (1998) e Jiang, Sarkar e Hsuan (1999), estes resulta-

dos, embora não relatados, essencialmente corroboram os resultados que foram

observados para a taxa nominal de 5% de significância.

Nas configurações avaliadas por Cirillo et al. (2010) para q = 2, em relação às

taxas de erro tipo I, pode-se afirmar que para todos os testes propostos por eles,

em que as matrizes de covariâncias foram geradas por meio do método bootstrap,

constatou-se que foram eficientes no controle do erro tipo I.

A discussão em relação aos testes propostos por Cirillo et al. (2010) foi feita

analisando suas performances, assumindo que as covariâncias foram determinadas
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a partir de uma estrutura de correlação, cujos valores das correlações foram classi-

ficados em alto e baixo, respectivamente, já mencionados por meio das correlações

globais ρ = 0,20 e ρ = 0,80.

Considerando q = 2 populações, em situações bivariadas, Cirillo et al. (2010)

observaram que o efeito da correlação global dado pelo valor de ρ = 0,80, os testes

em que as matrizes de covariâncias foram geradas via o método bootstrap foram

conservativos considerando n = 100. Reduzindo o valor dessa correlação para

ρ = 0,20, os testes em que as matrizes de covariâncias foram geradas via o método

bootstrap também foram conservativos, independentemente do tamanho amostral.

Os testes apresentados por Cirillo et al. (2010) foram adequados, porém pouco

poderosos em relação aos testes apresentados por Jiang, Sarkar e Hsuan (1999).

Segundo Cirillo et al. (2010) isso se deve ao fato de os resultados obtidos por

Jiang, Sarkar e Hsuan (1999), em relação aos testes propostos por Bartlett (1937),

Box (1949) e Krishnaiah (1975) mostrarem que não controlaram o erro tipo I.

Isto se deu para todas as amostras definidas em n ∈ {10, 15, 20, 25, 50, 75 e 100},

incluindo diversas estruturas de correlação.

Os testes assintóticos apresentados por Jiang, Sarkar e Hsuan (1999) contro-

laram o erro tipo I para amostras maiores que 50 (n > 50), com probabilidades

próximas ao nível nominal adotado.

Para os testes propostos por Cirillo et al. (2010), pode-se observar que para

amostras de tamanhos menores que 50 (n < 50) os testes foram conservativos,

com ρ = 0,80, considerando como critério a razão dos determinantes. Fixando

ρ = 0,20 a probabilidade de ocorrência do erro tipo I se aproximou mais do valor

nominal de 5% quando n = 50. No entanto, de acordo com Cirillo et al. (2010), em

situações de alta correlação, observou-se um padrão mais conservativo dos testes

baseados na razão dos traços do que os construídos sobre a razão dos determinan-
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tes; portanto, espera-se que haja um menor poder para os testes em que a razão dos

traços é considerada. Os testes mostrados em Cirillo et al. (2010) tenderam a ser

mais conservativos que os testes tc e tb0 , em todas as situações analisadas.

Na Tabela 3 estão apresentados, em porcentagem, as taxas de erro tipo I dos

dois testes de igualdade de matrizes de covariâncias: teste tc e teste tb0 . Esses

testes foram avaliados em função do tamanho da amostra n ∈ {10, 15, 20, 25, 50,

75, 100, 300, 500 e 1000}, e das matrizes de correlações para p = 4: ρ12, ρ14, ρ16,

ρ18, ρ20, ρ22, ρ24, ρ26, ρ28 e ρ30, resultantes de N = 10000 simulações Monte

Carlo, considerando o nível nominal de significância de 5%.

Pode-se observar que o teste tc controlou o erro tipo I, em nível igual ao va-

lor nominal de 5%, para todas as configurações avaliadas, o que indica um teste

exato. Para amostras menores ou iguais a 100 o teste bootstrap não-paramétrico

tb0 apresentou taxas significativamente menores do que 5%, indicando um teste

conservativo. Para n ≥ 300, o teste tb0 apresentou taxas de erro tipo I iguais ao

valor nominal, o que indica um teste exato.
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Tabela 3 Taxas de erro tipo I de dois testes de igualdade de matrizes de cova-
riâncias: tc e tb0(%), considerando diferentes tamanhos amostrais (n),
diferentes matrizes de correlações ρ(8×8) e valor nominal de significân-
cia de 5%.

ρ n tc tb0

ρ12 10 5,18ns -

15 5,30ns 1,13+

20 5,15ns 1,80+

25 5,13ns 1,97+

50 5,04ns 3,46+

75 5,21ns 3,65+

100 5,02ns 3,86+

300 5,09ns 4,59ns

500 4,93ns 4,67ns

1000 5,05ns 4,92ns

ρ14 10 4,87ns -

15 4,87ns 1,22+

20 5,10ns 1,76+

25 4,82ns 2,32+

50 5,19ns 2,83+

75 5,21ns 3,95+

100 5,07ns 3,97+

300 5,01ns 4,56ns

500 5,07ns 4,57ns

1000 5,15ns 4,79ns
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Tabela 3 , “continua”

ρ n tc tb0

ρ16 10 4,80ns -

15 4,87ns 1,00+

20 5,03ns 1,69+

25 4,82ns 2,22+

50 5,20ns 3,34+

75 5,09ns 3,87+

100 5,01ns 4,15+

300 5,26ns 4,50+

500 4,98ns 4,88ns

1000 5,08ns 5,05ns

ρ18 10 5,11ns -

15 5,58ns 1,04+

20 5,12ns 1,72+

25 5,11ns 2,32+

50 5,01ns 3,38+

75 4,34+ 3,62+

100 4,98ns 4,13+

300 5,31ns 4,67ns

500 4,75ns 4,70ns

1000 5,06ns 4,84ns

ρ20 10 4,76ns -

15 4,91ns 1,08+

20 4,94ns 1,89+

25 4,79ns 2,31+

50 5,16ns 3,41+

75 5,15ns 3,85+

100 5,21ns 4,13+

300 5,02ns 4,89ns

500 5,06ns 4,99ns

1000 4,93ns 4,65ns
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Tabela 3 , “continua”

ρ n tc tb0

ρ22 10 5,28ns -

15 4,74ns 0,98+

20 4,73ns 1,67+

25 4,71ns 2,25+

50 4,93ns 3,30+

75 4,88ns 3,85+

100 4,81ns 3,91+

300 5,48ns 4,77ns

500 4,80ns 4,88ns

1000 4,98ns 4,74ns

ρ24 10 4,92ns -

15 4,90ns 1,11+

20 5,39ns 1,65+

25 4,83ns 2,17+

50 5,27ns 3,00+

75 5,17ns 3,76+

100 5,05ns 4,25+

300 5,08ns 4,63ns

500 5,29ns 4,66ns

1000 4,87ns 4,70ns

ρ26 10 4,68ns -

15 5,06ns 1,17+

20 4,78ns 1,56+

25 5,27ns 2,29+

50 5,46ns 3,57+

75 4,86ns 3,87+

100 5,24ns 4,03+

300 4,86ns 4,45+

500 4,95ns 5,11ns

1000 5,16ns 5,10ns
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Tabela 3 , “continua”

ρ n tc tb0

ρ28 10 4,90ns -

15 4,95ns 0,89+

20 4,90ns 1,61+

25 4,83ns 1,92+

50 4,88ns 3,11+

75 4,87ns 3,91+

100 5,00ns 4,37+

300 5,09ns 4,30+

500 5,10ns 4,83ns

1000 4,59ns 4,91ns

ρ30 10 4,73ns -

15 4,98ns 1,06+

20 5,37ns 1,68+

25 4,83ns 2,10+

50 4,63ns 2,95+

75 5,08ns 3,47+

100 4,56ns 3,90+

300 5,28ns 4,61ns

500 5,03ns 5,12ns

1000 5,13ns 4,84ns

+ O valor pode ser considerado estatisticamente diferente e menor que o α correspon-
dente, considerando uma confiança de 99%.

ns O valor não pode ser considerado estatisticamente diferente do α correspondente, con-
siderando uma confiança de 99%.

Jiang e Sarkar (1998) e Jiang, Sarkar e Hsuan (1999) não verificaram o tamanho

dos testes apresentados por eles quando p > 2. Assim, não foi possível comparar

a taxa de erro tipo I dos testes apresentados por eles com a taxa de erro tipo I dos

testes tc e tb0 quando p > 2.

Para o nível nominal de 1%, o teste tc apresentou taxa de erro tipo I igual ao

nível nominal de significância, tanto para pequenas como para grandes amostras,
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sendo considerado exato. Para pequenas amostras, o teste tb0 controlou o erro tipo

I, em nível inferior ao valor nominal. Nas configurações de ρ14, ρ18, ρ26 e n ≥ 300

o teste foi exato. Esses resultados estão apresentados, em porcentagem, na Tabela

4.

Tabela 4 Taxas de erro tipo I de dois testes de igualdade de matrizes de cova-
riâncias: tc e tb0(%), considerando diferentes tamanhos amostrais (n),
diferentes matrizes de correlações ρ(8×8) e valor nominal de significân-
cia de 1%.

ρ n tc tb0

ρ12 10 1,07ns -

15 1,06ns 0,03+

20 0,99ns 0,14+

25 0,94ns 0,17+

50 0,90ns 0,38+

75 1,17ns 0,53+

100 1,09ns 0,63+

300 1,17ns 0,78ns

500 0,97ns 0,92ns

1000 0,91ns 0,84ns

ρ14 10 1,03ns -

15 0,96ns 0,03+

20 0,94ns 0,09+

25 0,90ns 0,23+

50 1,07ns 0,29+

75 0,97ns 0,44+

100 1,00ns 0,67+

300 1,07ns 1,02ns

500 0,96ns 0,85ns

1000 0,99ns 0,79ns
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Tabela 4 , “continua”

ρ n tc tb0

ρ16 10 0,88ns -

15 0,94ns 0,11+

20 1,00ns 0,10+

25 1,06ns 0,18+

50 1,07ns 0,34+

75 0,97ns 0,51+

100 1,08ns 0,66+

300 1,05ns 0,66+

500 1,04ns 0,98ns

1000 1,03ns 0,96ns

ρ18 10 1,08ns -

15 1,22ns 0,08+

20 0,90ns 0,10+

25 1,07ns 0,21+

50 1,20ns 0,47+

75 0,73+ 0,49+

100 0,96ns 0,68+

300 1,20ns 1,16ns

500 1,04ns 0,95ns

1000 0,98ns 0,99ns

ρ20 10 0,91ns -

15 0,86ns 0,03+

20 1,08ns 0,13+

25 1,00ns 0,18+

50 0,99ns 0,39+

75 1,19ns 0,52+

100 1,07ns 0,76ns

300 0,93ns 0,85ns

500 1,06ns 1,16ns

1000 0,97ns 0,92ns
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Tabela 4 , “continua”

ρ n tc tb0

ρ22 10 1,27ns -

15 1,03ns 0,08+

20 0,87ns 0,13+

25 1,01ns 0,16+

50 1,05ns 0,35+

75 0,96ns 0,54+

100 1,06ns 0,64+

300 1,02ns 0,83ns

500 0,94ns 0,78ns

1000 0,98ns 0,95ns

ρ24 10 1,02ns -

15 0,86ns 0,05+

20 1,13ns 0,09+

25 0,86ns 0,17+

50 1,07ns 0,37+

75 1,02ns 0,50+

100 0,96ns 0,60+

300 1,05ns 0,82ns

500 1,00ns 0,76ns

1000 1,07ns 0,86ns

ρ26 10 0,89ns -

15 1,00ns 0,04+

20 0,78ns 0,10+

25 1,20ns 0,18+

50 1,03ns 0,39+

75 0,93ns 0,63+

100 1,20ns 0,56+

300 0,95ns 0,94ns

500 0,84ns 1,12ns

1000 0,96ns 0,94ns
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Tabela 4 , “continua”

ρ n tc tb0

ρ28 10 0,96ns -

15 1,00ns 0,03+

20 0,81ns 0,11+

25 1,12ns 0,10+

50 0,92ns 0,35+

75 0,85ns 0,47+

100 0,87ns 0,80ns

300 0,98ns 0,81ns

500 1,07ns 0,93ns

1000 0,91ns 1,04ns

ρ30 10 0,98ns -

15 1,05ns 0,05+

20 1,23ns 0,18+

25 1,10ns 0,21+

50 0,84ns 0,36+

75 0,96ns 0,51+

100 0,80ns 0,50+

300 0,98ns 0,73+

500 0,97ns 0,88ns

1000 1,09ns 0,98ns

+ O valor pode ser considerado estatisticamente diferente e menor que o α correspon-
dente, considerando uma confiança de 99%.

ns O valor não pode ser considerado estatisticamente diferente do α correspondente, con-
siderando uma confiança de 99%.

Na Tabela 5 estão apresentados, em porcentagem, os resultados de erro tipo

I dos dois testes de igualdade de matrizes de covariâncias: teste tc e teste tb0 ,

considerando diferentes tamanhos amostrais n ∈ {10, 15, 20, 25, 50, 75, 100,

300, 500 e 1000}, diferentes matrizes de correlações com p = 10: ρ32, ρ34, ρ36,

ρ38, ρ40, ρ42, ρ44, ρ46, ρ48, ρ50 e ρ52 e valor nominal de significância de 5%. É

possível observar que para o teste tc houve um desempenho diferente em relação
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ao teste tb0 para o controle do erro tipo I, pois o teste tc foi exato em todas as

situações analisadas, e o teste tb0 foi conservativo quando n ≤ 300 e tendeu a ser

exato quando n ≥ 500.

Tabela 5 Taxas de erro tipo I de dois testes de igualdade de matrizes de cova-
riâncias: tc e tb0(%), considerando diferentes tamanhos amostrais (n),
diferentes matrizes de correlações ρ(20×20) e valor nominal de signifi-
cância de 5%.

ρ n tc tb0

ρ32 10 5,15ns -

15 4,75ns -

20 5,09ns 0,01+

25 5,09ns 0,18+

50 5,12ns 1,00+

75 4,75ns 1,89+

100 5,16ns 2,28+

300 4,98ns 3,73+

500 5,00ns 4,54+

1000 4,76ns 4,37+

ρ34 10 5,06ns -

15 5,01ns -

20 4,88ns 0,01+

25 4,93ns 0,19+

50 4,99ns 0,87+

75 5,18ns 1,94+

100 5,22ns 2,25+

300 5,22ns 3,76+

500 4,77ns 4,19+

1000 4,60ns 4,80ns
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Tabela 5 , “continua”

ρ n tc tb0

ρ36 10 4,65ns -

15 5,40ns -

20 4,63ns 0,05+

25 4,61ns 0,13+

50 5,30ns 1,39+

75 5,12ns 1,70+

100 4,97ns 2,43+

300 4,88ns 3,59+

500 5,29ns 4,14+

1000 4,75ns 4,46+

ρ38 10 5,40ns -

15 4,74ns -

20 4,79ns 0,04+

25 5,18ns 0,31+

50 4,68ns 1,00+

75 5,18ns 1,87+

100 5,22ns 2,42+

300 4,76ns 3,89+

500 5,04ns 4,24+

1000 4,83ns 4,70ns

ρ40 10 4,91ns -

15 4,84ns -

20 4,47+ 0,00+

25 4,94ns 0,20+

50 5,16ns 1,08+

75 5,16ns 2,11+

100 5,55ns 2,30+

300 5,04ns 3,68+

500 5,10ns 3,95+

1000 4,74ns 4,76ns
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Tabela 5 , “continua”

ρ n tc tb0

ρ42 10 4,90ns -

15 5,09ns -

20 4,59ns 0,02+

25 4,68ns 0,21+

50 5,08ns 1,13+

75 4,91ns 1,84+

100 4,83ns 2,48+

300 4,86ns 3,74+

500 4,80ns 4,51+

1000 5,03ns 4,53+

ρ44 10 5,15ns -

15 4,97ns -

20 4,88ns 0,01+

25 5,18ns 0,15+

50 5,44ns 1,23+

75 4,65ns 1,85+

100 5,55ns 2,40+

300 5,07ns 3,79+

500 5,32ns 4,20+

1000 5,00ns 4,61ns

ρ46 10 5,19ns -

15 5,07ns -

20 4,73ns 0,02+

25 5,13ns 0,23+

50 5,39ns 1,17+

75 5,34ns 1,90+

100 4,89ns 2,27+

300 4,95ns 3,88+

500 5,05ns 4,17+

1000 5,28ns 4,49+
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Tabela 5 , “continua”

ρ n tc tb0

ρ48 10 5,30ns -

15 4,92ns -

20 5,12ns 0,01+

25 4,87ns 0,26+

50 5,25ns 1,13+

75 4,77ns 1,78+

100 4,72ns 2,49+

300 4,97ns 3,87+

500 4,81ns 4,13+

1000 5,13ns 4,43+

ρ50 10 4,94ns -

15 5,09ns -

20 4,64ns 0,05+

25 4,70ns 0,23+

50 5,12ns 1,03+

75 4,93ns 2,13+

100 4,83ns 2,44+

300 4,84ns 3,74+

500 4,83ns 4,05+

1000 5,02ns 4,50+

ρ52 10 4,98ns -

15 4,95ns -

20 4,60ns 0,03+

25 4,58ns 0,18+

50 5,16ns 1,14+

75 4,85ns 1,96+

100 4,87ns 2,26+

300 5,00ns 3,75+

500 4,93ns 4,20+

1000 4,97ns 4,66ns

+ O valor pode ser considerado estatisticamente diferente e menor que o α correspon-
dente, considerando uma confiança de 99%.

ns O valor não pode ser considerado estatisticamente diferente do α correspondente, con-
siderando uma confiança de 99%.
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Para o nível nominal de significância de 1%, o teste tc também foi exato em

todas as configurações analisadas. O teste tb0 controlou o erro tipo I em nível

inferior ao nominal, sendo considerado conservativo em todos os casos estudados.

Os resultados estão apresentados na Tabela 6.

Tabela 6 Taxas de erro tipo I de dois testes de igualdade de matrizes de cova-
riâncias: tc e tb0(%), considerando diferentes tamanhos amostrais (n),
diferentes matrizes de correlações ρ(20×20) e valor nominal de signifi-
cância de 1%.

ρ n tc tb0

ρ32 10 1,05ns -

15 1,12ns -

20 1,04ns 0,00+

25 1,16ns 0,00+

50 0,94ns 0,05+

75 0,91ns 0,22+

100 0,93ns 0,22+

300 1,11ns 0,76ns

500 0,98ns 0,82ns

1000 0,88ns 0,84ns

ρ34 10 0,93ns -

15 1,29ns -

20 0,92ns 0,00+

25 0,99ns 0,00+

50 0,97ns 0,08+

75 0,96ns 0,19+

100 0,84ns 0,26+

300 0,95ns 0,53+

500 1,00ns 0,73+

1000 0,92ns 0,78ns
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Tabela 6 , “continua”

ρ n tc tb0

ρ36 10 1,00ns -

15 1,00ns -

20 0,88ns 0,00+

25 0,76ns 0,01+

50 0,99ns 0,13+

75 1,07ns 0,19+

100 1,12ns 0,33+

300 1,08ns 0,52+

500 1,14ns 0,84ns

1000 1,01ns 0,75+

ρ38 10 0,95ns -

15 1,03ns -

20 1,03ns 0,00+

25 1,22ns 0,00+

50 0,94ns 0,10+

75 0,86ns 0,18+

100 0,98ns 0,27+

300 0,88ns 0,51+

500 1,00ns 0,74+

1000 0,91ns 0,90ns

ρ40 10 1,10ns -

15 0,89ns -

20 0,80ns 0,00+

25 1,06ns 0,01+

50 1,13ns 0,13+

75 0,97ns 0,21+

100 1,06ns 0,23+

300 1,16ns 0,52+

500 1,01ns 0,79ns

1000 0,97ns 0,87ns
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Tabela 6 , “continua”

ρ n tc tb0

ρ42 10 0,97ns -

15 1,05ns -

20 0,88ns 0,00+

25 0,96ns 0,00+

50 1,14ns 0,15+

75 0,90ns 0,18+

100 1,11ns 0,25+

300 0,91ns 0,62+

500 0,97ns 0,88ns

1000 0,92ns 0,87ns

ρ44 10 0,97ns -

15 1,25ns -

20 0,92ns 0,00+

25 0,84ns 0,01+

50 1,18ns 0,11+

75 0,89ns 0,19+

100 1,13ns 0,22+

300 1,10ns 0,70+

500 1,10ns 0,72+

1000 0,91ns 0,95ns

ρ46 10 0,98ns -

15 0,98ns -

20 0,95ns 0,00+

25 0,94ns 0,00+

50 1,05ns 0,08+

75 1,23ns 0,13+

100 1,01ns 0,18+

300 0,90ns 0,66+

500 0,99ns 0,75+

1000 1,09ns 0,78ns
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Tabela 6 , “continua”

ρ n tc tb0

ρ48 10 1,08ns -

15 0,99ns -

20 1,01ns 0,00+

25 0,94ns 0,00+

50 1,02ns 0,10+

75 1,02ns 0,13+

100 0,88ns 0,34+

300 1,06ns 0,70+

500 0,88ns 0,66+

1000 1,02ns 0,74+

ρ50 10 0,97ns -

15 1,07ns -

20 0,90ns 0,00+

25 0,96ns 0,00+

50 1,16ns 0,11+

75 0,92ns 0,30+

100 1,13ns 0,26+

300 0,94ns 0,47+

500 0,96ns 0,63+

1000 0,95ns 0,89ns

ρ52 10 0,96ns -

15 1,07ns -

20 0,93ns 0,00+

25 1,01ns 0,02+

50 1,16ns 0,10+

75 1,02ns 0,25+

100 1,13ns 0,24+

300 0,89ns 0,54+

500 0,99ns 0,58+

1000 0,96ns 0,87ns

+ O valor pode ser considerado estatisticamente diferente e menor que o α correspon-
dente, considerando uma confiança de 99%.

ns O valor não pode ser considerado estatisticamente diferente do α correspondente, con-
siderando uma confiança de 99%.
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4.1.2 Poder

Na Tabela 7 estão apresentados, em porcentagem, os valores de poder de nove

testes de igualdade de matrizes de covariâncias: teste ta, teste tc, teste tb0 , LRT,

LRT1, LRT2, LRT3, W2, W5, em função de n, p = 2 e α = 5%. Os testes ta, tc, tb0 ,

LRT3 e W2 apresentaram controle adequado do erro tipo I. Como consequência

disso, espera-se que os testes que são conservativos (tb0 , LRT3 e W2) e os testes

que são exatos (ta e tc) sejam menos poderosos que os considerados liberais. Isso

realmente aconteceu, como pode ser visto na Tabela 7. Como era de se esperar, o

poder de todos os testes aumentou quando o tamanho amostral n e as taxas de erro

tipo I foram aumentadas. Para grandes amostras (n = 100), o desempenho dos

testes se igualou e seus valores de poder se aproximaram de 100%, exceto para ta

e tc em Σ5 e Σ9, em que o valor de poder destes testes foi inferior a 60%.

De acordo com Jiang, Sarkar e Hsuan (1999), no caso de duas normais bivari-

adas dependentes, o teste da razão de verossimilhanças modificado LRT2 e o teste

assintótico W5 são recomendados para serem usados em amostras de tamanhos

moderados ou grandes n ≥ 20, enquanto que os testes LRT3 e W2 podem ser apli-

cados para pequenas amostras. Pode-se verificar que em alguns casos de pequenas

amostras (n ≤ 25) o teste W5 é mais poderoso do que W2, e para amostras maiores

(n ≥ 75) os dois testes mantiveram o mesmo poder. Segundo Jiang e Sarkar (1998)

isso se deve ao fato de W5 tornar-se cada vez mais poderoso quando a diferença

entre Σ11 e Σ22 torna-se mais proeminente. Dentre os testes apresentados por Ji-

ang, Sarkar e Hsuan (1999), o teste LRT2 supera os demais por ter poder elevado e

controlar a taxa de erro tipo I para amostras de tamanho n ≥ 20 de duas populações

normais bivariadas dependentes.

Quando se compara o ta com tc verifica-se que praticamente não houve ganho,

quando se buscou a combinação linear que maximizava o coeficiente de correlação
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linear entre as projeções univariadas. Assim, entre as alternativas estudadas, pode-

se afirmar que o uso do coeficiente a = 1 não interferiu no poder do teste e seu

uso pode ser recomendado.

Cirillo et al. (2010) apresentaram os resultados referentes aos critérios defi-

nidos pela razão dos determinantes, uma vez que os testes baseados na razão dos

traços apresentaram probabilidades semelhantes aos testes definidos pela razão dos

determinantes. Assim, espera-se que o poder entre esses testes seja aproximado.

Conforme apresentado por Cirillo et al. (2010), os testes propostos por eles

controlaram o erro tipo I, seja para o nível nominal fixado em 1% ou 5%. As

probabilidades referentes ao poder foram obtidas mediante a situação de baixa e

alta correlação global, respectivamente, (ρ = 0,20) e (ρ = 0,80), e observou-se que

quanto maior a correlação (ρ) e o grau de heterogeneidade (δ) mais poderoso é o

teste.

Tabela 7 Poder de nove testes de igualdade de matrizes de covariâncias: LRT,
LRT1, LRT2, LRT3, W2, W5, ta, tc e tb0(%), considerando diferentes
tamanhos amostrais (n), diferentes matrizes de covariâncias Σ(4×4) e
α = 5%.

Σ n LRT a LRT1
a LRT2

a LRT3
a W2

b W5
b ta tc tb0

Σ5 10 28,40 22,50 16,70 9,10 18,30 18,50 9,20 8,21 4,81

15 32,20 28,30 23,90 18,20 25,40 25,50 10,99 11,82 11,49

20 39,3 36,30 32,80 27,00 34,00 33,90 14,96 14,72 20,75

25 46,30 43,70 40,90 37,00 42,30 42,00 18,52 16,50 29,63

50 76,60 75,60 74,50 73,00 75,50 75,10 31,70 31,45 65,33

75 92,10 91,80 91,50 91,00 91,80 91,70 45,55 44,38 86,68

100 97,50 97,40 97,30 97,20 97,60 97,60 56,02 56,94 95,26
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Tabela 7 , “continua”

Σ n LRT a LRT1
a LRT2

a LRT3
a W2

b W5
b ta tc tb0

Σ6 10 39,20 33,30 26,40 16,40 10,20 27,80 24,29 24,18 7,55

15 49,30 45,00 39,80 32,50 15,90 41,20 38,75 37,44 22,00

20 60,30 57,10 53,60 48,00 27,50 54,40 49,90 49,15 36,61

25 69,60 67,50 64,90 61,20 43,40 65,70 59,43 60,00 51,96

50 94,90 94,50 94,10 93,60 90,70 94,30 89,71 89,40 92,00

75 99,40 99,40 99,40 99,30 99,10 99,40 97,80 97,71 98,99

100 99,90 99,90 99,90 99,90 99,90 99,90 99,55 99,56 99,89

Σ7 10 48,50 42,10 34,90 24,50 8,90 34,20 26,90 26,23 8,85

15 60,00 56,10 51,30 43,80 19,90 50,50 41,41 39,89 23,71

20 71,00 68,40 65,20 60,30 39,10 64,80 53,18 52,90 41,06

25 80,60 78,80 76,70 73,50 58,40 76,40 64,28 63,80 56,92

50 98,30 98,10 98,00 97,70 96,60 97,90 92,14 92,07 94,32

75 99,90 99,90 99,90 99,90 99,80 99,90 98,52 98,69 99,61

100 100,00 100,00 100,00 100,00 100,00 100,00 99,77 99,77 99,99

Σ8 10 92,40 89,00 84,70 72,50 88,20 88,10 70,86 70,43 46,03

15 98,90 98,40 97,80 96,90 98,30 98,50 89,94 89,43 84,31

20 99,90 99,80 99,70 99,70 99,80 99,90 96,57 96,45 96,76

25 100,00 100,00 100,00 100,00 100,00 100,00 99,02 99,15 99,52

50 100,00 100,00 100,00 100,00 100,00 100,00 100,00 100,00 100,00

75 100,00 100,00 100,00 100,00 100,00 100,00 100,00 100,00 100,00

100 100,00 100,00 100,00 100,00 100,00 100,00 100,00 100,00 100,00

Σ9 10 28,10 22,50 16,50 8,60 18,30 18,20 8,95 8,28 5,16

15 32,60 28,90 24,40 18,60 25,50 25,50 12,43 12,13 11,82

20 39,40 36,30 32,80 28,10 34,20 34,00 15,19 15,24 20,59

25 47,00 44,50 41,70 37,40 42,90 42,50 18,66 17,35 29,54

50 78,00 77,10 76,00 74,60 76,20 75,70 33,36 32,53 66,10

75 92,60 92,40 92,00 91,60 92,40 92,20 47,28 46,13 86,79

100 97,90 97,90 97,80 97,70 97,90 97,80 58,48 59,09 95,21
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Tabela 7 , “continua”

Σ n LRT a LRT1
a LRT2

a LRT3
a W2

b W5
b ta tc tb0

Σ10 10 41,00 35,00 27,40 16,90 10,40 28,20 25,06 25,91 7,66

15 50,00 46,00 40,80 33,50 16,20 41,90 38,58 38,61 21,39

20 60,70 57,70 54,00 48,70 28,00 54,60 50,62 51,39 37,21

25 69,90 67,70 65,10 61,10 43,80 66,20 61,12 61,49 52,18

50 94,90 94,60 94,20 93,70 91,00 94,5 90,08 90,28 91,59

75 99,50 99,40 99,40 99,30 99,10 99,40 98,13 97,87 99,17

100 99,90 99,90 99,90 99,90 99,90 100,00 99,52 99,62 99,93

Σ∗11 10 48,60 42,50 35,20 25,20 9,10 34,20 26,55 26,48 8,79

15 60,30 56,30 51,20 43,50 20,00 50,70 40,73 40,44 23,77

20 71,20 68,70 65,40 60,50 39,40 65,30 54,46 53,41 40,99

25 80,80 79,10 77,00 73,90 58,90 76,80 65,27 64,33 57,07

50 98,30 98,10 97,90 97,70 96,70 98,00 92,47 92,12 94,40

75 99,90 99,90 99,90 99,90 99,90 99,90 98,60 98,73 99,63

100 100,00 100,00 100,00 100,00 100,00 100,00 99,78 99,78 99,99

a Poder dos testes LRT, LRT1, LRT2 e LRT3, apresentados por Jiang, Sarkar e Hsuan
(1999).

b Poder dos testes W2 e W5, apresentados por Jiang e Sarkar (1998).

Na Tabela 8 estão apresentados, em porcentagem, os valores de poder de três

testes de igualdade de matrizes de covariâncias: ta, tc e tb0 , em função de (n) e

Σ(4×4) e α = 1%. O teste bootstrap não-paramétrico tb0 foi menos poderoso que

os demais, porém para n ≥ 75 apresentou poder um pouco mais elevado que ta e

tc. Para grandes amostras (n = 100), o desempenho dos testes se igualou e seus

valores de poder se aproximaram de 100%, exceto para ta e tc em Σ5 e Σ9, em que

o valor de poder destes testes foi inferior a 35% e para tb0 em Σ9, em que o valor

do poder foi inferior a 83%.
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Tabela 8 Poder de três testes de igualdade de matrizes de covariâncias: ta, tc
e tb0(%), considerando diferentes tamanhos amostrais (n), diferentes
matrizes de covariâncias Σ(4×4) e valor nominal de significância de 1%.

Σ n ta tc tb0

Σ5 10 2,24 1,88 0,23

15 3,07 3,21 1,47

20 4,86 4,07 4,25

25 6,00 5,46 7,68

50 13,54 12,84 35,19

75 23,09 22,73 64,16

100 31,10 32,81 82,80

300 86,87 86,86 100,00

500 98,76 98,61 100,00

1000 99,99 100,00 100,00

Σ6 10 8,54 8,42 0,42

15 16,40 16,10 3,33

20 25,80 25,56 9,61

25 34,11 34,85 19,64

50 74,20 73,41 72,43

75 91,87 91,56 94,42

100 97,60 97,93 99,09

300 100,00 100,00 100,00

500 100,00 100,00 100,00

1000 100,00 100,00 100,00
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Tabela 8 , “continua”

Σ n ta tc tb0

Σ7 10 9,16 9,16 0,45

15 18,81 17,72 3,47

20 27,72 27,27 9,89

25 38,76 38,17 20,01

50 78,53 78,34 73,57

75 93,98 94,29 95,11

100 98,90 98,78 99,54

300 100,00 100,00 100,00

500 100,00 100,00 100,00

1000 100,00 100,00 100,00

Σ8 10 43,20 42,27 6,62

15 71,69 72,13 39,59

20 88,02 88,04 74,37

25 95,40 95,61 91,79

50 99,98 99,99 100,00

75 100,00 100,00 100,00

100 100,00 100,00 100,00

3000 100,00 100,00 100,00

500 100,00 100,00 100,00

1000 100,00 100,00 100,00

Σ9 10 2,13 1,87 0,23

15 3,33 3,25 1,49

20 4,96 4,36 4,19

25 6,13 5,79 7,98

50 14,23 13,75 35,39

75 24,03 24,38 63,63

100 34,17 34,90 82,69

300 88,21 89,02 100,00

500 99,06 98,99 100,00

1000 100,00 100,00 100,00
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Tabela 8 , “continua”

Σ n ta tc tb0

Σ10 10 8,60 8,89 0,46

15 16,83 16,80 3,42

20 26,24 26,52 9,67

25 35,93 36,27 19,46

50 74,90 74,77 72,81

75 92,34 92,20 94,66

100 97,82 98,10 99,25

300 100,00 100,00 100,00

500 100,00 100,00 100,00

1000 100,00 100,00 100,00

Σ∗11 10 8,93 9,02 0,48

15 18,41 17,98 3,36

20 29,56 27,70 9,88

25 40,18 38,47 20,10

50 78,35 79,00 73,73

75 94,48 94,51 95,21

100 98,60 98,74 99,49

300 100,00 100,00 100,00

500 100,00 100,00 100,00

1000 100,00 100,00 100,00

Jiang e Sarkar (1998) e Jiang, Sarkar e Hsuan (1999) não apresentaram resul-

tados de poder dos testes com nível de significância de 1% e 10%, embora tenham

feito o estudo de simulação. Jiang e Sarkar (1998) e Jiang, Sarkar e Hsuan (1999)

afirmaram que, embora não relatados, essencialmente possuem o mesmo desem-

penho relativo dos encontrados para o caso do nível nominal de 5%. Assim, como

já relatado para o estudo de erro tipo I, não foi possível comparar o poder dos testes

que foram apresentados por eles com o poder dos testes tc e tb0 , quando p > 2.

Os resultados de poder dos testes tc e tb0 , considerando as matrizes de covariân-

cias (Σ13,Σ15,Σ17,Σ19,Σ
∗
21,Σ23,Σ25,Σ27, Σ29 e Σ31), n ∈ {10, 15, 20, 25, 50,
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75, 100, 300, 500 e 1000}, com p = 4 e α = 5% foram bastante elevados, sendo

superiores a 98%, mesmo para amostras pequenas (n = 15).

Para α = 1%, os testes tc e tb0 apresentaram excelentes resultados de pode-

res. Em quase todos os casos analisados aproximaram-se de 100%, mesmo para

amostras pequenas (n = 20), exceto para Σ∗21, que apresentou menor poder quando

n < 20, como pode-se observar na Figura 1. O desempenho do poder dos testes

apresentou semelhanças ao observado para o nível nominal de 5%. Logo, pode-se

concluir que os testes tb0 e tc são poderosos quando p = 4.

Figura 1 Poder de dois testes de igualdades de matrizes de covariâncias: tc e tb0 ,
em função de diferentes tamanhos amostrais (n), número de variáveis
(p = 4) e α = 0,01

Os valores do poder dos testes tc e tb0 , considerando diferentes matrizes de

covariâncias com p = 10, diferentes tamanhos amostrais (n) e α = 5%, se apro-

ximaram de 100% em todas as configurações avaliadas, mesmo para pequenas

amostras (n = 20). Para α = 1%, os testes tc e tb0 também se aproximaram de

100% em todas as situações analisadas.
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4.1.3 Considerações Gerais

Considerando as matrizes de covariâncias quando p = 2, pode-se afirmar que os

testes ta, tc, tb0 , LRT3 e W5 controlaram o erro tipo I em todos os casos analisados.

Os testes tc, tb0 se aproximaram do teste teórico ta, porém tiveram menor poder

que os testes LRT3 e W5 quando n ≥ 75. Na maioria dos casos, o teste bootstrap

não paramétrico tb0 foi conservativo quando n ≤ 50 e exato para n > 50. Já os

testes ta e tc foram exatos quando n ≥ 10.

Nas simulações para p = 4, o teste tb0 foi conservativo quando n ≤ 100, exceto

para ρ16,ρ26 e ρ28, que foi conservativo quando n ≤ 300; e exato quando n > 100,

com exceção dos casos das matrizes de correlações ρ16,ρ26 e ρ28, que foi exato

quando n > 300. O teste tc foi exato para todos os tamanhos amostrais.

Analisando as matrizes de correlações quando p = 10, observa-se que o teste

tc foi exato em todas as situações analisadas. E o teste tb0 foi conservativo quando

n ≤ 1000; exceto para ρ34, ρ38, ρ40, ρ44 e ρ52, que foi conservativo quando

n ≤ 500, e exato nesses casos de matrizes de correlações citadas acima, quando

n = 1000.

Comparando os testes ta, tc e tb0 com todos os testes apresentados por Jiang e

Sarkar (1998) e Jiang, Sarkar e Hsuan (1999), pode-se afirmar que em relação ao

erro tipo I eles foram tão bons quanto ou melhores. E, nas situações não avaliadas

por Jiang e Sarkar (1998) e Jiang, Sarkar e Hsuan (1999), (p = 4 e p = 10), eles

controlaram o erro tipo I em todos os casos analisados.

Em relação ao poder, os testes ta, tc e tb0 , nas situações comparáveis com os

testes apresentados por Jiang e Sarkar (1998) e Jiang, Sarkar e Hsuan (1999),

mostraram-se em alguns casos um poder elevado, sendo superiores a 95%, quando

n = 100, e em outros foram inferiores porque controlaram o erro tipo I. Nos casos

não comparáveis (p = 4 e p = 10), os testes ta, tc e tb0 se destacaram por apresen-
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tarem um excelente desempenho, com marcas de 100% quase sempre. Para o caso

de matrizes de correlações não estruturadas (ρ50,ρ52) os testes tc e tb0 controlaram

o erro tipo I.

De uma maneira geral, o que se pode dizer sobre as taxas de erro tipo I é que

o aumento do número de variáveis não acarretou variação nos valores das taxas de

erro tipo I. Em relação ao poder, o aumento do número de variáveis provocou um

aumento expressivo no poder, quase sempre igual a 100%, mesmo para amostras

pequenas n = 20.

Os resultados de simulação Monte Carlo, obtidos por Jiang e Sarkar (1998) e

Jiang, Sarkar e Hsuan (1999), se limitaram a apenas duas variáveis. Portanto, para

um número maior de variáveis não se viram relatos na literatura que possam ser

comparados com os resultados dos testes tc e tb0 .
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5 CONCLUSÕES

Neste trabalho os objetivos propostos foram alcançados e obtiveram-se as se-

guintes conclusões:

1. Os testes ta, tc, tb0 , LRT3 e W2 controlaram em todas as situações o erro tipo

I, em níveis iguais ou inferiores aos valores nominais de significância, e apresen-

taram desempenho superior aos testes LRT, LRT1, LRT2 e W5, que são liberais

nas situações de pequenas amostras. Nas situações em que foi possível comparar

os testes propostos neste trabalho com os apresentados por Jiang e Sarkar (1998)

e Jiang, Sarkar e Hsuan (1999), pode-se dizer que em alguns casos os resultados

de poder dos testes ta, tc foram aceitáveis, próximos de 60%, do teste tb0 superior

a 95% e dos testes LRT3 e W2 superiores a 97%. Portanto, pode-se afirmar que

dentre os testes que controlaram o erro tipo I, para p = 2, os testes LRT3 e W2

foram superiores aos seus competidores em todas as situações estudadas.

2. Nos casos não comparáveis (p = 4 e p = 10), os testes ta, tc e tb0 se destaca-

ram por apresentarem um ótimo desempenho, com marcas de quase sempre 100%

para n ≥ 20. Portanto, recomenda-se a aplicação dos testes tc e tb0 em situações

reais.
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APÊNDICE A - Rotinas R

############################################################################

# Algoritmo implementado em R para testar duas matrizes de covariâncias na #

# presença de correlação #

############################################################################

############################################################################

# 1) Função para maximizar rho_UV: recebe S_{11} e S_{22} e retorna #

# o autovalor "lambda_1" #

############################################################################

maxRho <- function(S11, S22, S12)

{

Gt <- chol(S11+S22)

GtI <- solve(Gt)

H <- t(GtI) %*% (S11-S22) %*% GtI

aVaVe <- eigen(H)

# início

a <- matrix(1, nrow(S11),1)

rho_max <- t(a)%*%(S11-S22)%*%a

d1 <- t(a)%*%(S11+S22+2*S12)%*%a

d2 <- t(a)%*%(S11+S22-2*S12)%*%a

rho_max <- as.numeric(rho_max / (d1 * d2)^0.5)

# fim

return(rho_max)

}

############################################################################

# Função para obtenção da estatística t do teste: recebe Rho_max e n, #

# e retorna o t e o valor-p #

############################################################################

tTest.rhomax <- function(Rho_max, n)

{

tc <- Rho_max*(n-2)^0.5/(1-Rho_max^2)^0.5

p.value <- 2 * (1 - pt(abs(tc), n - 2))
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return(list(tc = tc, p.value = p.value))

}

############################################################################

# Função para simular dados e aplicar o teste: recebe a Matriz de #

# Covariâncias pop., n e N #

# Dependência: library MASS #

############################################################################

library(MASS)

simMCRhoMax <- function(Sig, n = 10, N = 1000)

{

p <- nrow(Sig) / 2

ct <- matrix(c(0,0),2,1)

value <- c("0,05", "0,01")

rownames(ct) <- value

for (i in 1:N)

{

X <- mvrnorm(n, rep(0, 2 * p), Sig)

S <- var(X)

S11 <- S[1:p,1:p]

S22 <- S[(p+1):(2*p),(p+1):(2*p)]

S12 <- S[1:p,(p+1):(2*p)]

maxRho1 <- maxRho(S11,S22,S12)

tc <- tTest.rhomax(maxRho1, n)

if (tc$p.value <= 0.05) ct[1,1] <- ct[1,1] + 1/N

if (tc$p.value <= 0.01) ct[2,1] <- ct[2,1] + 1/N

}

return(ct)

}

}

############################################################################

# Exemplo de Simulação #

############################################################################

N <- 10000
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n <- 50

## sob H0 # Erro tipo I

Sig <- matrix(c(1,0.1,0.2,0.3,0.1,1,0.4,0.5,0.2,0.4,1,0.1,0.3,0.5,0.1,1),4,4)

eigen(Sig)

simMCRhoMax(Sig, n, N)

## sob H1 # Poder do teste

Sig1 <- matrix(c(1,0.1,0.2,0.3,0.1,2,0.4,0.5,0.2,0.4,3,0.6,0.3,0.5,0.6,4),4,4)

eigen(Sig1)

simMCRhoMax(Sig1, n, N)

############################################################################

# 2) Função para maximizar rho_UV, considerando o vetor a como paramétrico:#

# recebe S_{11} e S_{22} e retorna o autovalor "lambda_1" #

############################################################################

maxRho <- function(S11, S22, S12, a)

{

# início

rho_max <- t(a)%*%(S11-S22)%*%a

d1 <- t(a)%*%(S11+S22+2*S12)%*%a

d2 <- t(a)%*%(S11+S22-2*S12)%*%a

rho_max <- as.numeric(rho_max / (d1 * d2)^0.5)

# fim

return(rho_max)

}

############################################################################

# Função para obtenção da estatística t do teste: recebe Rho_max e n, #

# e retorna o t e o valor-p #

############################################################################

tTest.rhomax <- function(Rho_max, n)

{

tc <- Rho_max*(n-2)^0.5/(1-Rho_max^2)^0.5

p.value <- 2 * (1 - pt(abs(tc), n - 2))

return(list(tc = tc, p.value = p.value))
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}

############################################################################

# Função para simular dados e aplicar o teste: recebe a Matriz de #

# Covariâncias pop., n e N #

# Dependência: library MASS #

############################################################################

library(MASS)

simMCRhoMax <- function(Sig, n = 10, N = 1000)

{

p <- nrow(Sig) / 2

ct <- matrix(c(0,0),2,1)

value <- c("0,05", "0,01")

rownames(ct) <- value

Sig11 <- Sig[1:p,1:p]

Sig22 <- Sig[(p+1):(2*p),(p+1):(2*p)]

a <- aParametrico(Sig11, Sig22)

for (i in 1:N)

{

X <- mvrnorm(n, rep(0, 2 * p), Sig)

S <- var(X)

S11 <- S[1:p,1:p]

S22 <- S[(p+1):(2*p),(p+1):(2*p)]

S12 <- S[1:p,(p+1):(2*p)]

maxRho1 <- maxRho(S11,S22,S12, a)

tc <- tTest.rhomax(maxRho1, n)

if (tc$p.value <= 0.05) ct[1,1] <- ct[1,1] + 1/N

if (tc$p.value <= 0.01) ct[2,1] <- ct[2,1] + 1/N

}

return(ct)

}

############################################################################

# Função para simular dados e aplicar o teste: recebe S11 e S22. #

# Dependência: library MASS #
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############################################################################

library(MASS)

aParametrico <- function(Sig11, Sig22)

{

Gt <- chol(Sig11+Sig22)

GtI <- solve(Gt)

H <- t(GtI) %*% (Sig11-Sig22) %*% GtI

if (sum(H)<=1e-13) a <- rep(c(1), times=nrow(H)) else

{

aVaVe <- eigen(H)

a <- aVaVe$vectors[,which.max(abs(aVaVe$values))]

}

return(a)

}

############################################################################

# Exemplo de Simulação #

############################################################################

N <- 10000

n <- 1000

#sob H0

#Sig <- matrix(c(1,0.1,0.2,0.3,0.1,1,0.4,0.5,0.2,0.4,1,0.1,0.3,0.5,0.1,1),4,4)

#sob H1

Sig1 <- matrix(c(1,0.1,0.2,0.3,0.1,2,0.4,0.5,0.2,0.4,3,0.6,0.3,0.5,0.6,4),4,4)

simMCRhoMax(Sig1, n, N) # Maximização de Rho_(UV)

############################################################################

# 3) Função para maximizar rho_UV, recebe S_{11} e S_{22} e retorna #

# o autovalor "lambda_1" e o vetor a do bootstrap não paramétrico #

############################################################################

maxRhob <- function(S11, S22)

{

Gt <- chol(S11+S22)

GtI <- solve(Gt)
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H <- t(GtI) %*% (S11-S22) %*% GtI

aVaVe <- eigen(H)

rho_max <- aVaVe$values[1]

return(rho_max)

}

############################################################################

# Função para obtenção da estatística t do teste: recebe a, S11, s12, S22, #

n e retorna o tb do bootstrap #

############################################################################

tTestb.rhomax <- function(s11, s22, s12, n)

{

Rho_max <- maxRhob(s11, s22)

tb <- Rho_max*(n-2)^0.5/(1-Rho_max^2)^0.5

return(tb)

}

############################################################################

# Função para trocar X’s com Y’s: recebe o vetor x (1 x 2p) (linha) #

# a dimensão p (troca os p primeiros com os p’s últimos) #

############################################################################

trocaXY <- function(x, p)

{

if (runif(1) <= 0.5) {

y <- x[(p+1):(2*p)]

y <- c(y, x[1:p])

} else y <- x

return(y)

}

############################################################################

# Função para reamostrar a matriz X (n x 2p) #

# Retorna: Xb impondo H0, por meio de uma amostragem de uma amostra #

# combinada preservando a covariância - lembrar de retirar a média #

############################################################################
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bootSample <- function(X)

{

n <- nrow(X)

p <- ncol(X) %/% 2

sorteio <- sample(n, replace=TRUE)

Xb <- t(apply(X[sorteio,], 1, trocaXY, p))

return(Xb)

}

############################################################################

# Função para executar o teste bootstrap #

############################################################################

bootTest <- function(it, X)

{

Xb <- bootSample(X)

S <- var(Xb)

p <- ncol(Xb) %/% 2

n <- nrow(Xb)

S11b <- S[1:p,1:p]

S22b <- S[(p+1):(2*p),(p+1):(2*p)]

S12b <- S[1:p,(p+1):(2*p)]

tcb <- tTestb.rhomax(S11b, S22b, S12b, n)

tcb

return(tcb)

}

############################################################################

# Função para aplicar o teste bootstrap #

# Recebe: X (n x 2p), B #

# Retorna: o valor original tc e o valor-p #

############################################################################

TestBootMaxRho <- function(X, B=1000)

{

S <- var(X)

p <- ncol(X) %/% 2

n <- nrow(X)
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S11 <- S[1:p,1:p]

S22 <- S[(p+1):(2*p),(p+1):(2*p)]

S12 <- S[1:p,(p+1):(2*p)]

# cálculo do tc original

tc <- tTestb.rhomax(S11, S22, S12, n)

it <- matrix(1:B, B, 1) # número de bootstrap, usa ao invés do loop,

# é o contador do bootSample.

tcb <- apply(it, 1, bootTest, X)

valor.p <- (length(tcb[abs(tcb) >= abs(tc)])+1)/(B+1)

return(list(tc=tc, valor.p=valor.p))

}

############################################################################

# Função para simular dados e aplicar o teste bootstrap #

# Recebe: a Matriz de Covariâncias pop., n e N #

# Dependência: library MASS #

############################################################################

library(MASS)

simMCB <- function(Sig, n = 10, N = 1000)

{

p <- nrow(Sig) / 2

ct <- matrix(c(0,0),2,1)

value <- c("0,05", "0,01")

rownames(ct) <- value

for (i in 1:N)

{

X <- mvrnorm(2, rep(0, 2 * p), Sig)

tc <- TestBootMaxRho(X, B)

if (tc$valor.p <= 0.05) ct[1,1] <- ct[1,1] + 1/N

if (tc$valor.p <= 0.01) ct[2,1] <- ct[2,1] + 1/N

}

return(ct)

}

############################################################################

# Exemplo de Simulação #
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############################################################################

N <- 10000

n <- 10

##sob H0 # Erro tipo I - matriz de correlação 8x8

Sig <- matrix(c(1,0.9,0.9,0.9,0.9,0.9,0.9,0.9,0.9,1,0.9,0.9,0.9,0.9,0.9,0.9,0.9,

0.9,1,0.9,0.9,0.9,0.9,0.9,0.9,0.9,0.9,1,0.9,0.9,0.9,0.9,0.9,0.9,0.9,0.9,1,0.9,

0.9,0.9,0.9,0.9,0.9,0.9,0.9,1,0.9,0.9,0.9,0.9,0.9,0.9,0.9,0.9,1,0.9,0.9,0.9,

0.9,0.9,0.9,0.9,0.9,1),8,8)

eigen(Sig)

simMCB(Sig, n, N)

##sob H1 # Poder do teste - matriz de covariâncias 8x8

Vmeio <- diag(c(4,5,2,1,16,20,30,10))

Sig1 <- Vmeio %*% Sig %*% Vmeio

simMCB(Sig1, n, N)

############################################################################


