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RESUMO GERAL

O monitoramento da vegetacdo em grandes extensfes territoriais é imprescindivel para a
definicdo de estratégias de manejo e conservacdo dos servigos ecossistémicos, e 0
sensoriamento remoto por satélite consiste em uma ferramenta valiosa para essa tarefa. Neste
sentido, é fundamental o desenvolvimento de métodos de modelagem baseados em variaveis
de sensoriamento remoto que fornecam estimativas confidveis de pardmetros da vegetacéo,
como biomassa e biodiversidade arbdrea, com rapidez e a baixo custo. Neste trabalho foram
propostos e avaliados o desempenho preditivo de modelos de florestas aleatorias baseados em
variaveis espaciais e temporais derivadas do indice de Vegetacdo Melhorado (EVI) e da
Temperatura da Superficie Terrestre (LST) para estimar a biomassa arbdrea acima do solo
(AGB) e a diversidade de espécies de arvores (TSD) nas florestas tropicais de Minas Gerais,
Brasil. Essa dissertacdo estd dividida em duas partes. Na primeira parte (Introducéo Geral),
buscou-se situar o leitor diante dos objetivos da pesquisa, fazendo uma abordagem teorica sobre
os temas trabalhados. Na segunda parte foram apresentados dois artigos. No artigo 1 (Indices
Anuais de Sensoriamento Remoto na Modelagem da Biomassa e Biodiversidade Arbdrea em
Minas Gerais), foram utilizadas imagens do sensor MODIS para modelar a AGB e a TSD a
partir da variacdao temporal ao longo do ano nos valores do EVI1 e da LST. No artigo 2 (Métricas
Texturais na Modelagem da Biomassa e da Biodiversidade Arborea em Minas Gerais), foram
utilizadas imagens do sensor TM, a bordo do Landsat 5, para modelar a AGB e a TSD a partir
da variacdo espacial do EVI e da LST nas areas estudadas. De modo geral, em ambos 0s artigos,
os resultados indicam que o desempenho dos modelos de predicdo é afetado principalmente
pelo grau de complexidade da estrutura da vegetacéo.

Palavras-chave: Produtividade. Temperatura. Random Forests.



GENERAL ABSTRACT

Monitoring vegetation over large territorial extensions is essential to define management
strategies for ecosystem services conservation, and remote sensing by satellite is a valuable tool
for this task. In this sense, it is essential to develop modeling methods based on remote sensing
variables that provide reliable estimates of vegetation parameters, such as aboveground biomass
and tree biodiversity, quickly and at low cost. In this work, the predictive performance of
random forest models, based on spatial and temporal variables derived from the enhanced
vegetation index (EVI) and the land surface temperature (LST), was evaluated to estimate the
aboveground biomass (AGB) and the tree species diversity (TSD) in the tropical forests of
Minas Gerais, Brazil. This dissertation is divided into two parts. In the first part (General
Introduction), we tried to situate the reader in front of the research objectives, making a
theoretical approach on the themes worked. In the second part, two articles were presented. In
article 1 (Annual Indices of Remote Sensing for Modeling Aboveground Biomass and
Biodiversity in Minas Gerais), images from the MODIS sensor were used to model AGB and
TSD based on the time variation over the year in the values of EVI and LST. In Article 2
(Textural Metrics for Modeling Aboveground Biomass and Biodiversity in Minas Gerais), TM
sensor images were used on board Landsat 5 to model AGB and TSD from the spatial variation
of EVI and LST in the studied areas. In general, in both articles, the results indicate that the
performance of the prediction models is mainly affected by the degree of complexity of the
vegetation structure.

Keywords: Productivity. Temperature. Random Forests.
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1 INTRODUCAO GERAL

O planeta Terra abriga 4,06 bilhdes de hectares de florestas nativas, dos quais 45%
ocorrem em dominios de climas tropicais ( FOOD AND AGRICULTURE ORGANIZATION
OF THE UNITED NATIONS - FAO, 2020). A conservacdo das florestas tropicais é
fundamental & manutencdo de diferentes fungdes ecossistémicas essenciais a vida, tais como
abrigar parte significativa da biodiversidade global, sequestrar carbono da atmosfera, proteger
0 solo e os recursos hidricos e fornecer servigos sociais. Apesar disso, no Brasil, 0 avan¢o das
fronteiras agricolas, resultante de praticas de desmatamento ilegal, € um dos principais fatores
responsaveis por intensificar os processos de fragmentacdo florestal. Diante do cenario
alarmante de continua perda de habitat da fauna e flora silvestre e de reducdo do estoque de
carbono presente na biomassa viva das florestas nativas brasileiras, o desenvolvimento de
métodos que viabilizem o acesso a informacGes Uteis para 0 monitoramento de parametros da
vegetacdo é indispensavel a definicao e implementacdo de politicas de conservacao e estratégias
sustentaveis de utilizacdo dos recursos florestais.

Os inventarios florestais consistem na ferramenta tradicionalmente utilizada para se
obter informacGes confiaveis sobre a vegetacdo, como estimativas da biomassa arbdrea acima
do solo e da diversidade de espécies de arvores. Geralmente, em grandes areas, 0s inventarios
florestais sdo desenvolvidos por meio da definicdo de um método de amostragem, e a partir das
campanhas de campo, as informag6es amostrais obtidas sdo extrapoladas através de técnicas
estatisticas. Sendo assim, além de serem suscetiveis a erros de amostragem e ndo amostragem,
os inventarios florestais tradicionais possuem custo elevado, pois sdo dependentes das
atividades de campo, que demandam grande disponibilidade de recursos, como tempo e mao
de obra qualificada. Neste contexto, os procedimentos de mensuracéo de pardmetros florestais
baseados em dados de sensoriamento remoto por satélite surgem como uma alternativa mais
viavel e muito valiosa para 0 monitoramento da vegetacdo em areas extensas, como em niveis
regionais e globais.

Nas Ultimas deécadas, os avancos nas tecnologias de sensoriamento remoto
disponibilizaram uma ampla gama de produtos, a partir dos quais, é possivel extrair
informacOes capazes de descrever caracteristicas da vegetacdo, para complementar a base de
dados de inventarios de campo e prever parametros florestais ao longo do tempo e do espaco
(DUBE; MUTANGA, 2016; HOGLAND et al., 2020; MADONSELA et al., 2017; MURA et
al., 2018; ROCCHINI et al., 2018). Por outro lado, a determinacdo do conjunto ideal de

preditores para compor um modelo, visando explicar maior quantidade da variacdo nas
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variaveis dependentes e, consequentemente, alcancar melhores desempenhos, é um dos pontos
mais criticos dos processos de modelagem, e deve ser considerado cuidadosamente, pois a
qualidade do ajuste depende, dentre outros fatores, das relacdes entre as variaveis do conjunto
de treinamento. Paralelamente, gracas aos esforcos desenvolvidos na area da computacéo, 0s
processos de modelagem podem ser implementados a partir de algoritmos com excelentes
capacidades de aprendizado. Os algoritmos de aprendizagem de méaquina possuem habilidade
suficiente para modelar conjuntos de dados complexos, podem aceitar multiplas classes de
preditores de entrada e dispensam suposicdes sobre a distribuicdo de dados, pois ndo séo
paramétricos (MAXWELL; WARNER; FANG, 2018).

O algoritmo de Florestas Aleatorias (RF, do inglés Random Forests) desenvolvido por
Leo Breiman (BREIMAN, 2001), por exemplo, tém sido cada vez mais aplicado em estudos de
modelagem baseados em varidveis espectrais e ambientais, demonstrando sua eficiéncia em
predizer diferentes caracteristicas florestais a partir de conjuntos de dados derivados de
maltiplas fontes (FRANKLIN; AHMED, 2017; REIS et al., 2018; SILVEIRA et al., 2019a;
VINCENZI et al., 2011; ZHANG et al., 2019). Além disso, € valido ressaltar que o RF também
pode ser utilizado durante a fase de mineracao de dados, por meio do procedimento de remocéo
recursiva, que de forma iterativa seleciona o conjunto de varidveis de maior valor de
importancia para a modelagem (PULLANAGARI; KERESZTURI; YULE, 2018; REIS et al.,
2018). Portanto, com base no exposto, ressalta-se a importancia do desenvolvimento de estudos
qgue considerem o0s contextos temporal e espacial de dados de sensoriamento remoto,
representativos dos aspectos bioclimaticos da vegetacdo, em modelos RF de predicdo de
biomassa e diversidade arborea em florestas tropicais.

Nesta dissertacdo, o objetivo é utilizar variaveis temporais e espaciais derivadas do
indice de vegetacdo melhorado e da temperatura da superficie terrestre para modelar a biomassa
arbdrea acima do solo e a diversidade de espécies de arvores em Minas Gerais. Para isto, foram
desenvolvidos 2 artigos. No artigo 1, para englobar o contexto temporal, foram utilizados
indices de Sensoriamento Remoto (ISR) derivados de estatisticas anuais dos produtos do sensor
MODIS. No artigo 2, foram utilizadas métricas texturais de imagens do sensor TM a bordo do

Landsat 5 visando englobar o aspecto espacial.
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2 REFERENCIAL TEORICO

2.1 Aprendizagem de Maquina para Modelagem da Biomassa e da Biodiversidade

Os ecossistemas florestais desempenham um importante papel nos ciclos
biogeoquimicos que regulam a vida na Terra e influenciam a conducdo das mudancas
ambientais e climaticas numa escala global (LU et al., 2016). Diante do atual cenario de perdas
de ecossistemas naturais (LIANG et al., 2016), estudos relacionados ao monitoramento,
deteccdo e mapeamento de mudancas ambientais (ACERBI JUNIOR et al., 2015; BUENO et
al., 2019; REZENDE et al., 2018; SILVEIRA et al., 2019b), bem como a obtencdo de
estimativas de parametros florestais como biomassa e biodiversidade (GHOLIZADEH et al.,
2018; JETZ et al., 2016; RIBEIRO et al., 2011; SILVEIRA et al., 2019c, 2020), ddo suporte ao
Manejo Florestal Sustentavel, a conservacao e a manutengdo dos servigos prestados.

As estimativas da biomassa por unidade de &rea sdo muito utilizadas para avaliar a
capacidade de armazenamento e a quantidade de carbono emitido a atmosfera, na forma de
gases (CO2, CO e CHa) causadores do efeito estufa (GEE), por consequéncia das atividades de
supressdo da vegetacdo e modificacdo do uso do solo (HOUGHTON; HALL; GOETZ, 2009;
ROQUETTE, 2018; SILVEIRA et al., 2020). Essas estimativas sdo utilizadas pela politica de
Reducdo de Emissfes por Desmatamento e Degradacdo Florestal (REDD+), conjunto de
incentivos econdmicos integrantes do Protocolo de Kyoto (DJOMO et al., 2010). A biomassa
também esté associada ao ciclo global do carbono, a ciclagem de nutrientes pela vegetacdo e a
produtividade florestal (ABREU et al., 2016; HOUGHTON; HALL; GOETZ, 2009; LU, 2005),
podendo ser, portanto, considerada um indicador ecoldgico de sustentabilidade, por estar
relacionada a biodiversidade (HOUGHTON; HALL; GOETZ, 2009).

A associacdo entre biomassa e biodiversidade tem sido amplamente estudada (LIANG
et al., 2016; YANG et al.,, 2019) . Miguel et al. (2015), por exemplo, explicaram que a
degradacéo ou a conversdo de ecossistemas naturais para outras formas de uso do solo resultam
na fragmentacdo dos ambientes, e segundo Silveira et al. (2020), a perda de biomassa esta
intrinsecamente ligada a elevadas perdas de biodiversidade. Jetz et al. (2016) relataram que a
partir de informagdes sobre a funcionalidade e diversidade de comunidades vegetais é possivel
monitorar, entender e prever a produtividade dos ecossistemas. Apesar dos esforcos cientificos,
muitos pesquisadores ndo veem a avaliacdo da biodiversidade como uma tarefa fécil, uma vez

que inclui estruturas e processos que variam nas escalas temporal e espacial, e apresentam
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diferentes niveis de organizagdo bioldgica, do genético ao ecossistémico (GHOLIZADEH et
al., 2018; JETZ et al., 2016; ROCCHINI et al., 2018; VAN DER SANDE et al., 2017).

A abordagem mais comum € medir a biodiversidade composicional, pois presume-se
que as diversidades estrutural e funcional dos ecossistemas, de alguma forma, refletem no
namero de espécies presentes (DUELLI; OBRIST, 2003). Na fitossociologia, os indices de
diversidade de espécies estdo entre 0os componentes mais importantes na caracterizacdo das
comunidades (THUKRAL, 2017) e, dentre os indices mais conhecidos esta o indice alfa de
Fisher (MAGURRAN, 1988). O alfa de Fisher é capaz de captar o grau de diversidade de uma
populacdo a partir da classificacdo dos individuos em grupos, como grupos de espécies, por
exemplo, ndo apresenta restricdes quanto ao nimero de individuos que compde a amostra,
discrimina bem entre comunidades e permite a comparacdo entre as parcelas amostradas
(COLWELL, 2009; MAGURRAN, 2004; SIMPSON, 1949).

Dada a complexidade dos processos dindmicos que ocorrem entre e dentro dos
ecossistemas florestais (MORO et al., 2016; RIBEIRO et al., 2011; SANTOS et al., 2011,
TERRA et al., 2018), é importante a execucdo de pesquisas voltadas ao desenvolvimento e
aperfeicoamento de estratégias que facilitem o entendimento e a identificacdo dos fatores
determinantes dos padrdes de biomassa e biodiversidade. Normalmente, os métodos para
obtencgéo de estimativas de parametros florestais s@o dependentes de modelagem a partir de
dados de inventarios de campo. Todavia, as campanhas de campo para coleta de dados,
frequentemente estdo associadas a problemas logisticos, uma vez que envolvem alta
disponibilidade recursos (GHOSH; BEHERA, 2018; ROCCHINI et al., 2018). Neste sentido,
modelos preditivos dos parametros da vegetacdo, baseados em dados de sensoriamento remoto,
se apresentam como uma alternativa promissora em estudos sobre a biomassa e a
biodiversidade, e sdo fundamentais para a compreensao dos efeitos resultantes dos estresses
causados por mudangas climaticas e antrdpicas, pois podem fornecer informacdes em largas
extensoes territoriais.

N&o obstante, a escolha de preditores adequados, diante da grande abundancia de dados
contemporaneos, € uma das tarefas mais dificeis associadas a constru¢cdo dos modelos de
predicdo, pois envolve a utilizacdo de técnicas de mineracdo de dados, que englobam métodos
para selecionar variaveis capazes de explicar o0 maximo possivel das variagcdes na variavel de
interesse (JOVIC; BRKIC; BOGUNOVIC, 2015). Para Adame-Campos et al. (2019), em
relacdo a utilizacdo de variaveis obtidas a partir de imagens de satélites para modelar pard@metros
ambientais, a escolha de um bom conjunto preditor € determinante na precisdo da estimativa da

biomassa arborea acima do solo. Schindler et al. (2015), estudando o desempenho de métodos
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de selecdo de variaveis para modelagem da riqueza de espécies, também concordam que a
identificacdo prévia de indicadores apropriados ¢ uma condi¢cdo ao desenvolvimento de
modelos com bom desempenho preditivo. Além disso, a selecdo de variaveis adequadas
promove a melhor visualizagdo e compreensdo dos dados, a reducdo da capacidade de
armazenamento e processamento, a atenuacdo do efeito da maldicdo da dimensionalidade e o
maior desempenho do sistema preditor (CHANDRASHEKAR; SAHIN, 2014; GUYON;
ELISSEEFF, 2003).

Os métodos de selecdo de variaveis podem ser classificados de diversas formas, porém
uma divisdo cientifica muito comum consiste na separacdo em: Filter, Wrapper e Embedded
(CHANDRASHEKAR; SAHIN, 2014; GUYON; ELISSEEFF, 2003). Os métodos do tipo
Filter frequentemente sdo utilizados na etapa de pré-processamento (STANCZYK, 2015). Por
meio destes, as variaveis explicativas sao selecionadas com base em um critério de desempenho
(ganho de informacéo, similaridade, consisténcia, distancia ou estatistico), independentemente
do algoritmo de modelagem empregado, por processos de regressdo, classificacdo ou
agrupamento (JOVIC; BRKIC; BOGUNOVIC, 2015). Um critério de desempenho muito
utilizado para selecdo de varidveis é o coeficiente de Correlacdo de Pearson, considerado um
dos métodos mais simples de filtragem, é capaz de detectar a existéncia de relagdes de
dependéncias lineares entre pares de varidveis individuais (CHANDRASHEKAR; SAHIN,
2014; GUYON; ELISSEEFF, 2003).

Os métodos Wrapper avaliam o desempenho de subconjuntos de varidveis preditoras
em um algoritmo de modelagem (JOVIC; BRKIC; BOGUNOVIC, 2015), ou seja, utilizam
aprendizagem de maquina para avaliar o poder preditivo dos subconjuntos gerados, 0 que 0s
tornam métodos simples e universais (GUYON; ELISSEEFF, 2003). Stanczyk (2015) explicou
que Wrappers tendem a construir subconjuntos personalizados, adaptados as condi¢des de
treinamento as quais foram submetidos. J& os métodos Embedded possuem mecanismos
embutidos no algoritmo de aprendizado capazes de selecionar variaveis durante a execucéo,
como parte do processo de treinamento, o que aumenta a eficiéncia em relagdo ao uso dos dados
disponiveis e a redugdo do tempo de busca pela solugdo (CHANDRASHEKAR; SAHIN, 2014;
GUYON; ELISSEEFF, 2003; JOVIC; BRKIC; BOGUNOVIC, 2015; STANCZYK, 2015).

Neste contexto, o algoritmo de Florestas Aleatérias (RF, do inglés Random Forests),
desenvolvido por Breiman (2001), tem sido utilizado tanto como método Wrapper, quanto
como Embedded em diferentes abordagens para selecdo de variaveis (RODRIGUEZ-
GALIANO et al., 2018). Sumariamente, o RF consiste em um conjunto de classificadores do

tipo arvores de deciséo aleatdrias definidos por h(x, ®x), com k = 1, ..., sendo: Ok Vvetores
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independentes, com distribuicdo idéntica, gerados aleatoriamente que governam o crescimento
da arvore; e x o vetor contendo todas as variaveis de entrada. Assim, depois que Vérias arvores
sdo formadas, cada arvore k retorna um voto unitario para a classe mais popular em termos de
classificacdo, ou a média para regressdo (Figura 1) (BREIMAN, 2001; JAMES et al., 2013;
WANG, J. et al., 2019).

Figura 1 — Esquematizacao simplificada do funcionamento do Random Forests.

{ Dados de Treinamento
| Bootstrapping e selegao aleatéria de variaveis
| k arvores
l - : ] P S
Vetor 1 { Vetor 2 ] Vetor k
’ Predi¢io 1 ‘ Predigio 2 Predi¢io k
[ J . [ : L—i/,
J

Y N
| Voto/Média |
\ /
\~\ //.

Fonte: Adaptado de Rodriguez-Galiano et al. (2016).

O RF é baseado no principio da descorrelacdo entre as arvores de decisao, permitindo a
reducdo da variancia e a obtencéo de resultados mais confiaveis (BREIMAN, 2001; JAMES et
al., 2013). E demasiadamente utilizado em estudos florestais tanto por sua capacidade de
selecionar e classificar as variaveis de maior valor de importancia, como por fornecer modelos
mais precisos e menos sensiveis a ruidos nos dados de entrada, quando comparado a outros
algoritmos de modelagem baseados em arvores (BACCINI et al., 2004; BUENO et al., 2019;
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CARVALHO, 2019; MUTANGA; ADAM; AZONG CHO, 2012; SCHWIEDER et al., 2018;
SILVEIRA et al., 2019b, 2019a, 2019c).

Um dos maiores desafios relatados em estudos de modelagem, a partir de dados de
sensoriamento remoto, é definir o conjunto de preditores e o algoritmo de modelagem
adequados para a obtencdo de estimativas confiaveis de biomassa (LU et al., 2016). E,
consequentemente, a partir das caracteristicas do habitat, medidas remotamente, também
acessar as variacdes espaciais de biodiversidade (HERNANDEZ-STEFANONI et al., 2012).
Entretanto, a utilizacdo do algoritmo de RF e de conjuntos de dados de sensoriamento remoto,
sumarizados ao longo do tempo (RADELOFF et al., 2019) e do espago (FARWELL et al.,
2020), sobre os aspectos biofisicos da superficie terrestre, pode ser uma metodologia

promissora para modelagem de parametros da vegetacéo.

2.2 Sensoriamento Remoto para Modelagem da Biomassa e da Biodiversidade

O sensoriamento remoto é definido como a ciéncia que visa a obtencdo de imagens da
superficie da Terra, por meio da deteccdo e medi¢cdo quantitativa dos resultados das interacdes
entre a radiacdo eletromagnética e os objetos terrestres (MENESES; ALMEIDA, 2012), ou seja,
a resposta espectral. H4 mais de 150 anos, cientistas vém desenvolvendo técnicas para coletar
e analisar dados de sensoriamento remoto (JENSEN, 2015), que cada vez mais, tém se mostrado
uma ferramenta eficiente para monitorar fenémenos ambientais (BEZERRA et al., 2014) e tem
sido amplamente utilizada em projetos e pesquisas relacionados a vegetacdo (AGARWAL et
al., 2016; MATASCI et al., 2018; MENG et al., 2016; SILVEIRA et al., 2019a).

De acordo com Adame-Campos et al. (2019), muitas variaveis biofisicas, espectrais e
texturais podem ser adquiridas a partir de dados de sensoriamento remoto. A possibilidade de
quantificar variacfes na resposta espectral, gracas as diferentes propriedades biogquimicas,
estruturais ou fenologicas das plantas, permite que pesquisadores utilizem métricas espectrais
em estudos de modelagem da biodiversidade (GHOLIZADEH et al., 2018; JETZ et al., 2016;
RADELOFF et al., 2019) e da biomassa arbdrea acima do solo a partir de imagens de satélite e
amostras de campo (ADAME-CAMPOQOS et al., 2019; LU et al., 2016).

Muitas vezes, a interpretacdo quantitativa das informacdes de sensoriamento remoto da
vegetacdo € considerada uma tarefa desafiadora e alguns estudos sdo baseados apenas em
bandas individuais ou em um conjunto delas (XUE; SU, 2017), o que caracteriza as abordagens
que frequentemente assumem modelos estatisticos baseados em indices de vegetacdo, por sua

simplicidade e confiabilidade (WANG, G. et al., 2019). Os indices de vegetacdo consistem em
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medicBes radiométricas adimensionais que indicam a quantidade e a atividade da vegetacdo
verde, incluindo o indice de area foliar, cobertura vegetal, contetdo de clorofila, biomassa
verde, radiacdo fotossinteticamente ativa absorvida (JENSEN, 2015), vigor, dinamica de
crescimento e outras (XUE; SU, 2017).

O indice de Vegetacdo Melhorado (EVI, do inglés Enhanced Vegetation Index), por
exemplo, desenvolvido por pesquisadores do MODIS Land Discipline Group, possui boa
sensibilidade em florestas muito densas, com grande aporte de biomassa, e ainda minimiza as
influéncias do solo e da atmosfera (JIANG et al., 2008). O EVI ¢ calculado a partir dos niveis
de reflectancia da vegetacdo nas bandas do infravermelho proximo (pive), vermelho (pv) e azul
(pa), e conta com fatores de correcdo para o espalhamento atmosférico (C1 e Cz) e um fator de
ajuste dos solos (L) (Equacdo 1) (JENSEN, 2015; JIANG et al., 2008). Os valores de C1, C2 e
L sdo determinados empiricamente e correspondem a 6,0, 7,5 e 1,0, respectivamente (JENSEN,
2015; XUE; SU, 2017).

(Prve — pPv)

EVI =25
(pIVP+Cl*pV_CZ*pA+L)

(1)

Muitos estudos comprovam a eficiéncia do uso de dados de sensoriamento remoto na
modelagem de caracteristicas da vegetacdo, como diversidade e biomassa. Entre os quais
destacam-se os de Dube e Mutanga (2016), onde os autores verificaram que a integracdo entre
dados multiespectrais e variaveis ambientais forneceram estimativas precisas e confiaveis da
biomassa arborea acima do solo em florestas densas. Ja os resultados de Barbosa et al. (2014)
indicaram que a utilizacdo de bandas espectrais na regido do infravermelho médio e variaveis
geomorfométricas podem melhorar as estimativas de biomassa em areas montanhosas. Silveira
et al. (2019b) também usaram dados de sensoriamento remoto, em conjunto com variaveis
ambientais e relacionadas ao terreno, para modelar a biomassa arborea em remanescentes
florestais da Mata Atlantica em Minas Gerais.

Em relacdo a biodiversidade, Gholizadeh et al. (2018) concluiram que métricas de
sensoriamento remoto tém o potencial de prever a riqueza de espéecies por meio da quantificacdo
da variacdo na resposta espectral da vegetacdo. Rocchini et al. (2018) sugeriram a utilizagéo de
métodos multivariados e multidimensionais baseados na resposta espectral para otimizar
medidas de diversidade p a partir de dados coletados remotamente. Waring et al. (2006)
afirmaram que indices de vegetacdo de sensoriamento remoto, como o EVI, ofereceram

estimativas da produtividade equivalentes ou superiores aquelas obtidas por amostragem no
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campo ou por modelos baseados em processos, dependentes de extrapolagédo de dados
climaticos e fisiograficos.

Apesar de constatada a eficacia dos indices de vegetacdo em avaliacdes quantitativas e
qualitativas das caracteristicas da cobertura vegetal (XUE; SU, 2017), autores apontam que sua
utilizacdo em combinagdo com conjuntos de dados climéaticos podem promover resultados
melhores em relagéo a predigdo de padrdes de diversidade (SAATCHI et al., 2008). Por outro
lado, o problema é que, normalmente, conjuntos de dados climaticas sdo baseados em
interpolacdes e, portanto, podem apresentar vieses inerentes a quantidade e a localizacdo das
estacOes meteorologicas (RADELOFF et al., 2019). Todavia, nas Ultimas décadas, conjuntos
de dados globais da temperatura da superficie terrestre (LST, do inglés Land Surface
Temperature) tém sido registrados por meio de sensoriamento remoto por satélite (PEDE;
MOUNTRAKIS, 2018) e pesquisadores ja sugeriram a utilizacdo da LST para estimar
precisamente a temperatura do ar proximo a superficie terrestre (YANG; CAIl; YANG, 2017).

Outro aspecto interessante em relacdo a utilizacdo de dados de sensoriamento é a
possibilidade de construcdo de métricas resumidas ao longo do tempo. Recentemente, Radeloff
et al. (2019) afirmaram que indices de dindmica de habitat (DHI, do inglés Dynamic Habitat
Indices), compostos de estatisticas anuais de dados de vegetacdo do sensor MODIS, sédo
relevantes para o estudo da biodiversidade, pois apresentaram boa correlagdo com a riqueza de
espécies de animais, e podem ser Uteis para o planejamento da conservacao de habitats naturais
mundialmente. Os DHI foram inicialmente propostos por Mackey, Bryan e Randall (2004) para
o0 continente australiano. Em seguida, DHI derivados de séries temporais do NDVI (Normalized
Difference Vegetation Index) foram utilizados para obtencédo de informacdes sobre a dinamica
de disponibilidade de habitat para a fauna dispersiva (BERRY; MACKEY; BROWN, 2007).
Posteriormente, DHI baseados em séries temporais de observacbes de satélite da fPAR
(Fraction of Photosynthetically Active Radiation) foram atualizados para a América do Norte
(COOPS et al., 2008, 2009; COOPS; WULDER; IWANICKA, 2009), e os resultados também
demonstraram forte relagcdo entre os DHI e os padrdes de variacdo da riqueza de espécies de
aves. Desde entdo, a relacdo entre os DHI e os padrdes de biodiversidade, relacionados a
dindmica da produtividade vegetal, tem sido bastante estudada (ANDREW et al., 2012; COOPS
et al., 2018; HOBI et al., 2017; RADELOFF et al., 2019), pois as pesquisas anteriores sobre
sua aplicabilidade mostraram que eles se correlacionam bem com a riqueza de espécies em
estudos regionais e globais.

Os estudos de Radeloff et al. (2019) consideraram DHI que fornecem medidas

integradas: a) da produtividade anual acumulada da vegetacéo; b) do nivel minimo de cobertura
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vegetal; e c) do grau de sazonalidade anual (BERRY; MACKEY; BROWN, 2007; MACKEY;
BRYAN; RANDALL, 2004) para avaliar teorias ecoldgicas baseadas na disponibilidade de
energia, no estresse ambiental e na estabilidade ambiental, respectivamente. Logo, os DHI
representam um novo conjunto de dados de sensoriamento remoto e sdo uma alternativa aos
indices simples de vegetacdo, por exemplo, pois permitem a mensuracdo da produtividade
vegetal ao longo do ano, oferecendo uma oportunidade para examinar padrbes geogréficos de
caracteristicas ambientais, particularmente relevantes para a biodiversidade (BERRY;
MACKEY; BROWN, 2007; COOPS et al., 2018; RADELOFF et al., 2019). Wu e Liang (2018),
por exemplo, desenvolveram um indice de biodiversidade baseado na integracdo multivariada
de métricas de sensoriamento remoto altamente correlacionadas, incluindo os DHI, que
explicou 20% a mais da variacdo global da riqueza de espécies de mamiferos, passaros e
anfibios, quando comparado a métricas univariadas.

Além do contexto temporal, abordado anteriormente, a partir de dados de sensoriamento
remoto também € possivel analisar as propriedades texturais das imagens. As variaveis texturais
descrevem as relacBes espaciais entre pixels vizinhos e indicam diretamente a variabilidade
espacial dos niveis de reflectancia em uma banda da imagem (HARALICK; SHANMUGAM,;
DINSTEIN, 1973). Muitos estudos apresentam diferentes abordagens (semivariogramas,
dimensao fractal, wavelet e outras) para caracterizacdo da textura das imagens de sensoriamento
remoto, porém as medidas mais utilizadas sdo derivadas da Matriz de Coocorréncia de Nivel
de Cinza (GLCM, do inglés Grey Level Co-occurrence Matrix) (HALL-BEYER, 2017; LU et
al., 2016).

Os calculos para obtencédo das texturas derivadas da GLCM usados em sensoriamento
remoto foram estruturados, em sua maioria, nos anos 70 (HARALICK, 1979; HARALICK;
SHANMUGAM; DINSTEIN, 1973), e dividem-se em funcbes definidas por medidas
estatisticas de primeira (ocorréncia) e segunda ordem (coocorréncia) (HOFMANN et al., 2017).
As texturas de primeira ordem, como média, desvio padrdo e variancia, por exemplo, ndo
consideram as relagdes entre pixels e consistem em estatisticas resumidas, que séo calculadas
a partir dos valores da imagem original; enquanto as texturas de segunda ordem consideram a
relacdo entre dois pixels (referéncia e vizinho) a partir da probabilidade de ocorréncia conjunta
dos valores dos pixels que estdo a determinada distancia e orientacdo entre si (FARWELL et
al., 2020; HALL-BEYER, 2017; HOFMANN et al., 2017).

Alguns pesquisadores relataram que as texturas comp&em um importante grupo de
variaveis de sensoriamento remoto para a modelagem da biomassa acima do solo, podendo

apresentar relagdes mais fortes com a biomassa em sitios florestais de estrutura complexa em
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comparacao as bandas espectrais originais (GAO et al., 2018; LU; BATISTELLA, 2005). Por
outro lado, em florestas secundarias, com vegetacdo em diferentes estagios sucessionais, as
texturas tendem a suavizar as diferencas entre as caracteristicas espectrais do dossel, resultando
em relagbes pobres com a biomassa (LU; BATISTELLA, 2005). Ja em relacdo a
biodiversidade, outros autores demonstraram que métricas de textura de imagens de satélite,
uma vez que refletem a heterogeneidade espacial, podem indicar padrdes de diversidade e
riqueza de espécies (FARWELL et al., 2020; HOFMANN et al., 2017) e caracterizar até 70%
da diversidade da altura da folhagem e estrutura horizontal da vegetacdo (WOOD et al., 2012).
Todavia, apesar dos estudos citados e de Hernandez-Stefanoni et al. (2012) terem afirmado que
dados espectrais e de textura podem ser usados como substitutos da produtividade e da estrutura
da vegetacdo, pois capturam uma ampla gama da variacdo ambiental na paisagem e podem
auxiliar a compreensdo sobre a manutencdo da diversidade em diferentes areas, para Farwell et
al. (2020), a complexidade da relagdo entre a heterogeneidade do habitat e a diversidade de
espécies ressalta a necessidade de investigacdes mais profundas sobre o tema, considerando
diferentes niveis espaciais e 0s contextos dentre e entre habitats.

Nota-se, portanto, que dados de sensoriamento remoto sdo poderosos para caracterizar
a vegetacdo em diferentes extensdes espaciais e temporais. Todavia, dados sao registrados em
resolucOes espaciais, temporais e espectrais especificas, o que implica em desafios e suposi¢des
que sdo determinantes no que se refere a como devem ser utilizados em estudos sobre a
biomassa e a biodiversidade florestal (LU et al., 2016; PETTORELLI et al., 2016). Portanto,
fica evidente a importancia do desenvolvimento de estudos que preencham a lacuna cientifica
quanto a utilizacdo combinada de métricas anuais da produtividade e sazonalidade dos habitats
para melhorar os resultados da modelagem da biodiversidade (RADELOFF et al., 2019); bem
como, a que esta relacionada a capacidade potencial das imagens texturais de caracterizar a
estrutura vertical e horizontal de diferentes tipos de vegetacdo (WOOD et al., 2012) e,
consequentemente, aumentar a precisao das estimativas de biomassa, uma vez que consiste em

uma metodologia que ainda ndo recebeu a devida atencdo (LU et al., 2016).



23

3 CONSIDERACOES FINAIS

Biomassa e biodiversidade florestal sdo parametros essenciais a0 monitoramento da
vegetacdo. Apesar da alta demanda por recursos, associada a coleta de dados de campo em
inventarios florestais de grandes &reas, 0 sensoriamento remoto surge como uma ferramenta
complementar, capaz de fornecer uma ampla gama de produtos com potencial de caracterizar
diferentes tipos de vegetacdo. Todavia, observa-se que o desenvolvimento de métodos para a
obtencdo de estimativas de biomassa e biodiversidade, a partir de modelos de florestas
aleatorias baseados apenas em varidveis derivadas de dados de sensoriamento remoto
sumarizados no tempo e no espaco, representativos dos aspectos de produtividade e do clima,

em fitofisionomias tropicais, ainda € um tema pouco abordado e carece de estudos cientificos.
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ARTIGO 1 - INDICES ANUAIS DE SENSORIAMENTO REMOTO NA
MODELAGEM DA BIOMASSA E BIODIVERSIDADE ARBOREA EM MINAS
GERAIS

ARTICLE 1 - ANNUAL INDEXES OF REMOTE SENSING FOR MODELING
ABOVEGROUND BIOMASS AND BIODIVERSITY IN MINAS GERAIS

RESUMO

A produtividade e a sazonalidade da vegetacdo, assim como variaveis ambientais sdo
fatores que influenciam tanto a distribuicdo de biomassa, quanto da biodiversidade florestal. O
objetivo desse estudo foi modelar a biomassa arbérea acima do solo (AGB) e a diversidade de
espécies de arvores (TSD) nas fitofisionomias arbdreas do estado de Minas Gerais (MG), Brasil,
utilizando dados de sensoriamento remoto baseados na produtividade e sazonalidade da
vegetacdo e na temperatura. Para isso, utilizamos como preditores indices de sensoriamento
remoto (ISR) baseados em métricas anuais derivadas do EVI e da LST do sensor MODIS. Na
fase de analise exploratdria, as relacdes entre os ISR e a AGB e a TSD foram avaliadas por
meio do coeficiente de correlagdo de Pearson e de Regresséo Linear Simples. O algoritmo
Random Forests (RF) foi utilizado para selecionar o conjunto 6timo de variaveis e ajustar
modelos de predi¢cdo da AGB e da TSD para as fitofisionomias de forma individual e agrupadas
(global). Os resultados indicaram que os ISR derivados de um mesmo produto MODIS séo
fortemente correlacionados entre si, como era esperado. Por outro lado, as relagdes lineares
entre 0s ISR e a AGB ou TSD nas areas estudadas foram inexistentes, fracas ou moderadas. O
procedimento de remocdo recursiva foi Util para indicar o conjunto de preditores mais
relevantes para a modelagem. Em geral, os modelos RF baseados nos ISR conseguiram capturar
melhor a variagdo da TSD do que da AGB. Em relacdo a modelagem por fitofisionomia, 0s
modelos RF demonstraram diferentes capacidades para explicar a variacdo na AGB e na TSD.
Todavia, os modelos globais forneceram melhores estimativas das variaveis dependentes, do
gue a maioria dos modelos por fitofisionomias. Além disso, destacamos que modelos RF
baseados nos ISR derivados da LST de baixa resolucdo espacial (1 km) podem fornecer
estimativas confiaveis da TSD em estudos regionais e incentivamos maiores discussdes sobre
a utilizacéo dos ISR para modelagem de AGB e TSD em diferentes escalas espaciais.

Palavras-chave: ipdice de Vegetacdo Melhorado. Temperatura da Superficie Terrestre.
Random Forests. Indice Alfa de Fisher. Produtividade da Vegetacdo. Sazonalidade da
Vegetacao.

ABSTRACT

The productivity and seasonality of vegetation, as well as environmental variables are
factors that influence both the distribution of biomass and forest biodiversity. The objective of
this study was to model the aboveground biomass (AGB) and the tree species diversity (TSD)
in the tree phytophysiognomies of the state of Minas Gerais (MG), Brazil, using remote sensing
data based on the productivity and seasonality of the vegetation and the temperature. For that,
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we used remote sensing indices (RSI) as predictors based on annual metrics derived from the
EVIand LST of the MODIS sensor. In the exploratory analysis phase, the relationships between
RSl and AGB and TSD were assessed using Pearson's correlation coefficient and Simple Linear
Regression. The Random Forests (RF) algorithm was used to select the optimal set of variables
to fit prediction models for AGB and TSD for phytophysiognomies individually and in groups
(global). The results indicated that the RSI derived from the same MODIS product are strongly
correlated with each other, as expected. On the other hand, the linear relationships between RSI
and AGB or TSD in the studied areas were nonexistent, weak, or moderate. The recursive
removal procedure was useful to indicate the set of most relevant predictors for modeling. In
general, RSI-based RF models were able to better capture the variation of TSD than AGB.
Regarding phytophysiognomies modeling, the RF models demonstrated different abilities to
explain the variation in AGB and TSD. However, the global models provided better estimates
of the dependent variables, than most of the models by phytophysiognomies. In addition, we
highlight that RF models based on RSI derived from low spatial resolution LST (1 km) can
provide reliable estimates of TSD in regional studies and encourage further discussions about
the use of RSI for modeling AGB and TSD at different spatial scales.

Keywords: Enhanced Vegetation Index. Land Surface Temperature. Random forests. Fisher's
Alpha Index. Vegetation Productivity. Vegetation Seasonality.



34

1 INTRODUCAO

As florestas tropicais abrigam grande parte da biodiversidade e da biomassa terrestre do
planeta (ANDRESEN; ARROYO-RODRIGUEZ; ESCOBAR, 2018; FUJII et al., 2018) e sdo
responsaveis por servigos ecossistémicos essenciais a sobrevivéncia e bem-estar humano
(COSTANZA et al., 2014; MILHEIRAS; MACE, 2018). Todavia, além de ameacas constantes
como pressdes antropicas e mudangas climaticas (BARLOW et al., 2018; VOIGHT et al.,
2018), os mecanismos de adaptacao das espécies arbdreas aos gradientes de disponibilidade de
recursos e processos sucessionais e fenoldgicos também determinam os padrfes geograficos
estruturais da vegetacdo nas florestas tropicais (FUJII et al., 2018; PAN et al., 2013; TERRA et
al., 2018). Portanto, modelos matematicos de predicdo, baseados em sensoriamento remoto, sdo
ferramentas essenciais a obtencdo de informac@es rapidas e economicamente viaveis, sobre a
distribuicdo de biomassa e biodiversidade terrestre em diferentes resolucdes espaciais e
temporais (SAATCHI et al., 2008; WANG, G. et al., 2019).

Nas florestas tropicais, as associacdes entre a diversidade de espécies de arvores (TSD)
e a producdo de biomassa arborea acima do solo (AGB) sdo complexas e altamente variaveis
(DAY etal., 2014; SILVEIRA et al., 2019a). No entanto, compreender os padrdes espaciais de
distribuicdo de AGB e TSD é crucial para o desenvolvimento de agdes de conservacdo e
estratégias de manejo florestal, visando a potencializacdo das funcdes e dos servicos oferecidos
por ecossistemas florestais. Estudos sobre a biodiversidade terrestre mostraram que os Indices
de Dinamica de Habitat (DHI, do inglés Dynamic Habitat Indices) (MACKEY; BRYAN;
RANDALL, 2004) baseados em medidas anuais de sensoriamento remoto da produtividade e
sazonalidade da vegetacdo possuem fortes relagdes com os padrdes de diversidade e riqueza de
espécies de animais (HOBI et al., 2017; RADELOFF et al., 2019; RAZENKOVA et al., 2020;
SUTTIDATE et al., 2019). Empiricamente, medidas da produtividade e variaveis ambientais
estdo entre os principais fatores determinantes da disponibilidade de recursos para as interagdes
troficas ecossistémicas, pois tanto a biomassa, quanto a biodiversidade florestal s&o
influenciadas por aspectos climaticos, como temperatura e precipitacdo (ALl et al., 2020; FINE,
2015; MORANDI et al., 2020; TERRA et al., 2018).

Dentro da ampla gama de produtos de sensoriamento remoto com potencial para uso em
estudos de vegetacdo, os dados do sensor MODIS (Moderate Resolution Imaging
Spectroradiometer) destacam-se por fornecer produtos capazes de gerar informacGes globais
sobre inumeros aspectos da superficie terrestre. O indice de vegetacdo melhorado (EVI, do

inglés Enhanced Vegetation Index) do MODIS tem potencial para capturar os padrdes regionais
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de produtividade e sazonalidade da vegetacdo de forma equivalente, e possivelmente melhor,
do que os métodos de amostragem local, ou baseados em modelos dependentes de extrapolagdo
de informacdes climaticas e fisiograficas (WARING et al., 2006). O sensor MODIS também
detecta remotamente dados da temperatura da superficie terrestre (LST, do inglés Land Surface
Temperature), os quais tém sido frequentemente utilizados em publicacdes cientificas de
diferentes areas, incluindo as ciéncias ambientais, agricolas, bioldgicas, sociais e da saude
(PHAN; KAPPAS, 2018).

Estudos anteriores destacam que indices anuais derivados de medi¢des de reflectancia
de satélite possuem uma vantagem sobre conjuntos de dados ambientais interpolados derivados
de estagdes meteoroldgicas de resoluces semelhantes, uma vez que 0s primeiros sao baseados
em medicGes reais obtidas na mesma resolucéo do conjunto de dados final (RADELOFF et al.,
2019). Entretanto, ainda existe uma lacuna cientifica quanto a compreensao das relacdes entre
métricas anuais de sensoriamento remoto (como os DHI), representativas das caracteristicas de
produtividade e sazonalidade da vegetacdo (EV1) e dos aspectos climéticos (LST) das florestas
tropicais, e a distribuicdo da AGB e da TSD em nivel regional ou por fitofisionomia. Logo, é
evidente a importancia do desenvolvimento de métricas de sensoriamento remoto e da
utilizacdo de métodos de modelagem que fornecam estimativas adequadas dos parametros
florestais de relevancia econdmica e conservacionista, como AGB e TSD, a um baixo custo.

Partindo dos conceitos que fundamentam a construcdo dos DHI e da premissa de que a
produtividade e a sazonalidade da vegetacdo, assim como as varia¢Ges climaticas sdo
caracteristicas particulares de cada tipo de formacdo florestal, e direcionam as variacbes de
biomassa e biodiversidade, assume-se a hipotese de que os indices de sensoriamento remoto
(ISR) baseados em métricas anuais do EVI e da LST do sensor MODIS sdo capazes de
descrever os padrées de AGB e TSD nas fitofisionomias arbéreas de MG. Desse modo, 0
objetivo deste artigo é modelar a AGB e a TSD das fitofisionomias de MG utilizando dados de
sensoriamento remoto baseados: (1) na produtividade da vegetacdo, (2) na sazonalidade da
vegetacao e (3) temperatura da superficie terrestre.



36

2 MATERIAL E METODOS

Os ISR utilizados como preditores foram derivados do EVI (MOD13Q1) e da LST
(MOD11A2), ambos produtos do sensor MODIS. Estes indices sdo fundamentados nos Indices
de Dindmica de Habitat (BERRY; MACKEY; BROWN, 2007; MACKEY; BRYAN;
RANDALL, 2004), que expressam trés medidas chave da produtividade da vegetacdo: a) a
produtividade cumulativa anual, b) a produtividade minima ao longo do ano e c¢) a sazonalidade
da vegetacdo (RADELOFF et al., 2019). Os dados de campo foram obtidos durante a execucéo
do “Inventério Florestal de Minas Gerais” (IFMQ), realizado entre os anos de 2006 e 2008.
Para entender as relacdes entre as varidveis e modelar a AGB e a TSD nas fitofisionomias de
MG utilizou-se o Coeficiente de Correlacdo de Pearson, a Regressdo Linear Simples (RLS) e o
algoritmo Random Forests (RF) (BREIMAN, 2001). As etapas da metodologia sdo
apresentadas na Figura 1.

Figura 1 — Fluxograma das principais etapas para modelagem da biomassa arborea acima do
solo e da diversidade de espécies de arvores a partir de indices de sensoriamento
remoto nos dominios tropicais de Minas Gerais de Cerrado, Mata Atlantica e

Caatinga.
Coleta de Dados Obtencdo de Variaveis Analise
Exploratoria
Inventério _[: Biomassa arbérea acima do solo
Florestal fndice alfa de Fisher - Correlacdo de
Pearson
Sensoriamento Indices de
Remoto Sensoriamento Remoto
Regrg§saolL1near
EVI_p90, EVI_p10, 1 1mples
Produtivi.dade EVI_cv, EVI_std,
e sazonalidade ——»
(MOD13Q1) EVI_sum,
EVI_mean
= Modelagem
LST_p90,
Temperatura LST_p10, LST_cv,
_ _
(MOD11AZ) LST_std, LST_sum, — Random Forest

LST_mean

Legenda: Os sufixos associados aos Indices de Sensoriamento Remoto derivados do EVI e da LST so
abreviacdes de percentil 90 (p90), percentil 10 (p10), coeficiente de variagdo (cv), desvio padréo (std),
somatorio (sum) e média (mean).

Fonte: Do autor (2021).
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2.1 Area de Estudo

O estado de MG esta localizado na regido sudeste do Brasil (Figura 2a). Seu extenso
territorio € marcado por grande variacdo de clima, solo e relevo. Considerando a classificagdo
de Koppen, o estado apresenta quatro tipos de climas: Aw (clima tropical de savana com estagéo
seca de inverno), Cfa (clima subtropical) e Cwa e Cwb (climas tropicais de altitude) (DAVID
etal., 2017; PEEL; FINLAYSON; MCMAHON, 2007). A vegetacdo do estado &€ composta por
diferentes fitofisionomias de trés grandes dominios, o Cerrado, a Mata Atlantica e a Caatinga
(Figura 2b) (SCOLFORO et al., 2015).

Figura 2 — Localizacao da area de estudo e distribuicdo das parcelas do Inventario Florestal de

Minas Gerais.
50°0'0"W 45°0'0"W 40°0'0"W
@ (b)
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Legenda: a) Localizacdo do estado de Minas Gerais no Sudeste do Brasil; b) Distribuigdo das parcelas
do Inventério Florestal de Minas Gerais nas fitofisionomias dos dominios Cerrado, Caatinga e Mata
Atlantica.

Fonte: Do autor (2021).

A vegetacdo xeromorfa do Cerrado compreende formagdes campestres, savanicas e
florestais, que ocorrem predominantemente nas regides Centro, Noroeste e Oeste, sob

condicdes regulares de sazonalidade climatica. Fisionomicamente, o Cerradao (Cdao), o Campo
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Cerrado (CCer) e o Cerrado Sensu Stricto (CSS) sdo marcados pela predominancia de arbustos
e espécies arbdreas, que constituem dossel continuo ou descontinuo (HOUSE et al., 2003;
RIBEIRO; WALTER, 2008). A Mata Atlantica, que ocupa as regides centro-sul e leste do
estado, de climas chuvosos e com temperaturas mais amenas, € representada pelas
fitofisionomias de Floresta Estacional Semidecidual (FES), nas regides que possuem de 2 a 5
meses de estacdo seca, e de Floresta Ombréfila (FOm), perene e de clima sem periodo seco
definido (COLOMBO; JOLY, 2010; SCOLFORO et al., 2015; SILVEIRA et al., 2019a). A
Caatinga, por sua vez, € representada pela Floresta Estacional Decidual (FED), que ocorre no
norte e nordeste de MG, onde predominam climas semiaridos e subumidos, com estacdo seca
bem definida, temperaturas elevadas e baixa precipitacdo anual, com chuvas distribuidas
irregularmente no verdo (ARAUJO; CASTRO; ALBUQUERQUE, 2007; OLIVEIRA FILHO
et al., 2006; SCOLFORO et al., 2015).

2.2 Inventério Florestal: Biomassa e Biodiversidade

Para obtencdo da AGB e da TSD foram utilizados dados das parcelas de campo (10 x
100 m), langadas de 2006 a 2008 durante a execugdo do IFMG, realizado pela Universidade
Federal de Lavras em parceria com o Instituto Estadual de Florestas. As parcelas foram
georreferenciadas e o procedimento de amostragem adotado foi o sistematico em dois estagios
(SCOLFORO et al., 2015). Foram utilizadas 2755 parcelas (Figura 2b), destas 846 pertencem
ao dominio do Cerrado, 1475 da Mata Atlantica e 434 da Caatinga. A distribuicdo amostral por
fitofisionomia adotada foi: no dominio Cerrado foram distribuidas 229 parcelas no CCer, 52 no
Cdao e 565 parcelas no CSS; na Caatinga as 434 parcelas foram distribuidas na FED; e na Mata
Atlantica, 1372 parcelas foram distribuidas na FES e 103 na FOm.

Em cada parcela, todas as arvores com no minimo 5 cm de diametro a altura do peito
(DAP), medido a 1,30 m do nivel do solo, foram medidas e identificadas taxonomicamente de
acordo com o Servigo de Resolugdo de Nomes Taxonémicos (TNRS) (BOYLE et al., 2013). A
determinacdo da AGB em campo foi feita pelo método destrutivo, considerando individuos
representativos de cada fitofisionomia e das diferentes classes de didmetro e altura. Os
individuos selecionados foram georreferenciados, cortados e cubados pelo método de Huber.
Em seguida, a partir das equacgdes ajustadas com os dados de campo, foram obtidas as
estimativas de AGB de cada parcela. Por fim, a quantidade de AGB por parcela foi convertida
para hectares (Mg/ha). Scolforo et al. (2008) descrevem detalhadamente a metodologia

utilizada para quantificacdo da biomassa durante o IFMG. O alfa de Fisher (FISHER;
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CORBET; WILLIAMS, 1943), determinado pela relacdo entre o nimero de individuos e o
namero de espécies de uma amostra, utilizado para representar a TSD, foi calculado para cada
parcela pela equacdo 1, onde S é o nimero de espécies por parcela, n € o nimero de individuos

por parcela e a é o alfa de Fisher.
n
S=a*ln(1+a) (1)

2.3 indices de Sensoriamento Remoto

Diferentemente dos indices espectrais tradicionais utilizados na anélise da vegetacéo, 0s
ISR fornecem medidas integradas dos padrdes dinamicos de produtividade e sazonalidade da
vegetacdo e do clima. O EVI foi utilizado para capturar e representar aspectos da produtividade
e sazonalidade da vegetacédo e dele foram derivados trés ISR, baseados nos DHI (MACKEY;
BRYAN; RANDALL, 2004): a) medida anual acumulativa (ISR_sum), que representa a
capacidade produtiva da vegetacdo em um ano e esta relacionada a quantidade de energia
disponivel; b) medida anual minima (ISR_p10), que captura os pontos mais baixos em termos
de produtividade durante o ano, e esta relacionada as condicdes de estresse ambiental; e ¢)
medida de variagdo sazonal, representada pelo coeficiente de variacdo (ISR_cv), que reflete o
quanto a produtividade em um determinado pixel varia no periodo de um ano, estando, portanto,
associada as caracteristicas de estabilidade ambiental. Outros trés ISR foram calculados, sendo
dois caracterizando a produtividade da vegetacdo e representados pela produtividade média
anual (ISR_mean) e maxima (ISR_p90), e um de sazonalidade, representado pelo desvio padrdo
(ISR_std). Com o objetivo de integrar os aspectos climaticos da area de estudo, essas mesmas
seis métricas anuais também foram calculadas paraa LST. Assim, para modelar a AGB (Mg/ha)

e a TSD foram utilizados como variaveis preditoras doze ISR (Tabela 1).

Tabela 1 — Variaveis de sensoriamento remoto usadas para modelagem da biomassa arborea
acima do solo e da diversidade de espécies arboreas nas florestas de Minas Gerais

(Continua).
Produto MODIS ISR ~ Resolugao
Espacial Temporal
Produtividade e sazonalidade EVI_p10 250 m 16 dias
- MOD13Q1 EVI_cv
EVI_p90
EVI_mean
EVI_std

EVI sum
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Tabela 1 — Variaveis de sensoriamento remoto usadas para modelagem da biomassa arborea
acima do solo e da diversidade de espécies arboreas nas florestas de Minas Gerais

(Conclusdo).
Resolucéo

Produto MODIS ISR .
Espacial Temporal

Clima - MOD11A2 LST_p10 1km 8 dias
LST cv
LST p90
LST_mean
LST std
LST sum
Nota: Os sufixos associados aos Indices de Sensoriamento Remoto derivados do EVI e da LST sdo
abreviacdes de percentil 10 (p10), coeficiente de variacdo (cv), percentil 90 (p90), média (mean), desvio
padrao (std) e somatorio (sum).
Fonte: Do autor (2021).

O célculo dos ISR foi realizado a partir de redutores estatisticos e matematicos no
ambiente do Google Earth Engine, uma plataforma de computa¢do em nuvem, que possibilita
a realizacdo de andlises geoespaciais em escala planetaria gratuitamente (GORELICK et al.,
2017). Nas imagens do EVI, empregamos méascaras para remogao de nuvens com base nos
indicadores de qualidade dos indices de vegetacdo do produto. Em ambos os conjuntos de
imagens foram aplicados os recursos de filtragem temporal e espacial para atender
especificamente o intervalo de tempo (01 de janeiro de 2007 a 31 de dezembro de 2007) e a
area geogréafica (MG) considerados neste estudo. Os valores dos pixels, tanto do EVI, quanto
da LST, foram convertidos de acordo com a escala de cada produto (0,0001 e 0,02,
respectivamente). Além disso, no caso da LST, subtraimos 273,15 de cada pixel para
transformar de Kelvin para graus Celsius. Por fim, os valores dos pixels de cada ISR foram
associados as coordenadas das parcelas de campo do IFMG.

2.4 Analises Exploratérias

Visando a compreensao do comportamento dos dados, verificamos a tendéncia e o grau
de associacdo entre todas as variaveis do conjunto de dados, por meio do coeficiente de
correlacdo de Pearson. Em seguida, as varidveis preditoras foram avaliadas uma a uma, a partir
do desempenho de equaces lineares simples, que foram ajustadas tanto para todas as parcelas
do IFMG, englobando as seis fitofisionomias arboreas do estado (equacgdes globais), quanto de
forma estratificada (equacgdes por fitofisionomia). O poder de explicacdo dos ISR sobre a
variabilidade das varidveis dependentes foi medido pelo coeficiente de determinacdo (R?).
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Além disso, consideramos o nivel de probabilidade de significancia da regressao (p-valor) para

confirmar a existéncia da relagdo linear entre as variaveis.
2.5 Modelagem da Biomassa e da Biodiversidade

A modelagem da AGB e da TSD foi conduzida tanto para as seis fitofisionomias
arboreas de MG agrupadas (modelos globais), quanto de forma estratificada (modelos por
fitofisionomia). Utilizamos o algoritmo RF (BREIMAN, 2001) com selecdo de variaveis por
remogéo recursiva (MILLARD; RICHARDSON, 2015; SILVEIRA et al., 2019b), por meio do
pacote randomForest (LIAW; WIENER, 2002), disponivel no software R (R CORE TEAM,
2019). O numero de arvores de decisdo (ntree) cultivadas para regressao foi 1000. Da base de
dados, 70% foram selecionados aleatoriamente para compor a amostra de treinamento e ajustar
0 modelo, os outros 30% restantes foram reservados para teste. O procedimento de remocao
recursiva acontece de maneira iterativa. Os doze ISR foram utilizados como entrada e, com
base no incremento do erro médio quadratico em porcentagem (%IncMSE, do inglés Mean-
Squared Error) associado a sua ndo utilizacdo, foram ranqueados em ordem crescente de
importancia. A cada iteragéo, os ISR de menor relevancia foram eliminados sucessivamente e
0 valor do %IncMSE foi computado para avaliacdo do conjunto de preditores. Ao final, o
conjunto dos ISR da iteracdo de menor erro foi utilizado para treinar um novo RF.

A avaliacdo da performance preditiva dos modelos resultantes foi conduzida com base
na analise grafica dos residuos; no erro médio absoluto (MAE, do inglés Mean Absolute Error)
que indica a tendéncia média de subestimacao ou superestimacdo dos modelos, em porcentagem
(Equacéo 2); na raiz do erro médio quadratico (RMSE, do inglés Root-Mean-Squared Error)
calculado pelo desvio médio, em Mg/ha, entre os valores estimados e os observados (Equacgao
3); e no coeficiente de determinacdo ajustado (RZ%;j) que representa a percentagem da
variabilidade dos dados que ¢é explicada pelo modelo (SILVEIRA et al., 2019b). Nas equacdes
2 e 3, n corresponde ao nimero de parcelas; e O; e E;j representam os valores observados e

estimados, respectivamente.

MAE (%) = - 0= B
(%) =~ > =100 )
] L

RMSE (%) — ’Z‘H(E‘T_O‘)Z (3)
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3 RESULTADOS

3.1 Padrdes de Biomassa, Biodiversidade e ISR em Minas Gerais

Os dados de AGB e TSD das fitofisionomias obtidos e calculados a partir das campanhas
de campo do IFMG se aproximam de uma distribuicdo unimodal, geralmente assimétrica a
direita (Figura 3). As fitofisionomias FOm e FES apresentaram as maiores médias e a maior
variacdo tanto de AGB quanto de TSD. A FED apresentou valores relativamente moderados
para AGB, porém baixos valores para a diversidade de espécies, enquanto o Cdao apresentou
valores relativamente moderados para AGB e TSD. Além disso, ao observar a cauda das
distribuices, nota-se grande quantidade de valores extremos (outliers) em alguns conjuntos de

dados.

Figura 3 — Amplitude de variacdo e distribuicdo da biomassa arborea acima do solo e da
diversidade de espécies de arvores nas parcelas do Inventario Florestal de Minas

Gerais.
Biomassa arbérea acima do solo Diversidade de espécies arbéreas
s 5
5 400 . ° G ° @
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°
300 8 ° o
! H L
[
] 50
200
. . 8
L]
[ ] L]
: O
25 e
100 ] ]
i
L T BT $ = F
0 0
CCer Cdao CSS FED FES FOm Global CCer Cdao CSS FED FES FOm Global

Nota: Global: Todas as fitofisionomias em conjunto; CCer: Campo Cerrado; Cdao: Cerraddo; CSS:
Cerrado Sensu Stricto; FED: Floresta Estacional Decidual; FES: Floresta Estacional Semidecidual;
FOm: Floresta Ombrofila.

Fonte: Do autor (2021).

Avaliando as associacOes dos preditores com as variaveis dependentes, comparando 0s
diferentes grupos de ISR, é notavel a existéncia de uma tendéncia de correlacbes mais fortes
entre ISR derivados do EVI e a AGB, e entre ISR derivados da LST e a TSD. Nas correlac6es
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globais, os ISR do EVI apresentaram correlagdes fracas (p em trono de 0,15), na maioria das
vezes positivas, com a AGB e TSD; enquanto os ISR da LST exibiram correlagdes um pouco
mais fortes com a TSD (p = 10,25|), do que com a AGB (p = |0,14|). Nas fitofisionomias do
Cerrado (CCer, Cdao e CSS), a maioria dos ISR do EVI possuem correlacbes moderadas com
a AGB (-0,53 < p <0,48), enquanto os ISR derivados da LST possuem correlagdes mais fracas
(-0,35 < p <0,34); com a TSD, a maioria dos ISR do EVI tém correlagdes fracas (-0,41 < p <
0,06), e os da LST, correlagdes mais fortes (-0,34 < p < 0,45). Na Mata Atlantica, os ISR
derivados da LST, tanto com AGB, quanto com a TSD, possuem correlacdes moderadas (-0,55
<p <0,47) na FOm, e mais fracas na FES (-0,34 < p <0,13); quanto aos ISR do EVI, estes nao
tém correlagdes moderadas ou fortes com a AGB ou TSD no bioma. Por fim, na FED da
Caatinga, os ISR do EVI e da LST apresentaram correlacGes fracas (-0,24 < p < 0,20) com a
AGB e TSD.

Em relacéo aos resultados da RLS (Tabela S1, Apéndice A), considerando as equacdes
globais para a TSD, apesar dos baixos valores do R?, todas representam relagdes lineares
significativas entre as variaveis, sendo que o LST_p10 e o LST_p90 apresentaram os melhores
resultados. Por outro lado, os valores dos R2 obtidos nos ajustes globais para a AGB foram
baixos, 0 melhor desempenho ocorreu em funcdo do EVI_p90. Por fitofisionomia, as equagoes
significativas na FED ndo apresentaram valores de R2 maiores do que 6,08%, além disso alguns
ISR ndo possuem relagdo linear com as variaveis resposta, corroborando com os baixos valores
das correlacbes mencionadas anteriormente. Na Mata Atlantica, alguns ISR derivados da LST
forneceram bons ajustes para a AGB (LST_mean, LST p10 e LST_p90) e TSD (LST_mean,
LST pl10 e LST _cv) na FOm e para TSD (LST_mean e LST_p10) na FES, com equacdes
lineares significativas capazes de explicar até 31,12% da variacao na variavel dependente. Nas
fitofisionomias do Cerrado, as equacgdes geradas em funcdo dos ISR derivados do EV1, de modo
geral, demonstraram melhor desempenho em relagdo a capacidade de explicagdo da variagédo
na AGB, com coeficientes de determinacdo de até 28,22%; enquanto, os indices derivados da
LST geraram as melhores equacdes para a TSD.

3.2 Random Forest

Os modelos de regressdo entre a AGB ou TSD e os ISR preditores, resultantes do RF
com remogao recursiva, retornaram os subconjuntos com nimero minimo de varidveis de maior
importancia para a modelagem. Sendo estas, responsaveis por maiores %IncMSE, quando nédo

utilizadas (Tabela 2). Em todos os modelos, pelo menos um dos ISR derivados da LST, que
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capturam os aspectos temporais relacionados as variagdes de temperatura de cada tipo de
vegetacao, foi selecionado para compor os subconjuntos de preditores. Por outro lado, os ISR
derivados do EVI ndo foram incluidos nos subconjuntos de preditores nos modelos da AGB nas
fisionomias da Mata Atlantica (FOm e FES), nem da TSD global, da FES e do CSS.

Tabela 2 — Valores de importancia (%IncMSE) dos Indices de Sensoriamento Remoto na
modelagem da biomassa arbdrea acima do solo e da diversidade de espécies de
arvores nas florestas de Minas Gerais.

ISR Global FES FED FOm CSS Cdao CCer
-- Biomassa

EVI_p10 17,14 - 28,05 - 25,94 - -
EVI cv 39,32 - - - 17,94 - -
EVI_p90 41,84 - 36,37 - - - -
EVI mean 37,63 - - - 27,76 - 23,27
EVI std 37,69 - 34,77 - 21,60 - -
EVI _sum 39,92 - 31,18 - 24,73 16,70 -
LST_pl10 36,28 - 30,21 - 26,11 19,46 -
LST cv 39,13 - 31,51 - 15,38 - -
LST p90 37,91 51,25 28,64 - - 17,14 -
LST mean 34,36 67,25 - 22,59 22,43 18,34 24,24
LST std 46,41 83,38 28,49 - 18,91 - -
LST sum - - - 26,63 30,26 - -

e e R PR TP E R o de Fisher ----

EVI_pl10 - - - - - - 22,39
EVI cv - - - 14,87 - - -
EVI_p90 - - 24,84 17,48 - - -
EVI_mean - - 15,61 - - - 19,03
EVI std - - 23,11 - - - -
EVI sum - - 16,99 - - 11,33 -
LST pl10 88,92 - 23,65 16,69 29,44 8,43 22,23
LST cv 92,79 99,50 - 25,14 - - 19,36
LST p90 - 92,25 28,66 16,37 20,75 5,69 17,12
LST_mean - - - 17,50 22,49 5,66 16,75
LST std 91,76 - 22,30 - - - 18,17
LST sum 92,89 81,67 20,05 18,72 24,15 - 21,80

Nota: Global: Todas as fitofisionomias em conjunto; FED: Floresta Estacional Decidual; FES: Floresta
Estacional Semidecidual; FOm: Floresta Ombrofila; Cdao: Cerraddo; CCer: Campo Cerrado; CSS:
Cerrado Sensu Stricto (CSS); Os sufixos associados aos indices de Sensoriamento Remoto derivados do
EVI e da LST séo abreviacGes de percentil 10 (p10), coeficiente de variacdo (cv), percentil 90 (p90),
média (mean), desvio padrdo (std) e somatdrio (sum).

Fonte: Do autor (2021).

No geral, os modelos para TSD apresentaram melhor desempenho do que os modelos
para AGB. Em relacdo ao MAE%, por exemplo, os modelos de TSD apresentaram valores entre
20,11 e 34,15%, enquanto os de AGB variam de 32,57 a 49,50% (Tabela 3). Ja os valores do

R2; podem ser maiores ou menores em decorréncia da adigdo ou remogéo de variaveis. No
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entanto, a utilizagdo de dois ou mais ISR, mesmo que sejam relevantes e com elevados poderes
explicativos individualmente, ndo garante aumento no percentual da variancia explicada pelos
modelos. Os modelos Global, do CCer, FED e FES foram os que apresentaram melhor
desempenho preditivo para TSD em termos da quantidade da variacdo explicada. Enquanto
maiores quantidades da variacdo na AGB foram explicadas pelos modelos do CSS, FED e
Global (Tabela 3).

Tabela 3 — Indicadores de qualidade dos modelos Random Forests obtidos para a biomassa
arbdrea acima do solo e diversidade de espécies de arvores nas florestas de Minas

Gerais.

ISR Global FES FED FOm CSS Cdao CCer
- Biomassa

RMSE (Mg/ha) 51,17 50,83 43,65 54,52 16,76 29,21 8,75
MAE% 44,46 38,27 34,86 32,57 32,96 43,39 49,50
R2, 30,81 21,12 40,31 9,05 44,49 -7,32 9,67
- ---- a de Fisher ----

RMSE 5,94 8,41 2,51 3,65 3,47 4,84 2,80
MAE% 30,09 34,15 28,09 20,11 26,02 33,33 24,83
R, 55,10 39,42 39,47 16,55 11,15 24,57 39,88

Nota: Global: Todas as fitofisionomias em conjunto; FED: Floresta Estacional Decidual; FES: Floresta
Estacional Semidecidual; FOm: Floresta Ombrofila; Cdao: Cerraddo; CCer: Campo Cerrado; CSS:
Cerrado Sensu Stricto (CSS); RMSE: Raiz do Erro Médio Quadratico; MAE%: Erro Médio Absoluto
em porcentagem; RZ; = Coeficiente de determinagdo ajustado em porcentagem.

Fonte: Do autor (2021).

Os valores da RMSE dos modelos de AGB e TSD mostraram resultados representativos
das caracteristicas dos padrdes de distribui¢do dos respectivos dados de campo, oriundos do
IFMG. Analisando os modelos obtidos e os graficos da Figura 3, é possivel perceber que 0s
valores da RMSE (Tabela 3) fornecidos a partir das estimativas de AGB sdo proporcionais ao
aporte médio de biomassa por unidade de area em cada fitofisionomia. Em relagdo a TSD, os
valores de RMSE também estdo de acordo com as médias do alfa de Fisher (Figura 3) nos
modelos das fitofisionomias do Cerrado, da Caatinga e Global.

Adicionalmente, a avaliacdo grafica mostrou que os residuos apresentaram forte
comportamento de dispersdo em torno das estimativas (Figura 4). Nota-se que os modelos
tendem a maximizar os residuos, superestimando ou subestimando os resultados preditos nas
parcelas com maiores aportes de biomassa por hectare e indices de diversidade mais altos.
Todavia, de modo geral, os modelos globais podem fornecer melhores estimativas da AGB e

da TSD em Minas Gerais, do que a maioria dos modelos ajustados para as fitofisionomias.
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Figura 4 — Gréficos de distribuicdo de residuos dos modelos Random Forests obtidos para a
biomassa arbdrea acima do solo e diversidade de espécies de arvores nas parcelas
do Inventario Florestal de Minas Gerais (Continua).
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Figura 4 — Gréficos de distribuicdo de residuos dos modelos Random Forests obtidos para a
biomassa arbdrea acima do solo e diversidade de espécies de arvores nas parcelas
do Inventario Florestal de Minas Gerais (Conclusao).
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4 DISCUSSAO

As analises de correlacdo e de RLS indicam que as relacdes lineares entre métricas
temporais da produtividade e sazonalidade da vegetacdo e da temperatura da superficie
terrestre, derivadas de produtos do sensor MODIS, e a AGB ou TSD nas fitofisionomias
arboreas de MG sédo inexistentes, fracas ou moderadas. Por outro lado, os valores dos
coeficientes de Pearson entre os ISR, geralmente altos, corroboraram com resultados de outros
estudos, que também destacaram a existéncia de fortes correlac6es entre indices resultantes de
métricas anuais dos produtos de vegetacdo do MODIS (HOBI et al., 2017; RADELOFF et al.,
2019).

Alguns autores apontam 0s sensores remotos por satélite como a principal fonte de
dados para obtencdo de variaveis com potencial para serem usadas em estudos globais sobre a
biomassa e a biodiversidade terrestre (LU et al., 2014; ROCCHINI et al., 2016). No entanto, a
intensidade e a direcéo das relagdes entre os ISR e as variaveis de interesse variaram entre 0s
tipos de vegetacdo estudados, e de modo geral, as analises globais, englobando todas as
fitofisionomias de MG, forneceram melhores resultados. As resolucGes espaciais, temporais e
espectrais dos sensores sdo pontos criticos a serem considerados durante a obtencdo de
informagbes sobre pardmetros dos ecossistemas terrestres, como a biodiversidade
(PETTORELLI et al., 2016) e a biomassa. Galidaki et al. (2017), por exemplo, afirmaram que
é improvavel que dados de resolucdo espacial grosseira (200 — 1000 m) possam fornecer
estimativas adequadas de biomassa ao nivel de parcela ou de talh&o.

Neste sentido, os baixos valores do R? das equac0es lineares significativas resultantes
das regressdes univariadas, provavelmente, estdo associados ndo somente a grande variagao no
conjunto de dados, como também a moderada resolucéo espacial dos produtos MODIS. Apesar
disso, outros pesquisadores afirmam que modelos preditivos, baseados em estatisticas anuais
de produtos de vegetacdo, fornecem melhores estimativas de parametros da vegetacédo do que
0s modelos baseados em medicGes Unicas na data mais proxima (TSALYUK; KELLY; GETZ,
2017). Outros aspectos também podem ter influenciado as relagdes entre os ISR e a AGB ou a
TSD, e consequentemente a qualidade das estimativas obtidas pelos modelos RF, como o grau
de antropizacédo da vegetacao, as caracteristicas deciduais das fitofisionomias de FES e FED, a
variacdo da densidade arborea entre as fitofisionomias do Cerrado e as variagfes estruturais
internas associadas a topografia e relevo.

Todavia, os resultados fornecidos por nossos modelos de RF para AGB néo diferem

muito dos obtidos por Silveira et al. (2019c), que utilizando apenas medicdes de indices de
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vegetacdo nas datas mais proximas das campanhas de campo, conseguiram explicar 28% da
variacdo da AGB em remanescentes da Mata Atlantica. As estimativas de biomassa a partir de
dados de bandas originais, indices de vegetacdo e outras transformacgdes de imagem sdo
frequentemente avaliadas cientificamente (GALIDAKI et al., 2017; LU et al., 2014). Ogaya et
al. (2015), por exemplo, sinalizaram boas correlagdes entre as métricas anuais derivadas do EVI
e do NDVI do sensor MODIS e a variacdo da biomassa em florestas mediterraneas. Nossos
resultados indicaram que os ISR derivados do EVI tendem a apresentar correlac@es ligeiramente
mais fortes e captar maior quantidade da variacdo da AGB, em relacdo aos ISR da LST.

No Cerrado, onde as equacdes lineares univariadas apresentaram maior sucesso em
relacdo as dos outros dominios (Caatinga e Mata Atlantica), o maior valor de R2 gerado indica
gue um Unico ISR conseguiu explicar até 28% da variacdo da biomassa no Cerraddo.
Comparativamente, Tsalyuk, Kelly e Getz (2017) utilizaram estatisticas resumidas de séries
temporais anuais dos produtos de vegetacdo do MODIS em regressdes univariadas e explicaram
até 37% (p-valor < 0,001) da variacdo da biomassa na savana africana. Os autores ainda
afirmaram que englobar a variabilidade sazonal da vegetacdo das savanas é um desafio inerente
a utilizacdo de sensoriamento remoto nesses ecossistemas (TSALYUK; KELLY; GETZ, 2017).

Na Mata Atléntica, as equacdes univariadas para AGB demonstraram relagdes mais
significativas com ISR derivados da LST, que também apresentaram maiores valores de
%IncMSE na modelagem. Em estudos anteriores, Silveira et al. (2019¢) observaram que alguns
indices de vegetacdo, como o EVI, ndo apresentaram relacdes lineares com a AGB em
remanescentes da Mata Atlantica. Anaya, Chuvieco e Palacios-Orueta (2009) também néo
detectaram nenhuma relacdo empirica significativa entre o EVI e os valores de biomassa em
florestas tropicais na Colémbia, uma vez que a magnitude de variacdo dos valores de EVI é
menor em comparacao as florestas temperadas. J& Gusso et al. (2016) optaram por utilizar o
EVI-2 (sem a reflectancia na banda do azul), para representar o perfil de desenvolvimento da
biomassa da folhagem do pinheiro vermelho na Coreia do Sul, e encontraram uma relacéo
polinomial de segunda ordem negativa entre as variaveis.

Os modelos RF indicam que os ISR representados pelos valores do desvio-padrdo
(LST_std), média (LST_mean), maxima (LST_p90) e somatério (LST sum) anual das
temperaturas fornecem melhores estimativas da AGB, nas fitofisionomias de Mata Atlantica,
em relacdo aos ISR de sazonalidade e produtividade da vegetacdo. A relacdo entre a
produtividade da vegetagdo e a temperatura é complexa. No entanto, os dados da LST consistem
em um meio independente de avaliar as relagBes entre anomalias térmicas, precipitacdo e

ecofisiologia florestal, e portanto podem ser associados as perdas de AGB (TOOMEY et al.,
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2011). Se por um lado, as perdas de biomassa amplificam a variacdo da temperatura diurna e
aumentam as temperaturas média e maxima do ar (ALKAMA; CESCATTI, 2016), por outro
lado, as florestas promovem o resfriamento local da temperatura acima do dossel durante o dia
em comparacao as areas mais abertas adjacentes (DUVEILLER; HOOKER; CESCATTI, 2018;
LEE et al., 2011; Ll et al., 2015, 2016).

De modo geral, os ISR derivados da LST, que representam as temperaturas minimas,
maximas e médias anuais nas avaliagdes Globais, no Cerrado Sensu Stricto, no Campo Cerrado
e nas fitofisionomias da Mata Atlantica, demonstraram rela¢es mais fortes com a TSD, do que
0s ISR do EVI. Outros estudos também apontam associagdes entre variaveis climaticas, como
temperatura e precipitacdo, e os gradientes de composicao e diversidade de espécies de arvores
(CHAPUNGU et al., 2020; SILVEIRA et al., 2019a; WANG, G. et al., 2019; WANG, Z. et al.,
2009). Comparativamente, entre as fitofisionomias do Cerrado, no Cerradao, cuja vegetacao é
mais densa (NERI et al., 2013), a TSD apresentou relacdes lineares moderadas e foi bem
explicada tanto por ISR derivados do EVI, quanto da LST. Ja na Caatinga, a auséncia de relacdo
linear entre os ISR da LST e a TSD pode estar associada, mais uma vez, a moderada resolucéo
espacial dos produtos utilizados (1 km). Nas florestas tropicais sazonalmente secas, a TSD sofre
maior influéncia do gradiente de disponibilidade de agua, determinado pela sazonalidade da
precipitacdo e umidade do solo (TERRA et al., 2018), do que da temperatura. Apds a estacao
seca, a vegetacdo responde rapidamente as chuvas, aumentando significativamente a densidade
do dossel e diminuindo a incidéncia de luz no solo (AMORIM; SAMPAIO; ARAUJO, 2009;
ARAUJO; CASTRO; ALBUQUERQUE, 2007), justificando a existéncia de algumas relacdes
lineares com os ISR derivados do EVI, que esta bem associado a produtividade da vegetagdo
(WARING et al., 2006) e a biodiversidade, de acordo com a teoria da energia das espécies
(WRIGHT, 1983).

Provavelmente, a utilizagéo de equacOes lineares para investigar as associagdes entre 0s
ISRea AGB e aTSD, também tenha prejudicado a compreenséo das relagdes entre as variaveis.
Observamos que o padrdo de selecdo dos ISR pelos modelos de RF, com base na %IncMSE,
ndo necessariamente concorda com os resultados obtidos nas anélises de correlagdo e RLS.
Uma razdo que apoia estes resultados é o fato do RF consistir em um método de aprendizado
de méaquina capaz de modelar relacionamentos complexos (PRASAD; IVERSON; LIAW,
2006). Alguns pesquisadores relataram que funcdes polinomiais podem descrever bem as
relacfes entre métricas derivadas do EVI e a TSD (WARING et al., 2006). Resultados de
pesquisas anteriores apontaram que a associacdo entre temperatura e biodiversidade é

dependente do gradiente latitudinal. Na Asia e na América do Norte, por exemplo, foram
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observadas relagdes fortes e consistentes entre o logaritmo da riqueza de espécies e a
temperatura reciproca (WANG, Z. et al., 2009).

Utilizando apenas dados de sensoriamento remoto, as estimativas de TSD podem ser
obtidas a partir de quatro metricas anuais da temperatura por meio do modelo RF, que foi capaz
de explicar 55% da variagdo da TSD em MG. Em outra abordagem, modelos RF, baseados em
um conjunto bem mais complexo de preditores, composto de variaveis ambientais, de cobertura
do terreno e mudancas climaticas, justificaram em meédia 59,5% da variacéo na diversidade alfa
de plantas vasculares (VECERA et al., 2019). Portanto, incentivamos o desenvolvimento de
novos estudos, e recomendamos a utilizagdo de ISR derivados dos produtos do MODIS para
modelagem de parametros da vegetacdo, como biomassa e biodiversidade, em niveis globais e

regionais.
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5 CONCLUSAO

Nossas descobertas mostraram que as estatisticas anuais derivadas dos produtos do
MODIS (EVI e LST) geralmente apresentam associagdes de fracas a moderadas com a AGB e
com a TSD nas seis fitofisionomias predominantes do estado de Minas Gerais, Brasil.
Adicionalmente, mostramos que o desempenho preditivo de modelos RF baseados nos ISR
variou entre os tipos de vegetacdo, devido aos gradientes estruturais entre e dentro de cada
fitofisionomia associados a fatores ambientais e antrépicos. Destacamos que modelos RF
baseados nos ISR derivados da LST de baixa resolucdo espacial (1 km) podem fornecer
estimativas satisfatdrias da TSD em estudos regionais. Nossos resultados incentivam maiores
discussdes sobre a utilizagdo de indices temporais de sensoriamento remoto para modelagem
de biomassa e da diversidade florestal, considerando outras técnicas de aprendizado de maquina
e/ou produtos de vegetacdo, em diferentes escalas espaciais, uma vez que sdo variaveis
particularmente relevantes ao monitoramento dos estoques de carbono e da biodiversidade

terrestre.
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APENDICE A — Material Suplementar

Tabela S1 — Indicadores de qualidade dos ajustes de regressdo linear simples para biomassa
arbérea acima do solo e indice de diversidade de espécies arboreas nas parcelas
do Inventario Florestal de Minas Gerais (Continua).

~ AGB Fisher
Equagbes 1SR R2 p-valor R2 p-valor
Globais EVI _sum 2,45 0,00 3,96 0,00
EVI_std 3,55 0,00 0,58 0,00
EVI_mean 2,76 0,00 4,17 0,00
EVI_pl0 0,44 0,00 3,88 0,00
EVI_p90 5,07 0,00 0,94 0,00
EVI_cv 1,51 0,00 1,44 0,00
LST _sum 2,72 0,00 9,22 0,00
LST std 1,39 0,00 3,32 0,00
LST_mean 2,76 0,00 9,01 0,00
LST_p10 3,36 0,00 10,09 0,00
LST_p90 3,23 0,00 10,42 0,00
LST cv 0,04 0,31 0,44 0,00
FED EVI_sum 0,28 0,27 0,43 0,17
EVI_std 6,08 0,00 2,27 0,00
EVI_mean 0,27 0,28 0,42 0,18
EVI_pl0 4,12 0,00 1,85 0,00
EVI_p90 2,77 0,00 1,47 0,01
EVI_cv 4,90 0,00 1,64 0,01
LST_sum 2,58 0,00 0,13 0,45
LST_std 0,01 0,83 0,03 0,74
LST_mean 2,59 0,00 74,11 0,30
LST p10 3,19 0,00 29,82 0,22
LST_p90 1,01 0,04 0,07 0,59
LST cv 0,35 0,22 0,07 0,58
FES EVI_sum 1,32 0,00 0,89 0,00
EVI_std 1,59 0,00 0,13 0,19
EVI_mean 1,16 0,00 0,88 0,00
EVI _pl0 1,81 0,00 0,54 0,01
EVI_p90 0,25 0,07 0,88 0,00
EVI_cv 2,45 0,00 0,03 0,54
LST sum 0,12 0,21 9,26 0,00
LST std 0,01 0,67 1,63 0,00
LST_mean 0,04 0,46 10,10 0,00
LST_p10 0,21 0,09 11,42 0,00
LST_p90 0,04 0,43 9,20 0,00
LST cv 0,11 0,22 1,61 0,00
FOm EVI_sum 1,90 0,17 0,83 0,36
EVI_std 1,51 0,22 4,56 0,03
EVI_mean 2,07 0,15 0,88 0,35
EVI_pl0 0,19 0,66 0,18 0,67
EVI_p90 2,51 0,11 6,65 0,01
EVI_cv 0,00 0,96 1,05 0,30
LST_sum 4,61 0,03 2,62 0,10

LST std 1,07 0,30 6,19 0,01
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Tabela S1 — Indicadores de qualidade dos ajustes de regresséo linear simples para biomassa
arborea acima do solo e indice de diversidade de espécies arboreas nas parcelas
do Inventario Florestal de Minas Gerais (Conclusao).

N AGB Fisher
Equacoes ISR R2 p-valor R? p-valor
FOm LST_mean 10,54 0,00 11,30 0,00

LST_p10 10,52 0,00 21,84 0,00
LST_p90 11,30 0,00 6,65 0,01
LST cv 5,33 0,02 31,12 0,00
Cdao EVI_sum 28,22 0,00 14,06 0,01
EVI_std 0,89 0,51 2,35 0,28
EVI_mean 19,96 0,00 13,33 0,01
EVI_pl0 14,77 0,00 3,07 0,21
EVI_p90 16,48 0,00 16,59 0,00
EVI_cv 9,61 0,03 0,36 0,67
LST_sum 8,43 0,04 2,08 0,31
LST_std 1,07 0,46 0,47 0,63
LST_mean 5,59 0,09 13,46 0,01
LST_p10 6,79 0,06 11,98 0,01
LST_p90 11,37 0,01 14,69 0,01
LST cv 0,02 0,92 531 0,10
CCer EVI_sum 8,01 0,00 0,05 0,73
EVI_std 1,66 0,05 3,49 0,00
EVI_mean 8,68 0,00 0,03 0,80
EVI_pl0 4,35 0,00 0,31 0,40
EVI_p90 6,52 0,00 1,15 0,11
EVI_cv 0,20 0,50 3,82 0,00
LST_sum 1,63 0,05 13,88 0,00
LST_std 0,84 0,17 1,14 0,11
LST_mean 2,20 0,02 10,76 0,00
LST_p10 2,07 0,03 14,72 0,00
LST_p90 2,95 0,03 5,93 0,00
LST cv 3,90 0,00 11,78 0,00
CSS EVI_sum 22,10 0,00 6,27 0,00
EVI_std 6,08 0,00 1,70 0,00
EVI_mean 21,82 0,00 6,36 0,00
EVI_pl10 16,00 0,00 3,24 0,00
EVI_p90 23,07 0,00 5,66 0,00
EVI_cv 0,02 0,76 0,00 0,92
LST_sum 12,11 0,00 16,48 0,00
LST_std 3,34 0,00 7,57 0,00
LST_mean 511 0,00 19,19 0,00
LST_p10 6,22 0,00 18,94 0,00
LST_p90 4,89 0,00 20,22 0,00
LST cv 0,01 0,79 0,65 0,05

Nota: Globais: Todas as fitofisionomias em conjunto; FED: Floresta Estacional Decidual; FES: Floresta
Estacional Semidecidual; FOm: Floresta Ombrofila; Cdao: Cerraddo; CCer: Campo Cerrado; CSS:
Cerrado Sensu Stricto (CSS); R?y; = Coeficiente de determinacgdo ajustado em porcentagem; p-valor:
nivel de probabilidade de significancia dos ajustes; Os sufixos associados aos Indices de Sensoriamento
Remoto (ISR) derivados do EVI e da LST sdo abreviacdes de percentil 10 (p10), coeficiente de variagdo
(cv), percentil 90 (p90), média (mean), desvio padréo (std) e somatdrio (sum).

Fonte: Do autor (2021).
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ARTIGO 2 - METRICAS TEXTURAIS NA MODELAGEM DA BIOMASSA E DA
BIODIVERSIDADE ARBOREA EM MINAS GERAIS

ARTICLE 2 - TEXTURAL METRIC FOR MODELING ABOVEGROUND BIOMASS
AND BIODIVERSITY IN MINAS GERAIS

RESUMO

Meétricas texturais de imagens de sensoriamento remoto tem demonstrado grande
potencial para caracterizar padrdes espaciais da vegetacdo e podem ser bons preditores da
biomassa (AGB) e da biodiversidade florestal (TSD). Logo, o objetivo deste estudo foi modelar
a AGB e a TSD nas fitofisionomias arbdreas de Minas Gerais (MG), utilizando dados de
sensoriamento remoto baseados na variabilidade espacial da produtividade da vegetacgéo,
representada pelo EVI (Enhanced Vegetation Index), e da temperatura (LST — Land Surface
Temperature). Para isso, utilizamos como preditores medidas de texturas (meédia, desvio-
padrdo, contraste e homogeneidade) de imagens do EVI e da LST derivados do sensor TM do
Landsat 5. Na fase de analise exploratoria, as relacfes entre as métricas texturais e a AGB e a
TSD foram avaliadas por meio das analises dos coeficientes de correlacdo de Pearson e de
regressdo linear simples. O algoritmo Random Forests (RF) foi utilizado para selecionar o
conjunto étimo de preditores e modelar a AGB e a TSD nas seis fitofisionomias arboéreas de
forma estratificada e ndo estratificada (global). De modo geral, os resultados indicaram que as
texturas de primeira ordem (média e desvio-padréo) derivadas do EVI e da LST exibiram
padrdes de distribuicdo similares aos dados de biomassa e diversidade do Inventario Florestal
de Minas Gerais. Verificou-se que o procedimento de remocao recursiva foi Gtil para indicar o
conjunto de preditores de maior importancia para os modelos. Os modelos RF baseados apenas
em métricas texturais do EVI e da LST apresentaram um razoavel desempenho preditivo para
a AGB e TSD nas fitofisionomias estudadas. As melhores estimativas de AGB foram fornecidas
pelos modelos desenvolvidos para o Cerrado Sensu Stricto (R%; = 33,81%; RMSE = 18,47
Mg/ha; MAE% = 35,87%); em relacdo & TSD, o modelo global (R2; = 26,15%; RMSE = 7,62;
MAE% = 39,46%) foi 0 que demonstrou melhor desempenho. Concluimos que o desempenho
preditivo de modelos RF baseados em meétricas texturais de imagens do EVI e da LST é
moderado e que outros estudos devem ser incentivados, aprimorando a extracdo de métricas
texturais de imagens de sensores com diferentes resolugdes espaciais, espectrais e temporais.

Palavras-chave: Produtividade da Vegetacdo. indice de Vegetacio Melhorado. Temperatura
da Superficie Terrestre. Matriz de Coocorréncia de Nivel de Cinza. Landsat. Random Forest.

ABSTRACT

Textural metrics of remote sensing images have demonstrated great potential to
characterize spatial patterns of vegetation and can be good predictors of biomass (AGB) and
forest biodiversity (TSD). Therefore, the aim of this study was to model AGB and TSD in tree
phytophysiognomies in Minas Gerais (MG), using remote sensing data based on the spatial
variability of vegetation productivity, represented by EVI (Enhanced Vegetation Index), and
temperature (LST - Land Surface Temperature). For this, we used as predictors textures
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measurements (mean, standard deviation, contrast, and homogeneity) of EVI and LST images
derived from the Landsat 5 TM sensor. In the exploratory analysis phase, the relationships
between textural metrics and AGB and TSD were evaluated through the analysis of Pearson's
correlation coefficients and simple linear regression. The Random Forests (RF) algorithm was
used to select the optimal set of predictors and model the AGB and TSD in the six tree
phytophysiognomies in a stratified and non-stratified (global) manner. In general, the results
indicated that the first order textures (mean and standard deviation) derived from EVI and LST
exhibited distribution patterns similar to the biomass and diversity data from the Minas Gerais
Forest Inventory. It was found that the recursive feature selection procedure was useful to
indicate the set of predictors of the greatest importance for the models. The RF models based
only on textural metrics from EVI and LST demonstrated a reasonable predictive performance
for AGB and TSD in the studied physiognomies. The best estimates of AGB were provided by
the models developed for Cerrado Sensu Stricto (R2; = 33.81%; RMSE = 18.47 Mg / ha; MAE%
= 35.87%); in relation to TSD, the global model (R2; = 26.15%; RMSE = 7.62; MAE% =
39.46%) was the one that showed the best performance. We conclude that the predictive
performance of RF models based on textural metrics of EVI and LST images is moderate, and
that other studies should be encouraged, improving the extraction of textural metrics from
sensor images with different spatial, spectral, and temporal resolutions.

Keywords: Vegetation Productivity. Enhanced Vegetation Index. Land Surface Temperature.
Gray Level Co-ocurrency Matrix. Landsat. Random Forests.
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1 INTRODUCAO

O aumento das pressdes antropicas sobre os ecossistemas do planeta Terra, em nimero
e em intensidade, tem acelerado fendmenos de mudancas globais, que tem como consequéncia
grandes impactos ambientais. Dentre os impactos ambientais gerados, destaca-se a elevagdo das
taxas de extingdo (BARNOSKY et al., 2011), provavelmente associada as mudancas climaticas
e perdas de habitat (TRAVIS, 2003). Nesse contexto, muitos esforcos tém sido feitos quanto ao
desenvolvimento e aperfeicoamento de métodos para monitorar a biodiversidade (ARAUJO et
al., 2019; ROCCHINI et al., 2018; SAATCHI et al., 2008) e caracterizar a qualidade de habitats
baseados nas caracteristicas da vegetacdo (PARKES; NEWELL; CHEAL, 2003; WOOD et al.,
2012). A quantificacdo da biomassa acima do solo é uma atividade fundamental para a obtencao
de medidas da produtividade florestal e dos estoques de carbono na vegetacdo (DUFFY;
GODWIN; CARDINALE, 2017; LECINA-DIAZ et al., 2018). Adicionalmente, é valido
ressaltar que o contexto ambiental influencia diretamente as relagdes entre a produtividade
florestal e a diversidade de arvores (JUCKER et al., 2016). Desse modo, a compreensao dos
padrdes espaciais das caracteristicas da vegetacdo € a base para o planejamento de a¢des de
conservagao que priorizem ndo apenas a manutencdo dos estoques de carbono, mas também da
biodiversidade.

Mensurar pardmetros ambientais como biomassa e biodiversidade, em grandes éreas, a
partir de métodos dependentes de campanhas de campo é uma atividade de alto custo e
logisticamente desafiadora. Uma alternativa eficiente consiste na utilizacdo de dados coletados
por sensores remotos, uma vez que podem fornecer informacdes rapidas, gratuitas e globais da
superficie terrestre, que sdo muito Gteis a quantificacdo tanto da biomassa (MIGUEL et al.,
2015; SILVEIRA et al., 2019a, 2019b, 2020), quanto da biodiversidade (MENG et al., 2016;
ROCCHINI etal., 2018; SILVEIRA et al., 2019c; WU; LIANG, 2018). No entanto, dois pontos
criticos devem ser definidos com cautela em estudos de modelagem a partir de dados de
sensoriamento remoto. Primeiro, diante da grande abundancia de dados disponiveis, existe a
necessidade de sumarizar as variaveis mais importantes (ADAME-CAMPOS et al., 2019;
RADELOFF et al., 2019; SCHINDLER et al., 2015); e segundo, é preciso escolher algoritmos
apropriados, capazes de capturar as relacbes complexas entre as variaveis preditoras e resposta,
para a construcdo de modelos com bom desempenho preditivo (ARAUJO et al., 2019; LU et
al., 2016).

Diferentes fontes de dados de sensoriamento remoto podem ser utilizadas para estudar

as caracteristicas da cobertura vegetal com diversos objetivos, entre as quais destacam-se 0s
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produtos do programa de satélites Landsat (NASA/USGS) (FARWELL et al., 2020; SILVEIRA
et al., 2019b; WOOD et al., 2012). As imagens Landsat séo disponibilizadas gratuitamente e
fornecem dados de resolucdo espacial média, que estdo entre os mais utilizados para obtengédo
de estimativas de biomassa (SILVEIRA et al., 2019a, 2019b, 2019d; WAN et al., 2019; ZHU;
LIU, 2015) e diversidade arbérea (MADONSELA et al., 2017; MOHAMMADI; SHATAEE,
2010). Diferentes técnicas podem ser utilizadas para extrair varidveis de dados oépticos
multiespectrais. Dentre elas, as métricas texturais de imagens tem demonstrado grande
potencial para caracterizar padrdes de vegetacdo (GE et al., 2006).

Meétricas texturais sdo determinadas a partir da distribuicdo espacial e da varia¢do dos
valores espectrais dos pixels da imagem (HALL-BEYER, 2017; HARALICK;
SHANMUGAM; DINSTEIN, 1973). Resultados de pesquisas anteriores apontam que texturas
de imagens de satélite tém a capacidade de capturar diferentes aspectos da diversidade estrutural
da vegetacdo (MENG et al., 2016; WOOD et al., 2012). Como variaveis preditoras, tém sido
empregadas com sucesso em estudos de modelagem, para obtencdo de estimativas rapidas e
confiaveis da diversidade de arvores (AKBARI; KALBI, 2017; MADONSELA et al., 2017;
OZKAN et al., 2016). Além disso, também possuem maior valor de importancia e elevada
capacidade de aumentar a performance preditiva de modelos de predicdo da biomassa, em
relacdo a utilizacdo apenas de variaveis derivadas diretamente de respostas espectrais (DUBE;
MUTANGA, 2015; KELSEY; NEFF, 2014; LU, 2005).

Por outro lado, é importante ressaltar que a qualidade das estimativas fornecidas pelos
modelos depende principalmente da compreensao das relacdes entre as informag6es espectrais
e 0s parametros da vegetacdo medidos no campo, ou seja, quais sdo 0s principais fatores e como
influenciam a distribuic&o espacial dos pardmetros avaliados (HERNANDEZ-STEFANONI et
al., 2012). Por exemplo, a temperatura da superficie terrestre (LST, do inglés Land Surface
Temperature), apresenta relagfes intrinsecas com caracteristicas da cobertura vegetal,
governadas pela disponibilidade de agua (HOLZMAN; RIVAS; PICCOLO, 2014; SIMS et al.,
2008), e pode ser obtida a partir de valores de reflectancia do infravermelho termal
(CRISTOBAL et al., 2018; WANG, M. et al., 2016). Ja o indice de vegetacdo melhorado (EVI,
do inglés Enhanced Vegetation Index) fornece estimativas de produtividade da vegetacdo
equivalentes, e até superiores, aquelas obtidas a partir de métodos baseados em amostragem de
campo ou da extrapolacdo de dados climaticos e fisiograficos (WARING et al., 2006).

Embora as relagdes entre parametros florestais e variaveis derivadas de sensoriamento
remoto, como EVI e LST, sejam frequentemente muito complexas, algoritmos néo

paramétricos possuem a habilidade de construir estruturas de modelagem de forma orientada
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pelo conjunto de dados. O algoritmo de florestas aleatérias (RF, do inglés Random Forests),
desenvolvido por Breiman (2001), esta entre 0os métodos de aprendizado de maquina mais
comumente utilizados para obtencdo de estimativas de biomassa (SILVEIRA et al., 2019a,
2019b, 2019d, 2020; WAN et al., 2019; WANG, L. et al., 2016) e diversidade (DIVISEK;
CHYTRY, 2017; PRASAD; IVERSON; LIAW, 2006; SILVEIRA et al., 2019¢; VECERA et
al., 2019). Em sintese, a abrangente aplicacdo do RF em pesquisas florestais est4 associada as
possibilidades de modelar interacdes ndo lineares no conjunto de dados, ranquear e classificar
as variaveis mais importantes, dispensar as pressuposicfes de distribuicdes de frequéncia e
auséncia de multicolinearidade e lidar com alta dimensionalidade de dados, além de ser
relativamente robusto em relacdo a presenca de ruidos nos dados de treinamento e retornar
modelos com bom desempenho preditivo (BELGIU; DRAGUT, 2016; BREIMAN, 2001).

Com base no exposto, e considerando que a heterogeneidade espacial da produtividade
da vegetacdo, assim como as varia¢Oes de temperatura séo aspectos particulares de cada tipo de
vegetacdo, que podem ser capturados por métricas texturais de imagens do EVI e da LST,
assume-se a seguinte questdo: Texturas de imagens do EVI e da LST sdo capazes de explicar
as variacOes dos padrdes de distribuicdo e fornecer estimativas confidveis da biomassa arbdrea
acima do solo (AGB) e diversidade de espécies de arvores (TSD) da vegetacdo de florestas
tropicais? Visando solucionar a pergunta cientifica anterior, o objetivo desta pesquisa foi
modelar a AGB e a TSD em Minas Gerais (MG) e em cada fitofisionomia individualmente
(Cerraddo, Campo Cerrado, Cerrado Sensu Stricto, Floresta Estacional Decidual, Floresta
Estacional Semidecidual e Floresta Ombrofila), utilizando o algoritmo RF e dados de
sensoriamento remoto baseados na variabilidade espacial da produtividade (EVI) e da
temperatura da superficie terrestre (LST).
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2 MATERIAL E METODOS
2.1 Area de Estudo

O estudo foi conduzido nas fitofisionomias arboreas dos biomas Cerrado, Mata
Atlantica e Caatinga no estado de Minas Gerais (MG), pertencente a regido Sudeste do Brasil
(Figura 1a). O territério mineiro tem area de aproximadamente 586.521 km? e apresenta grande
variacdo de clima, solo e relevo (INSTITUTO BRASILEIRO DE GEORGRAFIA E
ESTATISTICA — IBGE, 2018). A alta diversidade ambiental estdo associadas a predominancia
espacial dos biomas e a ocorréncia das zonas de transi¢do entre eles no estado (Figura 1b)
(SILVEIRA et al., 2019d; TERRA et al., 2018).

Figura 1 — Localizac&o da area de estudo e distribui¢do espacial dos biomas em Minas Gerais.
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Legenda: a) Localizacdo do estado de Minas Gerais no Sudeste do Brasil; b) Distribuicdo espacial dos
biomas no estado.
Fonte: Do autor (2021).

O relevo da area de estudo € marcado por altitudes entre 900 e 1500 metros (Figura 2a),
exceto nas regibes leste e sul, onde esta diferenca € mais acentuada, com valores inferiores a

100 e ultrapassando dois mil metros em relagdo ao nivel do mar (FILPI, 2019; SCOLFORO et
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al.,, 2015). Os solos s&o representados principalmente pelas classes Latossolos (54%),
Cambissolos (17,3%), Neossolos (12,5%) e Argissolos (11,3%) (UNIVERSIDADE FEDERAL
DE VICOSA et al., 2010). A variabilidade climatica é determinada por um gradiente positivo
de precipitacdo e negativo de temperatura no sentido Norte-Sul (Figura 2b e 2¢) (SCOLFORO
et al., 2015; SILVEIRA et al., 2020). A precipitacdo média fica entre 690 e 2396 mm anuais
(Figura 2b); enquanto a temperatura média anual vai de 9,2 a 25,1 °C (Figura 2c) (FICK;
HIIMANS, 2017).

Figura 2 — Variagéo de altitude, precipitacdo e temperatura em Minas Gerais.
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Legenda: a) Mapa de altitude (em metros) derivado do modelo digital de elevacao disponibilizado pela
NASA-SRTM (Shuttle Radar Topography Mission); b) Mapa de precipitagdo média anual (em
milimetros) derivado da variavel Bio12 do WorldClim 2.0; c) Mapa de temperatura média anual (em
graus Celsius) derivado da variavel Biol do WorldClim 2.0.

Fonte: Do autor (2021).

O Cerrado compde 57% da vegetacdo nativa de Minas Gerais, ocorrendo
predominantemente nas regides oeste, noroeste, norte e central do estado (SCOLFORO et al.,
2015; SILVEIRA et al., 2019d, 2020). Se desenvolve sob condicBes de clima tropical, com
inverno seco (Aw, segundo a classificagdo de Koppen). A temperatura média anual esta entre
22 e 23 °C. A precipitagdo média anual varia de 1200 a 1800 mm, com concentragdo das chuvas
no verdo, distribuidas de outubro a marco (SCOLFORO et al., 2015; SILVEIRA et al., 2019e).
A vegetacdo heterogénea compreende fitofisionomias que variam de pastagens secas a savanas
densamente arborizadas (SCOLFORO et al., 2015). A cobertura arbérea-arbustiva é altamente
variada, podendo ser ausente ou insignificante, como no Campo Limpo, ou presente,
equivalente a 10% no Campo Sujo, em torno de 20-50% no tipico Cerrado Sensu Stricto, e
chegando até a 90% no Cerraddo, com arvores de até 15 metros de altura (OLIVEIRA FILHO
et al., 2006; RIBEIRO; WALTER, 2008; RIBEIRO et al., 2011).

A Mata Atlantica ocupa as regides centro-sul e leste, onde prevalecem climas chuvosos

com temperaturas mais amenas. O bioma representa 41% da vegetacdo estadual e é classificado
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em duas fitofisionomias, cujas variagdes a nivel de diversidade de espécies estdo relacionadas
as flutuacOes nas escalas de temperatura média anual e umidade do solo (COLOMBO; JOLY,
2010; SILVEIRA et al., 2019c; TERRA et al., 2018). Dessa forma, as florestas semideciduas
do bioma sdo mais representativas em termos de area e estdo presentes sob condi¢des climaticas
com estiagem de dois a cinco meses. Enquanto as florestas ombrdéfilas ocorrem sob clima
quente e umido, com temperatura média anual em torno de 25 °C e chuvas bem distribuidas ao
longo do ano (COLOMBO; JOLY, 2010; LEITMAN et al., 2015; SCOLFORO et al., 2015;
SILVEIRA et al., 2019c, 2020).

A Caatinga, que se desenvolve no norte e nordeste de MG, constitui 2% da vegetagao
nativa estadual, € um bioma exclusivamente brasileiro e uma das maiores areas semiaridas do
mundo (ARAUJO; SILVA, 2010; MILES et al., 2006; MORO et al., 2016). As condicdes de
clima semiarido e subumido, com estacdo seca bem definida, temperaturas elevadas e baixa
precipitagdo anual, com 80% das chuvas distribuidas irregularmente na estacdo chuvosa
(ARAUJO; CASTRO; ALBUQUERQUE, 2007; COSTA et al., 2014; OLIVEIRA FILHO et
al., 2006; SCOLFORO et al., 2015), impdem as caracteristicas de resiliéncia da vegetacdo
heterogénea, resistente aos periodos de seca prolongados, de porte arbdreo, arbustivo e
herbaceo, geralmente caducifélia e espinhosa, rica em cactaceas e bromelidceas (ALVES;
ARAUJO; NASCIMENTO, 2009; ARAUJO; CASTRO; ALBUQUERQUE, 2007). As
fitofisionomias sdo classificadas em floresta estacional decidual e floresta estacional
semidecidual (SILVEIRA et al., 2019f, 2020).

2.2 Base de Dados

2.2.1 Medigdes de Campo

Foram utilizados dados da AGB e da TSD de 2755 parcelas de campo do Inventario
Florestal de Minas Gerais (IFMG), conduzido pela Universidade Federal de Lavras (UFLA) em
parceria com o Instituto Estadual de Florestas (IEF). Deste total, foram distribuidas 229 parcelas
no Campo Cerrado (CCer), 52 no Cerraddo (Cdao) e 565 no Cerrado Sensu Stricto (CSS),
totalizando 846 parcelas no dominio do Cerrado; 1372 foram distribuidas na Floresta Estacional
Semidecidual (FES) e 103 na Floresta Ombrofila (FOm), somando 1475 parcelas pertencentes
as fitofisionomias da Mata Atlantica; por fim, 434 parcelas foram distribuidas nas Florestas
Estacionais Deciduais (FED) da Caatinga.
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As parcelas de campo (10 x 100 m) do IFMG foram langadas entre 2006 e 2008,
georreferenciadas e o procedimento de amostragem adotado foi o sistematico em dois estagios
(SCOLFORO et al., 2015). Todas as arvores com no minimo 5 cm de diametro a altura do peito
(DAP), medido a 1,30 m do nivel do solo, foram medidas e identificadas taxonomicamente de
acordo com o Servi¢o de Resolugdo de Nomes Taxonémicos (TNRS do inglés Taxonomic
Name Resolution Service) (http://tnrs.iplantcollaborative.org) (BOYLE et al., 2013).

A determinacdo da AGB foi realizada considerando individuos representativos de cada
fitofisionomia em diferentes classes de didmetro e altura. Os individuos selecionados foram
georreferenciados, cortados e cubados pelo método de Huber. O peso seco foi determinado em
laboratério a partir das amostras de madeira de cada arvore. A partir das equacdes ajustadas
com os dados de campo, foram obtidas as estimativas de biomassa de cada parcela. Em seguida
a quantidade de biomassa por parcela foi extrapolada para hectares (Mg/ha). Scolforo et al.
(2008) descrevem detalhadamente a metodologia utilizada para quantificagdo da biomassa
durante o IFMG.

O indice alfa de Fisher (FISHER; CORBET; WILLIAMS, 1943) foi utilizado para
representar a TSD. O alfa de Fisher é determinado pela relacdo entre o nimero de individuos e
0 numero de espécies presentes em uma area e foi calculado para cada parcela, conforme a
equacdo 1, na qual o € o alfa de Fisher, S é o nimero de espécies e n é o nimero de individuos
computados na parcela.

S=a*ln(1+g) (1)

2.2.2 Variaveis de Sensoriamento Remoto

O conjunto de preditores usado na modelagem da biomassa e do alfa de Fisher é
composto por quatro tipos de métricas texturais, extraidas do EVI1 e da LST, visando englobar
0s aspectos da produtividade vegetal e do clima da area de estudo (Quadro 1). As metricas
texturais fornecem informacdes sobre a heterogeneidade do habitat dentro das classes que néo
sdo capturadas pelas classificacdes categoricas de cobertura do solo e contribuem com poder
explicativo adicional na modelagem espacial (FARWELL et al., 2020). Na anélise de textura
de uma imagem, um valor de textura é calculado a partir dos valores espectrais de todos 0s
pixels dentro de uma determinada unidade de anélise (HALL-BEYER, 2017). O processamento

das imagens necessario a obtencdo das variaveis utilizadas foi desenvolvido no ambiente do
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Google Earth Engine (GEE), uma plataforma de computacdo em nuvem, que abriga um amplo
repositdrio de conjuntos de dados geoespaciais publicamente disponiveis e permite a realizacdo

de anélises geoespaciais gratuitamente (GORELICK et al., 2017).

Quadro 1 — Descricdo das métricas texturais extraidas das imagens das medianas do EVI e da
LST no ano de estudo (2007) usadas como preditores na modelagem da biomassa
arbérea acima do solo e diversidade de espécies arboreas nas florestas de Minas
Gerais.

Preditores

Descrigéo
Produtividade Clima

Média: Textura de primeira ordem definida pela
média dos valores dos niveis de cinza da

EVI_mean3x3 LST_mean3x3 . . o
- - imagem sob janela de 3x3 pixels;

Desvio-padrdo: Textura de primeira ordem
definida pela dispersdo dos valores dos niveis de
EVI_std3x3 LST _std3x3 cinza da imagem sob janela deslizante de 3x3
pixels;

Contraste: Textura de segunda ordem derivada
da GLCM, determinada pela diferenca
exponencial ponderada entre valores de pixels
adjacentes em uma janela de 3x3. E o oposto de
homogeneidade;

EVI_contrast3x3 LST _contrast3x3

Homogeneidade: Textura de segunda ordem
derivada da GLCM, determinada pelo grau de
similaridade entre valores entre pixels
adjacentes.

EVI_homogeneity3x3 | LST _homogeneity3x3

Nota: GLCM: Gray Level Co-occurrence Matrix.
Fonte: Hall-Beyer (2017); Haralick, Shanmugam e Dinstein (1973).

Para calcular as texturas relacionadas a produtividade (derivadas do EVI) e ao clima
(derivadas da LST), utilizou-se os dados de reflectancia da superficie terrestre do sensor TM
do Landsat 5, disponiveis no catalogo de imagens do GEE (LANDSAT/LT05/C01/T1_SR),
disponibilizadas com corre¢cBes geométricas e atmosféricas. No pré-processamento, foram
utilizados os recursos de filtragem temporal e espacial, considerando o intervalo de tempo de
01 de janeiro de 2007 a 31 de dezembro de 2007 e o poligono da area de estudo (o estado Minas
Gerais), além de mascaras para remog¢ao de nuvens e corpos d’agua. Os valores de reflectancia
na banda termal (B6) em Kelvin foram transformados segundo o fator de escala (0,1) e em
seguida convertidos em graus Celsius. Uma banda com os valores do EVI foi criada e

adicionada a cada cena utilizada, conforme a equacao 2, onde NIR, R e B sdo respectivamente
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os valores de reflectancia nas bandas do infravermelho préximo (B4), do vermelho (B3) e do
azul (B1) (HUETE et al., 2002).

(NIR = R)
(NIR+6%*R—75xB+1)

EVI =25 2)

Posteriormente, um redutor estatistico foi utilizado para a obtencdo das imagens
individuais representadas pelas medianas do EVI e da LST, calculadas a partir das séries
temporais do ano de 2007. As imagens das medianas foram convertidas para 8 bits e em seguida
utilizadas para calcular as variaveis texturais de primeira ordem, média e desvio padrdo. Ja as
variaveis de segunda ordem foram obtidas por meio da Matriz de Coocorréncia de Nivel de
Cinza (GLCM, do inglés Gray Level Co-occurrence Matrix). A GLCM contém as frequéncias
normalizadas com as quais 0s niveis de cinza de pixels adjacentes coocorrem dentro da unidade
de andlise e, portanto, refletem os padrdes espaciais e as relagdes entre pixels vizinhos
(FARWELL et al., 2021; HALL-BEYER, 2017). Diferentes tipos de texturas podem ser
derivadas da GLCM, neste estudo foram utilizadas contraste e homogeneidade. Desse modo,
foram calculadas as métricas texturais média, desvio padrdo, contraste e homogeneidade para
cada pixel em janelas deslizantes de 3 x 3 pixels sobre as medianas do EVI e da LST, formando
0 conjunto de oito varidveis preditoras. Por fim, os valores dos pixels de cada variavel foram

associados as coordenadas das parcelas de campo do IFMG.

2.3 Analises Exploratorias

Para investigar quais caracteristicas de heterogeneidade da vegetacdo podem ser
capturadas pelas texturas das imagens, avaliou-se primeiramente a relacdo entre o conjunto de
métricas texturais do EVI1 e da LST e a distribui¢do espacial das variaveis dependentes (texturas
X AGB/TSD), utilizando-se o coeficiente de correlagdo de Pearson. Em seguida, para
determinar a quantidade da variacdo na AGB e na TSD que poderia ser explicada pelas medidas
de textura da produtividade e do clima, foram utilizadas técnicas de regressao linear simples
(RLS). Desse modo, as capacidades de explicacdo individuais das métricas texturais sobre as
variaveis de interesse foram medidas pelo coeficiente de determinacdo (R?) e pelo nivel de
probabilidade de significancia (p-valor) das equacdes ajustadas. Tanto as analises de correlacao,

guanto as analises de RLS foram conduzidas para a area de estudo como um todo, retornando
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resultados globais, quanto de forma estratificada, para obtencdo de resultados por
fitofisionomia, usando pacotes do software R (R CORE TEAM, 2019).

2.4 Modelagem de Biomassa e Biodiversidade da Vegetacao

Os modelos de predicdo da AGB e da TSD foram desenvolvidos tanto para as seis
fitofisionomias arboreas de MG agrupadas (modelo global), quanto de forma estratificada
(modelos por fitofisionomia). Para isso, o algoritmo utilizado foi o Random Forests (RF) com
selecdo de variaveis por remocdo recursiva em ordem crescente de importancia no modelo
(MILLARD; RICHARDSON, 2015; SILVEIRA et al., 2019b).

O RF foi implementado por meio da utilizacdo do pacote randomForest (LIAW;
WIENER, 2002), disponivel no software R (R CORE TEAM, 2019). Do conjunto de dados,
70% foram selecionados aleatoriamente para compor a amostra de treinamento e ajustar os
modelos, os outros 30% restantes foram reservados para os testes de desempenho. O nimero
de arvores de decisdo (ntree) cultivadas para regressao foi 1000. O procedimento de remocao
recursiva ocorreu de maneira iterativa. A cada iteracdo, o algoritmo é treinado desconsiderando
uma variavel, e com base no incremento no erro médio quadratico, em termos percentuais
(%IncMSE, do inglés Mean-Squared Error), associado a ndo utilizacdo da variavel, os
preditores sdo ranqueados em ordem crescente de importancia. Dessa forma, as métricas
texturais de menor relevancia foram eliminadas sucessivamente e ao final, a partir da iteracdo
de menor erro, o subconjunto de preditores 6timos foi utilizado para treinar um novo RF e
obten¢do dos modelos de predicao.

A performance preditiva da modelagem foi avaliada com base na analise grafica dos
residuos; no coeficiente de determinacdo ajustado (RZ;) que representa a percentagem da
variabilidade dos dados explicada pelo modelo; no erro médio absoluto (MAE, do inglés Mean
Absolute Error) que indica a tendéncia média de subestimacao ou superestimacéo dos modelos,
em percentagem (Equacéo 3); e naraiz do erro medio quadratico (RMSE, do inglés Root-Mean-
Squared Error) calculada pelo desvio médio entre os valores estimados e os observados
(Equacdo 4) (SILVEIRA et al., 2019b). Nas equacdes 3 e 4 a seguir, n corresponde ao nimero

de parcelas; e Oi e Ei representam os valores observados e estimados respectivamente.
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3 RESULTADOS

3.1 Analises Exploratorias das Texturas das Imagens, Biomassa e Diversidade

Como esperado, as fitofisionomias do Cerrado, CCer, CSS e Cdao, exibiram menores
médias de biomassa por hectare, em ordem crescente, seqguidas da FED da Caatinga, e da FES
e da FOm da Mata Atlantica. Em relagdo ao indice alfa de Fisher, a ordem entre as
fitofisionomias da Caatinga e do Cerrado se inverteram, de forma que a menor TSD ocorreu na
FED, seguida do CCer, CSS, Cdao, FES e FOm (Figura 3). Os valores das texturas derivadas
do EVI (EVI_mean3x3 e EVI_std3x3) exibiram um padréo de distribuicdo similar ao da AGB
e da TSD entre as fitofisionomias do Cerrado e da Mata Atlantica (Figura 3). As médias das
texturas da LST (LST_mean3x3 e LST_std3x3) também seguem um padrdo de distribuicédo
esperado, indicando temperaturas médias mais elevadas e mais estaveis (menor desvio padréo)
na Caatinga, seguida do Cerrado e Mata Atlantica (Figura 3).

Figura 3 — Amplitude de variacao e distribui¢do da biomassa arbdrea acima do solo, diversidade
de espécies arboreas e caracteristicas das texturas das imagens medianas do EVI e da
LST nas parcelas do Inventario Florestal de Minas Gerais (Continua).
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Figura 3— Amplitude de variacdo e distribui¢do da biomassa arborea acima do solo, diversidade
de espécies arboreas e caracteristicas das texturas das imagens medianas do EVI1 e da
LST nas parcelas do Inventario Florestal de Minas Gerais (Concluso).
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Nota: Global: Todas as fitofisionomias em conjunto; CCer: Campo Cerrado; Cdao: Cerraddo; CSS:
Cerrado Sensu Stricto; FED: Floresta Estacional Decidual; FES: Floresta Estacional Semidecidual;
FOm: Floresta Ombrofila. As abreviagdes que definem os preditores indicam as métricas texturais
derivadas do EVI e da LST, sob janela deslizante de 3x3 pixels: média (mean), desvio-padrdo (std),
contraste (contrast) e homogeneidade (homogeneity).

Fonte: Do autor (2021).

Na Mata Atlantica, as relacdes entre as variaveis dependentes e as métricas texturais de
produtividade e temperatura variaram entre as fitofisionomias. Na FES, a medida de textura
LST_mean3x3 exibiu correlagédo linear moderada negativa (p = -0,33) com a TSD. Enquanto
na FOm, tanto a AGB, quanto a TSD apresentaram correlacdes lineares fracas com as métricas
texturais (-0,27 < p < 0,12). Os resultados das equagdes da RLS (Tabela S1, Apéndice A)
corroboram com os obtidos nas correlagdes de Pearson. Na FES, a melhor equacdo aponta que
a LST_mean3x3 pode explicar até 10,67% da variacdo do alfa de Fisher; enquanto na FOm,
apesar dos baixos valores do R?, os melhores resultados foram obtidos em funcéo de texturas
derivadas do EVI (EVI_std3x3, EVI_contrast3x3 e EVI_homogeneity3x3).

Considerando as fitofisionomias do Cerrado, no CSS, as texturas médias
(LST_mean3x3 e EVI_mean3x3) apresentaram maiores valores de correlacdo tanto com a AGB
(p = -0,35 e p = 0,39, respectivamente), quanto com a TSD (p = 0,37 e p = -0,36,
respectivamente) em relacdo as demais métricas texturais. No CCer, as correlacBes lineares
entre as texturas e a AGB sdo semelhantes ao observado no CSS, uma vez que a variavel de
interesse foi moderadamente correlacionada com as texturas médias (LST_mean3x3 e
EVI_mean3x3); porém com a TSD apenas a métrica LST_mean3x3 retornou coeficiente de

Pearson moderado (p = 0,29). Enquanto no Cdao, a maioria das correlagdes entre as variaveis
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foram moderadas, porém, nesse caso, as métricas texturais foram mais associadas a AGB (-0,43
< p <0,51) do que a TSD (-0,38 < p < 0,30). As equagodes resultantes da RLS para as
fitofisionomias do Cerrado exibiram desempenho em concordancia com as associagdes
indicadas nas analises de correlacdo (Tabela S1, Apéndice A).

De modo geral, nas parcelas da FED na Caatinga, as métricas texturais exibiram
correlagdes lineares fracas tanto com a AGB, quanto com a TSD (-0,13 < p < 0,14). Por meio
do desempenho das equacOes resultantes da analise de RLS, observamos a inexisténcia de
relacBes lineares entre a maioria das métricas texturais e ambas as variaveis dependentes na
FED (Tabela S1, Apéndice A). Considerando todas as fitofisionomias de MG, observamos que
as medidas de textura do EVI e da LST possuem correlagdes lineares fracas tanto com a AGB,
guanto com a TSD. A Unica excecdo aconteceu entre a TSD e a LST_mean3x3, que foram
moderadamente correlacionadas entre si (p = -0,37). Por outro lado, todas as equacOes
univariadas globais foram significativas, a 90% de confianca (p-valor < 0,1), e apesar dos
baixos valores de R?, os melhores resultados foram em fungdo da LST_mean3x3 tanto para
AGB, quanto para a TSD (Tabela S1, Apéndice A).

3.2 Heterogeneidade da Vegetacao Capturada pelas Métricas Texturais

As métricas texturais foram eficientes em capturar a heterogeneidade das classes de
cobertura do solo, bem como as diferencas dentro de uma mesma classe devido aos gradientes
de precipitacdo e temperatura. Por exemplo, a métrica EVI_mean3x3 foi eficiente em capturar
as diferencas entre as classes de florestas nativas e plantadas que ocorrem ao longo da Serra do
Espinhaco. Similarmente, a métrica LST_mean3x3 capturou bem a diferenca de temperatura
entre as &reas mais quentes na base e as areas mais frias no topo da Serra do Espinhago. As
métricas EVI_mean3x3, EVI _std3x3 e EVI_contrast3x3 capturaram a alta variabilidade
espacial entre as areas vegetadas e areas ndo vegetadas como estradas e aceiros. Ja as métricas
de desvio padréo, contraste e homogeneidade da temperatura (LST_std3x3, LST_contrast3x3 e
LST_homogeneity3x3) foram eficientes em capturar a alta variabilidade espacial da
temperatura no topo da serra, onde prevalecem formacdes de campos rupestres, comparada a
baixa variabilidade espacial da temperatura nas areas de campo e de Floresta Estacional
Semidecidual. A métrica EVI_homogeneity3x3 foi responsavel por capturar a variabilidade
existente entre as fitofisionomias do Cerrado, uma vez que 0s remanescentes florestais do
dominio apresentam diferentes densidades e graus de cobertura do solo, ocasionando uma maior

heterogeneidade dentro da classe (Figura 4).
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Figura 4 — Métricas de texturas derivadas do EVI e da LST calculadas sob janela deslizante de
3x3 pixels de imagens do sensor TM do Landsat 5.
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Nota: Para otimizar o processamento da Figura 4, as imagens correspondem a uma regido amostral do
estado de Minas Gerais, Brasil, que esta localizada entre 16°49°23* e 18°26°27" de latitude Sul e
42°7°56 e 44°10°32”’ de longitude Oeste.

Fonte: Do autor (2021).

3.3 Random Forests

Os indicadores de qualidade dos modelos selecionados para obtencdo de estimativas da
AGB e da TSD nas fitofisionomias arbdreas de MG, que foram construidos a partir de métricas
texturais de imagens da produtividade (EVI) e do clima (LST) estdo apresentados na Tabela 1.
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A raiz do erro médio quadratico (RMSE) variou, entre os modelos, em concordancia com as
médias de AGB (Mg/ha) e TSD (alfa de Fisher) obtidas a partir dos dados do IFMG (Figura 3);
enquanto o erro médio absoluto em termos percentuais (MAE%) gerado em decorréncia da
utilizacdo das estimativas, obtidas a partir dos modelos RF, variou entre 25,60% e 55,76%
(Tabela 1).

Tabela 1 — Indicadores de qualidade dos modelos Random Forests obtidos para a biomassa
arbdrea acima do solo e indice de diversidade de espécies arboreas nas parcelas do
Inventario Florestal de Minas Gerais em funcao de medidas de texturas de imagens.

Estatisticas Global FES FED FOm CSS Cdao CCer
-- Biomassa
RMSE 54,45 57,84 49,01 61,83 18,47 32,61 9,37
MAE% 50,33 46,93 44,77 37,62 35,87 41,12 55,76
R2, 22,03% - 26,55% - 33,81% - -

-- o de Fisher e
RMSE 7,62 10,05 3,42 4,83 3,64 7,01 3,32
MAE% 39,46 45,30 38,06 25,60 27,56 50,05 31,15
R2, 26,15% 13,29% - - 3,60% - 20,78%

Nota: Global: Todas as fitofisionomias em conjunto; FED: Floresta Estacional Decidual; FES: Floresta
Estacional Semidecidual; FOm: Floresta Ombrofila; Cdao: Cerraddo; CCer: Campo Cerrado; CSS:
Cerrado Sensu Stricto (CSS); RMSE: Raiz do Erro Médio Quadratico; MAE%: Erro Médio Absoluto
em porcentagem; RZ; = Coeficiente de determinag&o ajustado em porcentagem.

Fonte: Do autor (2021).

Os conjuntos de preditores 6timos para a modelagem, obtidos por meio da técnica de
remocao recursiva, foram compostos pelas medidas de texturas que, quando ndo utilizadas,
foram responsaveis por maiores %IncMSE (Tabela 2). Nos modelos RF Globais, a
LST_mean3x3 foi a variavel explicativa de maior importancia para a modelagem, responsavel
por %IncMSE de 39,26% e 43,24% nos modelos de TSD e AGB, respectivamente (Tabela 2).
Analisando o desempenho da modelagem por fitofisionomia, nos modelos que contribuiram
com a explicacdo da variagdo na TSD em cada tipo de vegetacdo (FES, CSS e CCer), a variavel
preditora responsavel por maior %IncMSE foi a LST_mean3x3 (44,08%, 35,17% e 28,82%
respectivamente). Algumas medidas texturais do EVI também foram selecionadas pelos
modelos de TSD. Por outro lado, a maioria dos preditores dos modelos capazes de explicar
alguma parte da variacdo da AGB nas fitofisionomias (FED e CSS) s&o medidas de texturas
derivadas do EVI (EVI_mean3x3, EVI_std3x3, EVI_contrast3x3, EVI_homogeneity3x3). Ja
na FOm, a varidvel preditora de maior importancia para a modelagem da AGB foi a
LST_homogeneity3x3 (Tabela 2).
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Tabela 2 — Valores de importancia (%IncMSE) das medidas de textura utilizadas na modelagem
da biomassa arbdrea acima do solo e indice de diversidade de espécies arbdreas nas
florestas de Minas Gerais.

Preditores Todas FES FED FOm CSS Cdao CCer
- Biomassa
EVI_mean3x3 27,78 8,78 34,27 - 29,94 5,89 18,09
EVI std3x3 32,81 29,94 28,50 - 22,34 10,81 -
EVI_contrast3x3 30,08 28,20 26,07 - 22,15 12,28 6,69
EVI_homogeneity3x3 36,77 32,93 29,45 - 15,83 14,90 -
LST_mean3x3 43,24 - 25,08 - 27,41 17,27 23,51
LST std3x3 - 16,66 - 26,48 15,92 - 6,78
LST contrast3x3 22,87 16,01 - 25,14 11,38 - -
LST_homogeneity3x3 21,61 15,24 - 27,29 - 3,55 -

- ---- - a de Fisher L L PP LR
EVI_mean3x3 28,74 25,47 - 2,66 30,87 9,26 13,39
EVI std3x3 24,58 23,26 - 11,61 - 4,59 15,54
EVI1_contrast3x3 21,85 - - 12,56 - - 12,71
EVI_homogeneity3x3 20,36 22,38 17,19 10,26 - - -
LST_mean3x3 39,26 44,08 16,56 5,25 35,17 - 28,82
LST std3x3 - - - - - - -
LST_contrast3x3 - - - - - 8,14 -
LST_homogeneity3x3 - - - - - 10,18 -

Nota: Global: Todas as fitofisionomias em conjunto; FED: Floresta Estacional Decidual; FES: Floresta
Estacional Semidecidual; FOm: Floresta Ombrofila; Cdao: Cerraddo; CCer: Campo Cerrado; CSS:
Cerrado Sensu Stricto (CSS); As abreviacOes que definem preditores indicam as métricas texturais
derivadas de imagens EVI e da LST sob janela deslizante de 3x3 pixels: média (mean), desvio-padrdo
(std), contraste (contrast) e homogeneidade (homogeneity).

Fonte: Do autor (2021).

De acordo com os resultados obtidos, os modelos que apresentaram melhor distribuicéo
gréafica dos residuos foram para predicdo da AGB da FED, FES, CSS e CCer; e da TSD das
fitofisionomias do Cerrado e da FES (Figura S1, Apéndice B). Visualmente, os modelos globais
tendem a gerar maiores erros absolutos nas parcelas que apresentam valores mais altos de AGB
por hectare e de TSD, fornecendo predicGes subestimadas ou superestimadas. No entanto, de
modo geral, as melhores estimativas de AGB foram fornecidas pelo modelo RF desenvolvido
para a fitofisionomia do CSS (R?5 = 33,81%; RMSE = 18,47 Mg/ha; MAE% = 35,87%);
enquanto para a TSD, o modelo global (R?5 = 26,15%; RMSE = 7,62; MAE% = 39,46%) foi

que apresentou melhor desempenho.
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4 DISCUSSAO

4.1 Meétricas Texturais de Produtividade e Temperatura e a Biomassa e a Diversidade

Este estudo demonstrou que métricas texturais de imagens de sensoriamento, derivadas
do EVI e da LST, possuem a habilidade de captar a variabilidade espacial da AGB, bem como
da TSD no estado de Minas Gerais, Brasil. Similarmente, autores relatam que as texturas de
imagens podem capturar importantes aspectos da heterogeneidade da vegetacdo em diferentes
escalas em pesquisas sobre a biodiversidade e a biomassa (FARWELL et al., 2020; KELSEY;
NEFF, 2014; WOOD et al., 2012). Se por um lado, estudos destacam que texturas de imagens
podem capturar a heterogeneidade do dossel e sdo fortemente relacionadas a diversidade de
plantas, como observado por George-Chacon et al. (2019), por exemplo, que utilizaram imagens
do satélite RapidEye para prever e mapear a riqueza e a diversidade de espécies arbdreas em
florestas tropicais secas. Por outro lado, Lu e Batistella (2005) notaram que as texturas
derivadas do sensor TM, a bordo do Landsat, suavizam as diferencas espectrais entre 0s estagios
da vegetacdo sucessional, resultando em relacdes precarias entre as texturas e a biomassa nestas
condigdes.

Especificamente, quando conduzimos as andlises globais, a medida de textura média da
temperatura (LST_mean3x3) foi a que apresentou relacoes lineares mais fortes com a AGB e a
TSD. Este resultado pode ser justificado a partir de estudos de biodiversidade anteriores, pois
em MG, a variacdo na TSD dentro das fitofisionomias FED e FES e entre as fitofisionomias da
Mata Atlantica (FES e FOm), que juntas compdem quase 70% da base de dados, esta
relacionada ao gradiente de temperatura e de umidade do solo (TERRA et al., 2018). No
entanto, na FOm, as texturas derivadas do EVI exibiram associac@es mais fortes, em relacdo as
que foram derivadas da LST, tanto com a AGB, quanto com a TSD. O que pode estar associado
a menor variacdo espacial da temperatura do ar dentro das florestas ombrdéfilas, quando
comparada as fitofisionomias sazonais (Figura 2c). Em relacdo a este resultado, também ¢é
preciso destacar o contexto espectral dos dois grupos de variaveis, ao contrario da LST, o EVI
pode sofrer saturacdo em regides de florestas muito densas.

Nas florestas da Caatinga (FED), as relacfes extremamente fracas ou inexistentes entre
a AGB e a TSD e as texturas do EVI e da LST, provavelmente, foram determinadas pela
caracteristica decidual da vegetacdo. Uma vez que a resolucao espacial das imagens utilizadas
fornecem informacGes espectrais mistas, baseadas nas propriedades de reflectancia ndo apenas
da vegetacdo, mas também do substrato abaixo do dossel (GALLARDO-CRUZ et al., 2012).
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Cunha et al. (2020) nédo tiveram sucesso em detectar padrdes espaciais de desmatamento na
Caatinga brasileira, e evidenciaram as dificuldades em distinguir a vegetacdo caducifélia do
solo encoberto durante o periodo seco por indices baseados do visivel e infravermelho préximo.

Entre as relacGes lineares moderadas observadas nas analises de correlacéo e regresséo,
destacamos que medidas de texturas de primeira ordem (mean), tanto do EVI, como da LST
foram mais associadas as varidveis de interesse nas fitofisionomias mais abertas (CSS e CCer),
corroborando com descobertas anteriores. Por exemplo, Wood et al. (2012) observaram
correlacdes de moderadas entre caracteristicas estruturais da vegetacao da savana e texturas de
primeira ordem, como meédia, variancia e entropia. N&o obstante, no Cdao, as texturas derivadas
da variag&o espacial na produtividade (EVI) foram mais eficientes, em relacéo as derivadas da
LST, em explicar a variacdo na AGB e na TSD. O Cerraddo apresenta dossel continuo e arvores
de até 20 m de altura (RIBEIRO; WALTER, 2008; RIBEIRO et al., 2011), e nesse caso, n0ssas
descobertas podem ser fundamentadas no fato que a resposta das fitofisionomias do Cerrado a
variabilidade climatica ocorre em funcéo da razdo entre a biomassa arbdrea e herbacea, onde a
vegetacdo lenhosa promove mais estabilidade e resiliéncia as mudangas climaticas
(ARANTES; FERREIRA; COE, 2016).

Por fim, ndo descartamos a aplicabilidade das métricas texturais de imagens para
obtencdo de informacGes sobre parametros da vegetacao, pois sao variaveis de sensoriamento
remoto extraidas com facilidade, o que se torna uma vantagem para o estudo e monitoramento
de grandes areas. De modo geral, as associacfes evidenciadas neste artigo concordam com
outras pesquisas relacionadas (FARWELL et al., 2020; LU; BATISTELLA, 2005; WOOD et
al., 2012). Todavia, o principio basico de que a textura da imagem reflete os aspectos da
heterogeneidade espacial e temporal da estrutura da vegetacdo adequadamente (BASTIN et al.,
2014; HERNANDEZ-STEFANONI et al., 2012; SARKER; NICHOL, 2011) depende de
fatores criticos, como a resolucgdo espacial, a identificacdo das medidas texturais apropriadas e
do tamanho ideal da janela (GALLARDO-CRUZ et al., 2012; LU; BATISTELLA, 2005;
MENG et al., 2016). Portanto, ressaltamos a importancia do entendimento das relagdes
complexas entre texturas de imagens e os padrfes de distribuicdo espacial das caracteristicas

da vegetacéo.

4.2 Avaliacédo dos Modelos Random Forests de Biomassa e Diversidade

Conforme discutido anteriormente, as analises exploratdrias baseadas em relacGes

lineares entre as variaveis indicaram associacdes fracas entre a maioria das medidas de texturas
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e a AGB e a TSD. No entanto, os modelos RF tém a capacidade de capturar relagbes complexas
no conjunto de treinamento e selecionar subconjuntos com os preditores relevantes ao processo
de modelagem. Em decorréncia disso, as métricas texturais selecionadas para a modelagem néo
necessariamente apresentaram relacdes lineares fortes com as variaveis de interesse na fase de
analises exploratérias. E em relacdo a quantidade de varidveis dtimas utilizadas em cada
modelo, de modo geral, nos modelos globais, a regressdo RF selecionou um maior nimero de
preditores, quando comparados aos modelos estratificados (fitofisionomias). De acordo com
Silveira et al. (2019d), nesse procedimento, o numero de variaveis escolhidas geralmente é
impulsionado pela distribuicdo espacial dos dados e pelas caracteristicas sazonais de cada tipo
de vegetacdo. De modo que quanto mais extensa a distribuicdo espacial da vegetacdo, maior a
quantidade de variaveis explicativas requeridas pelos modelos.

Entre as duas imagens utilizadas para calcular as métricas texturais de produtividade e
temperatura, a maior parte dos preditores selecionados pelos modelos RF foram texturas
derivadas do EVI, e em menor nimero, as texturas derivadas da LST. Esse resultado é aceitavel,
pois 0 EVI tem sido considerado um bom indicador da produtividade da vegetacao, que por sua
vez, esta relacionada a diversidade de arvores (WARING et al., 2006). Além disso, a LST é
derivada da banda termal (B6) do sensor TM a bordo do Landsat 5, e conforme apontado por
outros pesquisadores, métricas de textura de indices espectrais, como nesse caso, 0 EVI, tém
melhor desempenho do que as métricas de texturas de bandas simples, em previsdes da
diversidade vegetal (CABEZAS; GALLEGUILLOS; PEREZ-QUEZADA, 2016;
MOHAMMADI; SHATAEE, 2010). Adicionalmente, dentro de cada subconjunto de
preditores, a métrica textural que demonstrou maior valor de importancia (%IncMSE) foi a
média de primeira ordem, tanto do EVI, quanto da LST. Portanto, nossos resultados sugerem a
utilizacdo texturas baseadas em estatisticas simples, calculadas a partir dos valores da imagem
original, que dispensam as relagdes entre pixels, para estudos de modelagem da AGB e da TSD,
em ambientes tropicais.

No que se refere ao EVI e a biomassa florestal, por exemplo, as relagdes significativas
descritas na literatura, geralmente, ocorreram em regifes ndo tropicais (ANAYA; CHUVIECO;
PALACIOS-ORUETA, 2009). Nesse contexto, se a possibilidade de utilizagdo do EVI em
estudos sobre a biodiversidade é dependente de sua capacidade de representar a produtividade
da vegetacdo (WARING et al., 2006), as fracas correlacGes entre as texturas derivadas do EVI
e a AGB, que é uma medida de produtividade, justificam também o baixo desempenho preditivo
dos modelos de TSD, cuja maioria dos preditores séo texturas derivadas do EVI.
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Quanto a LST, apesar de estudos indicarem que a temperatura e a precipitagdo governam
a distribuicdo de biomassa e biodiversidade em ecossistemas florestais (LARJAVAARA,
MULLER-LANDAU, 2012; MORANDI et al., 2020; TERRA et al., 2018), nossos resultados
indicam que texturas da LST unicamente ndo sao suficientes para englobar a variagéo climatica
espacial, quando o objetivo € contribuir com o percentual de variancia explicada pelos modelos
RF de AGB e TSD nas fitofisionomias de MG. Nesse caso, ressaltamos que além do fato das
texturas da LST serem derivadas de dados de reflectancia de bandas simples, a relacdo entre a
temperatura e a AGB e a TSD também € influenciada por outros fatores climaticos, como a
precipitacdo, e por caracteristicas do terreno (ALl et al., 2020; HOMEIER et al., 2010; MOSER
etal., 2011; TERRA et al., 2018).

Outro aspecto deve ser levado em consideracdo ao avaliar modelos de predicdo de
parametros da vegetacdo baseados apenas em texturas de imagens de sensoriamento remoto. A
maioria das pesquisas desenvolvidas até hoje utilizaram métricas texturais como varidveis
auxiliares, em conjuntos contendo diferentes classes de preditores, como dados de
sensoriamento remoto ativo e de sistemas de informacdes geograficas (GEORGE-CHACON et
al., 2019; GHOSH; BEHERA, 2018; KELSEY; NEFF, 2014; LI et al., 2019). Geralmente,
acrescentar medidas de textura ao processo de modelagem incrementa o desempenho preditivo
dos modelos, principalmente por sua capacidade de englobar aspectos da heterogeneidade
espacial da vegetacdo (GALLARDO-CRUZ et al.,, 2012; KELSEY; NEFF, 2014; OTA,
MIZOUE; YOSHIDA, 2011). Desse modo, ressaltamos que entre os modelos RF que
apresentaram alguma contribuicdo na explicacao da variacdo da AGB e da TSD em MG, os que
forneceram estimativas mais confiaveis foram ajustados para a AGB do CSS, e paraa TSD do
CCer e de todas as fitofisionomias (Global). Cujos valores do MAE e da RMSE sdo semelhantes
ou menores do que os gerados por outros modelos descritos na literatura (SILVEIRA et al.,
2019d). Portanto, corroboramos com outros pesquisadores e acreditamos especificamente que
a utilizacdo de medidas de texturas de indices de vegetacdo e da temperatura deve ser
incentivada em novos procedimentos de modelagem da biomassa e da biodiversidade em
ambientes tropicais complexos, principalmente em diferentes resolugdes espaciais e em

conjunto com outras classes de variaveis explicativas.
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5 CONCLUSAO

Nossas descobertas mostraram que a variabilidade espacial do EVI e da LST, derivados
de imagens de sensoriamento remoto do sensor TM a bordo do Landsat 5, apresentam
associacOes de fracas a moderadas com a AGB e com a TSD nas seis fitofisionomias arbéreas
predominantes no estado de Minas Gerais, Brasil. No entanto, as métricas texturais do EVI e
da LST foram capazes de capturar aspectos da heterogeneidade espacial da produtividade e do
clima entre as fitofisionomias estudadas. Entre os modelos obtidos, 0 modelo para a AGB no
CSS e 0os modelos global e CCer para a TSD retornaram as melhores estimativas, demonstrando
que o desempenho preditivo de modelos RF baseados exclusivamente em texturas de imagens
do EVI e da LST variou entre os tipos de vegetacdo. Com estes resultados, esperamos estimular
maiores discussdes sobre a utilizacdo de métricas texturais de imagens de resolucdo espacial
média para a modelagem de biomassa e diversidade florestal, que s&o particularmente
relevantes ao monitoramento dos estoques de carbono e da biodiversidade terrestre.
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Tabela S1 — Indicadores de qualidade dos ajustes de regresséo linear simples para biomassa
arbérea acima do solo e indice de diversidade de espécies arboreas nas parcelas

do Inventario Florestal de Minas Gerais (Continua).

Parcelas Variaveis AGB Fisher
R2 p-value R2 p-value

Global  EVI_mean3x3 2,80% 0,00 6,06% 0,00
EVI_std3x3 6,23% 0,00 5,87% 0,00
EVI_contrast3x3 3,90% 0,00 2,87% 0,00
EVI_homogeneity3x3  7,75% 0,00 7,88% 0,00
LST_mean3x3 8,40% 0,00 13,35% 0,00
LST_std3x3 2,03% 0,00 1,41% 0,00
LST_contrast3x3 1,59% 0,00 1,09% 0,00
LST_homogeneity3x3  1,80% 0,00 1,23% 0,00

FOm  EVI_mean3x3
EVI_std3x3 6,08% 0,01
EVI_contrast3x3 2,71% 0,10 7,51% 0,01
EVI_homogeneity3x3 4,22% 0,04
LST mean3x3 1,17%

LST std3x3 0,37%
LST_contrast3x3 0,71%
LST_homogeneity3x3 0,40%

FES EVI_mean3x3 1,60% 0,00 0,23% 0,08
EVI_std3x3 0,39% 0,02 0,83% 0,00
EVI_contrast3x3 0,55% 0,01 0,37% 0,02
EVI_homogeneity3x3 0,91% 0,00
LST_mean3x3 0,92% 0,00 10,67% 0,00
LST std3x3 0,36% 0,03
LST_contrast3x3 0,22% 0,08
LST_homogeneity3x3  0,41% 0,02

FED  EVI_mean3x3
EVI_std3x3 0,63% 0,10
EVI_contrast3x3
EVI_homogeneity3x3  0,86% 0,05 1,90% 0,00
LST_mean3x3 2,11% 0,00
LST_std3x3 0,74% 0,07
LST_contrast3x3
LST homogeneity3x3

CSS  EVI_mean3x3 15,05% 0,00 12,81% 0,00
EVI_std3x3
EVI_contrast3x3
EVI_homogeneity3x3  0,60% 0,07
LST_mean3x3 12,09% 0,00 13,96% 0,00
LST std3x3 1,45% 0,00 0,90% 0,02




92

Tabela S1 — Indicadores de qualidade dos ajustes de regresséo linear simples para biomassa
arborea acima do solo e indice de diversidade de espécies arboreas nas parcelas
do Inventario Florestal de Minas Gerais (Conclusao).

o AGB Fish
Parcelas Variaveis ISher
R? p-value R? p-value
CSS  LST_contrast3x3 1,04% 0,02 1,11% 0,01
LST _homogeneity3x3 1,68% 0,00 1,35% 0,01
Cdao  EVI_mean3x3 6,61% 0,07 1438% 0,01
EVI_std3x3 26,68% 0,00 7,17% 0,05
EVI_contrast3x3 23,53% 0,00
EVI_homogeneity3x3 18,38% 0,00 10,06% 0,02
LST mean3x3 5,69% 0,09
LST_std3x3 7,81% 0,04 9,05% 0,03
LST_contrast3x3 5,66% 0,09 7,02% 0,06
LST homogeneity3x3 6,01% 0,08 7,88% 0,04
CCer  EVI_mean3x3 11,83% 0,00 2,24% 0,02
EVI_std3x3 3,31% 0,01
EVI_contrast3x3 2,71% 0,01
EVI_homogeneity3x3  2,14% 0,03
LST_mean3x3 10,72% 0,00 8,44% 0,00
LST_std3x3 1,73% 0,05
LST_contrast3x3
LST homogeneity3x3 1,19% 0,10

Nota: Globais: Todas as fitofisionomias em conjunto; FOm: Floresta Ombrofila; FES: Floresta
Estacional Semidecidual; FED: Floresta Estacional Decidual; CSS: Cerrado Sensu Stricto (CSS); Cdao:
Cerraddo; CCer: Campo Cerrado; R2 = Coeficiente de determinag¢do em porcentagem; p-valor: nivel de
probabilidade de significAncia dos ajustes; Varidveis: Medidas texturais de imagens medianas do EVI e
da LST de primeira ordem, média (mean) e desvio-padrao (std), e de segunda ordem, contraste (contrast)
e homogeneidade (homogeneity); Linhas em branco indicam equagdes lineares ndo significativas a 90%
de confianga.

Fonte: Do autor (2021).
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Figura S1 — Gréficos de distribuicdo de residuos dos modelos Random Forests obtidos para a
biomassa arborea acima do solo e indice de diversidade de espécies arbdreas nas
parcelas do Inventario Florestal de Minas Gerais em funcdo de métricas texturais
de imagens de Sensoriamento Remoto (Continua).
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Figura S1 — Gréficos de distribui¢do de residuos dos modelos Random Forests obtidos para a
biomassa arborea acima do solo e indice de diversidade de espécies arboreas nas
parcelas do Inventario Florestal de Minas Gerais em funcéo de métricas texturais

de imagens de Sensoriamento Remoto (Continua).

Floresta Ombrdfila
Biomassa Alfa de Fisher
30
2001 5
3 . *
£ 101 se 0 %’e-
= . > i *e® & e
< 0 L r 4 !.. _g -154
3 [ ® . % 30
= =100 °
= (a4
S -45
B 2001 hd
e -60
-300 1 75
0 100 200 0 15 30 45
Predicdo (Mg/ha) Predi¢io
Cerrado Sensu Stricto
Biomassa Alfa de Fisher
30
R 2001 5. .
% 1001 0_4* o
72}
z 0-—*.-’: g .15
P L4 =
S 1004 .0 z -30
= a4
2 -45
B 2001
o -60
-300 1 75 ]
0 100 200 0 15 30 45
Predicao (Mg/ha) Predicio
Cerradao
Biomassa Alfa de Fisher
30
2001
- 151 o o
= 1001 0 o §°
En .,0 & ® s o
2 0 30y g -151
z 3
S _100- * g -301
= a4
32 -45
3 2004
. -60 1
-3001 5]
0 100 200 0 15 30 45
Predi¢do (Mg/ha) Predicdo




95

Figura S1 — Gréficos de distribui¢do de residuos dos modelos Random Forests obtidos para a
biomassa arborea acima do solo e indice de diversidade de espécies arboreas nas
parcelas do Inventario Florestal de Minas Gerais em funcéo de métricas texturais
de imagens de Sensoriamento Remoto (Concluséo).
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Fonte: Do autor (2021).



